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Περίληψη 
Η παρούσα µεταπτυχιακή διατριβή πραγµατεύεται το πρόβληµα της ταξινόµησης προτύπων τα οποία 
ανήκουν σε περισσότερες από δύο κλάσεις. Για το σχεδιασµό του υπέρ-ταξινοµητή µελετήθηκε η 
µέθοδος ‘one against all’. Σύµφωνα µε τη µέθοδο αυτή για κάθε κλάση δεδοµένων δηµιουργείται ένας 
ταξινοµητής ο οποίος εκπαιδεύεται µε θετικά και αρνητικά δεδοµένα. Τα θετικά δεδοµένα 
αποτελούνται από τα στιγµιότυπα της κλάσης στην οποία αντιστοιχίζεται κάθε φορά ο ταξινοµητής 
ενώ τα αρνητικά δεδοµένα αποτελούνται από τα στιγµιότυπα όλων των υπόλοιπων κλάσεων. Αν το 
πλήθος των θετικών και αρνητικών στιγµιότυπων είναι ίσο τότε µιλάµε για ισοζυγισµένο ταξινοµητή 
ενώ σε αντίθετη περίπτωση για µη-ισοζυγισµένο ταξινοµητή. Μετά την εκπαίδευση όλων των 
επιµέρους ταξινοµητών ελέγχοντας ένα δοσµένο στιγµιότυπο µε όλους τους παραπάνω ταξινοµητές 
µπορούµε να βγάλουµε συµπέρασµα σε ποια κλάση αυτό το στιγµιότυπο µπορεί να ανήκει.   

Στηριζόµενοι πάνω σε αυτή τη µέθοδο, δηµιουργήσαµε δικά µας υβριδικά µοντέλα τα οποία 
µας βοήθησαν στην τελική σχεδίαση του υπέρ-ταξινοµητή µας. Η προσέγγιση του προβλήµατος 
στηρίχθηκε στην αρχή στη χρήση του ταξινοµητή µηχανών διανυσµάτων στήριξης (Support Vector 
Machines). Προκειµένου όµως  να βγάλουµε πιο ασφαλή συµπεράσµατα για τη µέθοδο ‘one against 
all’ και των υβριδικών µοντέλων που δηµιουργήσαµε χρησιµοποιήσαµε και νευρωνικά δίκτυα τα 
οποία όµως κατά την αξιολόγηση µας έδωσαν χειρότερα αποτελέσµατα.  

Η αξιολόγηση των παραπάνω µεθόδων σχεδίασης του υπέρ-ταξινοµητή έγινε σε τρία 
προβλήµατα ταξινόµησης. Τα δύο αναφέρονται σε προβλήµατα ταξινόµησης µουσικών κοµµατιών για 
τα οποία έχουν υπολογιστεί κατάλληλα διανύσµατα χαρακτηριστικών και το τρίτο αναφέρεται στην 
ταξινόµηση ανθρώπινων εκφράσεων προσώπου. Τα αποτελέσµατα αναδεικνύουν ότι η τελική υβριδική 
σχεδιαστική µέθοδος του υπέρ-ταξινοµητή φαίνεται να δίνει οριακά λίγο καλύτερα αποτελέσµατα από 
αυτά της απλής µεθόδου ‘one against all’. Επίσης φαίνεται ότι σηµαντικό ρόλο στα τελικά 
αποτελέσµατα παίζει η ποιότητα του συνόλου των χαρακτηριστικών που δίνονται σαν είσοδος στον 
ταξινοµητή. 
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Abstract  
This graduate dissertation is dealing with the case of classification of patterns which belong to more 
than two classes. The design of the super-classifier was based in a method called “one against all”. 
According to this method, for each data class, there is created a classifier that is trained by using 
positive and negative training data population. Positive data consist of snapshots of the class, which the 
classifier corresponds with each time, while negative data consist of snapshots of remaining classes. If 
the population of positive data and the population of negative data is equal, then we have balanced 
classifier, otherwise, we have an unbalanced classifier. After the integrated training of all the particular 
classifiers, we can conclude which class a give snapshot possibly belongs to by checking this snapshot 
with all the above particular classifiers. 

Based on this method, we created our own models that assisted us to design the final model of 
our super-classifier. Initially, the approach of the problem was based on the use of the classifier SVM 
(Support Vector Machines). However, in order to have a safer conclusion for the method “one against 
all”, we also used neural networks that unfortunately returned worse results during the evaluation 
process. 

The evaluation of the above design methods of the super-classifier was focused on three 
particular classification problems. The two of them refer to classification problems of musical pieces, 
for which suitable characteristic vectors have been computed, and the third one refers to the 
classification of human face expressions. The results show that the final hybrid design method of the 
super-classifier seems to have slightly better performance that of the pure (original) method “one 
against all”. Also, it seems that the quality of the set of characteristics, which are given as an input to 
the classifier, play a considerable role in the deduction of the final results.     
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1 Εισαγωγή 
Η κατασκευή µηχανών ικανών να µαθαίνουν από την εµπειρία έχει αποτελέσει για πολύ καιρό 
αντικείµενο τόσο φιλοσοφικών όσο και τεχνικών συζητήσεων. Η τεχνική πτυχή των συζητήσεων έχει 
λάβει µια τεράστια ώθηση από την εµφάνιση των ηλεκτρονικών υπολογιστών που έχουν καταδείξει ότι 
οι µηχανές µπορούν να επιδείξουν ένα σηµαντικό επίπεδο ικανότητας µάθησης, αν και τα όρια αυτής 
της ικανότητας δεν έχουν ακόµα σαφώς καθοριστεί. 

Η ύπαρξη αξιόπιστων συστηµάτων εκµάθησης είναι αναγκαία, δεδοµένου ότι υπάρχουν 
πολλά προβλήµατα για τα οποία δεν υπάρχει διαθέσιµο κάποιο µαθηµατικό πρότυπο που να τα 
περιγράφει, οπότε και δεν µπορούν να λυθούν από τις κλασσικές τεχνικές προγραµµατισµού. 
Παραδείγµατος χάριν δεν είναι γνωστό πώς να γράψει κάποιος ένα πρόγραµµα υπολογιστή για την 
αναγνώριση χειρόγραφων χαρακτήρων ή την αναγνώριση κάποιου µουσικού µοτίβου, αν και υπάρχει 
αφθονία διαθέσιµων παραδειγµάτων. Είναι εποµένως φυσικό να ρωτήσει κανείς αν ένας υπολογιστής 
µπορεί να εκπαιδευτεί να αναγνωρίζει το γράµµα ‘Α’ από παραδείγµατα, ή να αναγνωρίζει ότι το 
µουσικό κοµµάτι ‘Dust in the Wind’ είναι Rock µουσικό κοµµάτι. Εξάλλου αυτός δεν είναι και ο 
τρόπος που ο άνθρωπος µαθαίνει να διαβάζει ή να ξεχωρίζει το είδος της µουσικής που ακούει;  

Ο ίδιος συλλογισµός ισχύει και σε άλλα προβλήµατα: εύρεση γονιδίων σε µια ακολουθία 
DNA, φιλτράρισµα ηλεκτρονικού ταχυδροµείου, εντοπισµός ή αναγνώριση αντικειµένων στην όραση 
υπολογιστών, κ.ά.. Η επίλυση κάθε ενός από αυτά τα προβλήµατα έχει τη δυνατότητα να επιφέρει 
επανάσταση σε κάποια πτυχή της ζωής µας, και για κάθε ένα από αυτά οι αλγόριθµοι µηχανικής 
µάθησης µπορούν να προσφέρουν το κλειδί για την λύση του προβλήµατος. 

1.1 Αντικείµενο της διπλωµατικής εργασίας 
Στην παρούσα εργασία επιχειρείται µια µελέτη του ήδη υπάρχοντος και υλοποιηµένου µε το εργαλείο 
Matlab ταξινοµητή SVM και η δηµιουργία ενός υπέρ-ταξινοµητή ο οποίος θα έχει τη δυνατότητα να 
ταξινοµήσει περισσότερες από δύο κλάσεις. Η σχεδίαση του υπέρ-ταξινοµητή θα στηριχθεί πάνω στη 
µέθοδο ‘one against all’ και υβριδικών µεθόδων που µπορούν να εξαχθούν από αυτή. Για να έχουµε 
µία καλύτερη εικόνα της λειτουργίας του υπέρ-ταξινοµητή κατά την υλοποίησή του εκτός από τον 
SVM θα χρησιµοποιηθούν και ταξινοµητές νευρωνικών δικτύων.  

Η µεθοδολογία SVM είναι αρκετά πρόσφατη, αφού προτάθηκε την προηγούµενη δεκαετία. 
Έχει ήδη προσελκύσει αυξηµένο ενδιαφέρον, µιας και φαίνεται να έχει εντυπωσιακά αποτελέσµατα σε 
πολλές εφαρµογές. Σε αντίθεση µε άλλους αλγορίθµους µηχανικής µάθησης που στηρίζονται στην 
ελαχιστοποίηση του εµπειρικού σφάλµατος (π.χ αριθµός σφαλµάτων εκπαίδευσης) , η µάθηση µε 
SVM βασίζεται στην αρχή της ελαχιστοποίησης του δοµικού σφάλµατος. Ως εκ τούτου, οι SVM 
τείνουν να έχουν καλύτερα αποτελέσµατα όταν εφαρµόζονται σε δεδοµένα που δεν ανήκουν στο 
σύνολο εκπαίδευσης, έχουν µεγαλύτερη ικανότητα γενίκευσης και βρίσκουν ταχύτερα την βέλτιστη 
λύση. 

Ειδικότερα λοιπόν, θα µελετηθεί ο υπέρ-ταξινοµητής πως συµπεριφέρεται και πως ταξινοµεί 
δεδοµένα µετά από την εκπαίδευσή του. Τα δεδοµένα για τα οποία γίνεται λόγος θα ανήκουν σε δύο 
διαφορετικές κλάσεις και θα είναι είτε ισοζυγισµένα είτε όχι (µέθοδος ‘one against all’). Με τη 
βοήθεια αυτών των συµπερασµάτων θα είναι δυνατή  η υλοποίηση ενός ταξινοµητή ο οποίος θα έχει 
τη δυνατότητα να ταξινοµεί δεδοµένα τα οποία θα ανήκουν σε περισσότερες από δύο κλάσεις. Τα 
δεδοµένα στα οποία θα γίνουν τα πειράµατα και οι έλεγχοι προέρχονται από µουσικά κοµµάτια 
διαφορετικών µοτίβων και από αρχεία εικόνων προσώπου διαφορετικών εκφράσεων. Μετά από 
κατάλληλη επεξεργασία για τα µεν µουσικά δεδοµένα έχουν δηµιουργηθεί 1000 στιγµιότυπα όπου το 
κάθε στιγµιότυπο αποτελείται από 30 χαρακτηριστικά και άλλη µία σειρά από 1000 τα οποία 
περιέχουν 280 χαρακτηριστικά ενώ για τα δεδοµένα εκφράσεων προσώπου έχουν δηµιουργηθεί 2500 
στιγµιότυπα όπου το κάθε στιγµιότυπο αποτελείται από 7 χαρακτηριστικά αντίστοιχα. 

1.2 ∆ιάρθρωση της εργασίας 
Το υπόλοιπο της εργασίας οργανώνεται ως ακολούθως: Στο κεφάλαιο 2 παρατίθεται το θεωρητικό 

υπόβαθρο πάνω στο οποίο στηρίχθηκε η εργασία. Το κεφάλαιο 3 περιγράφει τον αλγόριθµο SVM που 
αναπτύσσεται µε τη βοήθεια του εργαλείου Matlab καθώς πάνω στον οποίο θα στηριχθούµε για να 
αναπτυχθεί ο υπέρ-ταξινοµητής. Στο κεφάλαιο 4 περιγράφονται κάποιοι νευρωνικοί ταξινοµητές που 
θα χρησιµοποιήσουµε στην εργασία µας για να έχουµε περισσότερα αποτελέσµατα πάνω στη 
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µεθοδολογία ‘one against all’ που εφαρµόζεται για την ανάπτυξη του υπέρ ταξινοµητής µας και των 
υβριδικών µοντέλων όπως αυτά παρουσιάζονται αναλυτικά στο κεφάλαιο 5. Στο κεφάλαιο 6 γίνεται 
αναφορά στο περιβάλλον διεξαγωγής των πειραµάτων στο οποίο διενεργήθηκε η αξιολόγηση των 
µεθόδων που συζητούνται, ενώ η περιγραφή των αποτελεσµάτων που προέκυψαν από την εκτέλεση 
τους παρουσιάζεται στο κεφάλαιο 7. Η εργασία ολοκληρώνεται µε το κεφάλαιο 8, όπου 
ανακεφαλαιώνονται τα ζητήµατα που θίχθηκαν και προτείνονται κατευθύνσεις που θα άξιζε να 
διερευνηθούν µελλοντικά. 

2 Θεωρητικό υπόβαθρο 

2.1 Εισαγωγή 
Όταν οι υπολογιστές χρησιµοποιούνται για να λύσουν ένα πρακτικό πρόβληµα, η συνήθης περίπτωση 
είναι να µπορεί να περιγραφεί ρητά η µέθοδος παραγωγής της απαιτούµενης εξόδου από το σύνολο 
δεδοµένων εισόδου. Οπότε ο στόχος του σχεδιαστή του συστήµατος και τελικά του προγραµµατιστή 
για την εφαρµογή των προδιαγραφών είναι να µεταφράσει αυτή την µέθοδο σε µια ακολουθία 
βηµάτων που ο υπολογιστής θα ακολουθήσει για να επιτύχει το επιθυµητό αποτέλεσµα. 

Όταν όµως οι υπολογιστές χρησιµοποιούνται για να λύσουν πιο σύνθετα προβλήµατα, 
µπορούν να προκύψουν καταστάσεις στις οποίες δεν υπάρχει κάποια γνωστή µέθοδος για τον 
υπολογισµό της επιθυµητής εξόδου από το σύνολο των δεδοµένων εισόδου ή ο υπολογισµός αυτός να 
είναι πολύ ακριβός. Παραδείγµατα τέτοιων καταστάσεων µπορεί να είναι η µοντελοποίηση µιας 
σύνθετης χηµικής αντίδρασης, όπου οι ακριβείς αλληλεπιδράσεις των διάφορων αντιδραστηρίων δεν 
είναι γνωστές, η ταξινόµηση πρωτεϊνικών τύπων βασισµένων στην ακολουθία DNA από την οποία 
παράγονται, ή η ταξινόµηση όσους έχουν κάνει αίτηση για δάνειο σε εκείνους που θα αθετήσουν ή σε 
εκείνους που θα το ξεπληρώσουν. 

Αυτές οι εργασίες δεν µπορούν να λυθούν από µια παραδοσιακή προγραµµατιστική 
προσέγγιση, αφού ο σχεδιαστής του συστήµατος δεν µπορεί να καθορίσει ακριβώς την µέθοδο µε την 
οποία η σωστή έξοδος υπολογίζεται από τα δεδοµένα εισόδου. Μια εναλλακτική στρατηγική για την 
επίλυση τέτοιων προβληµάτων είναι να προσπαθήσει ο υπολογιστής να µάθει την λειτουργία εισόδου / 
εξόδου από παραδείγµατα, µε τον ίδιο τρόπο που τα παιδιά µαθαίνουν ποια είναι τα αγωνιστικά 
αυτοκίνητα απλά λέγοντας τους ποια από ένα µεγάλο αριθµό αυτοκινήτων είναι αγωνιστικά, και όχι 
δίνοντας τους µια ακριβή προδιαγραφή του αγωνιστικού αυτοκινήτου. Η προσέγγιση της 
χρησιµοποίησης παραδειγµάτων για την κατασκευή ενός προγράµµατος είναι γνωστή ως µεθοδολογία 
µάθησης (learning methodology), και στην ειδική περίπτωση που τα παραδείγµατα είναι ζευγάρια 
εισόδου / εξόδου καλείται µάθηση µε επίβλεψη (supervised learning). Τα παραδείγµατα αναφέρονται 
ως δεδοµένα εκπαίδευσης (training data). 

Τα ταιριάσµατα εισόδου / εξόδου συνήθως φανερώνουν µια λειτουργική σχέση που 
απεικονίζει τα δεδοµένα εισόδου σε έξοδο, αν και αυτό δεν ισχύει πάντα όταν η έξοδος αλλοιώνεται 
από θόρυβο. Όταν υπάρχει µια υποκείµενη συνάρτηση από τα δεδοµένα εισόδου στην έξοδο, αυτή 
αναφέρεται ως συνάρτηση στόχου (target function). Η προσέγγιση της συνάρτησης στόχου που 
µαθαίνεται ή δηµιουργείται από τον αλγόριθµο µάθησης είναι γνωστή ως λύση (solution) του 
προβλήµατος µάθησης. Στην περίπτωση της ταξινόµησης, αυτή η συνάρτηση αναφέρεται µερικές 
φορές ως συνάρτηση απόφασης (decision function). Η λύση επιλέγεται από ένα σύνολο υποψήφιων 
συναρτήσεων που απεικονίζουν το χώρο εισόδου στην περιοχή εξόδου. Συνήθως θα επιλέξουµε ένα 
συγκεκριµένο σύνολο ή µια κατηγορία από υποψήφιες συναρτήσεις γνωστές ως υποθέσεις 
(hypotheses) πριν ξεκινήσουµε να µάθουµε τη σωστή συνάρτηση. Παραδείγµατος χάριν, τα 
αποκαλούµενα δέντρα απόφασης (decision trees) είναι υποθέσεις που δηµιουργούνται 
κατασκευάζοντας ένα δυαδικό δέντρο µε απλές συναρτήσεις απόφασης στους εσωτερικούς κόµβους 
και τιµές εξόδου στα φύλλα. Ως εκ τούτου, µπορούµε να δούµε την επιλογή από τον χώρο υποθέσεων 
(hypotheses space) ως ένα από τα βασικά συστατικά της µάθησης. Ο αλγόριθµος που παίρνει τα 
δεδοµένα εκπαίδευσης ως είσοδο και επιλέγει µια υπόθεση από των χώρο υποθέσεων είναι το δεύτερο 
σηµαντικό συστατικό και αναφέρεται ως αλγόριθµος µάθησης (learning algorithm). 

Στην περίπτωση της µάθησης να διακρίνει κάποιος τα αγωνιστικά αυτοκίνητα, η έξοδος είναι 
ένα απλά ναι ή όχι, την οποία µπορούµε να θεωρήσουµε ως δυαδική τιµή εξόδου. Για το πρόβληµα της 
αναγνώρισης του µοτίβου ενός µουσικού κοµµατιού η τιµή της εξόδου θα είναι µία από ένα 
πεπερασµένο αριθµό κατηγοριών, ενώ οι τιµές εξόδου για την µοντελοποίηση µιας χηµικής 
αντίδρασης µπορεί να είναι οι συγκεντρώσεις των αντιδραστηρίων ως πραγµατικοί αριθµοί. 
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Ένα πρόβληµα µάθησης µε δυαδική τιµή εξόδου αναφέρεται ως πρόβληµα δυαδικής 
ταξινόµησης (binary classification). Ένα πρόβληµα µε ένα πεπερασµένο αριθµό από κατηγορίες 
αναφέρεται ως πρόβληµα ταξινόµησης πολλαπλών κατηγοριών (multi-class classification). Ένα 
πρόβληµα µε πραγµατικούς αριθµούς ως έξοδο αναφέρεται ως παλινδρόµηση (regression). 

Η µάθηση χωρίς επίβλεψη (unsupervised learning) εξετάζει την περίπτωση όπου δεν υπάρχει 
κάποια τιµή εξόδου και ο στόχος της µάθησης είναι να κατανοηθεί η διαδικασία που παρήγαγε τα 
δεδοµένα, Αυτός ο τύπος µάθησης περιλαµβάνει την εκτίµηση παραµέτρων, την οµαδοποίηση, κ.α.. 
Υπάρχουν επίσης µοντέλα µάθησης που εξετάζουν πιο σύνθετες αλληλεπιδράσεις µεταξύ του 
εκπαιδευόµενου και του περιβάλλοντος τους. Ίσως η απλούστερη περίπτωση είναι όταν ο 
εκπαιδευόµενος µπορεί να ρωτήσει το περιβάλλον για την έξοδο που συνδέεται µε µια συγκεκριµένη 
είσοδο. Η µελέτη για το πώς αυτό έχει επιπτώσεις στη δυνατότητα του εκπαιδευόµενου να µάθει είναι 
γνωστή ως µάθηση ερωτήσεων (query learning). Περαιτέρω πολυπλοκότητες στην αλληλεπίδραση 
εξετάζονται στην µάθηση µε ενίσχυση (reinforcement learning), όπου ο εκπαιδευόµενος έχει µια σειρά 
από ενέργειες στην διάθεση του που µπορεί να πάρει για να προσπαθήσει να κινηθεί προς καταστάσεις 
όπου αναµένει υψηλές ανταµοιβές. Η µεθοδολογία µάθησης µπορεί να παίξει ρόλο στην µάθηση µε 
ενίσχυση αν µεταχειριστούµε τη βέλτιστη ενέργεια ως έξοδο µιας συνάρτησης της τρέχουσας 
κατάστασης του εκπαιδευόµενου. Υπάρχουν, εντούτοις, σηµαντικές περιπλοκές, αφού η ποιότητα της 
εξόδου µπορεί να αξιολογηθεί µόνο έµµεσα όταν εµφανιστούν οι συνέπειες µιας ενέργειας. 

Άλλοι τύποι µάθησης καθορίζονται από τον τρόπο µε τον οποίο τα δεδοµένα εκπαίδευσης 
παράγονται αλλά και από το πώς παρουσιάζονται στον εκπαιδευόµενο. Παραδείγµατος χάριν, υπάρχει 
µια διάκριση που γίνεται µεταξύ της batch µάθησης στην οποία όλα τα δεδοµένα δίνονται στον 
εκπαιδευόµενο στην έναρξη της µάθησης, και της online µάθησης στην οποία ο εκπαιδευόµενος 
λαµβάνει ένα παράδειγµα τη φορά, και δίνει την εκτίµηση της εξόδου, πριν να λάβει τη σωστή της 
τιµή. Στην on-line µάθηση ο εκπαιδευόµενος ενηµερώνει την τρέχουσα υπόθεσή του βάση του νέου 
παραδείγµατος και η ποιότητα της µάθησης αξιολογείται από το συνολικό αριθµό λαθών που γίνονται 
κατά τη διάρκεια της µάθησης. 

2.2 Μηχανική Μάθηση 
Η Μηχανική Μάθηση (Machine Learning) έχει ως αντικείµενο την κατασκευή 

προγραµµάτων, ικανών να βελτιώνονται αυτόµατα µε την εµπειρία που αποκτούν κατά την εκτέλεση 
τους. Χρησιµοποιεί έννοιες από διάφορα επιστηµονικά πεδία και κυρίως από τη στατιστική, την 
τεχνητή νοηµοσύνη και τη θεωρία πληροφορίας. Ο όρος µάθηση χρησιµοποιείται εδώ µε την έννοια 
ότι ένα πρόγραµµα µαθαίνει από την υπάρχουσα εµπειρία Ε σε σχέση µε κάποια εργασία Τ που πρέπει 
να επιτελέσει και µε κάποιο µέτρο απόδοσης Ρ, όταν η απόδοσή του στην εργασία Τ, όπως µετριέται 
από το Ρ, βελτιώνεται από την εµπειρία Ε. Για παράδειγµα, η εργασία ενός προγράµµατος µπορεί να 
είναι η οπτική αναγνώριση χειρόγραφων λέξεων. Σε αυτή την περίπτωση, ως µέτρο αξιολόγησης 
µπορεί να θεωρηθεί το ποσοστό των λέξεων που αναγνωρίστηκαν σωστά από ένα σύνολο δοκιµής και 
η εµπειρία θα είναι ένα σύνολο µε χειρόγραφες λέξεις που είναι χαρακτηρισµένες εκ των προτέρων. 
Αυτό το σύνολο δεδοµένων αξιοποιείται στην εκπαίδευση του προγράµµατος. 

Βασική αρχή λειτουργίας ενός αλγορίθµου µηχανική µάθησης είναι η προσπάθεια εξαγωγής 
γενικευµένων κανόνων, ικανών να αντιµετωπίσουν το προς επίλυση πρόβληµα από ένα περιορισµένο 
σύνολο δεδοµένων εκπαίδευσης, προσέγγιση δηλαδή της συνάρτησης (έννοιας) στόχου από το σύνολο 
των πιθανών λύσεων, τις υποθέσεις. Όµως, η µόνη διαθέσιµη πληροφορία που υπάρχει είναι το 
πεπερασµένο δείγµα εκπαίδευσης. Συνεπώς, πρόκειται για µία διαδικασία επαγωγικού συλλογισµού 
(inductive reasoning), δηλαδή συµπερασµού µίας γενικότερης έννοιας από την ειδικότερη έννοια που 
αντιστοιχεί στο συγκεκριµένο δείγµα. Εποµένως, το µόνο που είναι εγγυηµένο είναι ότι η προσέγγιση 
της συνάρτησης στόχου είναι ακριβής για τα δεδοµένα εκπαίδευσης, ενώ για όλα τα άλλα στιγµιότυπα 
µπορούµε µόνο να το υποθέσουµε. Σε αυτό το ζήτηµα αναφέρεται η θεµελιώδης παραδοχή της 
επαγωγικής µάθησης: 

Αξίωµα: Οποιαδήποτε υπόθεση έχει βρεθεί να προσεγγίζει καλά την συνάρτηση στόχου σε 
ένα επαρκώς µεγάλο σύνολο παραδειγµάτων εκπαίδευσης, θα την προσεγγίζει καλά και σε άγνωστα 
στιγµιότυπα. 

Παρόλα αυτά, τα δεδοµένα εκπαίδευσης δεν είναι επαρκή. Έχει δειχθεί ότι, για να µπορέσει 
ένας αλγόριθµος µάθησης να κατατάξει άγνωστα στιγµιότυπα µε κάποια λογική βάση, πρέπει να έχουν 
γίνει εκ των προτέρων κάποιες παραδοχές ως προς τη φύση της συνάρτησης στόχου. Με αυτό τον 
τρόπο περιορίζεται ο χώρος των υποθέσεων στον οποίο αναζητείται η συνάρτηση στόχου και δίνεται 
µια λογική κατεύθυνση στη απαραίτητη γενίκευση πέρα από τα παραδείγµατα εκπαίδευσης, έτσι ώστε 
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να συναχθεί η συνάρτηση στόχου. Οι παραδοχές αυτές είναι γενικά διαφορετικές για κάθε αλγόριθµο 
µάθησης και δεν είναι απαραίτητο να γνωρίζουµε αν όντως ισχύουν. Το σύνολο των παραδοχών-
ισχυρισµών για κάποιον αλγόριθµο που αυτός ακολουθεί για να πλοηγηθεί στο χώρο υποθέσεων, 
καλείται επαγωγική προδιάθεση (inductive bias) του αλγορίθµου. Πιο τυπικά, η επαγωγική προδιάθεση 
ενός αλγορίθµου L είναι οποιοδήποτε ελάχιστο σύνολο παραδοχών B , τέτοιο ώστε για κάθε 
συνάρτηση στόχο C και αντίστοιχα παραδείγµατα εκπαίδευσης cD , η δυαδική τιµή κατάταξης που 

ανατίθεται σε κάθε στιγµιότυπο ix , ( , )i cL x D  να συνεπάγεται λογικά από τα B , cD  και ix  : 

[( ) ( , )]i c i i cx B D x L x D∀ ∧ ∧ →  

Με αυτό τον τρόπο επιτυγχάνεται η ισοδυναµία µιας διαδικασίας επαγωγικής µάθησης µε µία 
παραγωγική (deductive) διαδικασία, δηλαδή µε µια διαδικασία που µε τυπικά ορθό τρόπο συµπεραίνει 
ειδικότερες έννοιες από γενικότερες. 

2.3 Ταξινόµηση 
Το πρόβληµα της ταξινόµησης (classification) συνιστάται στην εκµάθηση µιας συνάρτησης στόχου 
ικανής να αντιστοιχεί άγνωστα αντικείµενα σε προκαθορισµένο σύνολο κατηγοριών. Στόχος της 
διαδικασίας µάθησης είναι η δηµιουργία ενός µοντέλου πρόβλεψης της µη παρατηρούµενης ιδιότητας 
που είναι το διακριτικό (όνοµα / τιµή) της κατηγορίας ενός αγνώστου αντικειµένου, βάσει των τιµών 
των χαρακτηριστικών που το προσδιορίζουν. Τυπικά παραδείγµατα εφαρµογών ταξινόµησης 
αποτελούν η αυτόµατη ταξινόµηση µηνυµάτων ηλεκτρονικού ταχυδροµείου σε κατηγορίες που 
καθορίζονται από τον χρήστη, ο διαχωρισµός καλοηθών από κακοήθεις όγκους µέσω της 
παρατήρησης των αποτελεσµάτων ιατρικών εξετάσεων, κ.ά.. Για την αντιµετώπιση του συγκεκριµένου 
προβλήµατος προϋποτίθεται η συγκέντρωση ενός αριθµού από αντιπροσωπευτικά για κάθε κατηγορία 
παραδείγµατα (στιγµιότυπα του προβλήµατος), τα οποία έχουν ταξινοµηθεί από τον άνθρωπο-
εκπαιδευτή. Στην συνέχεια, τα εν λόγω στιγµιότυπα (σώµα δεδοµένων εκπαίδευσης) δίνονται σε έναν 
αλγόριθµο µηχανικής µάθησης, ο οποίος, κατόπιν της παρατήρησης των χαρακτηριστικών τους, 
παράγει ως έξοδο ένα εκτιµώµενο µοντέλο, ικανό να αντιστοιχίζει άγνωστα στιγµιότυπα στις 
προδιαγεγραµµένες κατηγορίες. Το τελικό προϊόν της εκπαίδευσης καλείται ταξινοµητής (classifier). 

2.3.1 ∆ιανυσµατική αναπαράσταση 

Για να είναι σε θέση ο αλγόριθµος µηχανικής µάθησης να χειρισθεί τα δεδοµένα που δίνονται ως 
είσοδος, απαιτείται ο µετασχηµατισµός τους σε µια µορφή που να τον διευκολύνει στο έργο του. Μια 
από τις δηµοφιλέστερες µορφές αναπαράστασης είναι η διανυσµατική. Κάθε παράδειγµα εκπαίδευσης 
αναπαριστάται ως ένα διάνυσµα l χαρακτηριστικών (attributes/features), µετρήσιµων δηλαδή 
ποσοτήτων που έχουν επιλεγεί µε τέτοιο τρόπο ώστε ο αλγόριθµος να εκµαιεύσει από τις τιµές τους τη 
γνώση που χρειάζεται για την εκµάθηση της συνάρτησης στόχου. Ανάλογα µε το είδος της 
πληροφορίας που κωδικοποιεί ένα χαρακτηριστικό, αυτό µπορεί να είναι συνεχές (continuous) – π.χ. 
ένας πραγµατικός αριθµός ή ονοµαστικό (nominal) – ένα σύνολο διακριτών τιµών. Με αυτόν τον 
τρόπο, τα δεδοµένα του προβλήµατος απεικονίζονται σε έναν χώρο l διαστάσεων, το χώρο των 
στιγµιότυπων (instance space), µε κάθε στιγµιότυπο (ήτοι διάνυσµα l χαρακτηριστικών) να αποτελεί 
ένα σηµείο του χώρου. Στην περίπτωση του προβλήµατος της ταξινόµησης, η κλάση που συνοδεύει τα 
στιγµιότυπα εκπαίδευσης κωδικοποιείται κι αυτή ως ονοµαστικό χαρακτηριστικό. 

Στην περίπτωση που τα παραδείγµατα είναι κείµενα, αυτά αναπαρίστανται ως σύνολα λέξεων 
(Bag of Words), δηλαδή διανύσµατα αριθµητικών χαρακτηριστικών. Καθένα από αυτά αριθµεί το 
πλήθος των εµφανίσεων στο εκάστοτε κείµενο, της λέξης που αντιστοιχεί στη θέση του 
χαρακτηριστικού µέσα στο διάνυσµα. Το σύνολο όλων των λέξεων που εµφανίζονται στα κείµενα 
ονοµάζεται λεξικό και συµβολίζεται µε V = {w1,…,w|V|}. 

2.4 Μάθηση µε πλήρη επίβλεψη – χωρίς επίβλεψη 
Η διαδικασία της µάθησης υπό πλήρη επίβλεψη στοχεύει στη δηµιουργία ενός µοντέλου, ικανό να 
προβλέπει κάποιες µη παρατηρούµενες ιδιότητες σε άγνωστα αντικείµενα, χρησιµοποιώντας στο σώµα 
δεδοµένων εκπαίδευσης παραδείγµατα που έχουν αυτές τις ιδιότητες γνωστές. Ως παραδείγµατα αυτής 
της κατηγορίας µάθησης θα µπορούσαµε να επικαλεστούµε την εκτίµηση του βάρους ενός ανθρώπου 
δεδοµένου του ύψους και άλλων χαρακτηριστικών του, ή του θέµατος ενός κειµένου βάσει των 
συµβολοσειρών (λέξεων, αριθµών και σηµείων στίξης) που το απαρτίζουν. 
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Μια διαφορετική από την προηγούµενη προσέγγιση είναι η µάθηση χωρίς επίβλεψη, στην 
οποία τα παραδείγµατα του σώµατος δεδοµένων εκπαίδευσης δεν έχουν γνωστή την τιµή της ιδιότητας 
που θέλουµε να προβλέψουµε, οπότε ο «µαθητής» αφήνεται ελεύθερος. Από τις σηµαντικότερες υπό-
περιοχές της µάθησης χωρίς επίβλεψη, ξεχωρίζουν η οµαδοποίηση (clustering), και η εκτίµηση 
παραµέτρων (parameter estimation). Η οµαδοποίηση συνιστάται στην ανακάλυψη οµάδων από 
αντικείµενα που παρουσιάζουν µεταξύ τους κοινά χαρακτηριστικά. Οι κατηγορίες στην περίπτωση 
αυτή δεν είναι γνωστές εκ των προτέρων (δεν δίνονται δηλαδή από τον χρήστη) αλλά προκύπτουν 
δυναµικά κατά την εκτέλεση του αλγορίθµου οµαδοποίησης. Στην εκτίµηση παραµέτρων 
κατασκευάζουµε ένα στατιστικό µοντέλο του κόσµου του προς αντιµετώπιση προβλήµατος, που 
διαθέτει ένα σύνολο παραµέτρων, τις τιµές των οποίων επιθυµούµε να προσδιορίσουµε. Για το σκοπό 
αυτό χρησιµοποιούµε έναν αλγόριθµο µάθησης που εκπαιδεύεται σε αντιπροσωπευτικά δεδοµένα του 
κόσµου µας, προκειµένου να προσεγγίσει τις ζητούµενες παραµέτρους. 

Όπως είδαµε, τα παραδείγµατα του σώµατος δεδοµένων εκπαίδευσης πρέπει όλα να  έχουν 
γνωστή την τιµή της ιδιότητας. Για το πρόβληµα της ταξινόµησης αυτό σηµαίνει να είναι 
ταξινοµηµένα, να γνωρίζουµε δηλαδή σε ποια κλάση ανήκουν. Σε αυτή την κατηγορία ανήκει και ο 
αλγόριθµος ταξινόµησης SVM (Support Vector Machines – SVM) τον οποίο θα αναλύσουµε στο 
αντίστοιχο κεφάλαιο. 

Η κατασκευή ενός αντιπροσωπευτικού σώµατος εκπαίδευσης, παρ’ όλης ωστόσο της 
κρισιµότητας της, αποδεικνύεται τις περισσότερες φορές ιδιαίτερα επίπονη και χρονοβόρα διαδικασία. 
Συχνά, οι πηγές άντλησης ποιοτικών παραδειγµάτων από τον πραγµατικό κόσµο είναι περιορισµένες, 
καθιστώντας επιτακτική την ανάγκη αξιοποίησης τους µε τον καλύτερο δυνατό τρόπο. Εξίσου 
σηµαντικός παράγοντας είναι το κόστος απόκτησης των δεδοµένων. Σε ορισµένα πεδία, όπως αυτό της 
µοντελοποίησης βιοµηχανικών διαδικασιών, ένα παράδειγµα εκπαίδευσης µπορεί να χρειασθεί 
αρκετές µέρες για να παραχθεί, και µάλιστα µε διόλου ευκαταφρόνητο κόστος. Σε άλλα πεδία, όπου το 
κόστος απόκτησης των δεδοµένων είναι ουσιαστικά µηδαµινό (π.χ. φιλτράρισµα ανεπιθύµητης 
αλληλογραφίας), απαιτείται από τον άνθρωπο να αφιερώσει αρκετές ώρες για την αρχική ταξινόµηση 
των δεδοµένων εκπαίδευσης. 

Στα ταξινοµηµένα παραδείγµατα πολλές φορές υπάρχει θόρυβος µε τη µορφή παραδειγµάτων 
που περιέχουν ελλιπείς ή εσφαλµένες τιµές στα χαρακτηριστικά τους. Το γεγονός αυτό αποτελεί 
ιδιαίτερα σοβαρό κίνδυνο για την ικανότητα γενίκευσης του επαγόµενου µοντέλου, καθιστώντας 
αναγκαία τη χρήση µεθόδων «καθαρισµού» του σώµατος εκπαίδευσης, για τον περιορισµό των όποιων 
πιθανών επιπτώσεων. Επιπλέον, σηµαντικό είναι και το πρόβληµα των άσχετων δεδοµένων (outliers). 
Πρόκειται για δεδοµένα που δεν πρόσκεινται ούτε των θετικών ούτε και των αρνητικών 
παραδειγµάτων του προβλήµατος, µε αποτέλεσµα να µην είναι δυνατόν από αυτά να εξαχθούν 
ουσιώδη συµπεράσµατα για το υποσύνολο των περιπτώσεων που αντιπροσωπεύουν, σε σχέση µε τις 
περιπτώσεις που µας ενδιαφέρουν άµεσα. Αρκετοί ταξινοµητές αποπροσανατολίζονται από την 
παρουσία τέτοιων παραδειγµάτων, καταλήγοντας στην εκµάθηση ασήµαντων λεπτοµερειών των 
δεδοµένων αυτών. Το φαινόµενο αυτό γνωστό και ως φαινόµενο του υπερταιριάσµατος (overfitting 
effect), πλήττει την ικανότητα γενίκευσης των επαγόµενων µοντέλων, και κατά συνέπεια την 
αποτελεσµατικά τους κατά την αντιµετώπιση αγνώστων παραδειγµάτων. 

2.5 Μέτρα αξιολόγησης 

2.5.1 Πίνακας σύγχυσης-Confusion matrix 

 
 
 Positive Class Negative Class 

Classified as Positive TP FP(εΙΙ) 

Classified as Negative FN(εΙ) TN 

Πίνακας: Πίνακας σύγχυσης ενός προβλήµατος ταξινόµησης δύο κλάσεων. 
 

Στον παραπάνω πίνακα εµφανίζεται ο πίνακας σύγχυσης (confusion matrix) που αναπαριστά τις 
τέσσερις δυνατές εκβάσεις µιας προσπάθειας δυαδικής ταξινόµησης. Στην κύρια διαγώνιο του πίνακα 
οι συµβολισµοί TP (True Positive) και TN (True Negative) αντιστοιχούν στις περιπτώσεις ορθής 
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ταξινόµησης ενός θετικού παραδείγµατος στην κλάση των θετικών και ενός αρνητικού στην κλάση 
των αρνητικών. Οι άλλες δύο περιπτώσεις αναφέρονται σε εσφαλµένες ταξινοµήσεις, που 
συµµετέχουν στον υπολογισµό του συνολικού σφάλµατος του ταξινοµητή. Η περίπτωση FN (False 
Negative), που αντιστοιχεί στην εσφαλµένη ταξινόµηση ενός θετικού παραδείγµατος ως αρνητικό, 
αναφέρεται στη βιβλιογραφία ως Σφάλµα Τύπου Ι (Error Type I ή εΙ). Η αντίθετη περίπτωση FP (False 
Positive) αποτελεί το Σφάλµα Τύπου ΙΙ – εΙΙ. Ας σηµειωθεί επίσης ότι το άθροισµα TP + FN ισούται 
µε το σύνολο των θετικών παραδειγµάτων που χρησιµοποιήθηκαν κατά τον έλεγχο του ταξινοµητή, 
και κατ' επέκταση το FP + TN µε το πλήθος των αρνητικών που είτε ταξινοµήθηκαν σωστά ή 
εσφαλµένα. 

2.5.2 Ακρίβεια 

Ως ακρίβεια (accuracy) ορίζουµε την αναλογία όλων των προβλέψεων που ήταν σωστές: 
 

#
#
ώ έaccuracy

έ
σωστ ν προβλ ψεων

προβλ ψεων
 

=  

 
Για ένα πρόβληµα ταξινόµησης δύο κλάσεων, η ποσότητα εκφράζεται µε την βοήθεια του 

πλήθους των σωστών και εσφαλµένων ταξινοµήσεων ενός συστήµατος ως εξής:  
 

TP TNaccuracy
TP TN FP FN

+
=

+ + +
 

2.5.3 Ορθότητα 

Ως ορθότητα (precision – degree of soundness) ορίζουµε τη δεσµευµένη πιθανότητα αν 
ταυτίζεται η κλάση που προβλέπει ένας ταξινοµητής για ένα στιγµιότυπο µε την πραγµατική του 
κλάση: 

 
#

#c
ώ έ ά cprecision

έ ά c
σωστ ν προβλ ψεων κλ σης

προβλ ψεων κλ σης
   

=
  

 

Για ένα πρόβληµα ταξινόµησης δύο κλάσεων έχουµε: 
 

p
TPprecision

TP FP
=

+
 

 

N
TNprecision

TN FN
=

+
 

2.5.4 Μέτρο DecisionValue 

Στα προβλήµατα µάθησης όπου υπάρχουν αρνητικά και θετικά παραδείγµατα, µπορούµε να 
υπολογίσουµε την τιµή της συνάρτησης απόφασης. Αυτή παίρνει τιµές από -1 έως 1. Ανάλογα µε το 
πόσο σίγουρος είναι ο ταξινοµητής στην τοποθέτηση ενός στιγµιότυπου στην κλάση Α ή στην 
συµπληρωµατική της θα δώσει κ την κατάλληλη τιµή σε αυτή τη συνάρτηση. Έτσι λοιπόν για µεγάλη 
βεβαιότητα σωστής τοποθέτησης θα δώσει τιµές κοντά στο ένα ενώ αντίθετα για µικρή βεβαιότητα θα 
δώσει τιµές κοντά στο -1. 

Είναι δυνατόν ο ταξινοµητής να δώσει θετική τιµή στη συνάρτηση απόφασης αν έχει 
βεβαιότητα ότι ένα στιγµιότυπο ανήκει στην συµπληρωµατική και όχι στην κλάση Α. Τότε όµως το 
rating για το συγκεκριµένο στιγµιότυπο θα είναι µηδέν γιατί θα έχει προβλεφθεί σε λάθος µεριά το 
στιγµιότυπο ανεξάρτητα από τη βεβαιότητα που έχει ο ταξινοµητής για το αντίστοιχο συγκεκριµένο 
στιγµιότυπο.  
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3 Ταξινοµητής SVM 
Στόχος της συγκεκριµένης εργασίας ήταν η δηµιουργία ενός υπέρ-ταξινοµητή ο οποίος θα 

είναι σε θέση να µπορεί να ταξινοµήσει στιγµιότυπα σε περισσότερες από δύο κλάσεις. Στην µελέτη 
µας, προκειµένου να πετύχουµε αυτό το στόχο χρησιµοποιήσαµε ένα σχετικά καινούριο αλγόριθµο 
µηχανικής µάθησης, τις support vector machines (SVM). Οι SVM προτάθηκαν τη δεκαετία του ’90, 
ωστόσο η χρήση τους είναι ήδη ιδιαίτερα διαδεδοµένη σε πολλές εφαρµογές, µιας και τα 
αποτελέσµατα που παρέχουν είναι πολύ ικανοποιητικά. Η έρευνα γύρω από τα SVM ακόµη 
συνεχίζεται και νέα δεδοµένα προκύπτουν, µε αποτέλεσµα οι εφαρµογές τους συνεχώς να 
επεκτείνονται. Στο παρόν κεφάλαιο θα συζητηθούν οι βασικές αρχές µηχανικής µάθησης και θα 
περιγραφεί αναλυτικά ο αλγόριθµος των SVM. 

Μπορούµε να διακρίνουµε γενικά τρεις τρόπους µάθησης: µε επίβλεψη, χωρίς επίβλεψη και 
την ενισχυτική µάθηση. Η καθεµία λειτουργεί µε διαφορετικό τρόπο και η επιλογή τους εξαρτάται σε 
µεγάλο βαθµό από τη φύση του προβλήµατος που θέλουµε να αντιµετωπίσουµε. Οι αλγόριθµοι 
µηχανικής µάθησης βρίσκουν εφαρµογή σε πολλά προβλήµατα, όπως είναι η προσέγγιση 
συναρτήσεων, η αναγνώριση συστηµάτων , η πρόβλεψη σηµάτων, η ταξινόµηση προτύπων (στην 
οποία εντάσσεται το θέµα που διαπραγµατευόµαστε στη συγκεκριµένη εργασία), προβλήµατα 
αυτόµατου ελέγχου, προβλήµατα ανάλυσης δεδοµένων σε κύριες συνιστώσες κ.α. 

Τα SVM προσφέρουν τη δυνατότητα µάθησης µε επίβλεψη, δηλαδή η µάθηση και η 
εκπαίδευση γίνεται µε αυτόνοµο τρόπο. Το σύστηµα τροφοδοτείται µε εισόδους που η επιθυµητή 
έξοδός τους διακρίνεται σε δύο κατηγορίες (δυαδικό πρόβληµα) και καλείται να εκτιµήσει τη σχέση 
που υπάρχει ανάµεσα στις εισόδους και τις επιθυµητές εξόδους, ώστε να µπορεί να ταξινοµήσει στη 
συνέχεια και άλλα πρότυπα, των οποίων η έξοδος είναι άγνωστη. Η συνάρτηση που δείχνει τη σχέση 
εισόδων-εξόδων καλείται συνάρτηση στόχος, ενώ όταν πρόκειται συγκεκριµένα για προβλήµατα 
ταξινόµησης ονοµάζεται συνάρτηση απόφασης. Ιδιαίτερα σηµαντική είναι η αξιολόγηση της 
συνάρτησης απόφασης, ή µε άλλα λόγια η ικανότητα του αλγόριθµου µάθησης στη σωστή ταξινόµηση 
των προτύπων. 

Άλλοι αλγόριθµοι, όπως τα νευρωνικά δίκτυα που είναι ευρύτερα γνωστά και 
χρησιµοποιούνται σε ποικίλες εφαρµογές, στηρίζονται στην ελαχιστοποίηση των σφαλµάτων κατά τη 
διάρκεια της εκπαίδευσης, το οποίο είναι το λεγόµενο εµπειρικό σφάλµα (empirical risk). Όσο 
µικρότερο το εµπειρικό σφάλµα, τόσο καλύτερη θεωρείται η απόδοση του αλγόριθµου. Ωστόσο, συχνά 
παρατηρείται το φαινόµενο ο αλγόριθµος να έχει ακριβή αποτελέσµατα στα δεδοµένα του συνόλου 
εκπαίδευσης, αλλά οι προβλέψεις για άγνωστα πρότυπα να είναι ασυσχέτιστες. Απαιτείται συνεπώς 
από έναν αλγόριθµο όσο το δυνατόν καλύτερη ικανότητα γενίκευσης, που είναι η ικανότητα να φέρει 
ικανοποιητικά αποτελέσµατα όχι µόνο στο σύνολο εκπαίδευσης, αλλά να λειτουργεί καλά και µε 
άγνωστα πρότυπα. 

Πράγµατι, οι SVM παρουσιάζουν καλύτερη ικανότητα γενίκευσης, αφού δεν στηρίζονται 
στην ελαχιστοποίηση του εµπειρικού σφάλµατος αλλά αντίθετα τείνουν να ελαχιστοποιήσουν το 
γενικευµένο σφάλµα, ή αλλιώς δοµικό σφάλµα (structural risk) για το οποίο θα συζητήσουµε στη 
συνέχεια. Προς το παρόν, προχωράµε στην ανάλυση της µεθοδολογίας των SVM. 

3.1 Support Vector Machines 
Οι Support Vector Machines είναι µια τεχνική µηχανικής µάθησης που χρησιµοποιείται για 

την ταξινόµηση και αναγνώριση προτύπων. Συγκεκριµένα, πρόκειται για δυαδικό πρόβληµα, αφού η 
ταξινόµηση των διανυσµάτων (προτύπων) γίνεται σε δύο κατηγορίες. Η µεθοδολογία SVM στηρίζεται 
σε βασικές γεωµετρικές έννοιες, µιας και βασίζεται στην εύρεση ενός υπερεπιπέδου που θα διαχωρίζει 
τα διανύσµατα εισόδου µε όσο το δυνατόν λιγότερα λάθη. 

Θα κατηγοριοποιήσουµε τα SVM σε δύο κατηγορίες:τις γραµµικές και τις µη γραµµικές 
SVM. Παρόλο που η δεύτερη κατηγορία είναι η πιο γενική, θα ξεκινήσουµε µε την ανάλυση της 
πρώτης που είναι απλούστερη και θα βοηθήσει τον αναγνώστη να καταλάβει τις βασικές αρχές που 
διέπουν την µεθοδολογία. Επειδή η τεχνική είναι όµοια και για τις δύο κατηγορίες, τελικά 
καταλήγουµε σε κάθε περίπτωση στην ανάγκη επίλυσης ενός προβλήµατος βελτιστοποίησης, το οποίο 
θα συζητηθεί στην τελευταία παράγραφο αυτού του κεφαλαίου. 
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3.1.1 Γραµµικές SVM 

Ξεκινάµε µε την απλούστερη περίπτωση, όπου τα δεδοµένα του συνόλου εκπαίδευσης είναι γραµµικά 
διαχωρίσιµα. Ας θεωρήσουµε λοιπόν ότι το σύνολο εκπαίδευσης είναι το S={{xi,yi}, i=1,2,…,m}, 
όπου x є Rⁿ είναι το διάνυσµα εισόδου και η µεταβλητή y δείχνει την κλάση (τάξη) του αντίστοιχου 
διανύσµατος µε y є{-1,1}. Σκοπός µας είναι να βρούµε µια συνάρτηση f(x) η οποία θα ταξινοµεί 
σωστά το διάνυσµα εισόδου x. 

Αφού τα δεδοµένα είναι γραµµικά διαχωρίσιµα στον χώρο Rn, θα υπάρχει ένα υπερεπίπεδο 
που θα τα διαχωρίζει αποτελεσµατικά, δηλαδή διανύσµατα ίδιας κλάσης θα βρίσκονται στην ίδια 
πλευρά του υπερεπιπέδου. Σύµφωνα µε βασικές γνώσεις Γραµµικής Άλγεβρας, η εξίσωση του 
υπερεπιπέδου αυτού είναι η: 

       w · x + b  = 0    (1) 
όπου w є Rⁿ είναι ένα διάνυσµα κάθετο στο υπερεπίπεδο και b є R. Μπορούµε τότε να 
χρησιµοποιήσουµε την συνάρτηση: 
     f(x) = sgn(w · x + b)    (2) 
για να ταξινοµήσουµε ένα πρότυπο x που δεν ανήκει απαραίτητα στο σύνολο εκπαίδευσης. 

Είναι προφανές ότι υπάρχει απεριόριστος αριθµός τέτοιων επιπέδων που µπορούν να 
διαχωρίσουν αποτελεσµατικά τα διανύσµατα του συνόλου εκπαίδευσης. Η µέθοδος SVM προσπαθεί 
να υπολογίσει το επίπεδο που επιτυγχάνει µέγιστο εύρος κατά τον διαχωρισµό των διανυσµάτων 
εισόδου, όπως φαίνεται στο παρακάτω σχήµα. Ο λόγος για τον οποίο γίνεται αυτό είναι ότι αφ’ ενός 
οπτικά φαίνεται ασφαλέστερο, αφ’ ετέρου ελαχιστοποιείται µε αυτόν τον τρόπο η πιθανότητα λάθους 
(κακής ταξινόµησης).  

 
 

 
Σχήµα: (Αριστερά) Πιθανά επίπεδα διαχωρισµού, (∆εξιά) Βέλτιστο υπερεπίπεδο µέγιστου 
εύρους 

Για τον υπολογισµό του επιπέδου µέγιστου εύρους αρκεί η ελαχιστοποίηση της συνάρτησης: 
  ½ · ||w||²    (3) 

όπου ||w|| είναι η Ευκλείδεια νόρµα του διανύσµατος w, τηρώντας όµως τις συνθήκες: 
    yi (w · xi + b) - 1≥0, i=1..l   (4) 

 
Η εύρεση λοιπόν του επιπέδου µε µέγιστο εύρος προϋποθέτει την επίλυση ενός προβλήµατος 

δευτεροβάθµιου προγραµµατισµού, µε συνάρτηση κόστους την (3) και περιορισµούς τις σχέσεις (4). 
Το γεωµετρικό εύρος που επιτυγχάνεται µετά την επίλυση του παραπάνω προβλήµατος ισούται µε: 
     γ = 1 / ||w||    (5) 
 

Ωστόσο, σπάνια στην πράξη συναντάµε εφαρµογές όπου τα δεδοµένα εισόδου είναι 
γραµµικώς διαχωρίσιµα. Στη συνηθέστερη περίπτωση δεν υπάρχει υπερεπίπεδο που να καταφέρνει τον 
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ακριβή διαχωρισµό των δεδοµένων, όπως δείχνει το παρακάτω σχήµα. Το σκεπτικό που αναλύθηκε 
προηγουµένως στηρίζεται στην εύρεση ενός επιπέδου µε «σκληρά» όρια, προϋποθέτει δηλαδή τον 
διαχωρισµό των δεδοµένων χωρίς κανένα λάθος στην εκπαίδευση, µε αποτέλεσµα η επίλυση του 
προηγούµενου προβλήµατος να µην είναι δυνατή σε τέτοιου είδους σύνολα. Προκειµένου λοιπόν να 
αντιµετωπιστεί το συγκεκριµένο πρόβληµα πρέπει να επεκτείνουµε το προηγούµενο σκεπτικό µε 
τέτοιο τρόπο ώστε να είναι πλέον επιτρεπτά τα λάθη στην εκπαίδευση, να γίνουν δηλαδή «διάτρητα» 
τα όρια του υπερεπιπέδου. 

 

 
Σχήµα: Πρόβληµα γραµµικών µη διαχωρίσιµων δεδοµένων 

 
Προς την κατεύθυνση αυτή εισάγουµε στους περιορισµούς (4) µία µεταβλητή ξi η οποία 

δείχνει την απόσταση του σηµείου από το υπερεπίπεδο σε περίπτωση λάθους. Προφανώς, ξi≥0 και 
µάλιστα σε περίπτωση σωστής ταξινόµησης ξi=0. Με την εισαγωγή των συγκεκριµένων µεταβλητών 
πρέπει πλέον να αλλάξουµε και την προς ελαχιστοποίηση συνάρτηση. Το άθροισµα ∑ξi αποτελεί ένα 
εύλογο όριο για τον αριθµό των σφαλµάτων εκπαίδευσης. Με τις αλλαγές που έγιναν, το πρόβληµα 
ελαχιστοποίησης διατυπώνεται πλέον ως εξής: 

ελαχιστοποίηση    ½ · ||w||² + C ∑ ξi    (6) 

µε περιορισµούς  yi (w · xi + b) – 1 + ξi ≥0, i=1..l, ξi≥0  (7) 
Είναι σηµαντικό εδώ να κάνουµε κάποιες παρατηρήσεις για τη συνάρτηση ελαχιστοποίησης. 

Πρόκειται για το δοµικό σφάλµα (structural risk) που αναφέραµε ήδη στην προηγούµενη ενότητα 
αυτού του κεφαλαίου. Αποτελείται από δύο όρους: ο πρώτος όρος δείχνει την πολυπλοκότητα του 
µοντέλου, ενώ ο δεύτερος όρος είναι το εµπειρικό σφάλµα. Η παράµετρος C επιλέγεται από τον 
χρήστη για την φάση της εκπαίδευσης. Μία µικρή τιµή της παραµέτρου αναγκάζει τον αλγόριθµο για 
την εύρεση του υπερεπιπέδου µε βέλτιστο εύρος να µεγιστοποιήσει την απόσταση 1 w , το εύρος 
δηλαδή, ‘αδιαφορώντας’ για τα σφάλµατα εκπαίδευσης. Αντίθετα, µία µεγάλη τιµή της παραµέτρου 
προκαλεί την τάση για ελαχιστοποίηση του εµπειρικού σφάλµατος, εις βάρος βέβαια της 
µεγιστοποίησης του εύρους. 

Και για τις δύο περιπτώσεις που εξετάσαµε, γραµµικά διαχωρίσιµα και γραµµικά µη 
διαχωρίσιµα δεδοµένα, στο τέλος έχουµε να αντιµετωπίσουµε ένα πρόβληµα ελαχιστοποίησης 
συνάρτησης, συνοδευόµενο από µια σειρά περιορισµών. Για την επίλυση αυτού του προβλήµατος 
απαιτείται να εργαστούµε µε διανύσµατα µεγάλης διάστασης. Προκειµένου να αποφύγουµε αυτούς 
τους δύσκολους και χρονοβόρους υπολογισµούς, θα χρησιµοποιήσουµε την θεωρία Lagrange για να 
απλοποιήσουµε το πρόβληµα βελτιστοποίησης. Σύµφωνα µε την θεωρία Lagrange, πολλαπλασιάζουµε 
την κάθε ανισότητα µε έναν µη-αρνητικό πολλαπλασιαστή ai (πολλαπλασιαστές Lagrange) και στην 
συνέχεια την αφαιρούµε από την συνάρτηση κόστους. Από την εφαρµογή λοιπόν του κανόνα για την 
περίπτωση των γραµµικά διαχωρίσιµων δεδοµένων, οδηγούµαστε στην ελαχιστοποίηση της ακόλουθης 
συνάρτησης κόστους: 

L =   ½ · ||w||² - ∑ ai ·yi (w · xi + b) + ∑ ai  (8) 
Οι περιοριστικές συνθήκες είναι ai ≥0. Θέλουµε τώρα την παραπάνω σχέση να την 

ελαχιστοποιήσουµε ως προς w, b απαιτώντας συγχρόνως να απαλείφονται τα ai µε µηδενισµό των 
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µερικών πρώτων παραγώγων. Επειδή όµως για λόγους απλοποίησης θέλουµε να εργαστούµε µε τους 
πολλαπλασιαστές ai, θα λύσουµε το δυαδικό πρόβληµα του προηγουµένου. ∆ηλαδή, θα 
µεγιστοποιήσουµε την σχέση (8) ως προς ai απαιτώντας την απαλοιφή των w,b µε µηδενισµό των 
µερικών πρώτων παραγώγων, τηρώντας όµως τους περιορισµούς ai ≥0. Μηδενίζοντας λοιπόν τις 
παραγώγους έχουµε: 

∂L / ∂w = 0 →   w = ∑ ai ·yi · xi    (9) 
∂L / ∂b = 0  →   ∑ ai ·yi = 0    (10) 

Αντικαθιστώντας τις (9), (10) στην (8) και λαµβάνοντας υπ’ όψιν και τις νέες περιοριστικές 
συνθήκες, καταλήγουµε στην διατύπωση του ακόλουθου προβλήµατος: 

µεγιστοποίηση  -½ · ∑∑ai · yi · aj · yj · xi · xj + ∑ai (11) 

µε περιορισµούς ai ≥ 0, ∑ai · yi = 0  (12) 
Οι σχέσεις (11), (12) περιγράφουν το προς βελτιστοποίηση πρόβληµα στην επίλυση του 

οποίου στοχεύει η µεθοδολογία SVM για την περίπτωση των γραµµικά διαχωρίσιµων δεδοµένων. 
Όπως όµως ήδη τονίσαµε µεγαλύτερο ενδιαφέρον υπάρχει για την περίπτωση των µη 

διαχωρίσιµων δεδοµένων, αφού αυτή συναντάται συχνότερα στην πράξη και άλλωστε αποτελεί 
γενικότερη περίπτωση. Η πρώτη περίπτωση που µόλις αναλύσαµε αποτελεί στην ουσία υποπερίπτωση 
της κατηγορίας των µη διαχωρίσιµων δεδοµένων. Εφαρµόζοντας πάλι την θεωρία Lagrange στις 
σχέσεις (6), (7) και µηδενίζοντας όπως πριν τις παραγώγους καταλήγουµε στην ακόλουθη διατύπωση 
του προβλήµατος: 

µεγιστοποίηση  -½ · ∑∑ai · yi · aj · yj · xi · xj + ∑ai (13) 

µε περιορισµούς 0 ≤ ai ≤ C, ∑ai · yi = 0  (14) 
Είναι αξιοσηµείωτο ότι η διατύπωση του προβλήµατος είναι ίδια µε την προηγούµενη, µε την 

διαφορά ότι στους περιορισµούς για τους πολλαπλασιαστές Lagrange προβλέπεται ένα άνω όριο στην 
τιµή τους, που είναι µάλιστα η παράµετρος C για την οποία µιλήσαµε προηγουµένως. Να τονίσουµε το 
γεγονός ότι οι µεταβλητές ξi που εισήχθησαν νωρίτερα για την επίλυση, δεν εµφανίζονται πλέον 
πουθενά στην τελική µορφή του προβλήµατος. 

Η µέθοδος που χρησιµοποιήθηκε για την επίλυση του συγκεκριµένου προβλήµατος θα 
συζητηθεί αργότερα. Προηγουµένως, θα αναφερθούµε στην δεύτερη περίπτωση που αναφέρεται σε µη 
γραµµικά δεδοµένα. 

3.1.2 Μη γραµµικές SVM 

Μέχρι στιγµής, εξετάσαµε την γραµµική περίπτωση, όπου δηλαδή η συνάρτηση απόφασης για την 
τελική ταξινόµηση είναι γραµµική συνάρτηση των δεδοµένων. Πρέπει να βρούµε έναν τρόπο ώστε να 
γενικεύσουµε την µεθοδολογία για περιπτώσεις που τα δεδοµένα δεν είναι γραµµικά, η οποία άλλωστε 
είναι και η γενικότερη περίπτωση. Αυτό µπορεί να γίνει πολύ απλά, αρκεί πρώτα να εφαρµόσουµε µία 
µη γραµµική απεικόνιση F:Rⁿ→H, προκειµένου να απεικονίσουµε τα δεδοµένα εισόδου σ’ έναν χώρο 
µεγαλύτερης διάστασης. Με αυτόν τον τρόπο καταφέρνουµε να µεταφέρουµε τα µη γραµµικά 
δεδοµένα εισόδου σε έναν άλλο χώρο, που ενδεχοµένως να είναι πλέον γραµµικά διαχωρίσιµα, οπότε 
και µπορούµε να εφαρµόσουµε όσα παρουσιάστηκαν στην προηγούµενη υποενότητα. Αυτό 
απεικονίζεται γραφικά στο παρακάτω σχήµα.   
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Σχήµα: Απεικόνιση των δεδοµένων εισόδου σε νέο χώρο µε χρήση συνάρτησης f 

Εργαζόµαστε ακριβώς όπως στην γραµµική περίπτωση, µε την διαφορά ότι αντί για το 
διάνυσµα εισόδου χρησιµοποιούµε σε όλες τις παραπάνω σχέσεις το διάνυσµα F(xi). Ακολουθώντας 
λοιπόν την ίδια πορεία, οδηγούµαστε για την περίπτωση των µη γραµµικών SVM στην επίλυση του 
ακόλουθου προβλήµατος: 

µεγιστοποίηση  -½ · ∑∑ai · yi · aj · yj · F(xi)· F(xj) + ∑ai  (15) 

µε περιορισµούς 0 ≤ ai ≤ C, ∑ai · yi = 0   (16) 
Παρατηρούµε λοιπόν ότι η µορφή του προβλήµατος βελτιστοποίησης είναι ίδια µε πριν, µε 

την διαφορά ότι αντί για το εσωτερικό γινόµενο xi · xj , πρέπει να υπολογίσουµε το γινόµενο F(xi)· 
F(xj). Φυσικά, ο υπολογισµός του γινοµένου αυτού είναι ιδιαίτερα χρονοβόρος, ειδικά αν πρόκειται για 
διανύσµατα µεγάλης διάστασης, µε αποτέλεσµα να αυξάνεται η υπολογιστική πολυπλοκότητα. Η 
συγκεκριµένη µορφή µας ωθεί στο να χρησιµοποιήσουµε αντί του παραπάνω εσωτερικού γινοµένου 
µία συνάρτηση πυρήνα (kernel) K(xi,xj) τέτοια ώστε: 

K(xi,xj)=F(xi) ·F(xj)  (17) 
µε την προϋπόθεση ο πυρήνας αυτός να ικανοποιεί το θεώρηµα του Mercer. Σύµφωνα µε το 
συγκεκριµένο θεώρηµα, κάθε συµµετρική, θετικά ορισµένη συνάρτηση Κ(x1,x2) θεωρείται πυρήνας, 
υπάρχει δηλαδή µια απεικόνιση Φ τέτοια ώστε να είναι δυνατό: 

K(x1,x2)= <Φ(x1) ·Φ(x2)> (18) 
όπου <Φ(x1) ·Φ(x2)> είναι το εσωτερικό γινόµενο των Φ(x1) και Φ(x2). 

Με την συγκεκριµένη αντικατάσταση δεν ενδιαφερόµαστε πλέον για την επιλογή της 
απεικόνισης F, µιας και αυτή δεν δηλώνεται πλέον πουθενά στην επίλυση του προβλήµατος. Με την 
χρήση της συνάρτησης Κ µειώνουµε την υπολογιστική πολυπλοκότητα, αφού δεν απαιτείται πλέον η 
µεταφορά των δεδοµένων σε χώρο µεγαλύτερης διάστασης και ο ακόλουθος υπολογισµός των 
εσωτερικών γινοµένων. Η απεικόνιση των δεδοµένων γίνεται πλέον εµµέσως κατά την διάρκεια της 
εκπαίδευσης. Για τον λόγο αυτό, µοναδικός µας στόχος είναι η κατάλληλη επιλογή του πυρήνα K. ∆εν 
υπάρχει κάποια θεωρία σχετική µε την επιλογή βέλτιστου πυρήνα, µιας και η σωστή επιλογή 
σχετίζεται άµεσα µε τα δεδοµένα του συνόλου εκπαίδευσης. Οι πιο γνωστοί πυρήνες που 
χρησιµοποιήθηκαν στη συγκεκριµένη εργασία είναι οι ακόλουθοι: 

1) γκαουσιανός RBF: Κ(x, y)= e -γ·||x-y||²          (19) 

2) σιγµοειδής: K(x, y)= tanh( γ ·x ·y + 1)                     (20) 
3) πολυωνυµικός: K(x, y)= (x ·y + 1)p        (21) 
4) γραµµικός: K(x, y) = x ·y         (22) 

όπου γ είναι µια σταθερά και p ο βαθµός του πολυωνύµου. Να τονίσουµε βέβαια εδώ ότι ο 
γραµµικός πυρήνας αναφέρεται στην ουσία στην περίπτωση των γραµµικών SVM. Οι συγκεκριµένες 
παράµετροι µαζί µε την παράµετρο C που αναφέραµε προηγουµένως επιλέγονται από τον χρήστη για 
να χρησιµοποιηθούν στη φάση της εκπαίδευσης. Προφανώς, διαφορετικά ζευγάρια τιµών αυτών των 
παραµέτρων οδηγούν σε διαφορετικά αποτελέσµατα εκπαίδευσης και κατ’ επέκταση σε διαφορετικές 
επιδόσεις ταξινόµησης. Για τον λόγο αυτό, απαιτείται ιδιαίτερη προσοχή στην επιλογή των τιµών, 
ώστε να επιλεχθούν αυτές που παρέχουν την καλύτερη επίδοση 
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Στα επόµενα σχήµατα, παρουσιάζονται παραδείγµατα ταξινόµησης µε χρήση διαφορετικών 
πυρήνων. Είναι φανερό, ότι η επιλογή του κατάλληλου πυρήνα δεν είναι απόλυτη , αλλά εξαρτάται 
από την µορφή του συνόλου εκπαίδευσης. 

 

     
Σχήµα: (Αριστερά) Ταξινόµηση µε πολυωνυµικό πυρήνα, (∆εξιά) Ταξινόµηση µε RBF πυρήνα 

 

     
Σχήµα: (Αριστερά) Ταξινόµηση µε σιγµοειδή πυρήνα, (∆εξιά) Ταξινόµηση µε γραµµικό πυρήνα 

4 Ταξινοµητής Νευρωνικών ∆ικτύων 
Το Τεχνητό Νευρωνικό ∆ίκτυο (ΤΝ∆, Artificial Neural Network (ANN)), το οποίο συχνά καλείται 
Προσοµοιωµένο Νευρωνικό ∆ίκτυο ή απλά Νευρωνικό δίκτυο (Ν∆), είναι ένα µαθηµατικό ή 
υπολογιστικό µοντέλο βασισµένο στα βιολογικά νευρωνικά δίκτυα. Αποτελείται από διασυνδεδεµένες 
οµάδες τεχνητών νευρώνων και επεξεργάζεται τις πληροφορίες χρησιµοποιώντας την συνδετική 
προσέγγιση (connectionist approach) στους υπολογισµούς. Στις περισσότερες περιπτώσεις ένα Ν∆ 
αποτελεί ένα προσαρµόσιµο / δυναµικό σύστηµα, το οποίο αλλάζει τη δοµή του είτε λόγω εξωτερικών 
είτε λόγω εσωτερικών πληροφοριών που προκύπτουν κατά τη φάση της εκπαίδευσης. 

Τα Τεχνητά Νευρωνικά ∆ίκτυα (Τ.Ν.∆.) είναι ένα από τα σηµαντικά εργαλεία στον τοµέα της 
Τεχνητής Νοηµοσύνης. Ουσιαστικά, τα Τεχνητά Νευρωνικά ∆ίκτυα δηµιουργήθηκαν όταν, µετά από 
έρευνες πάνω στην οργάνωση του εγκεφάλου και τους βιολογικούς νευρώνες, έγινε δυνατή η 
κατασκευή του Τεχνητού Νευρώνα, δηλαδή ενός τεχνητού υπολογιστικού στοιχείου που θα 
προσοµοιώνει την δυνατότητα του βιολογικού νευρώνα να "µαθαίνει" και να "εκπαιδεύεται", µε 
απώτερο σκοπό την χρησιµοποίηση των Τεχνητών Νευρωνικών ∆ικτύων σε εφαρµογές αναγνώρισης 
φωνής και εικόνας, ανάκτησης πληροφοριών, λήψης αποφάσεων και γενικά την προσοµοίωση της 
λειτουργίας του ανθρώπινου εγκεφάλου. 

Εδώ υπεισέρχεται και η έννοια της Τεχνητής Νοηµοσύνης. Το Τ.Ν.∆. θεωρείται "έξυπνο" 
γιατί είναι σε θέση να αναγνωρίζει κάποιο πρότυπο, το οποίο έχει κάποιες οµοιότητες µε τα ήδη 
γνωστά πρότυπα, αλλά δεν ταυτίζεται ακριβώς. Το φαινόµενο αυτό ονοµάζεται "ανοχή στον θόρυβο" 
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(noise tolerance) και είναι αυτό που κάνει τόσο σηµαντική την θέση των Τ.Ν.∆. στις εφαρµογές 
αναγνώρισης φωνής και εικόνας, όπου ο θόρυβος έχει την µορφή ήχων, διαφορετικής χροιάς, 
µουτζούρας, διαφορετικού χρώµατος και φωτισµού και γενικά οτιδήποτε µπορεί να παραµορφώσει τα 
εισαγόµενα δεδοµένα 

Τα δεδοµένα που δίδονται στην είσοδο του Τ.Ν.∆. αντιπροσωπεύουν τα χαρακτηριστικά του 
αντικειµένου προς αναγνώριση, κατάλληλα διαµορφωµένα έτσι ώστε να γίνονται κατανοητά από το 
δίκτυο. Τα αποτελέσµατα της λειτουργίας ενός Τ.Ν.∆. έχουν την µορφή της ταξινόµησης, δηλαδή το 
Τ.Ν.∆. για κάθε πρότυπο εισόδου εξάγει (επίσης κατάλληλα διαµορφωµένα) σε ποια κλάση αντιστοιχεί 
το αντικείµενο προς αναγνώριση. Για αυτό και τα Τ.Ν.∆. ονοµάζονται και classifiers (ταξινοµητές). 

 
Σχήµα: Λειτουργία ταξινοµητή 

Παραδείγµατος χάριν: εκπαιδεύουµε ένα Τ.Ν.∆. να αναγνωρίζει οχήµατα. Τα πρότυπα 
εισόδου περιέχουν διάφορα χαρακτηριστικά όπως πλήθος τροχών, βάρος κ.λ.π. και να εξάγει ως 
αποτέλεσµα τον χαρακτηριστικό αριθµό για την κατηγορία στην οποία ανήκει το όχηµα προς 
αναγνώριση: 0 για φορτηγά, 1 για αυτοκίνητα, 2 για µοτοσικλέτες κ.ο.κ.  

Αυτά είναι µερικά από τα κοινά χαρακτηριστικά των Τ.Ν.∆. Μεταξύ τους, όµως, υπάρχουν 
σηµαντικές διαφορές όπως η δοµή και ο τρόπος εκπαίδευσης οι οποίες και είναι αρκετές ώστε να 
παρουσιάζουν διαφορές στον τρόπο λειτουργίας του κάθε Τ.Ν.∆. 

Οι πρώτες προσπάθειες για κατασκευή µοντέλων που θα εξοµοιώνουν την λειτουργία του 
εγκεφάλου άρχισαν στα µέσα της δεκαετίας του 1940. Ο ενθουσιασµός της επιστηµονικής κοινότητας 
τα πρώτα χρόνια ήταν µεγάλος και υπήρχε έντονη ερευνητική δραστηριότητα, καθώς πολλοί είχαν 
πειστεί ότι η κατασκευή ενός τεχνητού εγκέφαλου ήταν ζήτηµα χρόνου. Όµως, οι περιορισµοί των 
πρώτων Τ.Ν.∆., όπως και η µικρή, τότε, διαθέσιµη επεξεργαστική ισχύ επέτρεπε την χρήση των 
νευρωνικών µοντέλων για επίλυση πολύ απλών προβληµάτων. 

Αυτοί ήταν µερικοί από τους λόγους για τους οποίους τα Τ.Ν.∆. δέχτηκαν σφοδρές επιθέσεις 
που υποβάθµιζαν τις δυνατότητες εφαρµογής τους όπως και τον ιδιότητά τους ως "µονάδες τεχνητής 
νοηµοσύνης". Το αποτέλεσµα ήταν η έρευνα πάνω σε αυτά να µειωθεί ιδιαίτερα στο τέλος της 
δεκαετίας του '60. Τα υπόλοιπα χρόνια υπάρχει κάποια σηµαντική εργασία πάνω στο αντικείµενο αλλά 
από ένα µικρό µόνο πλήθος ερευνητών, αφού τα Τ.Ν.∆. έχουν σχεδόν εγκαταλειφθεί. 

Αυτή η κατάσταση παραµένει µέχρι τις αρχές του '80, καθώς τα επαρκή πια υπολογιστικά 
συστήµατα και οι νέες τεχνικές εκπαίδευσης που εµφανίζονται, στρέφουν το ενδιαφέρον πάλι στα 
Τ.Ν.∆. και απαλείφουν και τις τελευταίες αρνητικές αντιδράσεις απέναντί τους, αφού πλέον βρίσκουν 
εφαρµογή σε πραγµατικά προβλήµατα όπως η αναγνώριση προτύπων, φωνής και εικόνας. 

4.1 Βιολογικά νευρωνικά δίκτυα 
Με τον όρο “Νευρωνικό ∆ίκτυο” (Ν∆) εννοείται κάθε αρχιτεκτονική υπολογισµού η οποία 
περιλαµβάνει ένα µεγάλο αριθµό διασυνδεδεµένων απλών «νευρωνικών» επεξεργαστών. Με 
προσεκτική αποµίµηση της λειτουργίας του ανθρώπινου εγκεφάλου, τα τεχνητά νευρωνικά δίκτυα 
έχουν εξοπλισθεί µε χαρακτηριστικές ιδιότητες ανάλογες του εγκεφάλου, όπως είναι η ικανότητα να 
µαθαίνει από εµπειρίες, να γενικεύει την υπάρχουσα γνώση και να εκτελεί λογικές αφαιρέσεις. Έτσι, 
ισχύει για τα Ν∆ αυτό που είπε ο Σωκράτης για τον εαυτό του (για τον άνθρωπο), δηλαδή «γηράσκω 
αεί διδασκόµενος» ή ισοδύναµα «είµαι µόνιµος µαθητής». 

Συνεπώς, για την καλύτερη κατανόηση των τεχνητών νευρωνικών δικτύων, κρίνεται σκόπιµο 
να γίνει εν συντοµία µια περιγραφή της δοµή των βιολογικών νευρωνικών δικτύων. Η αρχική εργασία 
των νεύρο-φυσιολόγων επικεντρώθηκε στις θεµελιώδεις ηλεκτροφυσιολογικές λειτουργίες 
µεµονωµένων νευρώνων και στον τρόπο µε τον οποίο οι νευρώνες αυτοί επικοινωνούν 
ανταλλάσσοντας µεταξύ τους ηλεκτρικά σήµατα. Ο νευρώνας (ή αλλιώς νευρόνιο) είναι το θεµελιακό 
δοµικό στοιχείο του ανθρώπινου νευρικού συστήµατος. Οι νευρώνες είναι ζώντα κύτταρα. Ο 
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ανθρώπινος εγκέφαλος έχει κατά προσέγγιση 1.5x1010 νευρώνες διαφόρων µορφών. Κάθε νευρώνας 
λαµβάνει σήµατα µέσω περίπου 10 συνάψεων. Ο εγκέφαλος αποτελείται ουσιαστικά από έναν αριθµό 
µικρότερων λειτουργικών περιοχών όπως είναι ο φλοιός κίνησης (motor cortex) , ο φλοιός όρασης 
(visual cortex) , ο φλοιός ακοής (auditory cortex) , η παρεγκεφαλίδα (cerebellum), κ.α. 

Όλοι οι νευρώνες, ανεξάρτητα από το είδος, το σχήµα και το µέγεθος τους, αποτελούνται 
από τα ίδια βασικά µέρη, ήτοι: το κυτταρικό σώµα, τους δενδρίτες και τον άξονα όπως δείχνει το 
παρακάτω Σχήµα. Το κυτταρικό σώµα είναι το κεντρικό µέρος του νευρώνα και το σχήµα του µπορεί 
να είναι στρογγυλό, τριγωνικό, σταγονοειδές, µυτερό στα δύο άκρα κλπ, ανάλογα µε το είδος του 
νευρώνα: οπτικός, ακουστικός, αφής, µυϊκός (κίνησης),κοκ. 

 
Σχήµα: ∆οµή τυπικού βιολογικού νευρώνα (νευρώνας κίνησης). 

Αναλυτικότερα, το µέγεθος του «σώµατος» είναι περίπου 10-80 µm. Το σώµα περιέχει τον 
«πυρήνα» και το αντίστοιχο συνδετικό πρωτόπλασµα. Ο ρυθµός µεταβολισµού του νευρώνα είναι 
πολύ υψηλός. Η σύνδεση του νευρώνα µε τους πολυάριθµους γειτονικούς νευρώνες γίνεται µέσω του 
άξονα και των συνάψεων. Οι δενδρίτες συνθέτουν την εξωτερική επιφάνεια του νευρώνα και 
µεταφέρουν πληροφορίες στο σώµα του κυττάρου. Ο άξονας, που αποτελεί το τµήµα εξόδου του 
νευρικού κυττάρου, είναι µια λεπτή κυλινδρική ίνα η οποία µπορεί να µεταφέρει πληροφορίες 
ηλεκτροχηµικά µε βάση την κατάσταση του κυττάρου. Οι δενδρίτες και οι άξονες έχουν διάµετρο 
ολίγων µm. Η δοµή αυτή µπορεί να υποστεί σηµαντική δενδροποίηση καθώς τελειώνει στους 
καταληκτικούς βολβούς (endbulds) κοντά στους δενδρίτες άλλων νευρώνων. Οι διασυνδέσεις (δηλαδή 
ο τόπος αλληλεπίδρασης) ενός καταληκτικού βολβού µε το κύτταρο στο οποίο εισβάλλει είναι αυτό 
που ονοµάστηκε από τον Sherrington «συνάψεις» (synapses) και αποτέλεσε το θεµέλιο της 
καλούµενης «συναπτολογίας». Ένας παλµός που ταξιδεύει κατά µήκος του άξονα τερµατίζεται στους 
καταληκτικούς βολβούς και, εάν το επιτρέπουν οι συνθήκες, αναπαράγεται από τον επόµενο νευρώνα 
της αλυσίδας. Η ταχύτητα της παραγωγής του παλµού κατά µήκος της ίνας του άξονα ισούται 
προσεγγιστικά µε: «ταχύτητα = συχνότητα x διάµετρος», και µπορεί σε ορισµένος µυϊκούς νευρώνες 
να φθάσει µέχρι 10 m/sec. 

Ένας νευρώνας παράγει έξοδο µόνο όταν εµφανιστούν αρκετοί παλµοί στην περιοχή των 
δενδριτών για ένα µικρό χρονικό διάστηµα που ονοµάζεται «λανθάνουσα περίοδος άθροισης». Στην 
πραγµατικότητα, κάποιες είσοδοι εµποδίζουν την ενεργοποίηση του κυττάρου, µε αποτέλεσµα ένας 
νευρώνας ενεργοποιείται εάν οι ενεργές είσοδοι διέγερσης ξεπερνούν τις ενεργές απαγορευτικές 
εισόδους κατά µία ποσότητα ίση µε την «τιµή κατωφλίου» του κυττάρου. Ένα τµήµα του σώµατος, 
ονοµαζόµενο «εκκινητής κορυφής» πραγµατοποιεί την πρόσθεση αυτή και τη σύγκριση µε το κατώφλι 
παράγοντας ένα παλµικό σήµα εξόδου για τις υπάρχουσες καταστάσεις εισόδου. Ο µέγιστος ρυθµός 
παραγωγής παλµών µέσα σε ένα νευρικό κύτταρο είναι περίπου 500 παλµοί/sec, ενώ το τυπικό πλάτος 
ενός νευρικού παλµού 
είναι περίπου 100 µV µε αποτέλεσµα ο παλµός να πλησιάζει τα +30mV. Ο χρόνος καθυστέρησης 
ανάµεσα στη διέγερση του νευρώνα και την παραγωγή του παλµού κυµαίνεται από 0.1 msec µέχρι 1 
msec. Η τιµή του κατωφλίου ενός νευρώνα είναι συνάρτηση του χρόνου. Έτσι λ.χ. ύστερα από µια 
ενεργοποίηση, του νευρώνα εισέρχεται σε µια απαγορευτική περίοδο κατά τη διάρκεια της οποίας δεν 
µπορεί να ενεργοποιηθεί ξανά. Επαναλαµβανόµενες ενεργοποιήσεις αυξάνουν την τιµή του κατωφλίου 
µε αποτέλεσµα το κύτταρο να οδηγείται σε «κόπωση». 

Η σηµαντικότερη προσπάθεια µοντελοποίησης του βιολογικού νευρώνα έγινε από τους 
McCulloch και Pitts. Το µοντέλο των McCulloch - Pitts δεν είναι ένα πλήρες µοντέλο του νευρικού 
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κυττάρου, αλλά µια απλή παρουσίαση δύο καταστάσεων της λογικής διαδικασίας που λαµβάνει χώρα 
σ' αυτό. Το βασικό µοντέλο νευρώνα των McCulloch και Pitts έχει τη µορφή του σχήµατος . 

 
Σχήµα: Μοντέλο νευρώνα McCulloch – Pitts. 

Η ίνα εξόδου του κυττάρου συσχετίζει τις πληροφορίες που αφορούν στην κατάσταση του 
νευρώνα (διέγερση ή όχι) και τελικά γίνεται είσοδος σε ένα άλλο κύτταρο (ή και στο ίδιο). Επιτρέπεται 
οποιοσδήποτε αριθµός εισόδων και οι είσοδοι διαιρούνται σε δύο κατηγορίες: στις εισόδους που 
διεγείρουν το κύτταρο και στις απαγορευτικές εισόδους. Οι είσοδοι διέγερσης που αναπαρίστανται µε 
µια γραµµή, η οποία καταλήγει σε ένα βελάκι, τείνουν στο να διεγείρουν το κύτταρο κατά αυξανόµενο 
τρόπο µέχρι την τελική διέγερση. Οι απαγορευτικές είσοδοι αναπαρίστανται από µια γραµµή η οποία 
καταλήγει σε ένα µικρό κύκλο. Οι είσοδοι αυτές είναι ικανές να απαγορεύσουν εντελώς τη διέγερση 
του κυττάρου. 

Έστω Τ η αριθµητική τιµή του κατωφλίου διέγερσης του κυττάρου. Το κύτταρο McCulloch - 
Pitts θα διεγερθεί όταν το άθροισµα των εισόδων διέγερσης γίνει µεγαλύτερο ή ίσο µε την τιµή 
κατωφλίου και δεν υπάρχουν απαγορευτικές είσοδοι. 

Έτσι για το απλό κύτταρο η έξοδος τη χρονική στιγµή t+∆Τ δεν είναι συνάρτηση της εξόδου 
στο χρόνο t. Οι συνήθεις λογικές συναρτήσεις Boole µπορούν να υλοποιηθούν από αυτό το λογικό 
σχήµα. Προς τούτο υπάρχει δυνατότητα χρήσης λογικών πυλών AND και OR. 

4.2 Τεχνητά Νευρωνικά ∆ίκτυα 
Ο τρόπος µε τον οποίο πραγµατοποιούνται οι διάφοροι υπολογισµοί µέσω Ν∆ διαφέρει 

ιδιαίτερα από αυτόν που χρησιµοποιείται στον κλασσικό προγραµµατισµό. Η κύρια διαφορά τους είναι 
ότι το Ν∆ µπορεί να εκπαιδευτεί χρησιµοποιώντας δείγµατα (στη διεθνή βιβλιογραφία αναφέρονται ως 
teaching signals) για να εκτελέσουν συγκεκριµένες εργασίες. 

Τα Ν∆ αποτελούνται από απλά στοιχεία τα οποία λειτουργούν εν παραλλήλω. Όπως έχει 
αναφερθεί και παραπάνω, αυτά τα στοιχεία είναι εµπνευσµένα από το βιολογικό νευρικό σύστηµα. 
Όπως στη φύση, η λειτουργία του δικτύου καθορίζεται σε µεγάλο βαθµό από τις συνδέσεις µεταξύ 
αυτών των στοιχείων. Συνήθως, τα Ν∆ προσαρµόζονται ή εκπαιδεύονται ώστε µια συγκεκριµένη 
είσοδος να οδηγεί σε µια συγκεκριµένη έξοδο. Παρακάτω παρουσιάζεται στο επόµενο σχήµα µια 
τέτοια κατάσταση σχηµατικά. Συγκεκριµένα, το δίκτυο προσαρµόζεται, βάση της σύγκρισης που 
γίνεται µεταξύ των εξόδων του Ν∆ και των αντίστοιχων επιθυµητών στόχων. Αυτή η διαδικασία 
συνεχίζεται έως ότου αυτές οι ποσότητες ταυτιστούν, δηλαδή µηδενιστεί το σφάλµα (πρακτικά η 
διαδικασία σταµατά όταν το σφάλµα λάβει µια αποδεκτή τιµή). Στο σηµείο αυτό πρέπει να σηµειωθεί 
ότι για την εκπαίδευση του Ν∆ απαιτούνται πολλά τέτοια ζευγάρια εισόδων / εξόδων. 
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Σχήµα: Προσαρµογή – Εκπαίδευση Ν∆. 

4.3 Μοντέλα νευρώνων 

4.3.1 Απλός νευρώνας (χωρίς bias) 

Παρακάτω παρουσιάζεται σχηµατικά ένας νευρώνας µε βαθµωτή είσοδο και χωρίς bias. 

 
Σχήµα: Μοντέλο νευρώνα µε βαθµωτή είσοδο, χωρίς bias. 

Η βαθµωτή είσοδος p µεταδίδεται µέσω µιας σύνδεσης, η οποία πολλαπλασιάζει το µέγεθος 
της µε το συντελεστή βαρύτητας w ώστε να σχηµατιστεί το wp, το όποιο µε τη σειρά του είναι και 
αυτό βαθµωτό µέγεθος. Η ποσότητα wp αποτελεί το όρισµα της συνάρτησης µεταφοράς f, η οποία 
τελικά παράγει τη βαθµωτή έξοδο a. 

4.3.2 Απλός νευρώνας (µε bias) 

Ένας νευρώνας µε βαθµωτή είσοδο και bias έχει την παρακάτω µορφή. 

 
Σχήµα: Μοντέλο νευρώνα µε βαθµωτή είσοδο και bias. 

Σε αυτήν την περίπτωση το όρισµα της συνάρτησης µεταφοράς f θα είναι το καθαρό µέγεθος 
n, όπου n=wp+b. Το bias µπορεί να θεωρηθεί ένας συντελεστής βαρύτητας, µε τη διαφορά ότι έχει 
σταθερή είσοδο τη µονάδα. 

Στο σηµείο αυτό πρέπει να επισηµανθεί το γεγονός ότι τα µεγέθη w και b αποτελούν 
προσαρµόσιµες παραµέτρους του νευρώνα. Η κύρια ιδέα των νευρωνικών δικτύων είναι ότι τέτοιες 
παράµετροι µπορούν να µεταβληθούν ώστε τελικά το Ν∆ να έχει την επιθυµητή συµπεριφορά. Η 
εύρεση αυτών των τιµών, που θα δώσουν τα επιθυµητά αποτελέσµατα είναι ο σκοπός της εκπαίδευσης 
του δικτύου. 

Όπως αναφέρθηκε και προηγουµένως, το bias b είναι µια προσαρµόσιµη παράµετρος του 
νευρώνα. ∆εν αποτελεί κάποια είσοδο. Παρόλα αυτά η σταθερά 1 η οποία κατευθύνει το bias είναι 
είσοδος και πρέπει να αντιµετωπίζετε ως είσοδος όταν αναφερόµαστε στη γραµµική εξάρτηση των 
διανυσµάτων εισόδου. 
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4.3.3 Νευρώνας µε είσοδο διάνυσµα 

Ένας νευρώνας µε είσοδο ένα διάνυσµα p µε R στοιχεία έχει την παρακάτω µορφή. 

 
Σχήµα: Μοντέλο νευρώνα µε είσοδο διάνυσµα. 

Σε αυτήν την περίπτωση τα µεγέθη p1, p2,…pR πολλαπλασιάζονται µε τους συντελεστές 
βαρύτητας 1,1 1,2 1,, ,..., Rw w w  και το σταθµισµένο αποτέλεσµα οδηγείται στην αθροιστική 
διασταύρωση. Το άθροισµα είναι απλά Wp, το δεκαδικό µέρος µιας γραµµής του πίνακα W και του 
διανύσµατος p. 

Ο νευρώνας έχει ένα bias b, το οποίο αθροίζεται µε τις σταθµισµένες εισόδους για να 
σχηµατίσει την καθαρή είσοδο n. Το άθροισµα n αποτελεί το όρισµα της συνάρτησης µεταφοράς f. 

1,1 1 1,2 2 1,... R Rn w p w p w p b= + + + +  

4.4 Συναρτήσεις µεταφοράς 
Παρακάτω αναλύονται οι τέσσερις πιο συχνά χρησιµοποιούµενες συναρτήσεις µεταφοράς. Υπάρχουν 
βέβαια αρκετές ακόµα, οι οποίες χρησιµοποιούνται σε ιδιάζουσες περιπτώσεις. 

• Βηµατική συνάρτηση µεταφοράς (Hard-limit) 

 
Σχήµα: Βηµατική συνάρτηση µεταφοράς. 

Η συνάρτηση θέτει ως έξοδο του νευρώνα είτε το 0, εάν το καθαρό (net) όρισµα εισόδου είναι 
µικρότερο από 0, είτε το 1, σε οποιαδήποτε άλλη περίπτωση. Συχνά, χρησιµοποιείται στα perceptrons 
ώστε να δηµιουργηθούν νευρώνες κατάλληλοι για αποφάσεις κατηγοριοποίησης. 

• Γραµµική συνάρτηση µεταφοράς (Linear Transfer Function) 



 26

 
Σχήµα: Γραµµική συνάρτηση µεταφοράς. 

Κυρίως, χρησιµοποιείται σε νευρώνες που προορίζονται για γραµµική προσέγγιση στα 
γραµµικά φίλτρα. 

• Εφαπτοµενική - σιγµοειδής συνάρτηση µεταφοράς (Tan-sigmoid Transfer Function) 

 
Σχήµα: Εφαπτοµενική – σιγµοειδής συνάρτηση µεταφοράς. 

Η είσοδος της µπορεί να είναι οποιαδήποτε τιµή στο διάστηµα (− ∞,+∞). Το πεδίο τιµών της 
όµως, περιορίζεται στο διάστηµα (-1,1). Αποτελεί την κύρια επιλογή σε δίκτυα τύπου back-
propagation λόγω της διαφορισιµότητας της. 

• Λογαριθµική – σιγµοειδής συνάρτηση µεταφοράς (Log-sigmoid Transfer Function) 

 
Σχήµα: Λογαριθµική – σιγµοειδής συνάρτηση µεταφοράς. 

Αυτή η συνάρτηση µεταφοράς παίρνει µια είσοδο, η οποία µπορεί να έχει τιµές από −∞ έως 
+∞ και περιορίζει την είσοδο στο πεδίο τιµών (0,1). Είναι κατάλληλη για δίκτυα τύπου back-
propagation εφόσον είναι διαφορίσιµη. 

4.5 Αρχιτεκτονικές δικτύων 
Οι αρχιτεκτονικές των Τ.Ν.∆. χωρίζονται σε δύο µεγάλες κατηγορίες, τα feed-forward (µονής 
κατεύθυνσης) και τα recurrent (ανατροφοδότησης) δίκτυα. Η διαφορά τους έγκειται στο ότι τα 
recurrent δίκτυα ανατροφοδοτούν τους νευρώνες εισόδου µε τα αποτελέσµατα των νευρώνων εξόδου, 
ενώ τα feed-forward όχι. 

Η τοπολογική δοµή είναι το κύριο χαρακτηριστικό των Ν.∆. και αναφέρεται στην 
αρχιτεκτονική στην οποία διευθετούνται και διασυνδέονται πολλαπλοί νευρώνες. Οι δύο βασικές 
ιδιότητες που καθορίζουν την αρχιτεκτονική ενός Ν∆ είναι το πλήθος των επιπέδων (layers) και οι 
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συνδέσεις µεταξύ των νευρώνων. Το τρίτο χαρακτηριστικό, το οποίο σχετίζεται φυσιολογικά µε τον 
τρόπο κατά τον οποίο είναι δοµηµένοι οι νευρώνες, είναι ο αλγόριθµος µάθησης που χρησιµοποιείται 
για την εκπαίδευση του δικτύου.  

4.5.1 Επίπεδο νευρώνων 

Όταν δύο ή περισσότεροι νευρώνες συνδυαστούν τότε σχηµατίζουν ένα επίπεδο νευρώνων. Ακολουθεί 
η γραφική αναπαράσταση ενός δικτύου µε ένα επίπεδο νευρώνων µε R στοιχεία εισόδου και S 
νευρώνες. 

 
Σχήµα: Επίπεδο νευρώνων. 

Σε αυτό το δίκτυο κάθε στοιχείο του διανύσµατος εισόδου συνδέεται µε την είσοδο κάθε 
νευρώνα µέσω του πίνακα των συντελεστών βαρύτητας W. Ο i-οστός νευρώνας έχει έναν αθροιστή ο 
οποίος συλλέγει τις σταθµισµένες εισόδους και τα bias για να σχηµατίσει τη δική του βαθµωτή είσοδο 
n(i). Εάν συνδυαστούν τα διάφορα n(i), δηµιουργούν ένα διάνυσµα εισόδου n µε πλήθος στοιχείων S. 
Τελικά, το νευρωνικό επίπεδο έχει ως έξοδο ένα διάνυσµα a. 

Να σηµειωθεί ότι είναι σύνηθες ο αριθµός των εισόδων σε ένα επίπεδο να είναι διαφορετικός 
από τον αριθµό των νευρώνων που το αποτελούν.  

Ο πίνακας των συντελεστών βαρύτητας έχει την παρακάτω µορφή. 

1,1 1,2 1,

2,1 2,2 2,

,1 ,2 ,

...
...

...

R

R

S S S R

w w w
w w w

W

w w w

   ⎡ ⎤
⎢ ⎥   ⎢ ⎥= ⎢ ⎥
⎢ ⎥

   ⎢ ⎥⎣ ⎦

 

Η γραµµή του πίνακα υποδεικνύει τον νευρώνα στον οποίο θα εφαρµοστεί αυτό το βάρος, 
ενώ η στήλη υποδηλώνει την είσοδο. 

4.5.2 Πολλαπλά επίπεδα νευρώνων (Multiple Layers of Neurons) 

Για να περιγραφούν τα δίκτυα πολλαπλών επιπέδων, πρέπει να γίνουν κάποιες διευκρινήσεις. 
Ειδικότερα, πρέπει να γίνει διαχωρισµός µεταξύ των πινάκων των βαρών που συνδέονται µε τις 
εισόδους και των πινάκων των συντελεστών βαρύτητας, οι οποίοι συνδέονται µε τα διάφορα επίπεδα. 
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Θα καλούνται λοιπόν οι πίνακες που συνδέονται µε τις εισόδους, βάρη εισόδων, ενώ οι 
πίνακες που συνδέονται µε τις εξόδους των νευρωνικών επιπέδων, βάρη επιπέδων. Για να γίνεται 
αντιληπτό σε ποιο επίπεδο αναφέρεται η κάθε παράµετρος γίνεται χρήση ενός δείκτη. Από εδώ και στο 
εξής θα υιοθετηθεί η παραπάνω σύµβαση για την περαιτέρω περιγραφή των Ν∆. 

Το παρακάτω σχήµα αναπαριστά γραφικά ένα επίπεδο ενός πολυεπίπεδου Ν∆. 

 
Σχήµα: Μοντέλο ενός επιπέδου πολυεπίπεδου Ν∆. 

Όπως αναφέρθηκε και παραπάνω ένα Ν∆ µπορεί να αποτελείται από αρκετά επίπεδα. Κάθε 
επίπεδο έχει ένα πίνακα W, ένα bias b και ένα διάνυσµα εξόδου a. Ο πάνω συντελεστής που 
χρησιµοποιείται στα διάφορα µεγέθη σκοπό έχει να καθορίσει σε ποιο επίπεδο αναφέρονται οι πίνακες 
βαρών, τα διανύσµατα εξόδου κτλ.(βλ. Σχήµα3.16). 

 
Σχήµα: Πολυεπίπεδο Ν∆. 

Το παραπάνω δίκτυο έχει R1 εισόδους, S1 νευρώνες στο πρώτο επίπεδο, S2 νευρώνες στο 
δεύτερο επίπεδο κοκ. Είναι σύνηθες τα διαφορετικά επίπεδα να έχουν διαφορετικό αριθµό νευρώνων. 
Η είσοδος του bias είναι σταθερή ποσότητα για κάθε νευρώνα, ίση µε 1. 

Από το σχήµα φαίνεται επίσης ότι η έξοδος ενός ενδιάµεσου επιπέδου αποτελεί την είσοδο 
για το ακόλουθο επίπεδο. Εποµένως, τα επίπεδο 2 µπορεί να αναλυθεί ως ένα επίπεδο µε S1 εισόδους, 
S2 νευρώνες και έναν S2xS1 πίνακα βαρών W2. Η είσοδος του επιπέδου 2 είναι a1 και η έξοδος του 
a2. Ύστερα, από τον καθορισµό των παραπάνω παραµέτρων µπορεί το συγκεκριµένο επίπεδο να 
αντιµετωπιστεί ως ένα Ν∆ ενός νευρωνικού επιπέδου. Αυτή η προσέγγιση µπορεί να γίνει για κάθε 
επίπεδο του δικτύου. 
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Τα διάφορα επίπεδα ενός πολυεπίπεδου Ν∆ διαδραµατίζουν διαφορετικούς ρόλους το καθένα. 
Το επίπεδο που παράγει την έξοδο του δικτύου καλείται επίπεδο εξόδου (output layer). Όλα τα 
υπόλοιπα επίπεδα καλούνται κρυφά επίπεδα (hidden layers). 

4.6 Perceptron 
Το Ν∆ Perceptron αναπτύχθηκε από τον Rosenblatt (1958) και αποτελεί µια από τις πρώτες 
προσπάθειες σχεδίασης και κατασκευής ευφυών συστηµάτων µε δυνατότητες αυτό-µάθησης. Το 
perceptron είναι το απλούστερο Ν∆ που χρησιµοποιείται για την ταξινόµηση γραµµικά διαχωρίσιµων 
προτύπων δηλαδή προτύπων τα οποία διαχωρίζονται από ένα υπερεπίπεδο. Αποτελείται από έναν απλό 
νευρώνα µε προσαρµόσιµα βάρη ο οποίος ακολουθείται από µια διπολική συνάρτηση ενεργοποίησης. 
Η δοµή του perceptron (ενός νευρώνα) φαίνεται στο επόµενο σχήµα. Τούτο µπορεί να 
πραγµατοποιήσει ταξινόµηση στην περίπτωση που έχουµε µόνο δύο κατηγορίες. Για να είναι δυνατή η 
ταξινόµηση περισσοτέρων γραµµικά διαχωρίσιµων κατηγοριών (κλάσεων) το επίπεδο εξόδου 
χρειάζεται να έχει περισσότερους από έναν νευρώνες. 

Η έξοδος του perceptron δίνεται από τη σχέση: 

( ) ( ( ))hy t f u t=  

0

( ) ( ) ( )
n

T
t t

t

u t w x w t x t
=

= =∑  

 
Σχήµα: Perceptron ενός νευρώνα όπου το κατώφλι w0=θ έχει συµπεριληφθεί ως κανονική 
είσοδος (x0=-1). Οι είσοδοι του perceptron λαµβάνονται από ένα επίπεδο ανίχνευσης ιδιοτήτων 
(feature detection) µε σταθερά βάρη h1,h2,……,hn. 
όπου fh(u) είναι η συνάρτηση του σκληρού περιοριστή (διπολικής συνάρτησης) και 

1 2( ) [ 1, ( ), ( ),... ( )]T
nx t x t x t x t= −  

1 2( ) [ ( ), ( ), ( ),..., ( )]T
nw t t w t w t w tθ=  

Ο σκοπός του perceptron είναι να ταξινοµήσει τα εξωτερικά πρότυπα x1,x2,……,xn σε µια 
από δύο κατηγορίες Κ1 ή Κ2 Τούτο γίνεται εκχωρώντας ένα σηµείο [x1,x2,……,xn]T στην κατηγορία 
Κ1 εάν η έξοδος y είναι +1 και στην κατηγορία Κ2 εάν y=-1. Η διδασκαλία του perceptron πρέπει να 
γίνει µε καλά παραδείγµατα κάθε µιας κατηγορίας. Εάν οι προς διαχωρισµό κατηγορίες µοιάζουν πολύ 
µεταξύ τους τότε είναι δύσκολο να εκπαιδευθεί το perceptron να ταξινοµεί σωστά τα πρότυπα που του 
παρουσιάζονται στη µια ή την άλλη κατηγορία. 

Για να γίνει κατανοητός ο τρόπος λειτουργίας ενός ταξινοµητής προτύπων, θεωρείται η 
περίπτωση δύο µεταβλητών x1 και x2 όπου το σύνορο απόφασης (διαχωρισµού ανάµεσα στις 
κατηγορίες Κ1 και Κ2) είναι µια ευθεία γραµµή όπως δείχνει το επόµενο σχήµα. 
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Σχήµα: Γραµµικός διαχωρισµός δύο κλάσεων Κ1 και Κ2 στην περίπτωση δύο διαστάσεων (το 
κατώφλι θ απλά µεταθέτει το σύνορο διαχωρισµού). 
 

Οποιοδήποτε σηµείο βρίσκεται πάνω από τη διαχωριστική γραµµή ταξινοµείται στην 
κατηγορία Κ1 διαφορετικά αποδίδεται στην κατηγορία Κ2. Ο αλγόριθµος επιλογής (ανανέωσης) των 
βαρών (αλγόριθµος perceptron) στηρίζεται στο γεγονός ότι εάν οι κλάσεις Κ1 και Κ2 είναι γραµµικά 
διαχωρίσιµες, τότε υπάρχει ένα διάνυσµα βαρών w τέτοιο ώστε 

• wT x ≥ 0 , όταν το Χ ανήκει στην Κ1 
• wT x < 0 , όταν το ανήκει στην Κ2 
Συνεπώς όταν το perceptron λαβαίνει ένα ζευγάρι εκπαίδευσης (x1,x2) πρέπει να 

προσδιορίσει ένα διάνυσµα βάρους w τέτοιο ώστε να ικανοποιούνται οι δύο παραπάνω ανισότητες. 

4.7 Back-error Propagation (BP) 
To BP δίκτυο είναι ένα feed-forward Τ.Ν.∆. πολλών επιπέδων στο οποίο οι έξοδοι των 

νευρώνων ενός επιπέδου αποτελούν τις εισόδους των νευρώνων του επόµενου επιπέδου και αποτελεί 
ένα από τα πιο απλά µέλη της οικογένειας αλγορίθµων γνωστών ως "gradient descent".  

Το BP περιλαµβάνει, εκτός από το επίπεδο κόµβων εισόδου (πηγής) και το επίπεδο εξόδου 
(αποκρίσεων), ένα ή περισσότερα επίπεδα κρυµµένων κόµβων όπως δείχνει το παρακάτω σχήµα. 

 
Σχήµα: BP µε δύο κρυφά επίπεδα. 

Το BP είναι κατάλληλο για την επίλυση πλήθους πολύπλοκων προβληµάτων και εκπαιδεύεται 
µε επιβλεπόµενη µάθηση χρησιµοποιώντας τον αλγόριθµο ανάστροφης διάδοσης (ΒΡ: Back 
Propagation) ο οποίος στηρίζεται στον κανόνα µάθησης διόρθωσης σφάλµατος. 

Η λογική του είναι να ελαχιστοποιεί το συνολικό σφάλµα του δικτύου προσαρµόζοντας τα 
βάρη των συνάψεων και η εκπαίδευση σε γενικές γραµµές ακολουθεί τα παρακάτω βήµατα: 
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 Αρχικοποίηση του δικτύου µε τοποθέτηση τυχαίων, σχετικά µικρών, τιµών στα βάρη. 
 Παρουσίαση διανύσµατος εισόδου και του επιθυµητού αποτελέσµατος. 
 Υπολογισµός του διανύσµατος εξόδου χρησιµοποιώντας, συνηθέστερα, την σιγµοειδή 
συνάρτηση ως συνάρτηση ενεργοποίησης. 

 Προσαρµογή βαρών. 
Επανάληψη της διαδικασίας από το βήµα 2. 
Σε αντίθεση µε τη διπολική µη γραµµική συνάρτηση ενεργοποίησης (σκληρό περιοριστή) που 

χρησιµοποιείται στο perceptron ενός επιπέδου του Rosenblatt, εδώ χρησιµοποιείται µια παραγωγίσιµη 
σιγµοειδής συνάρτηση ενεργοποίησης: 

( ) 1 [1 ]ku
k ky f u e λ−= = +  

ή η υπερβολική εφαπτοµένη: 
( ) (1 ) (1 )k ku u

k ky f u e e− −= = − +  

όπου uk = uk −ϑk είναι η καθαρή εσωτερική δραστηριότητα (κατάσταση) του k νευρώνα και yk είναι η 
έξοδος του. Συνήθως, τα BP έχουν υψηλή συνδεσιµότητα, δηλαδή έχουν µεγάλους αριθµούς 
συναπτικών βαρών (διασυνδέσεων). Ο αλγόριθµος ΒΡ περιλαµβάνει τη «φάση - προς - τα εµπρός» 
(ορθή φάση) και τη «φάση - προς - τα – πίσω» (ανάστροφη φάση). Κατά τη «φάση - προς - τα εµπρός» 
(φάση περάσµατος) ένα πρότυπο εισόδου ταξιδεύει προς την έξοδο «επίπεδο - µε - επίπεδο» και όταν 
φθάσει σ' αυτή παράγει τις πραγµατικές εξόδους. Κατά τη «φάση - προς - τα εµπρός» όλα τα 
συναπτικά βάρη κρατούν σταθερές τιµές. Κατά «φάση - προς - τα πίσω» το σφάλµα εξόδου διαδίδεται 
ανάστροφα από την έξοδο προς την είσοδο και τα συναπτικά βάρη όλων των νευρώνων ανανεώνονται 
µέσω του κανόνα διόρθωσης σφάλµατος έτσι ώστε η πραγµατική έξοδος να πλησιάσει όσο γίνεται πιο 
πολύ την επιθυµητή έξοδο του. Άρα ο όρος ανάστροφη διάδοση (Back Propagation) οφείλεται στον 
τρόπο µε το οποίο διαδίδονται τα σφάλµατα µέσω των επιπέδων του Ν∆. 

5 Σχεδιασµός Ταξινοµητή 

5.1 Μέθοδος ‘One against all’ 
Στην πρώτη προσπάθειά µας αποφασίσαµε να χρησιµοποιήσουµε το 90% των δεδοµένων για την 
εκπαίδευση του ταξινοµητή και το άλλο 10% για τον έλεγχο του ταξινοµητή. Αυτό έγινε ώστε τα 
δεδοµένα τα οποία θα χρησιµοποιούσαµε στον έλεγχο του ταξινοµητή να µην είναι τα ίδια µε αυτά που 
θα χρησιµοποιούσαµε κατά την εκπαίδευση ώστε να πάρουµε αντικειµενικά αποτελέσµατα. 

Προκειµένου όµως να πάρουµε ακόµα πιο αντικειµενικά αποτελέσµατα αποφασίσαµε τα 
δεδοµένα ελέγχου να µην είναι από ένα συγκεκριµένο σηµείο του συνόλου των δεδοµένων αλλά από 
όλα τα σηµεία του συνόλου των δεδοµένων. Αφού λοιπόν θα χρησιµοποιούσαµε το 10% του συνόλου 
των δεδοµένων για έλεγχο δηµιουργήσαµε 10 διαφορετικές οµάδες δεδοµένων προς εκπαίδευση τις 
οποίες από εδώ και στο εξής θα τις ονοµάζουµε Folds (αν Ν είναι το πλήθος των δεδοµένων τότε Ν/10 
θα είναι το πλήθος των δεδοµένων προς εκπαίδευση και (9*Ν)/10 θα είναι το πλήθος των δεδοµένων 
εκπαίδευσης). Όπως φαίνεται από τα παραπάνω δηµιουργούνται 10 διαφορετικά είδη δεδοµένων για 
κάθε κλάση ανάλογα µε το πιο σηµείο επί του συνόλου θα γίνει η επιλογή των δεδοµένων για έλεγχο. 

Όλα αυτά που περιγράψαµε παραπάνω γίνονται πιο φανερά στα παρακάτω διαγραµµατικά 
σχήµατα που ακολουθούν όπου παρουσιάζονται για κάθε κλάση ο τρόπος µε τον οποίο λαµβάνονται 
τα δεδοµένα για εκπαίδευση και για έλεγχο. 

    
   ∆εδοµένα ελέγχου                    ∆εδοµένα εκπαίδευσης     

 
 

Σχήµα: Fold1 δεδοµένων µίας κλάσης 
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     ∆εδοµένα  
  εκπαίδευσης   ∆εδοµένα ελέγχου                                               ∆εδοµένα εκπαίδευσης     

 
 

Σχήµα: Fold 2 δεδοµένων µίας κλάσης 
 
 
    ∆εδοµένα εκπαίδευσης  ∆εδοµένα ελέγχου                                   ∆εδοµένα εκπαίδευσης    

 
 

Σχήµα: Fold 3 δεδοµένων µίας κλάσης 
 
 

               ∆εδοµένα εκπαίδευσης       ∆εδοµένα ελέγχου                                  ∆εδοµένα εκπαίδευσης   
 
 

Σχήµα: Fold 4 δεδοµένων µίας κλάσης 
 

    
                      ∆εδοµένα εκπαίδευσης         ∆εδοµένα ελέγχου                               ∆εδοµένα εκπαίδευσης  

 
 

Σχήµα: Fold 5 δεδοµένων µίας κλάσης 
 

   
                              ∆εδοµένα εκπαίδευσης                              ∆εδοµένα ελέγχου                ∆εδοµένα εκπαίδευσης  

 
 

Σχήµα: Fold 6 δεδοµένων µίας κλάσης 
 
 

                                            ∆εδοµένα εκπαίδευσης                                       ∆εδοµένα ελέγχου        ∆εδοµένα εκπαίδευσης  
 
 

Σχήµα: Fold 7 δεδοµένων µίας κλάσης 
 
 
                                                       ∆εδοµένα εκπαίδευσης                                        ∆εδοµένα ελέγχου     ∆εδοµένα εκπαίδευσης  

 
 

Σχήµα: Fold 8 δεδοµένων µίας κλάσης 
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                                                                                 ∆εδοµένα         
  ∆εδοµένα εκπαίδευσης                                                    ∆εδοµένα ελέγχου  εκπαίδευσης  

 
 

Σχήµα: Fold 9 δεδοµένων µίας κλάσης 
 

                            
          ∆εδοµένα εκπαίδευσης                                                               ∆εδοµένα ελέγχου   

 
 

Σχήµα: Fold 10 δεδοµένων µίας κλάσης 
 

Αφού περιγράψαµε τον τρόπο µε τον οποίο θα επιλεχθούν τα δεδοµένα για έλεγχο και 
εκπαίδευση θα πρέπει τώρα να περιγράψουµε τον υπέρ-ταξινοµητή. Η γενική ιδέα για τη δηµιουργία 
του υπέρ-ταξινοµητή είναι να δηµιουργήσουµε τόσους ταξινοµητές όσες είναι και οι κλάσεις στις 
οποίες πρέπει να ταξινοµηθούν τα δεδοµένα µας. Έτσι στη γενική περίπτωση που έχουµε Μ κλάσεις 
τότε θα πρέπει να δηµιουργήσουµε Μ ταξινοµητές. Τα  θετικά δεδοµένα εκπαίδευσης θα προέρχονται 
αντίστοιχα από την κάθε κλάση στην οποία αναφέρεται ο κάθε ταξινοµητής ενώ τα αρνητικά δεδοµένα 
από τις υπόλοιπες Μ-1 κλάσεις. Επειδή όπως εξηγήσαµε προηγουµένως θέλουµε να έχουµε 
µεγαλύτερη ακρίβεια στα αποτελέσµατά µας, ανάλογα µε το ποιο σηµείο από το σύνολο των 
δεδοµένων θα πάρουµε τα δεδοµένα ελέγχου θα δηµιουργηθεί και διαφορετικός ταξινοµητής. Οπότε 
για την πρώτη κλάση θα δηµιουργηθούν συνολικά 10 διαφορετικοί ταξινοµητές όσες και οι 
διαφορετικές οµάδες δεδοµένων. Συνολικά στη γενική περίπτωση Μ κλάσεων θα έχουµε Μ*10 
ταξινοµητές. Από τον έλεγχο των αποτελεσµάτων των Μ*10 ταξινοµητών θα µπορούµε να επιλέξουµε 
σε ποια κλάση ανήκει το συγκεκριµένο στιγµιότυπο που δόθηκε στον υπέρ-ταξινοµητή προς 
ταξινόµηση. 

Προκειµένου να δηµιουργήσουµε τον τελικό υπέρ-ταξινοµητή ο οποίος θα ταξινοµεί ένα 
στιγµιότυπο µεταξύ των κλάσεων θα χρησιµοποιήσουµε από κάθε ταξινοµητή την τιµή της 
συνάρτησης απόφασης. Αυτή η τιµή για κάθε στιγµιότυπο προσδιορίζει κατά πόσο είναι σίγουρος ο 
κάθε ταξινοµητής ότι έχει ταξινοµήσει σωστά ένα στιγµιότυπο που του έχει δοθεί. Αν το στιγµιότυπο 
ανήκει στα θετικά δεδοµένα τότε αυτή η τιµή θα έχει θετικό πρόσηµο διαφορετικά θα έχει αρνητικό 
πρόσηµο. Οπότε εµείς δεν έχουµε να κάνουµε τίποτε περισσότερο από το να επιλέξουµε τον 
ταξινοµητή αυτόν, ο οποίος θα έχει δώσει τη µεγαλύτερη τιµή στην συνάρτηση απόφασης. Η σκέψη 
µας είναι ότι η τιµή της συνάρτησης απόφασης θα είναι µεγαλύτερη στον ταξινοµητή που έχει 
εκπαιδευτεί να ταξινοµεί στιγµιότυπα της συγκεκριµένης κλάσης. 

Όµως για να πάρουµε σωστά αποτελέσµατα κατά τον έλεγχο του υπέρ-ταξινοµητή και να µην 
έχουµε επικαλύψεις µεταξύ των στιγµιότυπων κατά τον έλεγχο και την εκπαίδευση θα πρέπει να 
‘σπάσουµε’ εκ νέου τα αρχικά στιγµιότυπα εκπαίδευσης που δηµιουργήσαµε για ακόµη µία φορά σε 
δεδοµένα εκπαίδευσης και ελέγχου. Αυτό γίνεται γιατί αν δε το κάνουµε, κατά τον έλεγχο του υπέρ-
ταξινοµητή ως δεδοµένα ελέγχου θα παίρνουµε δεδοµένα τα οποία έχουν ήδη χρησιµοποιηθεί για την 
εκπαίδευση του ταξινοµητή της αντίστοιχης οµάδας.  Οπότε θα λαµβάνουµε λανθασµένα σωστά 
αποτελέσµατα αφού τα ίδια δεδοµένα θα χρησιµοποιούνται στον ίδιο ταξινοµητή τόσο για εκπαίδευση 
όσο και για έλεγχο. Σύµφωνα λοιπόν µε αυτά που είπαµε για την κάθε κλάση τα δεδοµένα που 
λαµβάνονται παίρνουν την παρακάτω µορφή όπως φαίνεται στα διαγράµµατα: 

 
∆εδοµένα ελέγχου                    ∆εδοµένα εκπαίδευσης     

 
 
∆εδοµένα ελέγχου εκπαίδευσης             ∆εδοµένα εκπαίδευσης 

 

Σχήµα: Fold 1 δεδοµένων µίας κλάσης µε Sub- Fold 1 δεδοµένων εκπαίδευσης  
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∆εδοµένα ελέγχου                    ∆εδοµένα εκπαίδευσης     
 

 
   ∆εδοµένα εκπ.   ∆εδοµένα ελέγχου εκπαίδευσης                      ∆εδοµένα εκπαίδευσης 

 

Σχήµα: Fold 1 δεδοµένων µίας κλάσης µε Sub- Fold 2 δεδοµένων εκπαίδευσης  
 

 
∆εδοµένα ελέγχου                    ∆εδοµένα εκπαίδευσης     

 
 

           ∆εδοµένα εκπ.   ∆εδοµένα ελέγχου εκπαίδευσης                 ∆εδοµένα εκπαίδευσης 
 

Σχήµα: Fold 1 δεδοµένων µίας κλάσης µε Sub- Fold 3 δεδοµένων εκπαίδευσης  
 
 

∆εδοµένα ελέγχου                    ∆εδοµένα εκπαίδευσης     
 

 
                   ∆εδοµένα εκπ.   ∆εδοµένα ελέγχου εκπαίδευσης                ∆εδοµένα εκπαίδευσης 

 

Σχήµα: Fold 1 δεδοµένων µίας κλάσης µε Sub- Fold 4 δεδοµένων εκπαίδευσης  
 
 

∆εδοµένα ελέγχου                    ∆εδοµένα εκπαίδευσης     
 

 
                              ∆εδοµένα εκπ.         ∆εδοµένα ελέγχου εκπαίδευσης         ∆εδοµένα εκπαίδευσης 

 

Σχήµα: Fold 1 δεδοµένων µίας κλάσης µε Sub- Fold 5 δεδοµένων εκπαίδευσης  
 
 

∆εδοµένα ελέγχου                    ∆εδοµένα εκπαίδευσης     
 

 
                                      ∆εδοµένα εκπ.                       ∆εδοµένα ελέγχου εκπαίδευσης       ∆εδοµένα εκπαίδευσης 

 

Σχήµα: Fold 1 δεδοµένων µίας κλάσης µε Sub- Fold 6 δεδοµένων εκπαίδευσης  
 
 

∆εδοµένα ελέγχου                    ∆εδοµένα εκπαίδευσης     
 

 
                                               ∆εδοµένα εκπ.                       ∆εδοµένα ελέγχου εκπαίδευσης      ∆εδοµένα εκπαίδευσης 

 

Σχήµα: Fold 1 δεδοµένων µίας κλάσης µε Sub- Fold 7 δεδοµένων εκπαίδευσης  
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∆εδοµένα ελέγχου                    ∆εδοµένα εκπαίδευσης     
 

 
                                                             ∆εδοµένα εκπ.                                 ∆εδοµένα ελέγχου εκπαίδευσης ∆εδοµένα εκπ. 

 

Σχήµα: Fold 1 δεδοµένων µίας κλάσης µε Sub- Fold 8 δεδοµένων εκπαίδευσης  
 
 

∆εδοµένα ελέγχου                    ∆εδοµένα εκπαίδευσης     
 

 
                                                                           ∆εδοµένα εκπ.                                 ∆εδοµένα ελέγχου εκπ. ∆εδοµένα εκπ. 

 

Σχήµα: Fold 1 δεδοµένων µίας κλάσης µε Sub- Fold 9 δεδοµένων εκπαίδευσης  
 

∆εδοµένα ελέγχου                    ∆εδοµένα εκπαίδευσης     
 

 
                                                                                 ∆εδοµένα εκπ.                                                      ∆εδοµένα ελέγχου εκπ. 

 

Σχήµα: Fold 1 δεδοµένων µίας κλάσης µε Sub- Fold 10 δεδοµένων εκπαίδευσης  
 

Από τα παραπάνω διαγράµµατα γίνεται φανερό ότι δηµιουργούνται για κάθε Fold της κάθε 
κλάσης 10 Sub-Folds δεδοµένων εκπαίδευσης οπότε συνολικά θα έχουµε συνολικά 100 ταξινοµητές 
για την κάθε κλάση δεδοµένων. Στη γενική περίπτωση που έχουµε Μ κλάσεις δεδοµένων και Κ Folds 
δεδοµένων ανά κλάση θα δηµιουργηθούν για κάθε κλάση 2K  διαφορετικοί ταξινοµητές και συνολικά 
ο έλεγχος στον υπέρ-ταξινοµητή θα γίνει σε 2M K•  ταξινοµητές για να έχουµε πιο αντικειµενικά 
αποτελέσµατα. 

Σύµφωνα λοιπόν µε όσα περιγράψαµε τα δεδοµένα εκπαίδευσης για κάθε ταξινοµητή θα 
έχουν την παρακάτω µορφή όπως φαίνεται στο σχήµα: 

 
                                                  ∆εδοµένα εκπαίδευσης 
 
 
 

Θετικά δεδοµένα εκπ.                   Αρνητικά δεδοµένα εκπ. 
 

Σχήµα: ∆εδοµένα εκπαίδευσης ταξινοµητών 
 

Όπως έχουµε αναφέρει και προηγουµένως µε τον όρο θετικά δεδοµένα εννοούµε τα δεδοµένα 
αυτά που προέρχονται από µία συγκεκριµένη κλάση ενώ αρνητικά τα δεδοµένα που προέρχονται από 
όλες τις υπόλοιπες κλάσεις. Όλα αυτά τα δεδοµένα αφού τους δοθούν οι κατάλληλες ‘ετικέτες’ 
ανάλογα αν είναι θετικά ή αρνητικά αντίστοιχα θα χρησιµοποιηθούν για να εκπαιδεύσουν τον 
ταξινοµητή ο οποίος θα µπορεί στη συνέχεια να ελέγχει αν ένα στιγµιότυπο ανήκει ή δεν ανήκει στην 
κλάση από την οποία προέρχονται τα θετικά δεδοµένα. 

Στη γενική περίπτωση λοιπόν που έχουµε Μ κλάσεις και η κάθε κλάση έχει Ν στιγµιότυπα και 
επίσης έχουµε αποφασίσει ότι την κάθε κλάση θα τη χωρίσουµε σε Κ Folds τότε θα έχουµε /N K  
στιγµιότυπα για έλεγχο σε κάθε Fold και ( 1) /K N K− •  στιγµιότυπα για εκπαίδευση αντίστοιχα σε 
κάθε Fold. Πρέπει να σηµειώσουµε εδώ ότι η διαίρεση  /N K  πρέπει να είναι τέλεια για να 
µπορέσουµε να συνεχίσουµε τη διαδικασία της εκπαίδευσης. Όµως αναφέραµε ότι τα στιγµιότυπα 
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εκπαίδευσης θα σπάσουν εκ νέου σε νέα Sub-Fold εκπαίδευσης δεδοµένων και ελέγχου δεδοµένων 
όπως εξηγήσαµε προηγουµένως για να µην έχουµε επικαλύψεις. Βέβαια δεν είναι απαραίτητο το 
πλήθος των Folds και των Sub-Folds να είναι το ίδιο. Αν θεωρήσουµε ότι αυτό το πλήθος είναι Κ’ τότε 

θα πρέπει και πάλη η διαίρεση ( 1) 'NK KK− •  να είναι τέλεια. Επίσης το πλήθος των 

στιγµιότυπων που τελικά θα χρησιµοποιηθούν από κάθε κλάση για εκπαίδευση θα είναι: 

(( 1) ') ( ' 1)NK K KK− • • −  

 Αυτό θα είναι και το πλήθος των θετικών στιγµιότυπων (δεδοµένων) για κάθε ταξινοµητή 
ενώ το πλήθος των αρνητικών στιγµιότυπων (δεδοµένων) για κάθε ταξινοµητή αν θεωρήσουµε ότι το 
συνολικό πλήθος των κλάσεων είναι Μ θα είναι: 

( )(( 1) ') ( ' 1) 1NK K K MK
⎡ ⎤− • • − • −⎣ ⎦  

Συνολικά λοιπόν για την εκπαίδευση του κάθε ταξινοµητή θετικά και αρνητικά δεδοµένα θα 

χρησιµοποιηθούν: (( 1) ') ( ' 1)NK K K MK
⎡ ⎤− • • − •⎣ ⎦  στιγµιότυπα. 

Αφού λοιπόν δηµιουργήσαµε τα δεδοµένα για εκπαίδευση των επιµέρους ταξινοµητών δεν 
µένει τίποτε άλλο από το να τους εκπαιδεύσουµε µε αυτά. Στη συνέχεια όλοι αυτοί οι ταξινοµητές θα 
εκλεχθούν µε τα δεδοµένα ελέγχου. Κατά τον έλεγχο εµείς γνωρίζουµε σε ποια κλάση ανήκουν τα 
δεδοµένα ελέγχου. Σκοπός µας είναι να διαπιστώσουµε πόσο καλά δουλεύει ο υπέρ-ταξινοµητής και 
πόσο καλά ταξινοµεί τα άγνωστα για αυτόν στιγµιότυπα κάθε κλάσης. 

Όπως είπαµε και παραπάνω η λογική του υπέρ-ταξινοµητή είναι να κατατάξει ένα 
στιγµιότυπο µίας κλάσης σύµφωνα µε την τιµή της συνάρτησης απόφασης. Πιο συγκεκριµένα ένα 
στιγµιότυπο ελέγχεται από όλους τους ταξινοµητές του υπέρ-ταξινοµητή που έχουν δηµιουργηθεί 
αντίστοιχα για κάθε κλάση δεδοµένων. Κατά τον έλεγχο (testing) του συγκεκριµένου στιγµιότυπου 
δηµιουργούνται κάποια αποτελέσµατα που µας δείχνουν πως το κάθε στιγµιότυπο συµπεριφέρεται 
όταν περνάει από τον κάθε ένα ταξινοµητή. Ένα από αυτά τα αποτελέσµατα είναι και αυτό της 
συνάρτησης απόφασης. Αυτός ο συντελεστής που παίρνει τιµές από -1 έως 1 προσδιορίζει αν ένα 
στιγµιότυπο ανήκει ή δεν ανήκει στην κλάση για την οποία έχει δηµιουργηθεί ο αντίστοιχος 
ταξινοµητής που αυτό ‘περνάει’. Αν η τιµή της συνάρτησης απόφασης είναι θετική τότε αυτό το 
στιγµιότυπο θεωρείται ότι ανήκει στην κλάση που εκφράζει ο ταξινοµητής. Αν είναι αρνητική αυτή η 
τιµή τότε δεν ανήκει. Βέβαια ο ταξινοµητής µπορεί να βγάλει και λανθασµένα αποτελέσµατα αν τα 
δεδοµένα µε τα οποία έχει εκπαιδευτεί δεν είναι επαρκή ή λανθασµένα. 

Επίσης η τιµή της συνάρτησης απόφασης εκτός από την κατάταξη του στιγµιότυπου σε µία 
κλάση ή όχι εκφράζει και τη βεβαιότητα µε την οποία ένα στιγµιότυπο ανήκει ή δεν ανήκει σε αυτή 
την κλάση. Αν οι τιµές της συνάρτησης απόφασης βρίσκονται στα άκρα του διαστήµατος [-1,1] τότε ο 
ταξινοµητής δηλώνει τη βεβαιότητά του ότι το στιγµιότυπο ανήκει ή δεν ανήκει στην κλάση. Αντίθετα 
αν η τιµή βρίσκεται κοντά στο κέντρο του κλειστού αυτού διαστήµατος, δηλαδή λίγο πάνω ή λίγο 
κάτω από το 0, τότε ο ταξινοµητής δεν είναι και τόσο σίγουρος για αυτή του την απόφαση. Ένα ακόµα 
στοιχείο που προκύπτει αρκετά συχνά είναι το γεγονός ότι δύο διαφορετικοί ταξινοµητές οι οποίοι 
έχουν εκπαιδευτεί µε δεδοµένα διαφορετικών κλάσεων και φυσικά µε την ιδιότητα να κατατάσσουν τα 
αντίστοιχα στιγµιότυπά τους στις κλάσεις τους, µπορεί να δίνουν θετική τιµή στη συνάρτηση 
απόφασης για το ίδιο στιγµιότυπο. Φυσικά το στιγµιότυπο αυτό δεν µπορεί να ανήκει και στις δύο 
κλάσεις ταυτόχρονα. Η επιλογή σε αυτή την περίπτωση γίνεται µε βάση την τιµή της συνάρτησης 
απόφασης. Η µεγαλύτερη τιµή, η οποία δίνει και τη µεγαλύτερη βεβαιότητα, επιλέγεται οπότε 
αντίστοιχα επιλέγεται και ο ταξινοµητής που εκφράζει την αντίστοιχη κλάση δεδοµένων. Έτσι λοιπόν 
λειτουργεί ο υπέρ-ταξινοµητής και κατατάσσονται τα δεδοµένα ελέγχου στις αντίστοιχες κλάσεις. 
Κατά πόσο καλά λειτουργεί αυτός ο µηχανισµός θα παρουσιαστεί στο κεφάλαιο µε τα αποτελέσµατα 
των πειραµάτων που έχουν γίνει από δύο είδη δεδοµένων στους αντίστοιχους υπέρ-ταξινοµητές που 
έχουµε δηµιουργήσει.    

5.2 Μέθοδος ‘One against all balanced’  
Κατά τη δεύτερη προσπάθειά µας η γενική ιδέα για τη δηµιουργία του υπέρ-ταξινοµητή είναι η ίδια µε 
αυτήν που εφαρµόσαµε και προηγουµένως. Έτσι λοιπόν σαν σκοπό έχουµε πάλι να δηµιουργήσουµε 
τόσους ταξινοµητές όσες είναι και οι κλάσεις στις οποίες πρέπει να ταξινοµηθούν τα δεδοµένα µας. 
Στη γενική περίπτωση που έχουµε Μ κλάσεις τότε θα πρέπει να δηµιουργήσουµε Μ ταξινοµητές. Τα  
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θετικά δεδοµένα εκπαίδευσης θα προέρχονται αντίστοιχα από την κάθε κλάση στην οποία αναφέρεται 
ο κάθε ταξινοµητής ενώ τα αρνητικά δεδοµένα από τις υπόλοιπες Μ-1 κλάσεις. Επειδή όµως θέλουµε 
να έχουµε µεγαλύτερη ακρίβεια στα αποτελέσµατά µας, ανάλογα µε το ποιο σηµείο από το σύνολο 
των δεδοµένων θα πάρουµε τα δεδοµένα ελέγχου θα δηµιουργηθεί και διαφορετικός ταξινοµητής. 
Οπότε για την πρώτη κλάση θα δηµιουργηθούν συνολικά 10 διαφορετικοί ταξινοµητές όσες και τα 
διαφορετικά Folds δεδοµένων. Συνολικά στη γενική περίπτωση Μ κλάσεων θα έχουµε Μ*Κ 
ταξινοµητές αν θεωρήσουµε ότι το πλήθος των Folds δεδοµένων για κάθε κλάση είναι Κ. Από τον 
έλεγχο των αποτελεσµάτων των Μ*Κ ταξινοµητών θα µπορούµε να επιλέξουµε σε ποια κλάση ανήκει 
το συγκεκριµένο στιγµιότυπο που δόθηκε στον υπέρ-ταξινοµητή προς ταξινόµηση. 

Για τα µουσικά δεδοµένα έχουµε 10 διαφορετικά είδη µουσικής συνεπώς και 10 διαφορετικές 
κλάσεις. Με άλλα λόγια το Μ είναι 10. Επίσης δηµιουργούµε για κάθε κλάση  10 Folds συνεπώς και το 
Κ είναι 10. Οπότε θα δηµιουργηθούν 10*10=100 διαφορετικοί ταξινοµητές. 10 ταξινοµητές για κάθε 
κλάση δεδοµένων. Επίσης έχουµε πει ότι η κάθε κλάση αποτελείται από 100 στιγµιότυπα οπότε έχουµε 
ότι το Ν είναι ίσο µε 100.  

Η διαφορά της πρώτης προσπάθειας µε την παρούσα είναι ότι τώρα κάθε ταξινοµητής θα 
εκπαιδευτεί από ισοζυγισµένα δεδοµένα και όχι από µη ισοζυγισµένα. ∆ηλαδή το πλήθος των θετικών 
όσο και των αρνητικών δεδοµένων εκπαίδευσης θα είναι ίδιο. Αυτό το κάνουµε για να εκπαιδευτεί ο 
κάθε ταξινοµητής της αντίστοιχης κλάσης πιο σωστά και να µπορεί να προβλέπει το ίδιο σωστά τόσο 
για θετικά όσο και για αρνητικά στιγµιότυπα. Εµείς κατά κύριο λόγο ενδιαφερόµαστε για τα θετικά 
στιγµιότυπα αφού αυτά καθορίζουν για ποια κλάση έχει δηµιουργηθεί ο αντίστοιχος ταξινοµητής, ενώ 
τα αρνητικά προέρχονται από όλες τις άλλες κλάσεις. 

Πρέπει να σηµειώσουµε επίσης ότι και εδώ όπως και στην προηγούµενη µέθοδο για να µη 
δηµιουργηθεί το φαινόµενο της επικάλυψης και των λανθασµένα σωστών αποτελεσµάτων θα πρέπει 
τα δεδοµένα µας να τα σπάσουµε πάλι σε Folds και Sub-Folds. Οπότε δεν υπάρχει κάτι να αλλάξει σε 
αυτό το κοµµάτι. Έτσι το πλήθος των στιγµιότυπων που θα χρησιµοποιηθούν από κάθε κλάση για 
εκπαίδευση θα είναι: 

(( 1) ') ( ' 1)NK K KK− • • −  

Όπου Κ είναι το πλήθος των Folds, Κ΄ είναι το πλήθος των Sub-Folds και Ν είναι το πλήθος 
των στιγµιότυπων που περιέχει κάθε κλάση. Οπότε για την εκπαίδευση του κάθε ταξινοµητή τελικά το 
πλήθος των στιγµιότυπων που θα χρησιµοποιηθούν είναι: 

2 (( 1) ') ( ' 1)NK K KK• − • • −  

Ενώ το πλήθος των στιγµιότυπων που θα χρησιµοποιηθούν κατά τον τελικό έλεγχο του υπέρ-
ταξινοµητή θα είναι: 

( )NM K•  

Όπου Μ είναι το πλήθος των κλάσεων όπως περιγράψαµε στην προηγούµενη ενότητα 
Για να γίνει αυτό πιο κατανοητό ο τρόπος µε τον οποίο θα γίνει κυρίως η επιλογή των 

αρνητικών δεδοµένων ας θεωρήσουµε το παρακάτω παράδειγµα. Έστω ότι θέλουµε να 
δηµιουργήσουµε τον ταξινοµητή 3 µιας οµάδας ( η οµάδα δεν παίζει ρόλο στην παρούσα φάση αφού 
τα δεδοµένα θα έχουν ήδη διαχωριστεί σε δεδοµένα ελέγχου και σε δεδοµένα εκπαίδευσης ). Τότε δεν 
έχουµε τίποτε περισσότερο να κάνουµε από το να επιλέξουµε ως θετικά δεδοµένα τα δεδοµένα 
εκπαίδευσης που ανήκουν στην κλάση 3 µε τον τρόπο που περιγράψαµε. Από την άλλη πλευρά ως 
αρνητικά δεδοµένα θα επιλέξουµε τα δεδοµένα εκπαίδευσης από όλες τις υπόλοιπες κλάσεις της 
αντίστοιχης οµάδας. Το λεπτό σηµείο στην φάση αυτή είναι ότι η επιλογή των στιγµιότυπων θα είναι 
σε πλήθος τόσα όσα και τα θετικά δεδοµένα εκπαίδευσης. Οπότε θα πρέπει να επιλέξουµε 
( ( 1) ') ( ' 1)NK K KK− • • −  ‘αρνητικά’ στιγµιότυπα από τα συνολικά 

( )( ( 1) ') ( ' 1) 1NK K K MK
⎡ ⎤− • • − • −⎣ ⎦

 όσα είναι και τα θετικά στιγµιότυπα εκπαίδευσης. 

Αφού όµως έχουµε Μ-1 ‘αρνητικές’ κλάσεις θα επιλέξουµε 
[ ( ( 1) ') ( ' 1) ] / ( 1)NK K K MK− • • − − στιγµιότυπα από κάθε ‘αρνητική’ κλάση ( ως αρνητικές 

κλάσεις µπορούµε να θεωρήσουµε όλες τις κλάσεις εκτός από αυτήν που ο ταξινοµητής για την 
εκπαίδευσή του παίρνει θετικά δεδοµένα εκπαίδευσης). Η επιλογή των ‘αρνητικών’ στιγµιότυπων από 
τα στιγµιότυπα προς εκπαίδευση που έχει η κάθε ‘αρνητική’ κλάση αποφασίσαµε να γίνεται µε τυχαίο 
τρόπο και όχι µε κάποιο συγκεκριµένη διάταξη (το πλήθος που τελικά χρειαζόµαστε από κάθε 
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αρνητική κλάση είναι πολύ µικρότερο από αυτό που διαθέτουµε). Αυτό είναι ίσως και το πιο σωστό 
για να µην υπάρξει κάποιο µεροληπτικό λάθος κατά την εκπαίδευση. Πρέπει να σηµειώσουµε ότι αν η 
τελευταία  διαίρεση δεν είναι τέλεια τότε κάποιες κλάσεις µπορεί να δώσουν ένα περισσότερο 
στιγµιότυπο από τις υπόλοιπες. Αυτό αν συµβεί θα είναι για τα αρνητικά δεδοµένα τόσο εκπαίδευσης 
όσο και ελέγχου. Επίσης για να µην υπάρχει κάποιο πρόβληµα στη σωστή εκπαίδευση των 
ταξινοµητών οι κλάσεις οι οποίες αν τύχει να δώσουν ένα περισσότερο στιγµιότυπο στην εκπαίδευση ή 
στον έλεγχο του ταξινοµητή δεν θα είναι σταθερές αλλά µε κάποιο κυκλικό αλγόριθµο θα 
εναλλάσσονται µεταξύ του συνόλου των κλάσεων. Όµως όπως αναφέραµε και στην προηγούµενη 
ενότητα οι διαιρέσεις   /N K  και ( 1) 'NK KK− •  πρέπει να είναι τέλειες. 

Στο παρακάτω σχήµα φαίνεται διαγραµµατικά η µορφή των δεδοµένων που θα 
χρησιµοποιηθούν για την εκπαίδευση των αντίστοιχων ταξινοµητών. 

 
 

                                                   ∆εδοµένα εκπαίδευσης ταξινοµητή    
 

 
                                1 κλάση                 Μ-1 κλάσεις                                         
    Θετικά δεδοµένα (( 1) ') ( ' 1)NK K KK− • • −                   Αρνητικά δεδοµένα (( 1) ') ( ' 1)NK K KK− • • −  

 

Σχήµα: ∆ιαγραµµατική παράσταση δεδοµένων εκπαίδευσης  

5.3 Μέθοδος ‘One against all balanced with weight’ 
Στην προηγούµενη σχεδίαση του υπέρ-ταξινοµητή για να έχουµε καλύτερα αποτελέσµατα 
αποφασίσαµε κατά την εκπαίδευση του κάθε ταξινοµητή που αντιστοιχεί σε µία συγκεκριµένη κλάση 
να χρησιµοποιήσουµε τον ίδιο αριθµό στιγµιότυπων τόσο για τα θετικά όσο και για τα αρνητικά 
δεδοµένα. Όπως θα παρουσιάσουµε σε επόµενο κεφάλαιο µε τα αποτελέσµατα των πειραµάτων θα 
φανεί ότι αυτό είχε θετικό αποτέλεσµα.  

Εδώ θα προχωρήσουµε ένα ακόµα βήµα παραπέρα. Είπαµε ότι η γενική ιδέα του υπέρ-
ταξινοµητή είναι κάθε στιγµιότυπο µίας κλάσης να ελέγχεται από όλους τους ταξινοµητές που έχουν 
σχεδιαστεί για κάθε κλάση αντίστοιχα και ανάλογα µε την τιµή της συνάρτησης απόφασης το 
συγκεκριµένο στιγµιότυπο να κατατάσσεται στον αντίστοιχο ταξινοµητή άρα και στην αντίστοιχη 
κλάση που αυτός αντιπροσωπεύει. Το πρόβληµα που συναντήσαµε είναι όταν δύο διαφορετικοί 
ταξινοµητές δηµιουργηµένοι να αναγνωρίζουν διαφορετικές κλάσεις δεδοµένων δίνουν και οι δύο 
θετική τιµή στη συνάρτηση απόφασης. για το ίδιο στιγµιότυπο. Τότε είπαµε ότι θα επιλέγεται ο 
ταξινοµητής που θα έχει δώσει τη µεγαλύτερη τιµή. Βέβαια και πάλι δηµιουργούνται προβλήµατα 
γιατί αρκετά συχνά ταξινοµητές που είναι εκπαιδευµένοι να κατατάσσουν συγκεκριµένα δεδοµένα σε 
συγκεκριµένες κλάσεις κατατάσσουν και άλλα δεδοµένα στις κλάσεις τους δίνοντας καλύτερες τιµές 
στη συνάρτηση απόφασης απ’ ότι ο ταξινοµητής που έχει εκπαιδευτεί για αυτήν την κλάση. Αυτό που 
θα µπορούσε να βοηθήσει τον τελικό υπέρ-ταξινοµητή να δίνει ακόµα καλύτερα αποτελέσµατα είναι 
να µπορούσε να δηµιουργηθεί ένα ‘βάρος’ σε κάθε επιµέρους ταξινοµητή αντίστοιχα µε την αξιοπιστία 
του κάθε επιµέρους ταξινοµητή. Αυτό το ‘βάρος’ θα µπορούσε να πολλαπλασιαστεί στη συνέχεια µε 
την τιµή της συνάρτησης απόφασης που θα έδινε ο κάθε ταξινοµητής για ένα δεδοµένο στιγµιότυπο 
ώστε τελικά να έχουµε καλύτερα αποτελέσµατα. 

Η λογική που διέπει αυτή τη σκέψη είναι ότι µε τη χρήση του βάρους ο υπέρ-ταξινοµητής θα 
µπορεί να δώσει πιο ασφαλή αποτελέσµατα. Αυτό θα συµβεί γιατί για ένα δοσµένο στιγµιότυπο το 
οποίο θέλουµε να το κατατάξουµε σε µία κλάση ένας ταξινοµητής διαφορετικός από αυτόν της κλάσης 
του µπορεί να δίνει καλύτερα αποτελέσµατα από αυτόν τον ταξινοµητή που πραγµατικά ανήκει, όµως 
αν υπάρχει η χρήση ‘βάρους’ τότε αυτός ο λανθασµένος ταξινοµητής θα έχει µικρότερο βάρος από τον 
αληθή ταξινοµητή οπότε η τελική τιµή της συνάρτησης απόφασης γίνει µεγαλύτερη για τον σωστό 
ταξινοµητή. Όλο αυτό βέβαια στηρίζεται στο γεγονός ότι οι ‘κακοί’ ταξινοµητές έχουν µικρά βάρη 
ενώ οι ‘καλοί’ µεγάλα. Το τελευταίο ερώτηµα είναι πως θα δηµιουργηθούν αυτά τα βάρη. 

Σε αυτόν τον σχεδιασµό του υπέρ-ταξινοµητή δεν θα αλλάξουµε σχεδόν τίποτα από αυτά που 
µέχρι στιγµής έχουµε κάνει. Τα δεδοµένα θα ‘σπάσουν’ έτσι όπως ακριβώς έχουµε περιγράψει και στις 
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δύο προηγούµενες περιπτώσεις. Επίσης κατά την εκπαίδευση του κάθε ταξινοµητή θα 
χρησιµοποιηθούν ‘ισοζυγισµένα’ δεδοµένα. ∆ηλαδή τόσο τα αρνητικά όσο και τα θετικά δεδοµένα θα 
είναι του ίδιου πλήθους. Το µόνο που θα αλλάξει είναι ότι εκτός από τον τελικό έλεγχο σε κάθε 
ταξινοµητή θα εκτελεστεί και ένας προ-έλεγχος ο οποίος θα καθορίσει και το βάρος για τον κάθε 
ταξινοµητή. Αυτά τα δεδοµένα θα είναι διαφορετικά για κάθε ταξινοµητή και δεν θα έχουν καµία 
σχέση µε τα δεδοµένα για τον τελικό έλεγχο του υπέρ-ταξινοµητή. Αυτό είναι αυτονόητο για να µην 
υπάρξουν επικαλύψεις και λανθασµένα αποτελέσµατα. Επίσης κάθε ταξινοµητής της ίδιας κλάσης 
δεδοµένων διαφορετικού Sub-Fold πάλι θα έχει διαφορετικά δεδοµένα προ-ελέγχου. Στο παρακάτω 
σχήµα φαίνονται τα δεδοµένα προ-ελέγχου: 

 
 

∆εδοµένα ελέγχου                    ∆εδοµένα εκπαίδευσης     
 

 
∆εδοµένα ελέγχου εκπαίδευσης             ∆εδοµένα εκπαίδευσης 

 

 
 

 ∆εδοµένα δηµιουργίας βάρους 
Σχήµα: Fold 1 δεδοµένων µίας κλάσης µε Sub- Fold 1 δεδοµένων εκπαίδευσης  

 
Το πλήθος των δεδοµένων προ-ελέγχου του κάθε ταξινοµητή ισούται µε: 

( 1) 'NK KK− •  

όπου Κ είναι το πλήθος των Folds, Κ΄ είναι το πλήθος των Sub-Folds και Ν είναι το πλήθος 
των στιγµιότυπων της κάθε κλάσης. 

Τα υπόλοιπα στοιχεία για κάθε κλάση και τον αντίστοιχο ταξινοµητή είναι όπως τα έχουµε 
και νωρίτερα παρουσιάσει. ∆ηλαδή το πλήθος των δεδοµένων εκπαίδευσης για κάθε ταξινοµητή είναι: 

2 (( 1) ') ( ' 1)NK K KK• − • • −  

και το πλήθος των δεδοµένων του τελικού ελέγχου είναι: 

( )NM K•  

όπου Μ είναι το πλήθος των διαφορετικών κλάσεων. 
Πρέπει να σηµειωθεί σε αυτό το σηµείο ότι το βάρος στην ουσία αποτελεί το rate που 

δηµιουργείται µετά τον έλεγχο του κάθε επιµέρους ταξινοµητή µε τα αντίστοιχα δεδοµένα προ-
ελέγχου. ∆ηλαδή πόσο σωστά ο κάθε επιµέρους ταξινοµητής ταξινοµεί τα δοσµένα στιγµιότυπα. 
Αυτός ο συντελεστείς αποθηκεύεται µαζί µε τα υπόλοιπα στοιχεία του κάθε ταξινοµητή ώστε όταν 
φτάσουµε στον τελικό έλεγχο να είµαστε σε θέση να τον χρησιµοποιήσουµε. Στο κεφάλαιο µε τα 
πειράµατα θα παρουσιάσουµε και τα αποτελέσµατα αυτού του υπέρ-ταξινοµητή και πόσο καλά αυτός 
λειτουργεί σε σχέση µε τους άλλους δύο που µέχρι στιγµής έχουµε περιγράψει. 

5.4 Μέθοδος ‘One against all balanced with double passing’ 
Στην τελευταία σχεδίαση του υπέρ-ταξινοµητή προχωράµε ένα ακόµα βήµα παραπάνω προκειµένου 
να πετύχουµε ακόµα καλύτερα αποτελέσµατα. Θα στηριχθούµε και πάλι στην τελευταία σχεδίασή του 
όπως περιγράψαµε λίγο νωρίτερα. Σε αυτό το στάδιο λοιπόν του σχεδιασµού θα προσπαθήσουµε να 
εκµεταλλευτούµε όχι απλά το ‘rate’ που δηµιουργείται κατά τον προ-έλεγχο του κάθε ταξινοµητή 
χωριστά αλλά τις ίδιες τις τιµές της συνάρτησης απόφασης που προκύπτουν από αυτόν τον προ-έλεγχο 
για τον κάθε ταξινοµητή. Η σκέψη µας είναι να εκπαιδεύσουµε σε ένα δεύτερο στάδιο ένα νέο 
ταξινοµητή µε αυτές τις τιµές της συνάρτησης απόφασης ο οποίος τελικά να µας δώσει πολύ πιθανόν 
ακόµα καλύτερα αποτελέσµατα. Θα πρέπει συνεπώς να δηµιουργήσουµε πάλι µε αυτά τα δεδοµένα 
(τιµές συνάρτησης απόφασης) τόσες κλάσεις όσες είναι και οι αρχικές, να τα ξεχωρίσουµε σωστά 
ώστε να µη δηµιουργηθεί κανένα λάθος, να τον εκπαιδεύσουµε και τέλος να τον ελέγξουµε µε τα 
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δεδοµένα ελέγχου που έχουµε δηµιουργήσει όπως έχουµε αναφέρει. Στη συνέχεια θα περιγράψουµε 
αναλυτικά όλη αυτή τη διαδικασία. 

Όπως έχουµε ήδη πει το πλήθος των στιγµιότυπων που χρησιµοποιούµε για τον προ-έλεγχο 
του κάθε ταξινοµητή από κάθε κλάση είναι:    

( 1) 'NK KK− •  

όπου Κ είναι το πλήθος των Folds, Κ΄ είναι το πλήθος των Sub-Folds και Ν είναι το πλήθος 
των στιγµιότυπων της κάθε κλάσης. 

Αυτό όµως στην πραγµατικότητα είναι το πλήθος των θετικών στιγµιότυπων, δηλαδή των 
στιγµιότυπων που προέρχονται από την κλάση για την οποία έχει δηµιουργηθεί ο κάθε ταξινοµητής να 
αναγνωρίζει. Κατά τον έλεγχο όµως ενός ταξινοµητή θέλουµε και στιγµιότυπα και από τις υπόλοιπες 
κλάσεις να δούµε πως ο ταξινοµητής συµπεριφέρεται και µε δεδοµένα για τα οποία δεν είναι 
εκπαιδευµένος να τα κατατάσσει στην κλάση του. Πρέπει να σηµειώσουµε εδώ, για να είµαστε πιο 
ακριβείς στην περιγραφή µας, ότι κατά την εκπαίδευση του κάθε ταξινοµητή στα αρνητικά δεδοµένα 
τα στιγµιότυπα προέρχονται από όλες τις υπόλοιπες κλάσεις, άρα στην πραγµατικότητα ο ταξινοµητής 
έχει εκπαιδευτεί να κατατάσσει και τα αρνητικά δεδοµένα. Πιο αναλυτικά ο κάθε ταξινοµητής 
εκπαιδεύεται µε τέτοιον τρόπο έτσι ώστε να µπορεί να απαντά αν ένα δοσµένο στιγµιότυπο µετά τον 
έλεγχό του ανήκει στην κλάση για την οποία έχει εκπαιδευτεί ή ανήκει σε µία από τις υπόλοιπες Μ-1 
κλάσεις χωρίς να ξέρουµε βέβαια σε ποια ακριβώς, αν θεωρήσουµε ότι Μ είναι το πλήθος των 
κλάσεων που έχουµε. 

Οπότε σύµφωνα µε τα παραπάνω το συνολικό πλήθος των στιγµιότυπων κατά τον προ-έλεγχο 
θα είναι:  

( 1) 'NK K MK
⎡ ⎤− • •⎣ ⎦  

Τόσο βέβαια θα είναι και το πλήθος των τιµών της συνάρτησης απόφασης για ένα 
συγκεκριµένο ταξινοµητή που έχει δηµιουργηθεί για µία συγκεκριµένη κλάση και για ένα 
συγκεκριµένο Sub-Fold. Κάθε στιγµιότυπο δίνει και µία τιµή στη συνάρτηση απόφασης του 
ταξινοµητή. 

Στην ιδανική περίπτωση όπου ο κάθε ταξινοµητής είναι τέλεια εκπαιδευµένος και 
αναγνωρίζει τέλεια τα δεδοµένα ελέγχου που του δίνονται τότε θα δίνει: ( 1) 'NK KK− •  θετικές 

τιµές και ( 1) ' ( 1)NK K MK
⎡ ⎤− • • −⎣ ⎦

 αρνητικές τιµές. Επίσης αυτές οι τιµές θα πρέπει να 

αντιστοιχούν ακριβώς στα στιγµιότυπα δεδοµένων µε τη σειρά που δίνονται κατά τη διαδικασία του 
ελέγχου του κάθε ταξινοµητή και θα µας εµφανίζονται µε τη µορφή ενός µονοδιάστατου πίνακα 

( )1 ( 1 ) 'NK K MK
⎡ ⎤⎡ ⎤× − • •⎢ ⎥⎣ ⎦⎣ ⎦

. 

Στην πραγµατικότητα βέβαια επειδή τα πράγµατα δεν είναι τόσο ιδανικά όσο θα θέλαµε 
µεταξύ των θετικών και των αρνητικών τιµών συνάρτησης απόφασης θα παρεισφρήσουν και 
αρνητικές και θετικές τιµές αντίστοιχα. Στα παρακάτω σχήµατα παρουσιάζεται η ‘µορφή’ του 
µονοδιάστατου πίνακα µε τις τιµές της συνάρτησης απόφασης που θα πρέπει να έχει σύµφωνα µε τις 
κλάσεις µας:     
Θετικές τιµές                                                          Αρνητικές τιµές  

 
                                        
Σχήµα: Τιµές της συνάρτησης απόφασης για την κλάση 1 

 
Αρνητικές τιµ. Θετικές τιµές                                                Αρνητικές τιµές  

 
                                        
Σχήµα: Τιµές της συνάρτησης απόφασης για την κλάση 2 

 
 

          Αρνητικές τιµ.    Θετικές τιµές                                            Αρνητικές τιµές  
 

                                        
Σχήµα: Τιµές της συνάρτησης απόφασης για την κλάση 3 
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                 Αρνητικές τιµ.               Θετικές τιµές                                  Αρνητικές τιµές  
 

                                        
Σχήµα: Τιµές της συνάρτησης απόφασης για την κλάση 4 

 
 

                          Αρνητικές τιµές                     Θετικές τιµές                             Αρνητικές τιµές  
 

                                        
Σχήµα: Τιµές της συνάρτησης απόφασης για την κλάση 5 

 
 

                                   Αρνητικές τιµές                            Θετικές τιµές                 Αρνητικές τιµές  
 

                                        
Σχήµα: Τιµές της συνάρτησης απόφασης για την κλάση 6 

 
 

                                           Αρνητικές τιµές                                    Θετικές τιµές          Αρνητικές τιµές  
 

                                        
Σχήµα: Τιµές της συνάρτησης απόφασης για την κλάση 7 

 
 

                                                   Αρνητικές τιµές                                              Θετικές τιµές   Αρνητικές τιµές  
 

                                        
Σχήµα: Τιµές της συνάρτησης απόφασης για την κλάση 8 

 
 

                                                            Αρνητικές τιµές                                                   Θετικές τιµ. Αρνητικές τιµ.  
 

                                        
Σχήµα: Τιµές της συνάρτησης απόφασης για την κλάση 9 

 
 

                                                             Αρνητικές τιµές                                                             Θετικές τιµές 
 

                                        
Σχήµα: Τιµές της συνάρτησης απόφασης για την κλάση 10 

Αυτά τα δεδοµένα όπως παρουσιάζονται στα παραπάνω σχήµατα πρέπει στη συνέχεια να 
µετατραπούν σε στιγµιότυπα κλάσεων και χαρακτηριστικά για να µπορέσουµε σε δεύτερο στάδιο να 
εκπαιδεύσουµε τον υπέρ-ταξινοµητή. Πριν συνεχίσουµε όµως την ανάλυσή µας πρέπει να 
επισηµάνουµε ότι αυτές οι τιµές αναφέρονται σε ένα συγκεκριµένο Sub-Fold. Έχουµε όµως πει ότι τα 
δεδοµένα εκπαίδευσης έχουν σπάσει σε Κ΄ Sub-Folds οπότε συνολικά τα παραπάνω δεδοµένα πρέπει 
να τα πολλαπλασιάσουµε Κ΄ φορές για να πάρουµε όλο το σύνολο των τιµών της συνάρτησης 
απόφασης. 

Έχουµε φτάσει τώρα στο σηµείο να εξηγήσουµε πως οι παραπάνω τιµές της συνάρτησης 
απόφασης θα µετατραπούν σε χαρακτηριστικά και στιγµιότυπα κλάσεων. Θα εξηγήσουµε πως θα γίνει 
στο ένα Sub-Fold και στη συνέχεια θα επεκταθούµε στα Κ΄ Sub-Folds που διαθέτουµε.  

Η ιδέα είναι πρώτα απ’ όλα σε κάθε µονοδιάστατο πίνακα να γίνει αναστροφή οπότε από 
πίνακα γραµµής που έχουµε θα προκύψει πίνακας στήλη. Έτσι όταν µιλάµε για 10 κλάσεις που 
αποτελούν και τα δεδοµένα µας από τα πειράµατα µε τα µουσικά αρχεία θα έχουµε και 10 στήλες. Αν 
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είχαµε Μ κλάσεις τότε θα µιλούσαµε για Μ στήλες. Αυτές οι Μ στήλες δίπλα δίπλα θα µας κάνουν ένα 
πίνακα διαστάσεων: 

( )( 1) 'NK K M MK
⎡ ⎤− • • ×⎣ ⎦

 

Έτσι λοιπόν σε αυτό τον πίνακα οι στήλες θα αποτελέσουν τα χαρακτηριστικά µας και οι 
γραµµές τα στιγµιότυπά µας. Οπότε µε άλλα λόγια το πλήθος των κλάσεών µας γίνεται και πλήθος για 
τα χαρακτηριστικά του δεύτερου επιπέδου ταξινόµησης.  

Το επόµενο σηµείο που πρέπει να ξεδιαλύνουµε είναι πόσα και πια στιγµιότυπα θα ανήκουν 
σε κάθε κλάση ή ποιες γραµµές αφού µιλάµε για πίνακα πρέπει να αντιστοιχισθούν σε κάθε κλάση 
δεδοµένων. Αυτό είναι απλό αν σκεφθεί κανείς από πού προέρχονται οι τιµές του πίνακα που οι τιµές 
αυτές αποτελούν τις τιµές της συνάρτησης απόφασης στο διάστηµα του προ-ελέγχου. Στην ιδανική 
περίπτωση που θα είχαµε τέλειους ταξινοµητές τέλεια εκπαιδευµένους µε τέλεια αποτελέσµατα κατά 
τον έλεγχό τους, σύµφωνα µε τον τρόπο που έχουµε τακτοποιήσει τις τιµές της συνάρτησης απόφασης 
τότε σε κάθε γραµµή του πίνακα θα είχαµε µία θετική τιµή και όλες τις υπόλοιπες (Μ-1 τιµές) 
αρνητικές. Ανάλογα τώρα µε τη στήλη που αυτή η τιµή θα κατείχε θα αντιστοιχούσε και στην ανάλογη 
κλάση. Για παράδειγµα η γραµµή που θα είχε τη θετική τιµή στην 5η στήλη τότε αυτή η γραµµή 
(στιγµιότυπο) θα άνηκε στην 5η κλάση δεδοµένων. Τώρα όµως επειδή τα πράγµατα δεν είναι ιδανικά 
δεν µπορούµε να στηριχθούµε σε αυτή την υπόθεση. Όµως ξέρουµε πόσες θα έπρεπε να είναι οι 
θετικές τιµές για την κάθε κλάση από τον αντίστοιχο ταξινοµητή και σε ποιο σηµείο αυτές θα έπρεπε 
να βρίσκονται στην ιδανική περίπτωση οπότε έτσι µπορούµε να αντιστοιχήσουµε στιγµιότυπα σε 
κλάσεις. Έτσι στις πρώτες ( 1) 'NK KK− •  γραµµές του πίνακα θα βρίσκονται τα στιγµιότυπα για 

την 1η κλάση δεδοµένων στις επόµενες ( 1) 'NK KK− •  γραµµές θα βρίσκονται τα στιγµιότυπα 

της 2ης κλάσης µέχρι να φτάσουµε στην Μ κλάση. Βέβαια όλα αυτά για τα οποία έχουµε µιλήσει 
αφορούν µία υπό-οµάδα από τις Κ΄ που έχουµε συνολικά στα δεδοµένα µας. Οπότε θα δηµιουργηθούν 
άλλοι Κ΄-1 αντίστοιχοι πίνακες µε αυτόν που προαναφέραµε. Αν φανταστούµε τον πίνακα αυτόν ως 
µονοδιάστατο τότε ο επόµενος πίνακας θα δηµιουργήσει την επόµενη γραµµή του τελικού πίνακα ο 
µεθεπόµενος της µεθεπόµενη γραµµή µέχρι που τελικά να εξαντλήσουµε όλους τους πίνακες. Τελικά 
θα δηµιουργηθεί ένας τελικός πίνακας διαστάσεων:  

( )( 1) ' 'NK K M K MK
⎡ ⎤− • • • ×⎣ ⎦

 

Ο τελικός αριθµός των στιγµιότυπων ανά κλάση που θα δηµιουργηθούν θα είναι: 

( 1) ' 'NK K KK
⎡ ⎤− • •⎣ ⎦

 

Αυτά τα στιγµιότυπα µπορούν τώρα να χρησιµοποιηθούν για την εκπαίδευση σε δεύτερη 
φάση του υπέρ-ταξινοµητή ώστε να είναι σε θέση να µπορεί στη συνέχεια να ταξινοµήσει στιγµιότυπα 
που θα του δοθούν. Στο επόµενο σχήµα φαίνεται πιο καθαρά τα όσα περιγράψαµε για τη δηµιουργία 
των στιγµιότυπων ενός Sub-Fold από τις τιµές της συνάρτησης απόφασης, όπως φαίνονται σε 
προηγούµενα σχήµατα και την κατάταξη αυτών στις αντίστοιχες κλάσεις δεδοµένων. 
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Σχήµα: Αναπαράσταση των τιµών συνάρτησης απόφασης  

 
Πριν ολοκληρώσουµε την περιγραφή του τελευταίου υπέρ-ταξινοµητή θα πρέπει να πούµε ότι 

στην προηγούµενη µορφή όπως την περιγράψαµε θα πρέπει να έρθουν και τα δεδοµένα ελέγχου που 
έχουµε αφήσει στην άκρη κατά το πρώτο ‘σπάσιµο’ των αρχικών µας δεδοµένων. Αυτό πρέπει να γίνει 
γιατί ο τελικός υπέρ-ταξινοµητής έχει εκπαιδευτεί µε αυτή τη µορφή δεδοµένων οπότε αν του 
εισάγουµε κάποια άλλη µορφή τότε αυτός θα δώσει λανθασµένα αποτελέσµατα. Για να έρθουν σε 
αυτή τη µορφή τα δεδοµένα ελέγχου θα ακολουθήσουµε πάλι την ίδια φιλοσοφία. Θα ‘περάσουν’ τα 
στιγµιότυπα από τους αντίστοιχους ταξινοµητές ανάλογα µε την κλάση την οποία ανήκουν θα 
προκύψουν οι τιµές της συνάρτησης απόφασης και αυτές στη συνέχεια θα τακτοποιηθούν σε ένα 
πίνακα όπως ακριβώς περιγράψαµε λίγο νωρίτερα. 

Τα αποτελέσµατα της λειτουργίας αυτού του υπέρ-ταξινοµητή θα παρουσιαστούν στο 
κεφάλαιο µε την πειραµατική αξιολόγηση. 



 44

6 ∆εδοµένα 

6.1 Μουσικά ∆εδοµένα 
Τα µουσικά δεδοµένα προέρχονται από το χώρο της µουσικής που ακούµε στον υπολογιστή µας. 
Σκοπός είναι να ληφθεί ένα µουσικό κοµµάτι σε ‘audio’ µορφή και να εξαχθεί το συµπέρασµα σε ποιο 
είδος µουσικής αυτό ανήκει. Οπότε ως είσοδο θα έχουµε ένα audio κοµµάτι και ως έξοδο το είδος της 
µουσικής που αυτό ανήκει. 

Ένα audio µουσικό κοµµάτι προκειµένου να µπορεί να ταξινοµηθεί µέσα από τον ταξινοµητή 
θα πρέπει να επεξεργαστεί και να έρθει σε κατάλληλη µορφή ώστε να µπορέσει ο ταξινοµητής να 
εργαστεί σε αυτό. 

Μουσική ποιότητας CD περιέχει 44.100 δείγµατα των 16 bit το δευτερόλεπτο. Οπότε για τα 
δείγµατά µας τα οποία είναι της τάξης των 30 δευτερολέπτων, για κάθε στιγµιότυπο θα ισχύει: 

X = {0,…,65535)^(30*44.100) 
Όπως γίνεται φανερό αυτό το διάνυσµα είναι τεράστιο οπότε ο πρώτος στόχος µας είναι να 

µειωθεί η διάστασή του µε κάποια ψηφιακή επεξεργασία. Αυτό θα γίνει µε τη χρήση του λογισµικού 
MARSYAS. Με τη βοήθεια αυτού του λογισµικού θα εξαχθούν 30 πραγµατικές τιµές για κάθε 
µουσικό κοµµάτι τύπου audio. Οπότε θα έχουµε το παρακάτω διάνυσµα: 

X = {Real}^30 
Έτσι λοιπόν κάθε µουσικό κοµµάτι θα µετατραπεί σε ένα διάνυσµα 30 χαρακτηριστικών το 

οποίο αποτελεί µία ‘µαθηµατική αφαίρεση’ της συνολικής πραγµατικής πληροφορίας από την οποία 
αποτελείται κάθε µουσικό αρχείο. Σκοπός είναι να συλλέξουµε την κατάλληλη πληροφορία του 
ακουστικού σήµατος µε το παραπάνω λογισµικό που θα βοηθήσει τον ταξινοµητή να κατατάξει το 
συγκεκριµένο µουσικό αρχείο.  

Κάθε µουσικό κοµµάτι που θα χρησιµοποιήσουµε είναι της τάξης των 30 δευτερολέπτων 
όπως έχουµε αναφέρει. Πιο συγκεκριµένα το κάθε αρχείο των 30 δευτερολέπτων έσπασε σε µικρότερα 
τµήµατα της τάξης των 50msec που αναλύθηκαν ξεχωριστά για κάθε µουσικό κοµµάτι. Αυτά τα 
τµήµατα ονοµάζονται ‘παράθυρο ανάλυσης’ ή πιο απλά ‘πλαίσιο’ (frame) και πρέπει να είναι αρκετά 
µικρό ώστε το φάσµα της έντασης του ήχου να είναι σχετικά σταθερό. Από την άλλη µεριά ο όρος 
‘περιεχόµενο παραθύρου’ περιγράφει το µικρότερο παράθυρο (µικρότερη ποσότητα ήχου) που είναι 
απαραίτητο για την αναγνώριση ενός µουσικού περιεχοµένου. Τα πραγµατικά αντικειµενικά 
διανύσµατα που χρησιµοποιούνται είναι το τρέχων µέσος ο διάµεσος και η σταθερή απόκλιση των 
χαρακτηριστικών των µουσικών σηµάτων τα οποία υπολογίζονται µέσα από τα ‘παράθυρα ανάλυσης’. 
Στον παρακάτω πίνακα φαίνονται αναλυτικά οι συνιστώσες για κάθε διάνυσµα χαρακτηριστικών. 

 

Χαρακτηριστικό Όνοµα χαρακτηριστικού Χαρακτηριστικό Όνοµα χαρακτηριστικού 

1 Mean centroid 20 Beat A0 
2 Mean rolloff 21 Beat A1 
3 Mean flux 22 Beat RA 
4 Mean zero-crossings 23 Beat P1 
5 STD of centroid 24 Beat P2 
6 STD of rolloff 25 Beat Sum 
7 STD of flux 26 Pitch FA0 
8 STD of zero-crossings 27 Pitch UP0 
9 Low energy 28 Pitch FP0 
10…19 MFCCs 29 Pitch IP0 
  30 Pitch Sum 
Πίνακας : συνιστώσες για κάθε διάνυσµα χαρακτηριστικών (όπου STD = Standard 
Deviation (κανονική απόκλιση)) 
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Έτσι έχουµε λοιπόν το κάθε στιγµιότυπο µουσικού κοµµατιού να αποτελείται από 30 
χαρακτηριστικά τα οποία να περιέχουν πληροφορίες για το αντίστοιχο στιγµιότυπο µουσικού 
κοµµατιού. Τα πρώτα 19 χαρακτηριστικά από τα 30 περιέχουν πληροφορίες για τη σύσταση της 
ηχητικής χροιάς του µουσικού κοµµατιού. Συγκεκριµένα περιέχει πληροφορίες για τη διάκριση µεταξύ 
φωνής και µουσικής καθώς και αναγνώριση φωνής. Αυτό γίνεται µε τη βοήθεια του αλγορίθµου ‘Short 
Time Fourier Transform (STFT)’. Τα επόµενα 6 χαρακτηριστικά περιέχουν πληροφορία για τα 
περιεχόµενα του ρυθµού του µουσικού κοµµατιού. Πιο συγκεκριµένα καταγράφονται πληροφορίες για 
την ισχύ του ρυθµού του µουσικού κοµµατιού το πλάτος και την ανάλυση του ρυθµού. Αυτή η λήψη 
των διανυσµάτων γίνεται µε τη βοήθεια του ‘Wavelet Transform’. Τα τελευταία 5 διανύσµατα 
περιέχουν πληροφορίες για το βάθος του τόνου της φωνής. Καταγράφονται πληροφορίες σχετικά µε το 
ποιος τόνος επικρατεί περισσότερο µέσα στο µουσικό κοµµάτι καθώς και τα κενά µεταξύ των τόνων 
φωνής. Η συγκεκριµένη καταγραφή των διανυσµάτων γίνεται µε τη βοήθεια του αλγορίθµου 
‘Multipitch Detection Algorithm’. Όλα όσα περιγράψαµε φαίνονται διαγραµµατικά στο παρακάτω 
σχήµα:  

 

 
Σχήµα: Τα περιεχόµενα των διανυσµάτων για κάθε στιγµιότυπο µουσικού κοµµατιού 

Στη συνέχεια θα περιγράψουµε πιο αναλυτικά τη δηµιουργία των χαρακτηριστικών που 
αποτελούν το κάθε διάνυσµα για το κάθε στιγµιότυπο µουσικού κοµµατιού. Θα ξεκινήσουµε µε τα 
πρώτα 19 χαρακτηριστικά που περιέχουν πληροφορίες για την ηχητική χροιά. 

6.1.1 Χαρακτηριστικά ηχητικής χροιάς 

Προκειµένου να περιγραφεί η ηχητική χροιά ενός µουσικού κοµµατιού η οποία θα βοηθήσει 
στην ταξινόµηση συλλέγονται στατιστικά δεδοµένα του φάσµατος του ηχητικού σήµατος. Αυτά τα 
στατιστικά δεδοµένα παρουσιάζονται παρακάτω: 

-Spectral centroid: Αυτό το χαρακτηριστικό αποτυπώνει τη ‘λάµψη’ ηχητικού σήµατος και 
υπολογίζεται ως το ισοζυγισµένο σηµείο του φάσµατος. Μπορεί να υπολογιστεί από τον παρακάτω 
τύπο: 
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Όπου [ ]tM n  είναι η ένταση του ήχου από το µετασχηµατισµό Φουριέ (Fourier) ενός 
‘παράθυρου’ (frame)  t και συχνότητα n. 

-Spectral rolloff: Αυτό το χαρακτηριστικό περιγράφει τη µορφή του φάσµατος και ορίζεται 
ως η συχνότητα R=R(r) που αντιστοιχεί στο ποσοστό r% της κατανοµής της έντασης του ήχου. 
Μπορεί να θεωρηθεί ως γενίκευση του ‘spectral centroid’ καθώς αυτό αντιστοιχεί στο ποσοστό r=50% 
της κατανοµής της έντασης του ήχου. Στα συγκεκριµένα δεδοµένα έχουµε δώσει τιµή στο r ίση µε 
95% η οποία έχει καθοριστεί πειραµατικά. Το ‘N’ είναι το µέγεθος του κάθε σήµατος που 
αποθηκεύεται στο διάνυσµα x. 
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-Spectral flux: Αυτό το χαρακτηριστικό περιγράφει την αλλαγή της συχνότητας µε βάση το 
χρόνο και υπολογίζεται ως η διαφορά της έντασης του ήχου µικρού χρονικού διαστήµατος στο 
µετασχηµατισµό Φουριέ µεταξύ του τρέχοντος και του προηγούµενου ‘παραθύρου’ (frame). Γι’ αυτό 
το λόγο το ‘spectral flux’ είναι ένα µέτρο της τοπικής αλλαγής του φάσµατος που δίνεται από την 
εξίσωση: 
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όπου [ ]tN n  και 1[ ]tN n−  είναι η κονονικοποιηµένη ένταση του ήχου του µικρού χρονικού 
διαστήµατος µετασχηµατισµού Φουριέ στο παράθυρο t και t-1 αντίστοιχα. 

-Zero-crossings: Ένα zero-crossing συµβαίνει όταν διαδοχικά δείγµατα σε ένα ψηφιακό 
σήµα έχουν διαφορετικές ενδείξεις σήµατος. Αυτό το χαρακτηριστικό είναι χρήσιµο στην ανεύρεση 
του ποσού του θορύβου σε ένα σήµα και µπορεί να υπολογιστεί ως: 

sgn[ ( )] sgn[ ( 1)] ( )n
m

Z x m x m w n m= − − • −∑  (4) 

 όπου: 
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-Short-time energy function: Η short-time energy ενός ηχητικού σήµατος ( )mχ  ορίζεται 
ως εξής:  
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Στις εξισώσεις (7) και (8) ( )x m  είναι το διακριτό ηχητικό σήµα, n  είναι ο δείκτης του ‘short 

time energy’ και ( )w m  είναι ένα ορθογώνιο παράθυρο. Αυτό το χαρακτηριστικό δίνει µία απλή 
απεικόνιση της αλλαγής στη διάρκεια του χρόνου του πλάτους του ηχητικού σήµατος. 

-Mel-frequency cepstral coefficients (MFCCs): Αυτοί οι συντελεστές είναι σχεδιασµένοι να 
συλλαµβάνουν µικρού χρονικού διαστήµατος χαρακτηριστικά του φάσµατος. Αφού πάρουµε το 
λογάριθµο του πλάτους του φάσµατος το οποίο έχει ληφθεί από το µετασχηµατισµό Φουριέ του κάθε 
παραθύρου (frame) οι συχνότητες οµαδοποιούνται και οµαλοποιούνται σύµφωνα µε την ‘Mel-
frequency’ κλίµακα η οποία έχει σχεδιαστεί σύµφωνα µε την ανθρώπινη ακουστική αντίληψη. Οι 
συντελεστές MFCCs παράγονται εφαρµόζοντας στα ‘Mel-spectral’ διανύσµατα έναν διακριτό 
µετασχηµατισµό συνηµίτονου. 

6.1.2 Χαρακτηριστικά ρυθµού 

Τα χαρακτηριστικά ρυθµού χαρακτηρίζουν την ‘κίνηση’ των µουσικών σηµάτων κατά τη 
διάρκεια του χρόνου και περιέχουν πληροφορία όπως η οµαλότητα του ρυθµού. Το σύνολο των 
χαρακτηριστικών που απεικονίζουν το ρυθµό εξάγονται από ένα παλµικό ιστόγραµµα το οποίο είναι 
µία καµπύλη που περιγράφει τη δύναµη του κάθε παλµού (κτύπου) ως µία συνάρτηση από τιµές 
ρυθµού. Αυτές οι τιµές µπορεί να χρησιµοποιηθούν για να µας δώσουν πληροφορία για την 
πολυπλοκότητα του παλµού στο µουσικό αρχείο. Αυτό το σύνολο των χαρακτηριστικών βασίζεται 
στον εντοπισµό τον πιο ήρεµων περιόδων του σήµατος και συνήθως εξάγονται από το ιστόγραµµα που 
αναφέραµε λίγο νωρίτερα.  

6.1.3 Χαρακτηριστικά τόνου φωνής 

Τα χαρακτηριστικά του τόνου περιγράφουν την µελωδία και την αρµονία σε ένα µουσικό 
σήµα. Ένας αλγόριθµος ανίχνευσης τόνου αποσυνθέτει το σήµα σε δύο µπάντες συχνοτήτων και τα 
πλάτη που περικλείονται εξάγονται για κάθε µπάντα συχνοτήτων όπου η εξαγωγή εκτελείται µέσω 
half-way ανόρθωση και low-pass φιλτραρίσµατος Τα περιεχόµενα αθροίζονται και µια εµπλουτισµένη 
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συνάρτηση υπολογίζεται έτσι ώστε να ελαττωθεί η επίδραση των πολλαπλών ακέραιων κορυφών των 
συχνοτήτων να πολλαπλασιάσουν την ανίχνευση κορυφών. Οι κύριες κορυφές της συνάρτησης 
συγκεντρώνονται σε ιστογράµµατα τόνου και τα χαρακτηριστικά του τόνου φωνής εξάγονται από αυτά 
τα ιστογράµµατα. Τα χαρακτηριστικά του τόνου φωνής τυπικά περιλαµβάνουν πλάτη κ περιόδους από 
µέγιστα κορυφών, κενά τόνου φωνής µεταξύ των πιο σηµαντικών κορυφών και γενικά αθροίσµατα 
από τα ιστογράµµατα. 

Αφού περιγράψαµε τη διαδικασία δηµιουργίας του κάθε στιγµιότυπου από 30 διαφορετικά 
διανύσµατα για το κάθε µουσικό κοµµάτι ακολούθησε η λήψη αυτών των δεδοµένων από πραγµατικά 
audio µουσικά αρχεία. 

Επιλέχθηκαν 10 διαφορετικά είδη western µουσικής οπότε δηµιουργήσαµε συνολικά 10 
διαφορετικές κλάσεις όπως φαίνεται και στον παρακάτω πίνακα: 

 
Πίνακας: Οι 10 διαφορετικές κλάσεις µουσικών κοµµατιών 

Για κάθε κλάση συλλέχθηκαν 100 δείγµατα – στιγµιότυπα µουσικών κοµµατιών των 30 
δευτερολέπτων το κάθε ένα. Οπότε συνολικά συλλέχθηκαν 1000 δείγµατα µε 30 διανύσµατα για το 
κάθε στιγµιότυπο και δηµιουργήθηκε ένας πίνακας 1000Χ30. Αυτός ο πίνακας περιείχε όλα τα 
δεδοµένα πάνω στα οποία έγιναν όλα τα πειράµατα και οι έλεγχοί µας. Από αυτά τα δεδοµένα κάποια 
χρησιµοποιήσαµε για εκπαίδευση και κάποια άλλα για δοκιµή των ταξινοµητών που δηµιουργήσαµε. 
Κατά κύριο λόγο χρησιµοποιήθηκε το 90% των δεδοµένων για εκπαίδευση και το υπόλοιπο 10% για 
έλεγχο. Πριν όµως χρησιµοποιήσουµε τα δεδοµένα τα κανονικοποιήσαµε µεταξύ του διαστήµατος 
[0,1] για να βγάλουµε καλύτερα αποτελέσµατα.  

Για τη συλλογή των µουσικών δεδοµένων όπου το κάθε στιγµιότυπο αποτελείται από 280 
χαρακτηριστικά ακολουθήθηκε η ίδια λογική µε αυτή που περιγράφηκε λίγο πιο πάνω για τα 
στιγµιότυπα των 30 χαρακτηριστικών µόνο που τώρα λήφθηκαν ακόµα περισσότερα στοιχεία από 
κάθε µουσικό κοµµάτι για να µπορέσουµε να πάρουµε µεγαλύτερη πληροφορία για το κάθε ένα.  

6.2 ∆εδοµένα εκφράσεων προσώπου 
Τα δεδοµένα εκφράσεων προσώπου προέρχονται από φωτογραφίες 250 ατόµων οι οποίες απεικονίζουν 
µόνο τα πρόσωπά τους. Για κάθε άτοµο λαµβάνονται 6 φωτογραφίες οι οποίες αποτελούν 6 
διαφορετικές εκφράσεις τους. Αυτές οι εκφράσεις είναι: 

 Ουδέτερη 
 Ευτυχία 
 Λύπη 
 Έκπληξη 
 Θυµός 
 Αηδία 

 Από αυτές τις 6 εκφράσεις που αποτελούν στην πραγµατικότητα 6 διαφορετικές κλάσεις θα 
χρησιµοποιηθούν στον υπέρ-ταξινοµητή µας µόνο οι 5. Η πρώτη έκφραση (ουδέτερη) θα 
χρησιµοποιηθεί µόνο στην βοήθεια να εξαχθούν τα χαρακτηριστικά από τα οποία θα αποτελείται κάθε 
στιγµιότυπο της εκάστοτε κλάσης. Όπως γίνεται αντιληπτό δουλεία του υπέρ-ταξινοµητή µε αυτά τα 
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δεδοµένα θα είναι δοθέντος ενός στιγµιότυπου να βγάλει συµπέρασµα σε ποιο είδος έκφρασης 
προσώπου αυτό ανήκει.  

Τα πιο σηµαντικά σηµεία του προσώπου τα οποία θα βοηθήσουν στην εξαγωγή των 
χαρακτηριστικών του στιγµιότυπου των δεδοµένων εκφράσεων προσώπου φαίνονται στο παρακάτω 
σχήµα: 

 
Σχήµα: Τα πιο σηµαντικά σηµεία του προσώπου 

Αυτά τα σηµεία χρησιµοποιούνται ευρέως σε συστήµατα επεξεργασίας προσώπου. Ο σκοπός 
της εξαγωγής αυτών των χαρακτηριστικών είναι να µετατραπούν τα απλά pixels της κάθε 
φωτογραφίας σε υψηλότερου επιπέδου πληροφορία όπως είναι το σχήµα, η κίνηση, το χρώµα, η υφή 
και η ‘χωρική διαµόρφωση’ του προσώπου και των συστατικών του ( πως δηλαδή τα µάτια, το στόµα 
κ.α. αλλάζουν σχήµα µέσα στο πρόσωπο). Ιδιαίτερα δίνεται µεγάλη σηµασία σε σηµεία του προσώπου 
µε γωνίες όπως είναι τα µάτια το στόµα τα φρύδια και υπολογίζονται αποκλίσεις στο µέγεθος ή στον 
προσανατολισµός που δηµιουργείται σε σχέση µε την αντίστοιχη ουδέτερη έκφραση. Επίσης εξάγονται 
συγκεκριµένες περιοχές του προσώπου όπως είναι το µέτωπο ή η περιοχή µεταξύ των φρυδιών µε 
σκοπό να υπολογιστούν και πάλι αποκλίσεις στις τιµές σε σχέση µε την ουδέτερη πάντα έκφραση. 

Στο παρακάτω σχήµα που ακολουθεί φαίνονται οι περιοχές του προσώπου για τις οποίες 
µιλήσαµε λίγο πριν και τα σηµεία από όπου λαµβάνονται οι τιµές για να δηµιουργηθούν τα 
χαρακτηριστικά του κάθε στιγµιότυπου. 

 
Σχήµα: Σηµεία υπολογισµού χαρακτηριστικών 

Στη συνέχεια θα παρουσιάσουµε τα 7 χαρακτηριστικά που χρησιµοποιούµε για να περιγράψουµε 
το κάθε στιγµιότυπο που αποτελεί µία έκφραση προσώπου. Τα χαρακτηριστικά αυτά είναι: 

 Αναλογία στόµατος 
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1 2 3 4

1 2 3 4Neu Neu Neu Neu

M M M M
M M M M

 

όπου Μ είναι το αντίστοιχο σηµείο του στόµατος και ΜNeu το αντίστοιχο σηµείο του 
στόµατος για την ουδέτερη έκφραση προσώπου. 

 Αναλογία αριστερού µατιού 

1 2 3 4

1 2 3 4Neu Neu Neu Neu

EL EL EL EL
EL EL EL EL

 

όπου EL είναι το αντίστοιχο σηµείο του αριστερού µατιού και ELNeu το αντίστοιχο σηµείο του 
αριστερού µατιού για την ουδέτερη έκφραση προσώπου. 

 Αναλογία δεξιού µατιού 

1 2 3 4

1 2 3 4Neu Neu Neu Neu

ER ER ER ER
ER ER ER ER

 

όπου ER είναι το αντίστοιχο σηµείο του αριστερού µατιού και ERNeu το αντίστοιχο σηµείο 
του αριστερού µατιού για την ουδέτερη έκφραση προσώπου. 

 Αναλογία κεφαλιού 

1 2 3 4

1 2 3 4Neu Neu Neu Neu

F F F F
F F F F

 

όπου F είναι το αντίστοιχο σηµείο του αριστερού µατιού και FNeu το αντίστοιχο σηµείο του 
αριστερού µατιού για την ουδέτερη έκφραση προσώπου. 

 Υφή µετώπου: µέτρηση της αλλαγής της υφής του µετώπου σε σχέση µε την υφή του 
µετώπου στην ουδέτερη έκφραση.  

 Υφή πιγουνιού: µέτρηση της αλλαγής της υφής στο πιγούνι σε σχέση µε την υφή στο 
πιγούνι στην ουδέτερη έκφραση.  

 Υφή της περιοχής µεταξύ των φρυδιών: µέτρηση της αλλαγής της υφής µεταξύ των 
φρυδιών σε σχέση µε την υφή των φρυδιών στην ουδέτερη έκφραση.  

Τελικά για την κάθε κλάση δεδοµένων στα δεδοµένα εκφράσεων προσώπου δηµιουργούνται 
250 στιγµιότυπα των 7 χαρακτηριστικών το κάθε στιγµιότυπο. Συνολικά αφού έχουµε 5 κλάσεις 
δηµιουργείται ένας πίνακας διαστάσεων 1250Χ7. Πάνω σε αυτά τα δεδοµένα έγιναν τα πειράµατά µας 
όσον αφορά τα δεδοµένα εκφράσεων προσώπου για να δούµε πως συµπεριφέρεται ο υπέρ-ταξινοµητής 
µας µετά το σχεδιασµό του. Τα αποτελέσµατα αυτά θα παρουσιάσουµε στο επόµενο κεφάλαιο που 
ακολουθεί.  

7 Πειραµατική αξιολόγηση 
Έχοντας αναπτύξει στα κεφάλαια που προηγήθηκαν το θεωρητικό πλαίσιο στο οποίο τοποθετείται η 
εργασία, και έχοντας περιγράψει τη σχεδίαση του υπέρ-ταξινοµητή που υλοποιήσαµε, σε αυτό το 
κεφάλαιο θα παρουσιάσουµε τα αποτελέσµατα µιας σειράς πειραµάτων που αξιολογούν τον υπέρ-
ταξινοµητής µας µε την εφαρµογή ενός αλγορίθµου µάθησης µε επίβλεψη από θετικά και αρνητικά 
ταξινοµηµένα παραδείγµατα. Στον υπέρ-ταξινοµητής µας εφαρµόζονται τόσο ισοζυγισµένα όσο και σε 
µη ισοζυγισµένα σώµατα δεδοµένων που περιγράφονται από αριθµητικά χαρακτηριστικά. 

Για την υλοποίηση των πειραµάτων στηριχθήκαµε στην προγραµµατιστική υποδοµή OSU 
SVM Classifier Matlab Toolbox (έκδοση 3.00) που υλοποιήθηκε από τους J. Ma, Y. Zhao και S. Ahalt 
στο πανεπιστήµιου του Οχάιο. Πρόκειται για µια ολοκληρωµένη συλλογή αλγορίθµων µηχανικής 
µάθησης που περιλαµβάνει τη µέθοδο ταξινόµησης SVM η οποία έχει υλοποιηθεί µε το 
προγραµµατιστικό εργαλείο Matlab. 

Για την υλοποίηση των πειραµάτων που αφορούν την ταξινόµηση µε βάση τεχνητά 
νευρωνικά δίκτυα χρησιµοποιήσαµε το σύνολο εργαλείων PRTools4 (έκδοση 4.1) η οποία έχει 
υλοποιηθεί επίσης µε το προγραµµατιστικό εργαλείο Matlab από τους R.P.W. Duin, P. Juszczak, P. 
Paclik, E. Pekalska, D. de Ridder, D.M.J. Tax και S. Verzakov στο πανεπιστήµιου του  Ντελφτ στην 
Ολλανδία. 
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7.1 Μέθοδος ‘One against all’ 
Στη συνέχεια θα παρουσιάσουµε τα αποτελέσµατα των πειραµάτων σε αντιστοιχία µε τους υπέρ-
ταξινοµητές που δηµιουργήσαµε. Θα ξεκινήσουµε από την πρώτη µέθοδο την ‘one against all’ και τα 
µουσικά δεδοµένα των 30 χαρακτηριστικών. Στη συγκεκριµένη µέθοδο θα παρουσιάσουµε µόνο τον 
SVM ταξινοµητή και θα εξηγήσουµε το λόγο γιατί δεν γίνεται αναφορά σε όλους τους ταξινοµητές και 
τα δεδοµένα που έχουµε. 

Στα µουσικά δεδοµένα λοιπόν έχουµε 10 διαφορετικά είδη µουσικής συνεπώς και 10 
διαφορετικές κλάσεις. Σύµφωνα µε όσα έχουµε περιγράψει κατά το σχεδιασµό του υπέρ-ταξινοµητή 
θα δηµιουργηθούν 10*10=100 διαφορετικοί ταξινοµητές. 10 ταξινοµητές για κάθε κλάση δεδοµένων. 
Επίσης έχουµε πει ότι η κάθε κλάση για τα συγκεκριµένα δεδοµένα αποτελείται από 100 στιγµιότυπα 
οπότε θα έχουµε 90 στιγµιότυπα για εκπαίδευση από κάθε κλάση και 10 στιγµιότυπα για έλεγχο 
αντίστοιχα. Συνολικά θα έχουµε από όλες τις κλάσεις 900 στιγµιότυπα για εκπαίδευση και 100 
στιγµιότυπα για έλεγχο των ταξινοµητών. 

Σύµφωνα µε αυτά που είπαµε για κάθε ταξινοµητή θα έχουµε 90 θετικά δεδοµένα 
εκπαίδευσης και άλλα 810 αρνητικά δεδοµένα εκπαίδευσης. Τα θετικά δεδοµένα εκπαίδευσης θα 
προέρχονται από την κλάση που αναφέρεται ο ταξινοµητής ( ο ταξινοµητής αυτός θα ταξινοµεί ένα 
στιγµιότυπο σε σχέση µε το αν αυτό ανήκει ή δεν ανήκει στην κλάση για την οποία έχει δηµιουργηθεί 
ο ταξινοµητής ) και τα υπόλοιπα 810 θα προέρχονται από όλους τους άλλους ταξινοµητές. Αντίστοιχα 
για τα δεδοµένα ελέγχου τα 10 θετικά δεδοµένα ελέγχου θα προέρχονται από την αντίστοιχη κλάση για 
την οποία έχει δηµιουργηθεί ο ταξινοµητής και τα υπόλοιπα 90 αρνητικά δεδοµένα ελέγχου από όλες 
τις υπόλοιπες κλάσεις. 

Μετά την εκπαίδευση των ταξινοµητών που υλοποιήσαµε, τους ελέγχουµε σύµφωνα µε τα 
δεδοµένα ελέγχου που δηµιουργήσαµε από το σύνολο των δεδοµένων όπως περιγράψαµε παραπάνω. 
Τα αποτελέσµατα για τον κάθε ταξινοµητή και για το αντίστοιχη Fold δεδοµένων φαίνεται στους δύο 
παρακάτω πίνακες: 

 
 

 
Fold 1 Fold 2 Fold 3 Fold 4 Fold 5 

Ταξινοµητής1 0,9 0,92 0,9 0,89 0,91 
Ταξινοµητής2 0,97 0,96 0,97 0,94 0,95 
Ταξινοµητής3 0,88 0,9 0,9 0,91 0,9 
Ταξινοµητής4 0,91 0,9 0,91 0,9 0,89 
Ταξινοµητής5 0,89 0,91 0,9 0,91 0,9 
Ταξινοµητής6 0,92 0,91 0,94 0,94 0,93 
Ταξινοµητής7 0,91 0,96 0,92 0,94 0,97 
Ταξινοµητής8 0,9 0,92 0,91 0,88 0,93 
Ταξινοµητής9 0,91 0,92 0,93 0,89 0,92 
Ταξινοµητής10 0,89 0,9 0,9 0,9 0,9 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου  

  
 Fold 6 Fold 7 Fold 8 Fold 9 Fold 10 
Ταξινοµητής1 0,9 0,9 0,9 0,9 0,9 
Ταξινοµητής2 0,95 0,97 0,92 0,97 0,93 
Ταξινοµητής3 0,9 0,91 0,9 0,91 0,89 
Ταξινοµητής4 0,89 0,89 0,9 0,88 0,91 
Ταξινοµητής5 0,88 0,9 0,91 0,9 0,89 
Ταξινοµητής6 0,94 0,92 0,93 0,93 0,91 
Ταξινοµητής7 0,93 0,96 0,89 0,93 0,92 
Ταξινοµητής8 0,93 0,94 0,97 0,9 0,92 
Ταξινοµητής9 0,92 0,9 0,89 0,9 0,87 
Ταξινοµητής10 0,89 0,9 0,89 0,9 0,89 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου  
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Με µία µικρή παρατήρηση φαίνεται ότι ο κάθε ταξινοµητής ξεχωριστά έχει εκπαιδευτεί 
σωστά και ταξινοµεί τα άγνωστα για αυτόν στιγµιότυπα που του δίνονται µε πολύ µεγάλο ποσοστό 
επιτυχίας. 

Στη συνέχεια παρουσιάζεται ένα παράδειγµα ταξινόµησης ενός στιγµιότυπου το οποίο 
ξέρουµε ότι ανήκει στην πρώτη κλάση. Σύµφωνα µε όσα έχουµε περιγράψει σε προηγούµενο κεφάλαιο 
ο ταξινοµητής 1 ο οποίος έχει εκπαιδευτεί να ταξινοµεί στιγµιότυπα της κλάσης 1 σε σχέση µε τις 
υπόλοιπες κλάσεις θα δώσει µεγαλύτερη τιµή στη συνάρτηση απόφασης (Decision Value) απ’ ότι οι 
υπόλοιποι ταξινοµητές. Οπότε έχουµε βρει και τη ζητούµενη κλάση. 

Ενδεικτικά στους επόµενους δύο πίνακες παρουσιάζουµε όλες τις τιµές της συνάρτησης 
απόφασης των ταξινοµητών που ανήκουν στις αντίστοιχες κλάσεις και Fold δεδοµένων που 
προκύπτουν µετά τον έλεγχο του πρώτου στιγµιότυπου µε όλους τους επιµέρους ταξινοµητές:  

 
 Fold 1 Fold 2 Fold 3 Fold 4 Fold 5 
Ταξινοµητής1 -0,57588 0,047434 0,044981 -0,18125 0,078152 
Ταξινοµητής2 1,0735 1,0371 1,1041 1,3607 1,1447 
Ταξινοµητής3 1,647 1,6301 1,3915 1,6059 1,5126 
Ταξινοµητής4 1,1033 1,1572 1,1205 1,0825 1,0812 
Ταξινοµητής5 1,2494 1,0979 1,0894 1,2431 1,2635 
Ταξινοµητής6 1,4712 1,6779 1,6351 1,5814 1,4367 
Ταξινοµητής7 1,0906 1,0805 1,1921 1,2461 1,117 
Ταξινοµητής8 1,6321 1,6632 1,5295 1,3909 1,4508 
Ταξινοµητής9 0,50463 1,0002 1,0004 1,0005 0,99966 
Ταξινοµητής10 0,76324 0,99998 1,0001 1,0002 1,0002 
Πίνακας: Τιµές της συνάρτησης απόφασης για το πρώτο στιγµιότυπο 
 
 Fold 6 Fold 7 Fold 8 Fold 9 Fold 10 
Ταξινοµητής1 0,11073 0,15118 0,20706 0,20528 0,070881 
Ταξινοµητής2 1,056 1,0571 1,0007 1,1139 1,0253 
Ταξινοµητής3 1,5093 1,2542 1,6426 1,4575 1,5609 
Ταξινοµητής4 1,1382 1,4407 1,2488 1,0338 1,1623 
Ταξινοµητής5 1,2486 1,3852 1,1725 1,1504 1,2707 
Ταξινοµητής6 1,6468 1,6236 1,5735 1,7884 1,4898 
Ταξινοµητής7 1,0002 1,1469 1,1162 1,0195 1,3389 
Ταξινοµητής8 1,5623 1,7727 1,5384 1,5963 1,5444 
Ταξινοµητής9 0,95125 0,99231 0,99994 1,0002 1 
Ταξινοµητής10 0,99959 1,0002 1,0001 1,0003 0,99955 
Πίνακας: Τιµές της συνάρτησης απόφασης για το πρώτο στιγµιότυπο 

Μετά τον έλεγχο όλων των στιγµιότυπων παρατηρούµε µε έκπληξη ότι ο υπέρ-ταξινοµητής 
µας ταξινοµεί τα δείγµατά µας στις αντίστοιχες κλάσεις τους µε ποσοστό επιτυχίας 10%. Ένα ελάχιστα 
µικρό ποσοστό σε σχέση µε το ποσοστό επιτυχίας που έχει ο κάθε ταξινοµητής ξεχωριστά. 
Παρατηρώντας όµως πιο προσεκτικά τα αποτελέσµατα που παίρνουµε από τους ταξινοµητές µετά την 
εκπαίδευσή τους και κυρίως τον πίνακα µε τις τιµές της συνάρτησης απόφασης βλέπουµε ότι δεν 
ταξινοµούν καθόλου σωστά ή σχεδόν καθόλου σωστά τα θετικά δεδοµένα ενώ τα αρνητικά δεδοµένα 
ταξινοµούνται στην πλειοψηφία τους άριστα. 

Στον επόµενο πίνακα παρουσιάζουµε ενδεικτικά τις τιµές που παίρνει η συνάρτηση απόφασης 
από τον έλεγχο που γίνεται στον ταξινοµητή 1 του δεύτερου Fold δεδοµένων  µε τα αντίστοιχα 
δεδοµένα ελέγχου που έχουν δηµιουργηθεί για αυτόν τον ταξινοµητή. 
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 Fold 2 
Κλάση1 -0,21637 0,49862 -0,70506 -0,77981 0,54892           

-0,18372 -0,13225 0,34603 -0,34664 -1,2013 
Κλάση2 -1,376             -1,1285 -1,0442 -1,4102 -1,3427   

-1,6147            -0,68633 -1,6938 -1,3234 -1,3835 
Κλάση3 -0,72688 -1,3071 -0,75534 -1,0931 -1,0769            

-1,3572 -0,6846 -0,91493 -0,45954 -0,89604 
Κλάση4 -1,2958 -1,298             -1,4055 -0,93797 -0,63513   

-0,68007 -1,0344 -1,7628 -0,99298 -1,3172 
Κλάση5 -0,867             -1,6588 -0,88555 -0,85285 -0,86472   

-0,85894 -1,7022 -0,88253 -1,2785 -0,6732 
Κλάση6 -1,2763 -0,90223 -1,1744 -1,3662 -1,3535            

-1,3705 -1,1382 -0,77605 -0,98916 -0,89677 
Κλάση7 -1,1766 -1,2656 -1,2842 -1,387             -0,95405   

-1,3808            -0,74194 -1,3059 -0,99413         -1,1126 
Κλάση8 -1,4487 -1,4428 -0,91594 -1,0161 -0,81934          

-1,4019 -1,2278 -1,0399 -0,5124 -1,289 
Κλάση9 -1,6632 -1,314             -1,1491 -1,7007 -1,126               

-1,2652 -1,1327 -1,2973 -0,92361 -0,14897 
Κλάση10 0,079399 -0,93658 -0,98749 -0,93168 -0,37648          

-0,43734 -1,1555 -0,42888 -1,4031 -1,2163 
Πίνακας: Τιµές της συνάρτησης απόφασης για τον ταξινοµητή 1 του Fold 2 δεδοµένων µετά τον 
έλεγχό της από τα δεδοµένα ελέγχου που της αντιστοιχούν 
 
 

Τα παραπάνω αποτελέσµατα φαίνονται ακόµα πιο καλά στο παρακάτω ραβδωτό διάγραµµα 
όπου φαίνονται συνολικά οι τιµές της συνάρτησης απόφασης της κλάσης 1 του Fold 2 σε σχέση µε 
όλες τις υπόλοιπες κλάσεις. Είναι ευδιάκριτα τα σωστά και τα λανθασµένα αποτελέσµατα που βγάζει ο 
ταξινοµητής για τα αντίστοιχα δεδοµένα που του δίνονται: 

 
      
     Αρνητικά 

              δεδοµένα               
 
 
 
 
 

Θετικά  
δεδοµένα 

 
 
 
 
 
 
 
 
 
 
 

Σχήµα: ∆ιάγραµµα µε τις τιµές της συνάρτησης απόφασης του ταξινοµητή 1 µε δεδοµένα από 
τον Fold 2 
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Σύµφωνα µε τον τρόπο που έχει εκπαιδευτεί ο ταξινοµητής 1 του Fold 2 τα θετικά δεδοµένα 

για αυτόν ανήκουν στην κλάση 1 και τα αρνητικά δεδοµένα στις υπόλοιπες 9 κλάσεις. Όπως φαίνεται 
ο ταξινοµητής αδυνατεί να ταξινοµήσει σωστά τα θετικά δεδοµένα αυτά δηλαδή της κλάσης 1 ενώ τα 
αντίστοιχα αρνητικά ταξινοµούνται σωστά. Αυτό γίνεται εµφανές όπως παρουσιάζει ο παραπάνω 
πίνακας από το γεγονός ότι η συνάρτηση απόφασης στην κλάση 1 δίνει θετικές τιµές µόλις σε τρία από 
τα δέκα στιγµιότυπα. Από την άλλη πλευρά η ίδια συνάρτηση απόφασης δίνει αρνητικές τιµές σε 89 
από τα 90 στιγµιότυπα τα οποία ανήκουν στα αρνητικά δεδοµένα. Αυτό είναι λογικό γιατί τα δεδοµένα 
στα οποία εκπαιδεύτηκε ο ταξινοµητής δεν ήταν ισοζυγισµένα και αυτό δεν βοήθησε στη σωστή 
εκπαίδευσή του. Αν σκεφτούµε τον τρόπο που έχει εκπαιδευτεί ο κάθε ταξινοµητής όπως περιγράψαµε 
σε προηγούµενο κεφάλαιο χρησιµοποιήσαµε 90% των δεδοµένων για αρνητικά και µόλις το 10% για 
θετικά αποτελέσµατα. 

Επίσης ήταν λογικό το ποσοστό επιτυχίας σωστής ταξινόµησης για τον κάθε επιµέρους 
ταξινοµητή να είναι περίπου 90% αφού πραγµατικά τα αρνητικά δεδοµένα ταξινοµούνταν σωστά και 
αποτελούσαν τον 90% του συνόλου των δεδοµένων προς έλεγχο. Οπότε ενώ φαινόταν να δουλεύει 
σωστά ο κάθε επιµέρους ταξινοµητής στην πραγµατικότητα αυτό δεν ίσχυε οπότε και ο τελικός υπέρ-
ταξινοµητής δε µας έδωσε ικανοποιητικά αποτελέσµατα. Γι’ αυτό το λόγο δε θα παραθέσουµε τα 
υπόλοιπα πειραµατικά αποτελέσµατα για τα υπόλοιπα δεδοµένα που διαθέτουµε και για τους 
υπόλοιπους ταξινοµητές υλοποιηµένους µε νευρωνικά δίκτυα. Στην πραγµατικότητα αυτή η 
υλοποίηση του υπέρ-ταξινοµητή έχει σχεδιαστικό λάθος το οποίο δεν επιτρέπει να πάρουµε καλά 
αποτελέσµατα για τον υπέρ-ταξινοµητή µας οπότε δε χρήζει και περισσότερης έρευνας. 

Στην δεύτερη σχεδιαστική προσπάθειά µας επιχειρούµε να εκπαιδεύσουµε τους ταξινοµητές 
µας µε ισοζυγισµένα δεδοµένα όπως έχουµε περιγράψει. Το όλο εγχείρηµά µας θα το περιγράψουµε 
στην επόµενη παράγραφο.  

7.2 Μέθοδος ‘One against all balanced’  

7.2.1 Ταξινοµητής SVM 

Μουσικά δεδοµένα 30 χαρακτηριστικών 
Μετά την εκπαίδευση των ταξινοµητών που υλοποιήσαµε όπως περιγράψαµε σε προηγούµενο 
κεφάλαιο, τους ελέγχουµε σύµφωνα µε τα δεδοµένα ελέγχου που δηµιουργήσαµε από το σύνολο των 
δεδοµένων. Τα ποσοστά σωστής ταξινόµησης για τον κάθε επιµέρους ταξινοµητή και το αντίστοιχο 
Sub-Fold του Fold 1 παρουσιάζονται στον παρακάτω πίνακα: 

 
 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 0,8 0,82 0,79 0,82 0,85 
Ταξινοµητής2 0,88 0,84 0,9 0,89 0,9 
Ταξινοµητής3 0,79 0,84 0,84 0,83 0,79 
Ταξινοµητής4 0,72 0,79 0,74 0,77 0,71 
Ταξινοµητής5 0,78 0,78 0,77 0,78 0,77 
Ταξινοµητής6 0,8 0,77 0,79 0,73 0,77 
Ταξινοµητής7 0,8 0,81 0,81 0,82 0,77 
Ταξινοµητής8 0,83 0,83 0,82 0,83 0,83 
Ταξινοµητής9 0,83 0,8 0,83 0,85 0,81 
Ταξινοµητής10 0,67 0,65 0,6 0,55 0,67 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 
Ταξινοµητής1 0,79 0,87 0,81 0,86 0,72 
Ταξινοµητής2 0,89 0,89 0,91 0,85 0,87 
Ταξινοµητής3 0,85 0,83 0,83 0,76 0,76 
Ταξινοµητής4 0,76 0,78 0,74 0,78 0,78 
Ταξινοµητής5 0,78 0,79 0,79 0,78 0,77 
Ταξινοµητής6 0,76 0,83 0,84 0,76 0,76 
Ταξινοµητής7 0,84 0,8 0,84 0,82 0,82 
Ταξινοµητής8 0,82 0,81 0,77 0,82 0,82 
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Ταξινοµητής9 0,79 0,76 0,83 0,82 0,8 
Ταξινοµητής10 0,72 0,69 0,63 0,6 0,63 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 1 
 

Παρατηρώντας τα αποτελέσµατα επί τοις εκατό σωστής ταξινόµησης φαίνεται ότι ο κάθε 
ταξινοµητής έχει εκπαιδευτεί ικανοποιητικά και ταξινοµεί τα άγνωστα για αυτόν στιγµιότυπα που του 
δίνονται µε αρκετά µεγάλο ποσοστό επιτυχίας. Στους επόµενους πίνακες θα παρουσιάσουµε τα 
αποτελέσµατα σωστής ταξινόµησης και των υπόλοιπων Folds που αντιστοιχούν στους ταξινοµητές 
που έχουµε δηµιουργήσει: 

 
 
 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 0,69 0,7 0,61 0,69 0,72 
Ταξινοµητής2 0,87 0,83 0,82 0,85 0,83 
Ταξινοµητής3 0,76 0,76 0,81 0,77 0,76 
Ταξινοµητής4 0,8 0,78 0,78 0,78 0,8 
Ταξινοµητής5 0,75 0,76 0,74 0,77 0,79 
Ταξινοµητής6 0,75 0,76 0,78 0,81 0,77 
Ταξινοµητής7 0,89 0,88 0,86 0,85 0,85 
Ταξινοµητής8 0,87 0,85 0,88 0,87 0,84 
Ταξινοµητής9 0,72 0,73 0,77 0,75 0,76 
Ταξινοµητής10 0,73 0,71 0,65 0,71 0,73 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 
Ταξινοµητής1 0,73 0,72 0,68 0,75 0,75 
Ταξινοµητής2 0,91 0,85 0,82 0,85 0,87 
Ταξινοµητής3 0,73 0,72 0,77 0,73 0,74 
Ταξινοµητής4 0,83 0,81 0,77 0,79 0,8 
Ταξινοµητής5 0,78 0,72 0,73 0,76 0,74 
Ταξινοµητής6 0,76 0,78 0,78 0,78 0,78 
Ταξινοµητής7 0,83 0,87 0,89 0,88 0,86 
Ταξινοµητής8 0,86 0,86 0,87 0,85 0,88 
Ταξινοµητής9 0,78 0,82 0,75 0,77 0,73 
Ταξινοµητής10 0,7 0,73 0,68 0,68 0,72 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 2 
 
 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 0,71 0,69 0,68 0,74 0,73 
Ταξινοµητής2 0,85 0,9 0,89 0,91 0,91 
Ταξινοµητής3 0,81 0,79 0,77 0,86 0,75 
Ταξινοµητής4 0,74 0,77 0,73 0,76 0,75 
Ταξινοµητής5 0,67 0,66 0,7 0,7 0,67 
Ταξινοµητής6 0,87 0,78 0,81 0,79 0,8 
Ταξινοµητής7 0,86 0,84 0,83 0,84 0,86 
Ταξινοµητής8 0,86 0,87 0,84 0,84 0,88 
Ταξινοµητής9 0,79 0,78 0,74 0,76 0,8 
Ταξινοµητής10 0,79 0,77 0,7 0,68 0,7 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 
Ταξινοµητής1 0,72 0,73 0,75 0,73 0,68 
Ταξινοµητής2 0,91 0,89 0,89 0,87 0,88 
Ταξινοµητής3 0,8 0,83 0,81 0,81 0,82 
Ταξινοµητής4 0,77 0,75 0,77 0,74 0,75 
Ταξινοµητής5 0,69 0,69 0,72 0,69 0,65 
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Ταξινοµητής6 0,82 0,83 0,81 0,84 0,78 
Ταξινοµητής7 0,85 0,86 0,89 0,83 0,86 
Ταξινοµητής8 0,86 0,86 0,85 0,87 0,89 
Ταξινοµητής9 0,83 0,81 0,77 0,75 0,83 
Ταξινοµητής10 0,76 0,69 0,71 0,69 0,73 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 3 
 
 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 0,64 0,73 0,71 0,69 0,71 
Ταξινοµητής2 0,82 0,81 0,85 0,87 0,89 
Ταξινοµητής3 0,71 0,79 0,67 0,77 0,76 
Ταξινοµητής4 0,7 0,68 0,74 0,68 0,69 
Ταξινοµητής5 0,74 0,78 0,77 0,75 0,75 
Ταξινοµητής6 0,76 0,76 0,83 0,82 0,78 
Ταξινοµητής7 0,8 0,85 0,8 0,8 0,79 
Ταξινοµητής8 0,71 0,78 0,74 0,76 0,78 
Ταξινοµητής9 0,87 0,87 0,85 0,91 0,9 
Ταξινοµητής10 0,7 0,67 0,7 0,71 0,73 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 
Ταξινοµητής1 0,76 0,72 0,75 0,69 0,64 
Ταξινοµητής2 0,86 0,87 0,85 0,86 0,87 
Ταξινοµητής3 0,76 0,73 0,64 0,68 0,76 
Ταξινοµητής4 0,7 0,73 0,71 0,69 0,63 
Ταξινοµητής5 0,75 0,8 0,75 0,82 0,73 
Ταξινοµητής6 0,86 0,81 0,82 0,82 0,78 
Ταξινοµητής7 0,86 0,81 0,8 0,8 0,82 
Ταξινοµητής8 0,72 0,83 0,77 0,79 0,81 
Ταξινοµητής9 0,88 0,9 0,88 0,84 0,89 
Ταξινοµητής10 0,65 0,64 0,69 0,63 0,65 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 4 
 
 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 0,68 0,66 0,76 0,71 0,68 
Ταξινοµητής2 0,87 0,84 0,86 0,86 0,87 
Ταξινοµητής3 0,75 0,8 0,76 0,84 0,8 
Ταξινοµητής4 0,77 0,75 0,8 0,76 0,8 
Ταξινοµητής5 0,74 0,74 0,74 0,72 0,72 
Ταξινοµητής6 0,77 0,77 0,81 0,76 0,76 
Ταξινοµητής7 0,91 0,89 0,82 0,85 0,87 
Ταξινοµητής8 0,86 0,86 0,85 0,84 0,88 
Ταξινοµητής9 0,77 0,88 0,78 0,74 0,75 
Ταξινοµητής10 0,57 0,68 0,69 0,59 0,72 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 
Ταξινοµητής1 0,69 0,71 0,7 0,65 0,69 
Ταξινοµητής2 0,82 0,85 0,85 0,87 0,86 
Ταξινοµητής3 0,74 0,8 0,72 0,75 0,77 
Ταξινοµητής4 0,75 0,8 0,77 0,77 0,79 
Ταξινοµητής5 0,75 0,73 0,65 0,79 0,74 
Ταξινοµητής6 0,79 0,82 0,83 0,83 0,78 
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Ταξινοµητής7 0,85 0,89 0,82 0,85 0,88 
Ταξινοµητής8 0,87 0,88 0,82 0,86 0,87 
Ταξινοµητής9 0,79 0,8 0,79 0,76 0,75 
Ταξινοµητής10 0,59 0,7 0,66 0,69 0,66 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 5 
 
 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 0,78 0,76 0,75 0,8 0,77 
Ταξινοµητής2 0,86 0,92 0,89 0,89 0,85 
Ταξινοµητής3 0,79 0,77 0,77 0,8 0,81 
Ταξινοµητής4 0,72 0,73 0,78 0,79 0,76 
Ταξινοµητής5 0,78 0,74 0,75 0,71 0,68 
Ταξινοµητής6 0,77 0,86 0,82 0,81 0,82 
Ταξινοµητής7 0,81 0,77 0,82 0,8 0,81 
Ταξινοµητής8 0,89 0,88 0,88 0,88 0,92 
Ταξινοµητής9 0,74 0,76 0,8 0,81 0,78 
Ταξινοµητής10 0,63 0,61 0,64 0,61 0,57 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 
Ταξινοµητής1 0,72 0,76 0,78 0,78 0,73 
Ταξινοµητής2 0,85 0,87 0,9 0,91 0,92 
Ταξινοµητής3 0,82 0,78 0,78 0,79 0,83 
Ταξινοµητής4 0,8 0,79 0,78 0,76 0,75 
Ταξινοµητής5 0,71 0,7 0,72 0,76 0,72 
Ταξινοµητής6 0,82 0,8 0,82 0,81 0,83 
Ταξινοµητής7 0,79 0,79 0,77 0,78 0,78 
Ταξινοµητής8 0,9 0,9 0,85 0,9 0,9 
Ταξινοµητής9 0,76 0,76 0,77 0,79 0,83 
Ταξινοµητής10 0,64 0,64 0,64 0,62 0,63 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 6 
 
 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 0,73 0,61 0,65 0,65 0,64 
Ταξινοµητής2 0,9 0,9 0,93 0,93 0,94 
Ταξινοµητής3 0,79 0,73 0,78 0,78 0,81 
Ταξινοµητής4 0,7 0,72 0,75 0,7 0,75 
Ταξινοµητής5 0,73 0,75 0,73 0,73 0,7 
Ταξινοµητής6 0,87 0,83 0,82 0,83 0,84 
Ταξινοµητής7 0,83 0,84 0,82 0,85 0,8 
Ταξινοµητής8 0,89 0,86 0,84 0,86 0,84 
Ταξινοµητής9 0,78 0,76 0,81 0,82 0,78 
Ταξινοµητής10 0,67 0,61 0,58 0,66 0,6 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 
Ταξινοµητής1 0,67 0,66 0,7 0,58 0,66 
Ταξινοµητής2 0,92 0,93 0,95 0,92 0,93 
Ταξινοµητής3 0,78 0,82 0,72 0,78 0,72 
Ταξινοµητής4 0,78 0,7 0,68 0,71 0,77 
Ταξινοµητής5 0,68 0,73 0,75 0,72 0,7 
Ταξινοµητής6 0,81 0,81 0,82 0,75 0,84 
Ταξινοµητής7 0,78 0,82 0,83 0,86 0,8 
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Ταξινοµητής8 0,86 0,8 0,86 0,83 0,85 
Ταξινοµητής9 0,81 0,79 0,79 0,78 0,83 
Ταξινοµητής10 0,65 0,71 0,68 0,6 0,63 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 7 
 
 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 0,65 0,62 0,64 0,61 0,61 
Ταξινοµητής2 0,9 0,92 0,9 0,94 0,91 
Ταξινοµητής3 0,85 0,79 0,72 0,78 0,74 
Ταξινοµητής4 0,8 0,73 0,78 0,74 0,79 
Ταξινοµητής5 0,71 0,7 0,79 0,79 0,72 
Ταξινοµητής6 0,89 0,81 0,82 0,83 0,79 
Ταξινοµητής7 0,85 0,81 0,83 0,84 0,81 
Ταξινοµητής8 0,78 0,81 0,78 0,81 0,81 
Ταξινοµητής9 0,83 0,81 0,84 0,75 0,78 
Ταξινοµητής10 0,69 0,65 0,7 0,6 0,71 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 
Ταξινοµητής1 0,61 0,67 0,63 0,63 0,69 
Ταξινοµητής2 0,93 0,93 0,87 0,92 0,93 
Ταξινοµητής3 0,7 0,75 0,71 0,7 0,8 
Ταξινοµητής4 0,77 0,8 0,77 0,76 0,75 
Ταξινοµητής5 0,75 0,78 0,7 0,82 0,8 
Ταξινοµητής6 0,85 0,81 0,83 0,84 0,81 
Ταξινοµητής7 0,84 0,83 0,85 0,78 0,83 
Ταξινοµητής8 0,78 0,77 0,8 0,77 0,77 
Ταξινοµητής9 0,75 0,79 0,85 0,83 0,83 
Ταξινοµητής10 0,73 0,75 0,74 0,67 0,63 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 8 

 
 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 0,68 0,64 0,65 0,71 0,74 
Ταξινοµητής2 0,88 0,91 0,9 0,88 0,9 
Ταξινοµητής3 0,75 0,74 0,71 0,78 0,78 
Ταξινοµητής4 0,64 0,71 0,71 0,64 0,64 
Ταξινοµητής5 0,74 0,69 0,76 0,73 0,75 
Ταξινοµητής6 0,84 0,82 0,82 0,83 0,81 
Ταξινοµητής7 0,89 0,86 0,87 0,86 0,9 
Ταξινοµητής8 0,8 0,86 0,81 0,79 0,83 
Ταξινοµητής9 0,75 0,8 0,79 0,83 0,8 
Ταξινοµητής10 0,72 0,63 0,72 0,61 0,64 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 
Ταξινοµητής1 0,69 0,82 0,69 0,73 0,68 
Ταξινοµητής2 0,91 0,89 0,88 0,87 0,93 
Ταξινοµητής3 0,68 0,71 0,76 0,69 0,7 
Ταξινοµητής4 0,7 0,7 0,65 0,67 0,71 
Ταξινοµητής5 0,69 0,79 0,67 0,75 0,77 
Ταξινοµητής6 0,82 0,81 0,83 0,85 0,8 
Ταξινοµητής7 0,84 0,9 0,87 0,87 0,9 
Ταξινοµητής8 0,8 0,82 0,82 0,81 0,81 
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Ταξινοµητής9 0,8 0,79 0,81 0,73 0,83 
Ταξινοµητής10 0,67 0,7 0,66 0,68 0,68 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 9 
 
 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 0,72 0,72 0,7 0,75 0,79 
Ταξινοµητής2 0,86 0,86 0,88 0,89 0,89 
Ταξινοµητής3 0,71 0,73 0,76 0,75 0,76 
Ταξινοµητής4 0,82 0,77 0,83 0,78 0,75 
Ταξινοµητής5 0,76 0,83 0,81 0,79 0,82 
Ταξινοµητής6 0,76 0,75 0,9 0,83 0,85 
Ταξινοµητής7 0,79 0,75 0,8 0,79 0,74 
Ταξινοµητής8 0,9 0,88 0,88 0,92 0,9 
Ταξινοµητής9 0,79 0,83 0,8 0,8 0,79 
Ταξινοµητής10 0,74 0,64 0,64 0,56 0,63 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 
Ταξινοµητής1 0,76 0,73 0,81 0,81 0,72 
Ταξινοµητής2 0,84 0,89 0,88 0,9 0,9 
Ταξινοµητής3 0,78 0,76 0,74 0,72 0,72 
Ταξινοµητής4 0,79 0,82 0,75 0,83 0,8 
Ταξινοµητής5 0,8 0,83 0,77 0,82 0,83 
Ταξινοµητής6 0,8 0,87 0,78 0,83 0,78 
Ταξινοµητής7 0,76 0,78 0,71 0,66 0,74 
Ταξινοµητής8 0,85 0,87 0,89 0,91 0,86 
Ταξινοµητής9 0,78 0,81 0,78 0,83 0,81 
Ταξινοµητής10 0,66 0,63 0,61 0,59 0,54 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 10 
 

Όπως ενεργήσαµε και στην πρώτη σχεδίασή µας προκειµένου να δηµιουργήσουµε τον τελικό 
υπέρ-ταξινοµητή ο οποίος θα ταξινοµεί ένα στιγµιότυπο µεταξύ των κλάσεων θα εκµεταλλευτούµε 
από κάθε ταξινοµητή την τιµή της συνάρτησης απόφασης. Αυτή η τιµή για κάθε στιγµιότυπο όπως 
έχουµε εξηγήσει προσδιορίζει κατά πόσο είναι σίγουρος ο κάθε ταξινοµητής ότι έχει ταξινοµήσει 
σωστά ένα στιγµιότυπο που του έχει δοθεί. Αν το στιγµιότυπο ανήκει στα θετικά δεδοµένα τότε αυτή η 
τιµή θα έχει θετικό πρόσηµο διαφορετικά θα έχει αρνητικό πρόσηµο. Οπότε εµείς δεν έχουµε να 
κάνουµε τίποτε περισσότερο από το να επιλέξουµε τον ταξινοµητή αυτό ο οποίος θα έχει δώσει τη 
µεγαλύτερη τιµή στην συνάρτηση απόφασης. Η σκέψη µας είναι ότι η τιµή της συνάρτησης απόφασης 
θα είναι µεγαλύτερη στον ταξινοµητή που έχει εκπαιδευτεί να ταξινοµεί στιγµιότυπα της 
συγκεκριµένης κλάσης.  

Στη συνέχεια θα παρουσιάσουµε ενδεικτικά τις τιµές της συνάρτησης απόφασης του Sub-Fold 
1 του Fold 1 για τον κάθε ταξινοµητή µε τα αντίστοιχα δεδοµένα ελέγχου. Θα πρέπει να σηµειώσουµε 
ότι είναι αδύνατο να παρουσιάσουµε όλα τα αποτελέσµατα µε τις τιµές της συνάρτησης απόφασης 
γιατί είναι υπερβολικά πολλά. Όµως περίπου µε τον ίδιο τρόπο συµπεριφέρονται οι ταξινοµητές σε 
όλα τα Folds και τα Sub-Folds που έχουµε δηµιουργήσει όπως έχουµε περιγράψει σε προηγούµενο 
κεφάλαιο. Επίσης πρέπει να πούµε ότι τα στιγµιότυπα ελέγχου για την κάθε κλάση δεδοµένων για τα 
συγκεκριµένα µουσικά δεδοµένα είναι 10 σε πλήθος και δίνονται µε τη σειρά στον κάθε ταξινοµητή. 
Οπότε οι πρώτες 10 τιµές της συνάρτησης απόφασης αντιστοιχούν στην πρώτη κλάση οι δεύτερες 10 
τιµές της συνάρτησης απόφασης ανήκουν στη δεύτερη κλάση µας µέχρι τις τελευταίες 10 τιµές που 
ανήκουν στην 10η κλάση µας.   
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 1 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 2 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 3 
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 4 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 5 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 6 
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 7 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 8 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 9 
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 10 
 

Όπως φαίνεται από τα προηγούµενα σχήµατα ο ταξινοµητής ο οποίος λειτουργεί καλύτερα 
είναι αυτός της δεύτερης κλάσης δεδοµένων. Αυτός που δείχνει να κάνει τα περισσότερα λάθη για τα 
συγκεκριµένα δεδοµένα είναι ο ταξινοµητής 10 ο οποίος πιθανότατα να µπερδέψει περισσότερο από 
όλους τον υπέρ-ταξινοµητής µας στην τελική του απόφαση. 

Στους παρακάτω πίνακες που ακολουθούν παρουσιάζονται τα confusion matrixes για τους 
αντίστοιχους ταξινοµητές του Sub-Fold 1 του Fold 1όπως παρουσιάσαµε λίγο παραπάνω. 
 
Ταξινοµητής 
1  

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,7 0,3 

Classified as 
Negative 

0,18889 0,81111 

 
 
Ταξινοµητής 
3  

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,2 0,8 

Classified as 
Negative 

0,14444 0,85556 

 
 
Ταξινοµητής 
5  

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,9 0,1 

Classified as 
Negative 

0,23333 0,76667 

 
 
 
 

Ταξινοµητής 
2 

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

1 0 

Classified as 
Negative 

0,13333 0,86667 

Ταξινοµητής 
4 

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,7 0,3 

Classified as 
Negative 

0,27778 0,72222 

Ταξινοµητής 
6 

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,6 0,4 

Classified as 
Negative 

0,17778 0,82222 

Ταξινοµητής 
8 

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,4 0,6 

Classified as 
Negative 

0,12222 0,87778 

Ταξινοµητής 
7  

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,9 0,1 

Classified as 
Negative 

0,21111 0,78889 
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Ταξινοµητής 
9  

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,9 0,1 

Classified as 
Negative 

0,17778 0,82222 

 
Πίνακες: Confusion matrixes των αντίστοιχων ταξινοµητών 
 

Όπως φαίνεται και από τα confusion matrixes γίνεται φανερό ότι ο ταξινοµητής που δουλεύει 
καλύτερα είναι ο ταξινοµητής 2 ενώ ο χειρότερος είναι ο ταξινοµητής 10. Στον επόµενο πίνακα που 
ακολουθεί παρουσιάζονται τα τελικά αποτελέσµατα του υπέρ-ταξινοµητή για τα 10 διαφορετικά Folds 
που έχουµε δηµιουργήσει. Τα αποτελέσµατα αυτά είναι σε µορφή επί τοις εκατό. 
Fold 1 44% 
Fold 2 47% 
Fold 3 49% 
Fold 4 46% 
Fold 5 51% 
Fold 6 40% 
Fold 7 44% 
Fold 8 46% 
Fold 9 45% 
Fold 10 43% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή 

Όπως φαίνεται από τον παραπάνω πίνακα ο υπέρ-ταξινοµητής του Fold 5 δουλεύει καλύτερα 
από όλους. Τα αποτελέσµατα αυτά είναι σίγουρα καλύτερα από αυτά του σχεδιασµού του πρώτου 
ταξινοµητή αλλά σίγουρα όχι τόσο ικανοποιητικά όσο θα θέλαµε. Σε αυτό το γεγονός βέβαια συµβάλει 
και η φύση των δεδοµένων που χρησιµοποιήσαµε. Στη συνέχεια θα παρουσιάσουµε τα αποτελέσµατα 
του ίδιου ταξινοµητή για τα ίδια µουσικά αρχεία όµως µε στιγµιότυπα που περιέχουν πολύ 
περισσότερα χαρακτηριστικά και συνεπώς καλύτερη ποιότητα πληροφορίας. 
 
Μουσικά δεδοµένα 280 χαρακτηριστικών 
Για λόγους καθαρά πρακτικούς δε θα παρουσιάσουµε όπως πράξαµε προηγουµένως όλα τα ποσοστά 
σωστής ταξινόµησης για τον κάθε επιµέρους ταξινοµητή και το αντίστοιχο Sub-Fold του κάθε Fold 
γιατί τα αποτελέσµατα είναι υπερβολικά πολλά. Ενδεικτικά θα παρουσιάσουµε µόνο τα αποτελέσµατα 
που αφορούν το Fold 2. Με αυτή τη λογική θα συνεχίσουµε να παρουσιάζουµε όλα τα επόµενα 
αποτελέσµατά µας. Έτσι λοιπόν στον παρακάτω πίνακα φαίνονται οι επιµέρους ταξινοµητές και πως 
τα έχουν πάει στο Fold 2: 
 
 
 
 
 

 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 0,87 0,84 0,89 0,69 0,78 
Ταξινοµητής2 0,98 0,98 0,99 0,97 0,99 
Ταξινοµητής3 0,92 0,91 0,94 0,93 0,92 
Ταξινοµητής4 0,83 0,84 0,81 0,88 0,81 
Ταξινοµητής5 0,86 0,89 0,87 0,86 0,81 
Ταξινοµητής6 0,95 0,82 0,83 0,81 0,82 
Ταξινοµητής7 0,92 0,92 0,89 0,91 0,91 
Ταξινοµητής8 0,89 0,88 0,87 0,89 0,83 

Ταξινοµητής 
10 

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,6 0,4 

Classified as 
Negative 

0,32222 0,67778 
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Ταξινοµητής9 0,91 0,9 0,91 0,89 0,9 
Ταξινοµητής10 0,79 0,75 0,79 0,78 0,74 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 
Ταξινοµητής1 0,8 0,86 0,88 0,69 0,75 
Ταξινοµητής2 0,99 0,97 0,99 0,99 0,98 
Ταξινοµητής3 0,93 0,93 0,93 0,94 0,91 
Ταξινοµητής4 0,86 0,82 0,78 0,86 0,85 
Ταξινοµητής5 0,86 0,88 0,88 0,87 0,9 
Ταξινοµητής6 0,89 0,78 0,85 0,85 0,88 
Ταξινοµητής7 0,89 0,89 0,9 0,9 0,92 
Ταξινοµητής8 0,88 0,84 0,88 0,85 0,87 
Ταξινοµητής9 0,92 0,91 0,92 0,92 0,92 
Ταξινοµητής10 0,77 0,72 0,81 0,74 0,76 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 2 

Ήταν λογικό και αναµενόµενο να έχουµε καλύτερα αποτελέσµατα από αυτά που είχαµε µε τα 
µουσικά δεδοµένα των 30 χαρακτηριστικών. Στη συνέχεια θα παρουσιάσου και τις τιµές της 
συνάρτησης απόφασης για τα αντίστοιχα δεδοµένα ελέγχου του κάθε ταξινοµητή που αφορούν το Fold 
2 και τον Sub-Fold 1.  
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 1 
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 2 

 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 3 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 4 
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 5 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 6 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 7 
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 8 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 9 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 10 
 

Από τα παραπάνω σχήµατα γίνεται φανερό ότι έχουµε πολύ καλύτερα αποτελέσµατα στους 
επιµέρους ταξινοµητές απ’ ότι είχαµε µε τα προηγούµενα δεδοµένα µας. Όµως και πάλι η τάση των 
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ταξινοµητών είναι ίδια. Ο ταξινοµητής 10 εξακολουθεί να έχει τα χειρότερα αποτελέσµατα και ο 
ταξινοµητής 2 τα καλύτερα. Αυτό πρέπει να οφείλεται στα δεδοµένα µας στα οποία δείχνει η κλάση 10 
να περιέχει τη µεγαλύτερη ασάφεια. Στη συνέχεια θα παρουσιάσουµε τα confusion matrixes για τους 
παραπάνω ταξινοµητές που ελέγχονται στα αντίστοιχα δεδοµένα. 

 
 
Ταξινοµητής 
1  

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

1 0 

Classified as 
Negative 

0,14444 0,85556 

 
 
Ταξινοµητής 
3  

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,8 0,2 

Classified as 
Negative 

0,066667 0,93333 

 
 
Ταξινοµητής 
5  

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,7 0,3 

Classified as 
Negative 

0,12222 0,87778 

 
 
Ταξινοµητής 
7  

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,7 0,3 

Classified as 
Negative 

0,055556 0,94444 

 
 
Ταξινοµητής 
9  

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,8 0,2 

Classified as 
Negative 

0,077778 0,92222 

 
Πίνακες: Confusion matrixes των αντίστοιχων ταξινοµητών 

 
Όπως φαίνεται και πάλι από τα confusion matrixes ο ταξινοµητής που δουλεύει καλύτερα 

είναι ο ταξινοµητής 2 ενώ ο χειρότερος είναι ο ταξινοµητής 10. Στον επόµενο πίνακα που ακολουθεί 
παρουσιάζονται τα τελικά αποτελέσµατα του υπέρ-ταξινοµητή για τα 10 διαφορετικά Folds που 
έχουµε δηµιουργήσει. Τα αποτελέσµατα αυτά είναι σε µορφή επί τοις εκατό. 

 
Fold 1 57% 
Fold 2 67% 
Fold 3 73% 

Ταξινοµητής 
2 

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

1 0 

Classified as 
Negative 

0,022222 0,97778 

Ταξινοµητής 
4 

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,5 0,5 

Classified as 
Negative 

0,13333 0,86667 

Ταξινοµητής 
6 

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

1 0 

Classified as 
Negative 

0,055556 0,94444 

Ταξινοµητής 
8 

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,7 0,3 

Classified as 
Negative 

0,088889 0,91111 

Ταξινοµητής 
10 

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,4 0,6 

Classified as 
Negative 

0,16667 0,83333 
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Fold 4 62% 
Fold 5 58% 
Fold 6 59% 
Fold 7 55% 
Fold 8 62% 
Fold 9 59% 
Fold 10 57% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή 
 

Παρατηρώντας τον πίνακα ο υπέρ-ταξινοµητής για το Fold 3 δουλεύει καλύτερα από όλους. 
Στα προηγούµενα δεδοµένα µας µε τα λιγότερα χαρακτηριστικά ανά στιγµιότυπο είχαµε διαπιστώσει 
ότι καλύτερα δούλευε ο υπέρ-ταξινοµητής για το Fold 5. Αν και δεν είναι τελείως ικανοποιητικά αυτά 
τα αποτελέσµατα για έναν ταξινοµητή σίγουρα είναι αρκετά καλά αν αναλογιστεί κανείς τη φύση των 
δεδοµένων που έχουµε χρησιµοποιήσει στα πειράµατα µας. Γνωρίζουµε από την αρχή ότι δεν 
περιέχουν τόσο καλή πληροφορία όση θα θέλαµε για να εκπαιδεύσουµε τον υπέρ-ταξινοµητή µας. Στη 
συνέχεια θα παρουσιάσουµε τα αποτελέσµατα του ίδιου ταξινοµητή για δεδοµένα που αφορούν 
εκφράσεις προσώπου.  
 
∆εδοµένα εκφράσεων προσώπου 
Πριν ξεκινήσουµε να παρουσιάσουµε τα αποτελέσµατα του υπέρ-ταξινοµητή µας µετά από την 
εκπαίδευση του µε δεδοµένα εκφράσεων προσώπου θα πρέπει να κάνουµε δύο σηµαντικές 
παρατηρήσεις. Πρώτα απ’ όλα τα αποτελέσµατα όπως θα διαπιστώσουµε είναι πολύ καλύτερα από 
αυτά που παρουσιάσαµε στα µουσικά δεδοµένα. Θα µπορούσαµε να πούµε ότι αγγίζουν το τέλειο. 
Αυτό οφείλεται στο γεγονός ότι έχουν συλλεχθεί µε πολύ µεγάλη προσοχή και ίσως τα αποτελέσµατα 
να ξεφεύγουν από πραγµατικότητα. Επίσης τα δεδοµένα αυτά αφορούν 5 κλάσεις και όχι 10 όπως τα 
µουσικά και τέλος λόγω του πλήθους των στιγµιότυπων ανά κλάση (έχουµε 50 στιγµιότυπα ελέγχου 
ανά κλάση) δηµιουργήσαµε 5 Folds και όχι 10. Τα Sub-Folds είναι ακριβώς στο ίδιο πλήθος. 

Αφού κάναµε µερικές παρατηρήσεις στα δεδοµένα µας είµαστε τώρα σε θέση να 
παρουσιάσουµε τα αποτελέσµατά µας πάλι για τον ίδιο ταξινοµητή. Όπως και προηγουµένως έτσι και 
εδώ δεν θα δώσουµε τα αποτελέσµατα από όλα τα Folds αλλά από ένα. Αποφασίσαµε να 
παρουσιάσουµε το Fold 3. Έτσι λοιπόν στον παρακάτω πίνακα φαίνονται οι επιµέρους ταξινοµητές και 
τα ποσοστά σωστής ταξινόµησης στο Fold 3: 

 
 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 0,996 0,996 0,992 0,996 0,996 
Ταξινοµητής2 1 1 1 1 1 
Ταξινοµητής3 1 1 1 1 1 
Ταξινοµητής4 0,932 0,928 0,944 0,936 0,936 
Ταξινοµητής5 0,932 0,932 0,944 0,928 0,928 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 
Ταξινοµητής1 0,996 0,996 0,996 0,996 0,996 
Ταξινοµητής2 1 1 1 1 1 
Ταξινοµητής3 1 1 1 1 1 
Ταξινοµητής4 0,932 0,936 0,932 0,928 0,944 
Ταξινοµητής5 0,932 0,928 0,928 0,936 0,92 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 3 
 

Είπαµε στην αρχή της ενότητας αυτής ότι έχουµε 5 κλάσεις οπότε για τον υπέρ-ταξινοµητής 
µας δηµιουργήσαµε και 5 επιµέρους ταξινοµητές. Στη συνέχεια θα παρουσιάσου και τις τιµές της 
συνάρτησης απόφασης για τα αντίστοιχα δεδοµένα ελέγχου του κάθε ταξινοµητή που αφορούν το Fold 
3 και τον Sub-Fold 2.  
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 1 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 2 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 3 
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 4 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 5 
 

 Παρατηρώντας τώρα τα αποτελέσµατα τόσο στον πίνακα όσο και στα σχήµατα που 
παρουσιάζουν τις τιµές της συνάρτησης απόφασης διαπιστώνουµε αυτό που λίγο πριν είπαµε. Οι 
ταξινοµητές τα έχουν πάει πολύ καλά. Ειδικά οι ταξινοµητές 2 και 3 έχουν 100% επιτυχία στην 
ταξινόµησή τους. Οι ταξινοµητές 4 και 5 φαίνεται να εµφανίζουν κάποια µικρή αστάθεια κατά τον 
έλεγχό τους και κυρίως µπερδεύονται λίγο µεταξύ τους. Ενώ ο ταξινοµητής 1 και αυτός φαίνεται να 
είναι σχεδόν άριστος. Όπως είπαµε κάθε κλάση έχει 50 στιγµιότυπα κατά τον έλεγχο των ταξινοµητών 
γι’ αυτό και έχουµε συνολικά 250 τιµές της συνάρτησης απόφασης.  

Στη συνέχεια θα παρουσιάσουµε τα confusion matrixes για τους παραπάνω ταξινοµητές που 
ελέγχονται στα αντίστοιχα δεδοµένα. 

 
 
Ταξινοµητής 
1  

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

1 0 

Classified as 
Negative 

0,005 0,995 

 
 

Ταξινοµητής 
2 

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

1 0 

Classified as 
Negative 

0 1 
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Ταξινοµητής 
3  

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

1 0 

Classified as 
Negative 

0 1 

 
 
Ταξινοµητής 
5  

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

0,98 0,02 

Classified as 
Negative 

0,08 0,92 

Πίνακες: Confusion matrixes των αντίστοιχων ταξινοµητών 
 
Όπως φαίνεται και πάλι από τα confusion matrixes όλοι οι ταξινοµητές δουλεύουν πολύ καλά. 

Αυτός που υστερεί λίγο είναι ο ταξινοµητής 5. Στον επόµενο πίνακα που ακολουθεί παρουσιάζονται τα 
τελικά αποτελέσµατα του υπέρ-ταξινοµητή για τα 5 διαφορετικά Folds που έχουµε δηµιουργήσει. Τα 
αποτελέσµατα αυτά είναι σε µορφή επί τοις εκατό. 

 
Fold 1 95,2% 
Fold 2 96,4% 
Fold 3 97,6% 
Fold 4 96,8% 
Fold 5 94,4% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή 
 

∆εν µπορούµε να ξεχωρίσουµε κανένα από τα 5 Folds αφού όλα έχουν πολύ καλά 
αποτελέσµατα. Απλά µπορούµε να παρατηρήσουµε ότι στο Fold 3 ο υπέρ-ταξινοµητής µας δείχνει να 
δουλεύει λίγο καλύτερα. Στη συνέχεια θα παρουσιάσουµε τα αποτελέσµατα του υπέρ-ταξινοµητή µας 
όταν αυτός υλοποιείται µε νευρωνικό δίκτυο.  

7.2.2 Ταξινοµητής νευρωνικών δικτύων  

Μουσικά δεδοµένα 280 χαρακτηριστικών 
Στον παρακάτω πίνακα παρουσιάζονται τα αποτελέσµατα σωστής ταξινόµησης των επιµέρους 
ταξινοµητών του υπέρ-ταξινοµητή µας που έχει δηµιουργηθεί από τον perceptron για το Fold 4. Όπως 
φαίνεται από τα αποτελέσµατα δείχνει να δουλεύει καλύτερα ο ταξινοµητής µε τα µουσικά δεδοµένα 
των 280 χαρακτηριστικών.   
 

 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 0,89 0,76 0,84 0,82 0,82 
Ταξινοµητής2 0,88 0,9 0,93 0,89 0,95 
Ταξινοµητής3 0,76 0,1 0,79 0,77 0,76 
Ταξινοµητής4 0,1 0,1 0,1 0,1 0,76 
Ταξινοµητής5 0,88 0,89 0,91 0,87 0,89 
Ταξινοµητής6 0,92 0,9 0,88 0,1 0,91 
Ταξινοµητής7 0,1 0,89 0,92 0,1 0,88 
Ταξινοµητής8 0,77 0,83 0,79 0,82 0,75 
Ταξινοµητής9 0,69 0,73 0,84 0,76 0,76 
Ταξινοµητής10 0,67 0,74 0,74 0,1 0,69 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 

Ταξινοµητής 
4 

Positive 
Class 

Negative 
Class 

Classified as 
Positive 

1 0 

Classified as 
Negative 

0,09 0,91 
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Ταξινοµητής1 0,81 0,93 0,83 0,1 0,86 
Ταξινοµητής2 0,88 0,89 0,92 0,89 0,1 
Ταξινοµητής3 0,1 0,75 0,77 0,1 0,75 
Ταξινοµητής4 0,1 0,1 0,1 0,1 0,1 
Ταξινοµητής5 0,9 0,86 0,1 0,88 0,9 
Ταξινοµητής6 0,91 0,89 0,91 0,91 0,86 
Ταξινοµητής7 0,93 0,95 0,93 0,88 0,95 
Ταξινοµητής8 0,79 0,1 0,87 0,77 0,83 
Ταξινοµητής9 0,7 0,81 0,87 0,82 0,73 
Ταξινοµητής10 0,75 0,74 0,66 0,66 0,63 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 4 

 
Παρατηρώντας λίγο καλύτερα τα αποτελέσµατα διαπιστώνουµε ότι ο ταξινοµητής 4 δίνει 

σχεδόν σε όλα τα Folds τιµές της τάξης του 10%. Αυτό συµβαίνει γιατί απλά λόγω της υφής των 
δεδοµένων ο ταξινοµητής δεν µπορεί να δώσει τιµές στη συνάρτηση απόφασης οπότε δίνει τιµές του 
τύπου ‘NaN’. Αυτό όµως δεν αποτελεί σηµαντικό πρόβληµα στην τελική απόφαση του υπέρ-
ταξινοµητή γιατί υπάρχουν Sub-Folds που ο ταξινοµητής παίρνει τιµές για τη συνάρτηση απόφασης. 
Στα επόµενα σχήµατα φαίνονται αυτές οι τιµές για το Sub-Fold 5 του Fold 4. 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 1 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 2 
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 3 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 4 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 5 
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 6 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 7 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 8 
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 9 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 10 
 

Σύµφωνα µε τα παραπάνω σχήµατα οι ταξινοµητές 6 και 7 φαίνεται να λειτουργούν αρκετά 
καλά. Στον παρακάτω πίνακα παρουσιάζονται τα τελικά αποτελέσµατα του υπέρ-ταξινοµητή ο οποίος 
κατατάσσει τα µουσικά δεδοµένα των 280 χαρακτηριστικών στις 10 κλάσεις. 

 
Fold 1 51% 
Fold 2 48% 
Fold 3 61% 
Fold 4 52% 
Fold 5 48% 
Fold 6 49% 
Fold 7 48% 
Fold 8 54% 
Fold 9 56% 
Fold 10 58% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή perceptron 
 

Πρέπει να σηµειωθεί ότι αυτά τα αποτελέσµατα είναι χειρότερα από τα αντίστοιχα όταν 
χρησιµοποιήσαµε για την δηµιουργία του υπέρ-ταξινοµητή τον SVM ταξινοµητή. Στη συνέχεια στον 
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επόµενο πίνακα παρουσιάζουµε τα τελικά αποτελέσµατα του ταξινοµητή νευρωνικού δικτύου back-
propagation.  

 
Fold 1 54% 
Fold 2 64% 
Fold 3 63% 
Fold 4 57% 
Fold 5 46% 
Fold 6 54% 
Fold 7 57% 
Fold 8 54% 
Fold 9 57% 
Fold 10 60% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή back-propagation 

 
Αυτό ο υπέρ-ταξινοµητής λειτουργεί καλύτερα από τον ταξινοµητή perceptron όπως είναι 

εµφανές από τα αποτελέσµατα. 
 

∆εδοµένα εκφράσεων προσώπου 
Στη συνέχεια θα παρουσιάσουµε τα αποτελέσµατα των νευρωνικών ταξινοµητών για τα δεδοµένα 
εκφράσεων προσώπου. Έτσι λοιπόν στον παρακάτω πίνακα φαίνονται οι επιµέρους ταξινοµητές και τα 
ποσοστά σωστής ταξινόµησης στο Fold 1: 
 
 
 Sub-Fold1 Sub-Fold2 Sub-Fold3 Sub-Fold4 Sub-Fold5 
Ταξινοµητής1 1 0,992 1 1 1 
Ταξινοµητής2 1 0,988 0,996 1 0,988 
Ταξινοµητής3 0,996 0,996 0,996 0,996 0,996 
Ταξινοµητής4 0,64 0,772 0,544 0,748 0,42 
Ταξινοµητής5 0,936 0,948 0,916 0,9 0,936 
 Sub-Fold6 Sub-Fold7 Sub-Fold8 Sub-Fold9 Sub-Fold10 
Ταξινοµητής1 0,984 0,996 0,996 0,996 0,976 
Ταξινοµητής2 1 1 0,984 1 0,988 
Ταξινοµητής3 0,996 0,996 0,996 0,996 0,996 
Ταξινοµητής4 0,712 0,448 0,444 0,628 0,556 
Ταξινοµητής5 0,808 0,948 0,844 0,948 0,944 
Πίνακας: Αποτελέσµατα ταξινόµησης δεδοµένων ελέγχου Fold 1 
 

Και πάλι γίνεται εµφανές αυτό που είχαµε και µε τον SVM υπέρ-ταξινοµητή. Τα δεδοµένα 
εκφράσεων προσώπου είναι πολύ καλά δοµηµένα µε αποτέλεσµα να έχουµε πολύ καλά αποτελέσµατα. 
Όµως δεν είναι καλύτερα από τα αντίστοιχα του SVM ταξινοµητή. Επίσης έχουµε να παρατηρήσουµε 
ότι ο ταξινοµητής 4 δεν µας δίνει τόσο καλά αποτελέσµατα όσο οι υπόλοιποι. Αυτό θα γίνει πιο 
εµφανές όταν παρουσιάσουµε τις τιµές της συνάρτησης απόφασης του Sub-Fold 1 του Fold 1. Στα 
επόµενα σχήµατα φαίνεται αυτό που µόλις περιγράψαµε. 
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 1 
 

  
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 2 
 

  
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 3 
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Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 4 
 

 
Σχήµα: Τιµές της συνάρτησης απόφασης του ταξινοµητή 5 
 

Οι ταξινοµητής 1 και 2 δουλεύουν τέλεια οι ταξινοµητές 3 και 5 παρουσιάζουν κάποια µικρά 
προβλήµατα στην ταξινόµησή τους και τέλος ο ταξινοµητής 4 φαίνεται να µπερδεύεται αρκετά στα 
δεδοµένα που του δίνονται. Όµως τα δεδοµένα της κλάσης 3 τα κατατάσσει στα ‘αρνητικά’ µε µεγάλη 
βεβαιότητα. 

Στον επόµενο πίνακα παρουσιάζονται τα τελικά µας αποτελέσµατα της σωστής ταξινόµησης 
του υπέρ-ταξινοµητής µας ο οποίος έχει υλοποιηθεί µε τη βοήθεια του νευρωνικού ταξινοµητής 
perceptron. 

 
Fold 1 82,8% 
Fold 2 91,6% 
Fold 3 91,2% 
Fold 4 91,2% 
Fold 5 85,6% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή perceptron 
 

Όπως φαίνεται από τον παραπάνω πίνακα ο υπέρ-ταξινοµητής µε τα δεδοµένα εκφράσεων 
προσώπου για ακόµη µία φορά τα πάει πολύ καλά. Πρέπει να παρατηρήσουµε όµως ότι δεν τα πάει 
καλύτερα από τον υπέρ-ταξινοµητή βασισµένο στον SVM. Επίσης δεν τα πάει καλύτερα ούτε και από 
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τους υπέρ ταξινοµητές που είναι βασισµένοι στον back-propagation και στον automatic νευρωνικό 
ταξινοµητή του πακέτου PRTools4. Τα αποτελέσµατα αυτά φαίνονται στους παρακάτω δύο πίνακες: 

 
Fold 1 94,8% 
Fold 2 95,6% 
Fold 3 96% 
Fold 4 96% 
Fold 5 94% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή back-propagation 

 
Fold 1 94,8% 
Fold 2 95,6% 
Fold 3 94,8% 
Fold 4 96,8% 
Fold 5 94,4% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή automatic neural network 
 

Μία µικρή παρατήρηση που µπορούµε να κάνουµε στους δύο τελευταίους πίνακες είναι ότι ο 
automatic νευρωνικός ταξινοµητής φαίνεται να δουλεύει λίγο καλύτερα από τον ταξινοµητή back-
propagation στα Folds 4 και 5. Στο Fold 3 δουλεύει λίγο χειρότερα ενώ στα Folds 1 και 2 µας δίνει 
ακριβώς τα ίδια αποτελέσµατα. Συµπερασµατικά λοιπόν δεν µπορούµε να πούµε ότι κάποιος δουλεύει 
καλύτερα από τον άλλον. 

Στην τρίτη σχεδιαστική προσπάθειά εκπαιδεύουµε τους ταξινοµητές µας και πάλι µε 
ισοζυγισµένα δεδοµένα όπως έχουµε περιγράψει αλλά προσπαθούµε να χρησιµοποιήσουµε βάρος για 
καλύτερα αποτελέσµατα. Το όλο εγχείρηµά µας µαζί µε τα αποτελέσµατα θα το περιγράψουµε στην 
επόµενη ενότητα. 

7.3 Μέθοδος ‘One against all balanced with weight’  
Μετά την εκπαίδευση των ταξινοµητών που υλοποιήσαµε όπως περιγράψαµε σε προηγούµενο 
κεφάλαιο, τους ελέγχουµε σύµφωνα µε τα δεδοµένα ελέγχου που δηµιουργήσαµε από το σύνολο των 
δεδοµένων. Προκειµένου όµως να έχουµε καλύτερα αποτελέσµατα στον τελικό µας υπέρ-ταξινοµητή 
θα χρησιµοποιήσουµε ‘βάρος’ στον κάθε επιµέρους ταξινοµητή πριν αυτός πάρει την τελική του 
απόφαση για την κατάταξη ενός στιγµιότυπου σε µία κλάση. Αυτό το βάρος στην πραγµατικότητα 
δηµιουργείται κατά τον προ-έλεγχο των επιµέρους ταξινοµητών στα Sub-Folds. 

Όπως έχουµε περιγράψει στο κεφάλαιο του σχεδιασµού του υπέρ-ταξινοµητή τα δεδοµένα 
µας τα ‘σπάµε’ σε Folds και σε Sub-Folds. Μέσα στα Sub-Folds έχουµε τόσο δεδοµένα ελέγχου όσο 
και δεδοµένα εκπαίδευσης. Αφού εκπαιδευτεί ο κάθε επιµέρους ταξινοµητής στη συνέχεια ελέγχεται 
σε ένα πρώιµο στάδιο. Το ‘Rating’ που δηµιουργείται για κάθε επιµέρους ταξινοµητή χρησιµοποιείται 
στον τελικό υπέρ-ταξινοµητή για την σωστή κατάταξη των στιγµιότυπων σε κλάσεις σύµφωνα µε τα 
δεδοµένα µας. Στη συνέχεια θα παρουσιάσουµε τα τελικά αποτελέσµατα για κάθε υπέρ-ταξινοµητή. Οι 
τιµές της συνάρτησης απόφασης δεν αλλάζουν απλά θα πολλαπλασιαστούν στον τελικό υπέρ-
ταξινοµητή µε το βάρος για την τελική απόφαση κατάταξης. Οπότε δεν χρειάζεται να δώσουµε άλλα 
στοιχεία παρά µόνο τα τελικά αποτελέσµατα κατάταξης των στιγµιότυπων στα διάφορα Folds που 
έχουµε κάθε φορά δηµιουργήσει. 

7.3.1 Ταξινοµητής SVM 

Μουσικά δεδοµένα 30 χαρακτηριστικών 
Στον παρακάτω πίνακα παρουσιάζονται τα τελικά αποτελέσµατα του υπέρ-ταξινοµητή βασισµένο στον 
SVM ταξινοµητή για τα διάφορα Folds: 

 
Fold 1 44% 
Fold 2 49% 
Fold 3 47% 
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Fold 4 50% 
Fold 5 48% 
Fold 6 42% 
Fold 7 44% 
Fold 8 45% 
Fold 9 43% 
Fold 10 39% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή SVM 
 

Μελετώντας λίγο περισσότερο τα αποτελέσµατα σε σχέση µε αυτά του υπέρ-ταξινοµητή 
χωρίς βάρος µπορούµε να παρατηρήσουµε ότι σε µερικά Folds έχουµε καλύτερα αποτελέσµατα και σε 
µερικά άλλα χειρότερα. Η γενική τάση όµως είναι να βελτιώνονται τα αποτελέσµατα. 

 
Μουσικά δεδοµένα 280 χαρακτηριστικών 
Στον παρακάτω πίνακα παρουσιάζονται τα τελικά αποτελέσµατα του υπέρ-ταξινοµητή βασισµένο στον 
SVM ταξινοµητή για τα διάφορα Folds που αφορούν τα µουσικά δεδοµένα 280 χαρακτηριστικών: 
 
Fold 1 59% 
Fold 2 68% 
Fold 3 74% 
Fold 4 62% 
Fold 5 61% 
Fold 6 61% 
Fold 7 56% 
Fold 8 61% 
Fold 9 62% 
Fold 10 58% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή SVM 
 

Το συµπέρασµα που βγάλαµε στα µουσικά δεδοµένα των 30 χαρακτηριστικών γίνεται πιο 
εµφανές εδώ στα µουσικά δεδοµένα των 280 χαρακτηριστικών. Σε όλα τα Folds έχουµε καλύτερα 
αποτελέσµατα σε σχέση µε τα αντίστοιχα του υπέρ-ταξινοµητή χωρίς τη χρήση βάρους. Επίσης πρέπει 
να επισηµάνουµε ότι παρατηρούνται και µεγάλες αποκλίσεις µεταξύ µερικών Folds. Για παράδειγµα 
στο Fold 3 ο υπέρ ταξινοµητής µας βγάζει ένα ποσοστό περίπου στο 74% ενώ στο Fold 7 µόλις 56%. 
Η διαφορά είναι περίπου στις 20 ποσοστιαίες µονάδες αρκετά µεγάλη διαφορά. Αυτό µπορεί να 
δικαιολογηθεί µόνο στη φύση των δεδοµένων. Στο Fold 3 να υπάρχουν στιγµιότυπα που να 
εκπαιδεύουν πολύ καλύτερα τον υπέρ-ταξινοµητή µας απ’ ότι στο Fold 7. 

 
∆εδοµένα εκφράσεων προσώπου 
Στον παρακάτω πίνακα παρουσιάζονται τα τελικά αποτελέσµατα του υπέρ-ταξινοµητή βασισµένο στον 
SVM ταξινοµητή για τα διάφορα Folds που αφορούν τα δεδοµένα εκφράσεων προσώπου: 

 
Fold 1 94,8% 
Fold 2 96,4% 
Fold 3 97,2% 
Fold 4 96,8% 
Fold 5 94,4% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή SVM 
 

Όπως µπορούµε να δούµε τα αποτελέσµατα αυτά είναι πολύ καλά όχι όµως καλύτερα από 
αυτά που εισπράττουµε από τον υπέρ-ταξινοµητή χωρίς τη χρήση βάρους. Είναι σχεδόν παρεµφερή. 
Αυτό µπορεί να εξηγηθεί από το γεγονός ότι τα δεδοµένα των εκφράσεων προσώπου είναι τόσο καλά 
δοµηµένα που δεν µπορεί η χρήση βάρους να βελτιώσει τα αποτελέσµατα του υπέρ-ταξινοµητή ακόµα 
περισσότερα αφού αυτά είναι ήδη πολύ καλά. 
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7.3.2 Ταξινοµητής νευρωνικών δικτύων  

Μουσικά δεδοµένα 280 χαρακτηριστικών 
Στον παρακάτω πίνακα παρουσιάζονται τα τελικά αποτελέσµατα του υπέρ-ταξινοµητή βασισµένο στον 
perceptron ταξινοµητή για τα διάφορα Folds που αφορούν τα µουσικά δεδοµένα των 280 
χαρακτηριστικών: 

 
Fold 1 50% 
Fold 2 49% 
Fold 3 59% 
Fold 4 52% 
Fold 5 49% 
Fold 6 48% 
Fold 7 51% 
Fold 8 49% 
Fold 9 59% 
Fold 10 59% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή perceptron 
 

Όπως φαίνεται από τον παραπάνω πίνακα τα αποτελέσµατα είναι καλύτερα στα περισσότερα 
Folds σε σχέση µε αυτά που µας δίνει ο υπέρ-ταξινοµητής χωρίς τη χρήση βάρους αλλά σίγουρα όχι 
καλύτερα από αυτά που µας δίνει ο αντίστοιχος SVM υπέρ-ταξινοµητής. 

Στον επόµενο πίνακα παρουσιάζονται τα αποτελέσµατα του υπέρ-ταξινοµητή ο οποίος είναι 
στηριγµένος νευρωνικό ταξινοµητή back-propagation:  

 
Fold 1 59% 
Fold 2 68% 
Fold 3 70% 
Fold 4 60% 
Fold 5 48% 
Fold 6 57% 
Fold 7 59% 
Fold 8 65% 
Fold 9 64% 
Fold 10 50% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή back-propagation 
 

Τα αποτελέσµατα εδώ είναι πολύ καλύτερα από αυτά του υπέρ-ταξινοµητή υλοποιηµένου µε 
βάση τον υπέρ-ταξινοµητή perceptron. Επίσης είναι αρκετά καλύτερα σε σχέση µε τον υπέρ-
ταξινοµητή χωρίς τη χρήση βάρους ενώ εξακολουθούν να είναι λίγο χειρότερα από αυτά του υπέρ-
ταξινοµητή υλοποιηµένου µε βάση τον ταξινοµητή SVM. 

 
∆εδοµένα εκφράσεων προσώπου 
Στον παρακάτω πίνακα παρουσιάζονται τα τελικά αποτελέσµατα του υπέρ-ταξινοµητή βασισµένο στον 
ταξινοµητή perceptron για τα διάφορα Folds που αφορούν τα δεδοµένα εκφράσεων προσώπου: 

 
Fold 1 82,4% 
Fold 2 90,8% 
Fold 3 90,8% 
Fold 4 90,8% 
Fold 5 84,4% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή perceptron 
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Σε όλα τα Folds ο ταξινοµητής perceptron µε τη χρήση βάρους παρουσιάζεται να µας δίνει 
χειρότερα αποτελέσµατα σε σχέση µε αυτά χωρίς τη χρήση βάρους. Επίσης ο συγκεκριµένος υπέρ-
ταξινοµητής φαίνεται να δίνει τα χειρότερα αποτελέσµατα για τα αντίστοιχα δεδοµένα σε σχέση µε 
όλους τους υπόλοιπους υπέρ-ταξινοµητές. 

Στους επόµενους δύο πίνακες παρουσιάζονται τα αποτελέσµατα των υπέρ-ταξινοµητών οι 
οποίοι είναι στηριγµένοι στο νευρωνικό ταξινοµητή back-propagation και automatic neural network 
ταξινοµητή του πακέτου PRTools4 αντίστοιχα για τα δεδοµένα εκφράσεων προσώπου. 

 
 

Fold 1 95,2% 
Fold 2 95,6% 
Fold 3 95,6% 
Fold 4 96% 
Fold 5 94,4% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή back-propagation 
Fold 1 95,2% 
Fold 2 95,6% 
Fold 3 94,4% 
Fold 4 95,6% 
Fold 5 97,2% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή automatic neural network 

Όπως µπορούµε να δούµε τα αποτελέσµατα αυτά είναι λίγο καλύτερα από αυτά που 
εισπράττουµε από τον υπέρ-ταξινοµητή χωρίς τη χρήση βάρους. Είναι όµως αρκετά καλύτερα από 
αυτά που µας δίνει το υπέρ-ταξινοµητής ο οποίος είναι υλοποιηµένος µε βάση το νευρωνικά 
ταξινοµητή perceptron. 

7.4 Μέθοδος ‘One against all balanced with double passing’  
Στην τελευταία σχεδιαστική προσπάθεια του υπέρ-ταξινοµητή εκπαιδεύουµε τους ταξινοµητές µας και 
πάλι µε ισοζυγισµένα δεδοµένα όπως έχουµε περιγράψει και στις δύο προηγούµενες µεθόδους αλλά 
τώρα προσπαθούµε να εκµεταλλευτούµε τις τιµές της συνάρτησης απόφασης. Σκοπός µας είναι όπως 
έχουµε περιγράψει και στο κεφάλαιο του σχεδιασµού να διαπιστώσουµε µήπως οι τιµές της 
συνάρτησης απόφασης κρύβουν επιπλέον πληροφορία την οποία θα µπορέσουµε εµείς να 
εκµεταλλευτούµε για να βγάλουµε ακόµα καλύτερα αποτελέσµατα στον υπέρ-ταξινοµητή µας.   

Έτσι λοιπόν µετά την εκπαίδευση των ταξινοµητών που υλοποιήσαµε όπως περιγράψαµε και 
στη µέθοδο ‘one against all balanced’ όπως και στη µέθοδο ‘one against all balanced with weight’ 
ελέγχουµε τους επιµέρους ταξινοµητές σε ένα πρώιµο στάδιο µε δεδοµένα ελέγχου τα οποία 
βρίσκονται στα Sub-Folds. Οπότε µε τον προ-έλεγχο δηµιουργούνται τιµές συνάρτησης απόφασης για 
κάθε ταξινοµητή της αντίστοιχης κλάσης τις οποίες θα χρησιµοποιήσουµε σε δεύτερο στάδιο για την 
εκπαίδευση του τελικού υπέρ-ταξινοµητή. ∆ηλαδή ο υπέρ-ταξινοµητής µας εκπαιδεύεται δύο φορές, 
µία µε τα αρχικά στιγµιότυπα των κλάσεων και µετά σε δεύτερη φάση µε τις τιµές της συνάρτησης 
απόφασης που έχουν µετατραπεί σε κλάσεις και χαρακτηριστικά όπως περιγράψαµε σε προηγούµενο 
κεφάλαιο. Στη συνέχεια θα παρουσιάσουµε τα τελικά αποτελέσµατα αυτής της υλοποίησης. 

7.4.1 Ταξινοµητής SVM 

Μουσικά δεδοµένα 30 χαρακτηριστικών 
Στον παρακάτω πίνακα παρουσιάζονται τα τελικά αποτελέσµατα του υπέρ-ταξινοµητή βασισµένο στον 
SVM ταξινοµητή για τα διάφορα Folds: 

 
Fold 1 40,3% 
Fold 2 44,6% 
Fold 3 42% 
Fold 4 46,4% 
Fold 5 43% 
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Fold 6 41,4% 
Fold 7 42,8% 
Fold 8 45,2% 
Fold 9 38,1% 
Fold 10 42% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή SVM 
 

Παρατηρώντας λίγο περισσότερο τα αποτελέσµατα σε σχέση µε αυτά του υπέρ-ταξινοµητή 
χωρίς βάρος και µε αυτά µε βάρος µπορούµε να παρατηρήσουµε ότι σε µερικά Folds έχουµε καλύτερα 
αποτελέσµατα και σε µερικά άλλα χειρότερα.  

 
Μουσικά δεδοµένα 280 χαρακτηριστικών 
Στον παρακάτω πίνακα παρουσιάζονται τα τελικά αποτελέσµατα του υπέρ-ταξινοµητή βασισµένο στον 
SVM ταξινοµητή για τα διάφορα Folds που αφορούν τα µουσικά δεδοµένα 280 χαρακτηριστικών: 

 
Fold 1 50,7% 
Fold 2 68,2% 
Fold 3 74,2% 
Fold 4 63,7% 
Fold 5 61,9% 
Fold 6 58,5% 
Fold 7 56,6% 
Fold 8 60,6% 
Fold 9 62,4% 
Fold 10 60,8% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή SVM 
 

Μελετώντας τα αποτελέσµατα λίγο πιο προσεκτικά είναι ότι το συµπέρασµα που βγάλαµε στα 
µουσικά δεδοµένα των 30 χαρακτηριστικών γίνεται πιο εµφανές εδώ στα µουσικά δεδοµένα των 280 
χαρακτηριστικών. Στα περισσότερα Folds έχουµε καλύτερα αποτελέσµατα σε σχέση µε τα αντίστοιχα 
του υπέρ-ταξινοµητή µε τη χρήση βάρους και σίγουρα του υπέρ-ταξινοµητή χωρίς της χρήση βάρους. 
Πρέπει να επισηµάνουµε όµως ότι οι διαφορές αυτές δεν είναι τόσο µεγάλες όσες αυτές µεταξύ του 
υπέρ-ταξινοµητή ‘one against all balanced’ και του υπέρ-ταξινοµητή ‘one against all balanced with 
weight’. Η γενική τάση όµως είναι να έχουµε καλύτερα αποτελέσµατα.  

 
∆εδοµένα εκφράσεων προσώπου 
Στον παρακάτω πίνακα παρουσιάζονται τα τελικά αποτελέσµατα του υπέρ-ταξινοµητή βασισµένο στον 
SVM ταξινοµητή για τα διάφορα Folds που αφορούν τα δεδοµένα εκφράσεων προσώπου: 

 
Fold 1 95,52% 
Fold 2 96,44% 
Fold 3 96,68% 
Fold 4 97,04% 
Fold 5 95,12% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή SVM 
 

Όπως µπορούµε να δούµε τα αποτελέσµατα αυτά είναι πολύ καλά και λίγο καλύτερα από 
αυτά που εισπράττουµε από τον αντίστοιχο υπέρ-ταξινοµητή τόσο µε τη χρήση βάρους όσο και χωρίς 
τη χρήση βάρους. Η γενική τάση είναι η ίδια µε αυτήν που διαπιστώσαµε και µε τα µουσικά δεδοµένα 
των 280 χαρακτηριστικών. Η σχεδίαση αυτού του υπέρ-ταξινοµητή δουλεύει λίγο καλύτερα από τις 
υπόλοιπες. Αν και είναι λίγο πρώιµο να βγάλουµε συµπεράσµατα αφού δεν έχουµε παραθέσει ακόµα 
όλα τα αποτελέσµατα µπορούµε να πούµε ότι είναι µέχρι στιγµής ο καλύτερος. 
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7.4.2 Ταξινοµητής νευρωνικών δικτύων  

Πριν ξεκινήσουµε την παρουσίαση των αποτελεσµάτων που αφορούν τους υπέρ-ταξινοµητές οι οποίοι 
έχουν υλοποιηθεί βασισµένοι σε ταξινοµητές νευρωνικών δικτύων θα πρέπει να πούµε ότι λόγο της 
φύσης των µουσικών δεδοµένων και κυρίως αυτών των µουσικών δεδοµένων που αποτελούνται τόσο 
από 30 όσο και από 280 χαρακτηριστικά ανά στιγµιότυπο δεν κατέστη δυνατό κατά την εκπαίδευση 
κάποιων επιµέρους ταξινοµητών να δηµιουργηθούν τιµές στη συνάρτηση απόφασης. Το 
προγραµµατιστικό εργαλείο του Matlab µας έδινε τιµές του τύπου ‘NaN’ οπότε δεν ήµασταν σε θέση 
να εκπαιδεύσουµε σε δεύτερη φάση τον υπέρ-ταξινοµητής µας οπότε ούτε και να τον υλοποιήσουµε. 
Για όποια δεδοµένα δεν καταφέραµε να υλοποιήσουµε τους αντίστοιχους υπέρ ταξινοµητές τα 
αποτελέσµατα παραλείπονται. 

 
∆εδοµένα εκφράσεων προσώπου 
Τα τελευταία αποτελέσµατα που θα παρουσιάσουµε αφορούν τα δεδοµένα εκφράσεων προσώπου. 
Στον παρακάτω πίνακα παρουσιάζονται τα τελικά αποτελέσµατα του υπέρ-ταξινοµητή βασισµένο στον 
ταξινοµητή perceptron για τα διάφορα Folds που αφορούν τα δεδοµένα εκφράσεων προσώπου: 

 
Fold 1 90,56% 
Fold 2 91,16% 
Fold 3 85,96% 
Fold 4 90,8% 
Fold 5 87,4% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή perceptron 

 
Στα περισσότερα Folds ο ταξινοµητής perceptron σχεδιασµένος µε τη µέθοδο ‘one against all 

balanced with double passing’ παρουσιάζεται να µας δίνει καλύτερα αποτελέσµατα σε σχέση µε αυτά 
του ταξινοµητή µε τη χρήση βάρους, ενώ µε τη µη χρήση βάρους εµφανίζεται να έχει περίπου τα ίδια 
αποτελέσµατα. Η διαπίστωση που µπορεί να γίνει είναι ότι επειδή είναι τόσο καλά τα δεδοµένα των 
εκφράσεων προσώπου οι τιµές της συνάρτησης απόφασης τελικά δεν κρύβουν κάποια επιπλέον 
πληροφορία που να µπορούµε να εκµεταλλευτούµε ώστε να µπορέσουµε να αποκοµίσουµε καλύτερα 
αποτελέσµατα κατά τον έλεγχο του τελικού µας υπέρ-ταξινοµητή. 

Στους επόµενους δύο πίνακες παρουσιάζονται τα αποτελέσµατα των υπέρ-ταξινοµητών οι 
οποίοι είναι στηριγµένοι στο νευρωνικό ταξινοµητή back-propagation και στον automatic neural 
network ταξινοµητή του πακέτου PRTools4 αντίστοιχα για τα δεδοµένα εκφράσεων προσώπου. 

 
Fold 1 94,2% 
Fold 2 95,12% 
Fold 3 95,52% 
Fold 4 93,68% 
Fold 5 93,88% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή back-propagation 

 
Fold 1 93,6% 
Fold 2 93,08% 
Fold 3 93,8% 
Fold 4 79,28% 
Fold 5 79,44% 
Πίνακας: Αποτελέσµατα τελικού υπέρ-ταξινοµητή automatic neural network 

 
Όπως µπορούµε να δούµε τα αποτελέσµατα αυτά είναι λίγο χειρότερα από αυτά που 

εισπράττουµε από τον υπέρ-ταξινοµητή τόσο µε τη χρήση όσο και χωρίς τη χρήση βάρους. Αυτό 
πιθανότατα γίνεται γιατί ο τελικός υπέρ-ταξινοµητής σχεδιασµένος µε τη µέθοδο ‘one against all 
balanced with double passing’ δεν εκµεταλλεύεται τις τιµές της συνάρτησης απόφασης και οι δύο 
ταξινοµητές νευρωνικών δικτύων στους οποίους είναι στηριγµένος µπερδεύονται και δεν 
εκµεταλλεύονται πληροφορία που τυχόν µπορεί να κρύβεται πίσω από αυτές τις τιµές. 
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8 Επίλογος 

8.1 Συµπεράσµατα 
Κύριο αντικείµενο της εργασίας αποτέλεσε ο σχεδιασµός ενός υπέρ-ταξινοµητή ο οποίος θα είναι σε 
θέση να µπορεί να ταξινοµήσει περισσότερες από δύο κλάσεις. Ο σχεδιαµός αυτός στηρίχθηκε στη 
µεθοδολογία ‘one against all’ όπου εξάχθηκαν και υβριδικά µοντέλα αυτής της µεθοδολογίας. Η 
υλοποίηση του ταξινοµητή έγινε µε τη βοήθεια του αλγορίθµου µηχανικής µάθησης SVM καθώς και 
µε ταξινοµητές νευρωνικών δικτύων όπως το perceptron και το back-propagation.   

Στο κεφάλαιο 2 παρουσιάστηκαν οι βασικότερες έννοιες των υποπεριοχών της µηχανικής 
µάθησης από τις οποίες αντλήθηκε υλικό για την εκπόνηση της εργασίας, και τα κεφάλαια 3 και 4 
περιγράφηκαν οι αλγόριθµοι που χρησιµοποιήθηκαν τόσο για τον SVM όσο και τους νευρωνικούς 
ταξινοµητές. Αυτοί οι δυαδικοί ταξινοµητές ήταν η βάση για τη δηµιουργία του υπέρ ταξινοµητής µας. 

Στο επόµενο κεφάλαιο περιγράφηκε αναλυτικά η µεθοδολογία που χρησιµοποιήθηκε για το 
σχεδιασµό του υπέρ-ταξινοµητή. Μέσα από τη µέθοδο ‘one against all’ δηµιουργήσαµε ένα καινούριο 
υβριδικό µοντέλο ταξινόµησης το οποίο ονοµάσαµε ‘one against all balanced with double passing’.  

Η αποτελεσµατικότητα του παραπάνω σχεδιασµού αξιολογήθηκε πειραµατικά, πάνω σε τρία 
προβλήµατα ταξινόµησης δεδοµένων. Το ένα πρόβληµα αποτελούταν από δεδοµένα διαφορετικών 
εκφράσεων προσώπου και το άλλο από µουσικά αρχεία διαφορετικών ειδών µουσικής. Για το δεύτερο 
πρόβληµα είχαµε δύο είδη δεδοµένων. Στα µεν πρώτα το κάθε στιγµιότυπο αποτελούταν από 30 
χαρακτηριστικά ενώ στα δε δεύτερα είχαµε 280 χαρακτηριστικά. Τα αποτελέσµατα της λεπτοµερούς 
ανάλυσης των πειραµατικών µετρήσεων που διεξήχθησαν παρουσιάστηκαν στο αντίστοιχο κεφάλαιο 
της πειραµατικής αξιολόγησης. Τελικά διαπιστώθηκε ότι το υβριδικό µοντέλο που δηµιουργήσαµε έχει 
την τάση να βελτιώνει τα τελικά αποτελέσµατα του υπέρ-ταξινοµητή σε σχέση µε αυτά του υπέρ-
ταξινοµητή σχεδιασµένου µε βάση τη µέθοδο ‘one against all’. Επίσης διαπιστώθηκε ότι δεν αντιδρούν 
όλα τα δεδοµένα µε τον ίδιο τρόπο όταν τους εφαρµόζεται ο υπέρ-ταξινοµητής ενώ δεδοµένα πολύς 
καλής ποιότητας φαίνεται να µην βελτιώνουν τα αποτελέσµατά τους περισσότερο µε τη χρήση του 
υβριδικού µας µοντέλου.  

8.2 Μελλοντικές κατευθύνσεις 
Από τα αποτελέσµατα της µελέτης αυτής πάνω στο πρόβληµα της ταξινόµησης δεδοµένων που 
ανήκουν σε περισσότερες από δύο κλάσεις προκύπτει ότι για να επιτευχθεί αξιόλογη βελτίωση της 
απόδοσης των υπέρ-ταξινοµητών θα πρέπει στο ανώτερο επίπεδο ταξινόµησης να ενσωµατωθεί  η 
γνώση που έχει προκύψει από την ταξινοµητική συµπεριφορά των επιµέρους αλγορίθµων µηχανικής 
µάθησης. Στην εργασία µας κατά την εκπαίδευση του κάθε επιµέρους ταξινοµητή επιλέγουµε τόσο τα 
θετικά όσο και τα αρνητικά δεδοµένα µε µηχανιστική µέθοδο χωρίς να ενδιαφερόµαστε καθόλου αν 
αυτά τα δεδοµένα δηµιουργούν τον καλύτερο δυνατό ταξινοµητή. ∆ηλαδή η επιλογή των προτύπων 
από την αρνητική κλάση  πραγµατοποιείται µε βάση την µέθοδο της τυχαίας δειγµατοληψίας.  

Η µελλοντική έρευνα θα µπορούσε να επικεντρωθεί στην αναζήτηση µεθόδων που θα 
καταφέρνουν να επιλέγουν από τα συνολικά δεδοµένα µίας κλάσης εκείνα τα στιγµιότυπα τα οποία θα 
εκπαιδεύσουν καλύτερα τον ταξινοµητή. Με άλλα λόγια, η επιλογή των δεδοµένων από την αρνητική 
κλάση να υλοποιείται µε την βοήθεια µεθόδων οι οποίες λαµβάνουν υπόψιν την κατανοµή των 
δεδοµένων µέσα στην συγκεκριµένη κλάση. Εποµένως, θα ήταν µελλοντικά εφικτό να 
πραγµατοποιηθεί µια συγκριτική µελέτη µεταξύ αυτών των προσεγγίσεων. Θα είχε επίσης ενδιαφέρον, 
η χρήση µεθόδων για την σύνθεση των αποτελεσµάτων των επιµέρους ταξινοµητών που 
χρησιµοποιούν στοιχεία της θεωρίας παιγνίων. 
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