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Περίληψη

Η σύγχρονη εποχή την οποία διανύουμε χαρακτηρίζεται ως εποχή των ¨Μεγάλων Δεδομένων¨ εξαιτίας
της αύξησης των δεδομένων που παράγονται καθημερινά. Τα δεδομένα αυτά πλέον αποτελούν τη βασική
πηγή εξόρυξης γνώσης. Πρόσφατες εκτιμήσεις αναφέρουν ότι ο όγκος των δεδομένων που παράγονται κάθε δύο
μέρες είναι ίσος με το πλήθος των δεδομένων που έχουν δημιουργηθεί από την αρχή της ανθρωπότητας ως το 2003.

Για την ανάλυση των δεδομένων αυτών, τα παραδοσιακά εργαλεία ανάλυσης δεδομένων δεν αρκούν για τέτοιου
είδους διεργασίες. Έτσι συνεχώς δημιουργούνται νέα εργαλεία για την ανάλυση των δεδομένων μεγάλης κλίμακας.

Βασισμένοι σε αυτές τις ανάγκες, η παρούσα εργασία έχει θέμα την Ομαδοποίηση Μεγάλης Κλίμακας
Δεδομένων στην Πλατφόρμα Spark. Στο πρώτο κεφάλαιο ο αναγνώστης εισάγεται στην έννοια των Δεδομένων
Μεγάλης Κλίμακας. Πιο συγκεκριμένα παρουσιάζονται η εξέλιξη και οι προκλήσεις αυτών, καθώς και οι τρόποι
παραγωγής και απόκτησής τους.

Στο δεύτερο κεφάλαιο εισάγεται η έννοια της Ομαδοποίησης. Παρουσιάζονται αναλυτικά τα μέτρα απόστασης
και ομοιότητας για κάθε μορφής δεδομένα, όπως και αυτά που χρησιμοποιούμε για την περίπτωση των συστάδων.
Στη συνέχεια αναφέρονται οι κατηγορίες αλγορίθμων ομαδοποίησης, όπως και οι κατηγορίες που εφαρμόζονται
για την ομαδοποίηση δεδομένων μεγάλης κλίμακας.

Στο επόμενο κεφάλαιο παρουσιάζεται η πλατφόρμα Spark, η οποία χρησιμοποιείται ευρέως για ανάλυση
δεδομένων μεγάλης κλίμακας. Ειδικότερα αναφέρονται αναλυτικά οι συνιστώσες της πλατφόρμας καθώς και οι
διάφορες βιβλιοθήκες της, μεταξύ των οποίων και οι MLlib και PySpark, οι οποίες χρησιμοποιούνται για την
ανάλυση που γίνεται στην παρούσα εργασία.

Στο τελευταίο κεφάλαιο περιγράφονται και συγκρίνονται τα αποτελέσματα που έδωσαν οι αλγόριθμοι
ομαδοποίησης που βρίσκονται στη βιβλιοθήκη MLlib μέσα από διάφορα μέτρα αξιολόγησης που υπολογίστηκαν
για κάθε περίπτωση.
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Abstract

The modern age we live in is characterized as a ”Big Data” era due to the increase in daily produced data. These
data are now the basic source of mining knowledge. Recent estimates indicate that the volume of data produced
every two days is equal to the number of data created since the beginning of mankind until 2003.

For the analysis of these data, traditional data analysis tools are not sufficient for such processes. New tools for
analyzing large-scale data are thus constantly being developed.

Based on these needs, the present dissertation deals with the Large Data Clustering on the Spark Platform. In
the first chapter the reader is introduced into the concept of Large-Scale Data. More specifically, we present their
development and challenges, as well as the ways that they can be produced and acquired.

The second chapter introduces the concept of Clustering. We present the distance and similarity measures for
each type of data, as well as the measures used for clusters. The categories of clustering algorithms are listed
below, as well as the categories used for clustering large scale data.

In the next chapter we present the Spark platform, which is widely used for large-scale data analysis. More
specifically, the components of the platform as well as its various libraries are presented, including MLlib and
PySpark, which are used for the analysis in this dissertation.

The last chapter describes and compares the results of the clustering algorithms found in the MLlib library
through various evaluation measures calculated for each case.
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Κεφάλαιο 1

Δεδομένα Μεγάλης Κλίμακας

1.1 Εισαγωγή
Σε αυτό το κεφάλαιο θα γίνει μια παρουσίαση των Δεδομένων Μεγάλης Κλίμακας. Θα δούμε τις βασικές

ιδιότητες που τα χαρακτηρίζουν καθώς και την εξέλιξή τους. Θα παρουσιάσουμε τις προκλήσεις που καλούμαστε
να αντιμετωπίσουμε στην αλληλεπίδραση μας με τα δεδομένα μεγάλης κλίμακας. Τέλος, θα δούμε πως παράγονται
αλλά και πως αποκτώνται.

1.2 Τι είναι τα Δεδομένα Μεγάλης Κλίμακας
Τα τελευταία 20 χρόνια τα δεδομένα που έχουμε στην διάθεσή μας έχουν αυξηθεί σε μια πολύ μεγάλη κλίμακα

στους περισσότερους τομείς. Σύμφωνα με το IDC (International Data Comporation) το 2011 ο συνολικός όγκος
δεδομένων που δημιουργήθηκαν παγκοσμίως ήταν 1,8ZB (≈ 1021B) ενώ το 2020 αναμένεται να είναι 44ΖΒ.
(βλέπε [11]). Στο Σχήμα 1.1 που ακολουθεί, βλέπουμε πως εάν τοποθετούσαμε όλα τα δεδομένα που είχαμε στην
διάθεση μας το 2013, σε tablet, θα δημιουργούσαμε μια στοίβα η οποία θα κάλυπτε τα δύο τρίτα της απόστασης
Γη-Σελήνη. Το 2020 όμως θα δημιουργηθούν 6,6 στοίβες από την Γη στη Σελήνη.

Σχήμα 1.1: Διαφορά του μεγέθους των δεδομένων από το 2013 στο 2020.

Ο όρος Δεδομένα Μεγάλης Κλίμακας (Big Data ή Large-Scale Data) δημιουργήθηκε μετά τη μαζική αύξηση
δεδομένων παγκοσμίως. Κυρίως χρησιμοποιείται για την περιγραφή τεράστιων συνόλων από δεδομένα, στα
οποία δεν μπορούμε να χρησιμοποιήσουμε τα παραδοσιακά εργαλεία πληροφορικής και λογισμικού για την
απόκτηση, την επεξεργασία και την ανάλυσή τους, μέσα σε ένα ανεκτό πλαίσιο χρόνου. Οι Balzdek και Hathaway
πρότειναν την κατηγοριοποίηση των δεδομένων μεγάλης κλίμακας όπως φαίνεται στον Πίνακα 1.1 (βλέπε [12]).
Επιπρόσθετα, μέσω των δεδομένων μεγάλης κλίμακας μπορούμε να αποκτήσουμε μια βαθύτερη γνώση σε σχέση
με κρυφές συσχετίσεις μεταξύ των μεταβλητών μας.



2 ΚΕΦΑΛΑΙΟ 1. ΔΕΔΟΜΕΝΑ ΜΕΓΑΛΗΣ ΚΛΙΜΑΚΑΣ

Κατηγορίες Δεδομένων Μεγάλης Κλίμακας
Μέγεθος σε Bytes 106 108 1010 1012 10>12

Κατηγορία Medium Large Huge Monster Very Large

Πίνακας 1.1: Η κατηγοριοποίηση των Balzdek και Hathaway για τα δεδομένα μεγάλης κλίμακας.

Μέχρι σήμερα, τα δεδομένα μεγάλης κλίμακας έχουν εγείρει το ενδιαφέρον των επιχειρήσεων, της ακαδημαϊκής
κοινότητας αλλά και των κυβερνητικών αρχών. Πλέον μπορούμε να πούμε πως η εποχή των δεδομένων μεγάλης
κλίμακας έχει έρθει, πέρα από κάθε αμφιβολία.

Καθώς τα δεδομένα μεγάλης κλίμακας απασχολούν τόσους διαφορετικούς τομείς, οι ορισμοί που μπορεί να
αποδώσει ο κάθε ένας μπορεί να διαφέρουν σε κάποια σημεία. Η κοινή τους τομή όμως είναι:

1. η Ταχύτητα: με τον όρο αυτό εννοούμε την ταχύτητα με την οποία συσσωρεύονται τα δεδομένα,

2. ο Όγκος: με τον όρο αυτό εννοούμε την κλίμακα των δεδομένων όπως και το πλήθος των δεδομένων που
αποθηκεύονται,

3. η Ποικιλία: με τον όρο αυτό εννοούμε την διαφορετικότητα που υπάρχει στα δεδομένα και

4. η Εγκυρότητα: με τον όρο αυτό εννοούμε το κατά πόσο τα δεδομένα μας είναι αληθή ή όχι.

Αυτά αποτελούν τα «4V» των δεδομένων μεγάλης κλίμακας. Τα «4V» προέρχονται από τις λέξεις velocity,
volume, variety, και veracity.

Βέβαια, ένα ακόμα «V» που έρχεται να προστεθεί είναι η Αξία (value), δηλαδή το πως θα μετατραπούν τα
δεδομένα σε αξία. Η αξία αυτή δεν είναι μόνο το οικονομικό κέρδος αλλά και ιατρικό ή κοινωνικό κέρδος. Ένα
παράδειγμα είναι μια έρευνα της Google το 2009 για την καταπολέμηση μιας πανδημίας γρίπης χρησιμοποιώντας
ανάλυση δεδομένων μεγάλης κλίμακας. (βλέπε [9])

1.2.1 Η Εξέλιξη των Δεδομένων Μεγάλης Κλίμακας
Στα τέλη της δεκαετίας του 1970 άρχισε να εμφανίζεται η ιδέα των «μηχανών βάσεων δεδομένων», μια

τεχνολογία η οποία θα ειδικευόταν στην αποθήκευση αλλά και στην ανάλυση δεδομένων. Με την αύξηση του
πλήθους των δεδομένων, ο χώρος αλλά και η υπολογιστική ισχύς ενός μηχανήματος δεν αρκούσε. Έτσι τη
δεκαετία του 1980 προτάθηκε το «share nothing», ένα παράλληλο σύστημα για βάσεις δεδομένων. Βέβαια, η πρώτη
επιτυχημένη προσπάθεια για τη δημιουργία ενός παραλλήλου συστήματος για βάσεις δεδομένων υλοποιήθηκε από
την Teradata το 1986, όπου το σύστημα είχε χωρητικότητα 1ΤΒ. Από την δεκαετία του 1990 μέχρι και σήμερα η
εξέλιξη στον συγκεκριμένο τομέα είναι δραματική.

Η ανάπτυξη των υπηρεσιών μέσω του διαδικτύου και η συνεχώς αναπτυσσόμενη τεράστια αποθηκευτική
ικανότητα που υπάρχει έχει διεγείρει το ενδιαφέρον σχεδόν όλων των μεγάλων εταιριών. Οι EMC, Oracle, IBM,
Microsoft, Google, Amazon, Facebook και άλλες, έχουν αρχίσει να επενδύουν σημαντικά στα δεδομένα μεγάλης
κλίμακας. Ένα παράδειγμα είναι η επένδυση της IBM από το 2005 σε τεχνολογίες σχετικές με δεδομένα μεγάλης
κλίμακας, ύψους 16 δισεκατομμυρίων δολαρίων.

Βέβαια και η ακαδημαϊκή κοινότητα δεν έμεινε ασυγκίνητη από την ραγδαία ανάπτυξη των δεδομένων μεγάλης
κλίμακας. Πλέον, πανεπιστήμια σε όλο τον κόσμο έχουν εντάξει την ανάλυση μεγάλης κλίμακας δεδομένων στο
πρόγραμμα σπουδών τους.

Τέλος σε επίπεδο κρατών, κυβερνήσεις όπως αυτές των Η.Π.Α. και της Ιαπωνίας έχουν επενδύσει στην έρευνα
και την ανάλυση δεδομένων μεγάλης κλίμακας. ΤαΥπουργεία Εσωτερικών τους πιστεύουν πως μέσω της ανάλυσης
δεδομένων μεγάλης κλίμακας θα παρέχουν περισσότερα στους πολίτες και ταυτόχρονα θα τους προστατεύουν.

1.2.2 Προκλήσεις των Δεδομένων Μεγάλης Κλίμακας
Η ταχύτατη πλημμύρα από δεδομένα που μας κατακλύζει καθημερινά, εκτός από τα θετικά που μπορεί να

φέρει, δημιουργεί και ένα πλήθος από προκλήσεις. Προκλήσεις όσον αφορά την απόκτηση, την αποθήκευση, την
διαχείριση και την ανάλυση των δεδομένων μεγάλης κλίμακας. Μερικές από αυτές τις προκλήσεις είναι:

• Αναπαράσταση δεδομένων: πολλές βάσεις δεδομένων παρουσιάζουν μια ανομοιογένεια στην δομή τους.
Στόχος της αναπαράστασης δεδομένων είναι να κάνει τα δεδομένα καλύτερα για την ανάλυσή τους αλλά
και περισσότερο κατανοητά στον χρήστη. Παρόλα αυτά, υπάρχει ο κίνδυνος να χαθεί κάποια σημαντική
πληροφορία από τα δεδομένα μας.
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• Διαχείριση κύκλου ζωής δεδομένων: παρά την συνεχώς αυξανόμενη δυνατότητα αποθήκευσης δεδομένων,
δεδομένα δημιουργούνται από διάφορες πήγες σε απίστευτα μεγάλες ποσότητες. Κατά αυτό τον τρόπο
πολλές φορές πρέπει να παρθεί η απόφαση κατά πόσο θα δημιουργηθούν νέοι αποθηκευτικοί χώροι ή κάποια
δεδομένα θα πρέπει να διαγραφούν.

• Εμπιστευτικότητα δεδομένων: πολλές εταιρίες ή χρήστες δεν έχουν την δυνατότητα να αποκτήσουν και
να επεξεργαστούν τεράστιες βάσεις δεδομένων. Έτσι αναγκάζονται να απευθυνθούν σε μεγάλες εταιρίες ή
οργανισμούς. Όπως είναι κατανοητό κάτι τέτοιο μπορεί να περιέχει πιθανά ρίσκα, καθώς κάποιες ευαίσθητες
πληροφορίες μπορεί να γίνουν γνωστές σε κάποιον τρίτο. Άρα σε περιπτώσεις όπως αυτές θα πρέπει πρώτα
να γίνονται διεργασίες για την διαφύλαξη των προσωπικών δεδομένων.

• Διαχείριση ενέργειας: για την διατήρηση τόσο μεγάλων βάσεων δεδομένων καθημερινά καταναλώνονται
τεράστια ποσά ενέργειας. Αυτομάτως δημιουργούνται δύο ζητήματα, ένα από οικονομικής πλευράς και ένα
από οικολογικής. Πλέον ευνοούνται μέθοδοι για την καταπολέμηση και των δύο ζητημάτων.

• Ευελιξία και εξελικτικότητα: τα σημερινά συστήματα ανάλυσης δεδομένων θα πρέπει να είναι ικανά να
υποστηρίξουν παρόντα αλλά και μελλοντικά δεδομένα. Έτσι ένας αλγόριθμος θα πρέπει να είναι ικανός να
αντεπεξέλθει σε πιο μεγάλες και περίπλοκες βάσεις δεδομένων από αυτές που έχουμε διαθέσιμες σήμερα.

1.3 Παραγωγή Δεδομένων Μεγάλης Κλίμακας
Η παραγωγή δεδομένων είναι το πρώτο βήμα για τα δεδομένα μεγάλης κλίμακας. Συγκεκριμένα, ο μεγάλος

όγκος, η διαφορετικότητα και η πολυπλοκότητα των δεδομένων παράγονται από πηγές που διαφέρουν σημαντικά
η μια από την άλλη. Στις μέρες μας, οι κύριες πηγές παραγωγής δεδομένων είναι λειτουργικές και συναλλακτικές
πληροφορίες εταιριών, υλικοτεχνικές και ανιχνευτικές πληροφορίες από το IoT (Internet of Things), πληροφορίες
από την αλληλεπιδραση του ανθρώπου με το διαδίκτυο, δεδομένα από έρευνες κ.α.

1.3.1 Δεδομένα από Επιχειρήσεις
Το 2013, η ΙΒΜ με άρθρο της (βλέπε [9]) υποστήριξε πως τα δεδομένα από επιχειρήσεις είναι η βασική πηγή

δεδομένων μεγάλης κλίμακας.
Μέσα στο πέρασμα των τελευταίων δεκαετιών, η επιστήμη της πληροφορικής και της ανάλυσης δεδομένων

έχουν αυξήσει τα κέρδη των επιχειρήσεων. Προβλέπεται πως τα δεδομένα που θα έχει η κάθε επιχείρηση στη
διάθεσή της θα διπλασιάζονται κάθε 1,2 χρόνια. Έτσι λοιπόν, καθώς τα δεδομένα των επιχειρήσεων αυξάνονται,
δημιουργείται η ανάγκη της άμεσης ανάλυσης των δεδομένων με σκοπό τη γρηγορότερη ανάκτηση γνώσης από
αυτά. Για παράδειγμα, η Walmart δέχεται ένα εκατομμύριο συναλλαγές από πελάτες κάθε ώρα και τα δεδομένα
αυτά τοποθετούνται σε μια βάση δεδομένων χωρητικότητας 2,5ΡΒ.

1.3.2 Δεδομένα από το ΙοΤ
Το IoT (Internet of Things) είναι μία έννοια που αφορά τα αντικείμενα της καθημερινότητας μας, από

βιομηχανικές μηχανές μέχρι wearable συσκευές που χρησιμοποιούν ενσωματωμένους αισθητήρες για τη συλλογή
δεδομένων και την ανάληψη κάποιας δράσης σε αυτά μέσα σε ένα δίκτυο. Κάπως έτσι λειτουργεί ένα κτίριο που
χρησιμοποιεί αισθητήρες για την αυτόματη ρύθμιση της θέρμανσης ή του φωτισμού.

Αμέσως καταλαβαίνουμε πως το ΙοΤ είναι μια κύρια πηγή δεδομένων μεγάλης κλίμακας. Καθώς συλλέγονται
δεδομένα μεγάλης κλίμακας από τη βιομηχανία, τη γεωργία, τα μέσα μεταφοράς, τους δημόσιους φορείς, τις
κατοικίες κ.ο.κ.

Από τα δεδομένα τα οποία συλλέγονται από το ΙοΤ μπορούμε να ξεχωρίσουμε κάποια χαρακτηριστικά:

• Μεγάλος Όγκος: τα δεδομένα τα οποία θα έχουμε στην διάθεσή μας μπορεί να είναι απλά αριθμητικά
δεδομένα, όπως μια τοποθεσία, ή να είναι κάτι αρκετά περίπλοκο, όπως ένα βίντεο. Για να μπορέσει να
εφαρμοστεί μια μέθοδος ανάλυσης των δεδομένων αυτών, θα χρειαστούν και άλλα ιστορικά δεδομένα μέσα
από ένα χρονικό πλαίσιο. Έτσι δημιουργείται και ο μεγάλος όγκος.

• Ανομοιογένεια: εξαιτίας τις πολυπλοκότητας των συσκευών από τα οποία γίνέται η συλλογή των δεδομένων.

• Ισχυρή σχέση Χρόνου και Χώρου: κάθε αντικείμενο το οποίο συλλέγει πληροφορίες βρίσκεται σε ένα
συγκεκριμένο γεωγραφικό σημείο, μια συγκεκριμένη χρονική στιγμή.
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• Μικρή Μερίδα των Δεδομένων Μεγάλης Κλίμακας έχουν Αξία: ένα φαινόμενο που είναι πάρα πολύ
συνηθισμένο στο ΙοΤ. Μέσα στα δεδομένα μας θα συναντήσουμε αρκετά συχνά τιμές που δεν θα έχουν
καμία αξία στην ανάλυσή μας. Για παράδειγμα, κατά την διάρκεια ενός βίντεο για την κυκλοφορία σε ένα
δρόμο θα μας ενδιαφέρουν μόνο μερικά δευτερόλεπτα από ένα ατύχημα και όχι οι ατελείωτες ώρες κανονικής
κυκλοφορίας.

1.3.3 Δεδομένα από το Διαδίκτυο
Τα δεδομένα από το διαδίκτυο, μεταξύ άλλων, αποτελούνται από καταχωρίσεις αναζήτησης, δημοσιεύσεις

σε φόρουμ, συνομιλίες κ.α. Τα δεδομένα τέτοιου τύπου έχουν κάποια κοινά χαρακτηριστικά, όπως υψηλή αξία
και χαμηλή πυκνότητα. Αυτή η κατηγορία δεδομένων δεν θα ήταν και τόσο σημαντική σε περίπτωση που
αναλύαμε κάθε ποσότητα ξεχωριστά. Αλλά σε περίπτωση που τις συνδυάσουμε, μπορούμε να βρούμε σημαντικές
πληροφορίες για συνήθειες και χόμπι χρηστών, καθώς και να προβλέψουμε την πιθανή τους συμπεριφορά και
συναισθηματική κατάσταση.

1.3.4 Βιοϊατρικα Δεδομένα
Μετά από μια σειρά από υψηλής απόδοσης βιο-ιατρικές τεχνολογίες, που ξεκίνησαν και αναπτύχθηκαν στις

αρχές του αιώνα, οι κλάδοι της βιολογίας και της ιατρικής έχουν ενταχθεί για τα καλά στην παραγωγή δεδομένων
μεγάλης κλίμακας. Αυτό γίνεται περισσότερο αντιληπτό εάν αναλογιστούμε ότι το μέσο νοσοκομείο στις Η.Π.Α.
έχει στην διάθεσή του όγκο δεδομένων περίπου ίσο με 600ΤΒ, σύμφωνα με εκτιμήσεις.

1.3.5 Άλλες Πηγές Δεδομένων Μεγάλης Κλίμακας
Καθώς οι επιστημονικές εφαρμογές αυξάνονται, ο όγκος των βάσεων δεδομένων συνεχώς μεγαλώνει. Αυτή

η αύξηση, των επιστημονικών εφαρμογών, είναι άμεσα συνδεδεμένη με την ανάλυση από μεγάλης ποσότητας
δεδομένα. Στη συνέχεια θα παρουσιάσουμε μερικά παραδείγματα πάνω σε αυτό το κομμάτι. Το πρώτο παράδειγμα
έρχεται από την υπολογιστική βιολογία. ΗGenBank είναι μια βάση δεδομένων για αλληλουχία νουκλεοτιδίων, που
έχει στην κατοχή του το U.S. National Bio-Technology Innovation Center. Από το 2009 στη βάση αυτή υπάρχουν
εγγραφές για πάνω από 150000 διαφορετικούς οργανισμούς. Το δεύτερο παράδειγμα σχετίζεται με την αστρονομία.
Η SDSS (Sloan Digital Sky Survey) είναι η μεγαλύτερη έρευνα στην αστρονομία. Για την περίοδο 1998 - 2008 είχε
στην κατοχή της 25ΤΒ δεδομένα. Από την αναβάθμιση που έκανε στο τηλεσκόπιο της, παρήγαγε δεδομένα που
ξεπερνούσαν τα 20ΤΒ κάθε βράδυ. Το τελευταίο παράδειγμα είναι από τον τομέα της φυσικής υψηλών ενεργειών
(high-energy physics). Από τις αρχές του 2008, το πείραμα ATLAS που πραγματοποιείται στο CERN παράγει 2ΡΒ
ανά δευτερόλεπτο ακατέργαστα δεδομένα.

1.4 Απόκτηση Δεδομένων Μεγάλης Κλίμακας
Η απόκτηση των δεδομένων μεγάλης κλίμακας περιέχει τη συλλογή, τη μεταφορά και την προεπεξεργασία

των δεδομένων. Κατά τη διάρκεια της απόκτησης των δεδομένων, όταν δηλαδή έχουν συλλεχθεί τα ακατέργαστα
δεδομένα, ένας αποτελεσματικός μηχανισμός θα πρέπει να εφαρμόζεται έτσι ώστε τα δεδομένα αυτά να μπορούν
να χρησιμοποιηθούν από διάφορες αναλυτικές εφαρμογές. Αρκετές φορές τα συλλεχθέντα δεδομένα μας περιέχουν
και πληροφορία που μπορεί να μην μας φανεί χρήσιμη, με αποτέλεσμα την μείωση της αποθηκευτικής μας
διαθεσιμότητας. Οι τεχνικές συμπίεσης δεδομένων μπορούν να εφαρμοστούν για να μειωθεί ο πλεονασμός.
Συνεπώς, οι εργασίες προεπεξεργασίας των δεδομένων είναι απαραίτητες για την εξασφάλιση της αποθήκευσης
και εκμετάλλευσης των δεδομένων.

1.4.1 Συλλογή Δεδομένων
Ησυλλογή δεδομένων χρησιμοποιεί ειδικές τεχνικές για την απόκτηση ακατέργαστων δεδομένων από διάφορες

πηγές δεδομένων. Στη συνέχεια, θα δούμε δύο από αυτές τις τεχνικές.

• Log Files: Είναι μια από τις πιο διαδεδομένες μεθόδους συλλογής δεδομένων. Τα Log Files είναι αρχεία
καταγραφής που παράγονται αυτόματα από μια πηγή δεδομένων, έτσι ώστε να καταγράφονται οι διάφορες
δραστηριότητες, σε ανάλογη μορφή, με στόχο τη μεταγενέστερη ανάλυση. Τα Log Files χρησιμοποιούνται
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σχεδόν από όλες τις ηλεκτρονικές συσκευές. Για παράδειγμα, σε Log Files καταγράφεται ο αριθμός των
«κλικ» ή των επισκεπτών σε μια ιστοσελίδα.

• Αισθητήρες: οι αισθητήρες μετατρέπουν μια φυσική ποσότητα σε ένα αναγνώσιμο σήμα έτσι ώστε να
μπορεί να αποθηκευτεί και να επεξεργαστεί. Δεδομένα που προέρχονται από αισθητήρες μπορεί να είναι
ήχος, εικόνα, πίεση του αέρα, θερμοκρασία κ.α. Οι πληροφορίες από τους αισθητήρες μεταφέρονται σε
μια συλλογή δεδομένων με ενσύρματα ή ασύρματα δίκτυα. Οι εφαρμογές στις οποίες χρησιμοποιούνται οι
αισθητήρες είναι εύκολα αντιληπτό πως διαφέρουν κατά πολύ μεταξύ τους. Για παράδειγμα, μπορούμε να
έχουμε ένα απλό, ενσύρματο δίκτυο καμερών παρακολούθησης μέχρι ένα ασύρματο δίκτυο αισθητήρων που
βοηθά την περιβαλλοντολογική έρευνα ή την ρύθμιση της ποιότητας υδάτων.

1.4.2 Μεταφορά Δεδομένων
Καθώς έχει τελειώσει η συλλογή των ακατέργαστων δεδομένων, τα δεδομένα μεταφέρονται σε ένα Κέντρο

Δεδομένων (Data Center) για επεξεργασία και ανάλυση. Η διάταξη των δεδομένων θα πρέπει να διαμορφωθεί
έτσι ώστε να βελτιστοποιείται η υπολογιστική αποτελεσματικότητα. Δηλαδή, θα πρέπει να γίνουν μεταδόσεις των
δεδομένων (data transmission) εντός του Κέντρου Δεδομένων. Οι μεταδόσεις αυτές αποτελούνται από δύο φάσεις:
τις μεταδόσεις Inter-DCN και τις μεταδόσεις Intra-DCN. (βλέπε [9])

Οι μεταδόσεις Inter-DCN γίνονται από την πηγή δεδομένων στο Κέντρο Δεδομένων και πραγματοποιούνται
από μια υποδομή φυσικού δικτύου, όπως για παράδειγμα ένα σύστημα μετάδοσης οπτικών ινών. Οι μεταδόσεις
Intra-DCN αφορούν τις επικοινωνιακές ροές δεδομένων μέσα στα Κέντρα Δεδομένων, όπως για παράδειγμα οι
εσωτερικές μνήμες των servers.

1.4.3 Προεπεξεργασία Δεδομένων
Εξαιτίας της μεγάλης ποικιλίας των πηγών δεδομένων, οι βάσεις δεδομένων που αποκτώνται ποικίλουν

ανάλογα με το θόρυβο, τον πλεονασμό, τη συνέπεια κ.α. και η αποθήκευση τέτοιων βάσεων δεδομένων θεωρείται
αναμφισβήτητα σπατάλη. Επιπλέον, μερικές αναλυτικές μέθοδοι έχουν αυστηρές απαιτήσεις στην ποιότητα των
δεδομένων. Επομένως, τα δεδομένα πρέπει να προεπεξεργάζονται με σκοπό να επιτύχουμε μια αποτελεσματική
ανάλυση των δεδομένων μας. Η προεπεξεργασία των δεδομένων μειώνει το κόστος αποθήκευσης και βελτιώνει την
ακρίβεια της ανάλυσης. Κάποιες τεχνικές που σχετίζονται με την προεπεξεργασία των δεδομένων θα αναλυθούν
ακολούθως.

Ολοκλήρωση Δεδομένων

Η ολοκλήρωση δεδομένων αποτελεί τον ακρογωνιαίο λίθο της μοντέρνας πληροφορικής, η οποία περιλαμβάνει
το συνδυασμό δεδομένων από διαφορετικές πηγές και παρέχει στους χρήστες τη δυνατότητα να βλέπουν τα
δεδομένα ομοιόμορφα. Αυτό είναι ένα ώριμο ερευνητικό πεδίο για τις παραδοσιακές βάσεις δεδομένων. Ιστορικά,
δύο μέθοδοι είναι ευρέως αποδεκτές: οι αποθήκες δεδομένων (data warehouse) και η εικονικοποίηση δεδομένων
(data federation ή data virtualisation).

Οι αποθήκες δεδομένων περιέχουν τη διαδικασία που ονομάζεται ETL (Extract, Transform, Load). Η Εξαγωγή
(Extraction) περιλαμβάνει τη σύνδεση πηγαίων συστημάτων, την επιλογή, τη συλλογή, την ανάλυση και την
επεξεργασία των απαραίτητων δεδομένων. Ο Μετασχηματισμός (Transfromation) είναι η εκτέλεση μιας σειράς
κανόνων για το μετασχηματισμό των δεδομένων που έχουν εξαχθεί σε συγκεκριμένες μορφές. Η Φόρτωση
(Loading) αφορά την εισαγωγή των εξαχθέντων και μετασχηματισμένων δεδομένων στην υποδομή αποθήκευσης
που επιθυμούμε.

Μια εικονική βάση δεδομένων δομείται με σκοπό να συγκεντρώσει δεδομένα από διαφορετικές πηγές, αλλά
αυτή η βάση δεν περιέχει δεδομένα. Αντίθετα, περιέχει πληροφορίες ή μεταδεδομένα που σχετίζονται με τα
πραγματικά δεδομένα.

Καθαρισμός Δεδομένων

Οκαθαρισμός δεδομένων είναι μια διαδικασία με σκοπό την αναγνώριση δεδομένων που θεωρούνται ανακριβή,
ελλιπή ή μη ρεαλιστικά και τη μετέπειτα τροποποίηση ή διαγραφή αυτών για τη βελτίωση της ποιότητας των
δεδομένων. Γενικά, ο καθαρισμός δεδομένων περιλαμβάνει πέντε συμπληρωματικές διεργασίες:

• τον καθορισμό και τον προσδιορισμό των σφαλμάτων,
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• την αναζήτηση και την αναγνώριση των σφαλμάτων,

• τη διόρθωση των σφαλμάτων,

• την αναφορά παραδειγμάτων και τύπων των σφαλμάτων και

• την τροποποίηση των διαδικασιών εισαγωγής δεδομένων με σκοπό τη μείωση μελλοντικών σφαλμάτων.

Κατά τη διάρκεια του καθαρισμού, πρέπει να ελεγχθούν οι τύποι των δεδομένων, η πληρότητα, η ρεαλιστικότητα
και οι περιορισμοί τους. Ο καθαρισμός είναι ζωτικής σημασίας για τη διατήρηση της συνέπειας, κάτι που είναι
ευρέως εφαρμόσιμο σε πολλούς τομείς όπως η τραπεζική, η ασφάλιση, το εμπόριο, οι τηλεπικοινωνίες κ.α.

Εξάλειψη Πλεονασμού Δεδομένων

Ο πλεονασμός των δεδομένων αναφέρεται στην επανάληψη αυτών, κάτι που εμφανίζεται συχνά σε πολλές
βάσεις δεδομένων. Ο πλεονασμός αυξάνει το κόστος της μετάδοσης δεδομένων που μπορεί να αποφευχθεί, κάτι που
προκαλεί προβλήματα στα συστήματα αποθήκευσης. Επομένως, διάφορες μέθοδοι εξάλειψης πλεονασμού έχουν
προταθεί, όπως η αναγνώριση πλεονασμού (redundancy detection), το φιλτράρισμα δεδομένων (data filtering),
και η συμπίεση δεδομένων (data compression). Αυτές οι μέθοδοι μπορούν να εφαρμοστούν σε διάφορες βάσεις
δεδομένων. Παρόλα αυτά, η αναγνώριση πλεονασμού μπορεί να προκαλέσει διάφορα αρνητικά αποτελέσματα.
Για παράδειγμα, η συμπίεση και η αποσυμπίεση των δεδομένων μπορεί να εμφανίσουν επιπρόσθετο υπολογιστικό
φορτίο. Επομένως, τα πλεονεκτήματα και τα μειονεκτήματα της εξάλειψης πλεονασμού πρέπει να εξισορροπηθούν
προσεκτικά.



Κεφάλαιο 2

Ομαδοποίηση

2.1 Εισαγωγή
Σε αυτό το κεφάλαιο θα γίνει μια εισαγωγή στηνΟμαδοποίηση (Clustering). Αρχικά, θα παρουσιάσουμε τι είναι

η Ομαδοποίηση, ή αλλιώς συσταδοποίηση, και θα δώσουμε παραδείγματα εφαρμογής της σε διάφορους τομείς.
Στη συνέχεια θα αναφέρουμε μέτρα απόστασης και ομοιότητας με τα οποία διαχωρίζουμε κάποια αντικείμενα με
βάση το πόσο απέχουν ή διαφέρουν. Ένα επίσης κύριο κομμάτι αυτού του κεφαλαίου είναι η παρουσίαση των
διάφορων κατηγοριών, στις οποίες χωρίζονται οι μέθοδοι ομαδοποίησης. Στο τελευταίο μέρος του κεφαλαίου θα
παρουσιάσουμε τις τεχνικές ομαδοποίησης δεδομένων μεγάλης κλίμακας.

2.2 Τι είναι Ομαδοποίηση
Η Ομαδοποίηση (Clustering), ή αλλιώς συσταδοποίηση ή ταξιδόμηση, είναι η μέθοδος της δημιουργίας

ομάδων, ή αλλιώς συστάδων, από διάφορα αντικείμενα έτσι ώστε κάθε αντικείμενο μέσα σε κάθε ομάδα να είναι
όμοιο με τα υπόλοιπα και τα αντικείμενα από διαφορετικές ομάδες να έχουν σημαντική διαφορά. Η έννοια της
Ομαδοποίησης συχνά συγχέεται λανθασμένα με αυτή της Κατηγοριοποίησης (Classification), όπου τα αντικείμενα
αντιστοιχίζονται σε ήδη προκαθορισμένες ομάδες. Για την ακρίβεια αποτελούν τις δύο βασικές κατηγορίες της
Μηχανικής Μάθησης (Machine Learning) δηλαδή, την Εποπτευόμενη Μάθηση (Κατηγοριοποίηση) όπου το
σύστημα καλείται να «µάθει» µια έννοια ή συνάρτηση από ένα σύνολο δεδομένων/αντικειμένων, η οποία αποτελεί
περιγραφή ενός μοντέλου. Αντίθετα, την Μη Εποπτευόμενη Μάθηση (Ομαδοποίηση) το σύστημα πρέπει μόνο του
να ανακαλύψει συσχετίσεις ή ομάδες σε ένα σύνολο δεδομένων, δημιουργώντας πρότυπα, χωρίς να είναι γνωστό
αν υπάρχουν, πόσα και ποια είναι. (βλέπε [1])

Η έννοια της Ομαδοποίησης άρχισε να χρησιμοποιείται στην δεκαετία του 1960, εξαιτίας όμως της έλλειψης της
τεχνολογίας των υπολογιστών της εποχής, η συσταδοποίηση δεν γνώρισε την άνθηση που γνωρίζει τις τελευταίες
δεκαετίες. Βασισμένοι στην υπολογιστική ικανότητα που έχουν ακόμα και οι προσωπικοί υπολογιστές, πλέον
μπορούμε να έχουμε πολύ καλά και αξιόπιστα αποτελέσματα. Ως άμεσο αποτέλεσμα αυτής της τεχνολογικής
εξέλιξης, η Συσταδοποίηση βρίσκει εφαρμογή σχεδόν σε όλους τους επιστημονικούς κλάδους.

Για να καταλάβουμε όμως καλύτερα την έννοια της ομαδοποίησης μπορούμε να δούμε μερικούς από τους
τομείς στους οποίους έχει εφαρμογή:

• Marketing: εύρεση ομάδων από πελάτες με παρόμοια συμπεριφορά, δοθέντος μιας βάσης δεδομένων από
πελάτες που θα περιέχει παρελθοντικές προτιμήσεις σε αγορές.

• Ασφάλιση: ταυτοποίηση ομάδων από ασφαλισμένους με υψηλές απαιτήσεις για αναγνώριση πιθανών
εξαπατιών.

• Πολεοδομία: εύρεση συστάδων από σπίτια βάσει της τιμής τους ή του τύπου τους.

• Βιολογία: συσταδοποίηση φυτών ή ζώων βάσει κάποιων χαρακτηριστικών τους.

• Αστρονομία: ταξιδόμηση αστεριών ή γαλαξιών όσον αφορά την απόστασή τους.
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2.3 Μέτρα Απόστασης και Μέτρα Ομοιότητας
Για να μπορέσουμε όμως να δημιουργήσουμε διάφορες ομάδες αντικειμένων, βασισμένοι σε κάποια ομοιότητα

τους, θα πρέπει να έχουμε κάποια μέτρα τα οποία θα μας υποδεικνύουν κατά πόσο κάθε αντικείμενο είναι
κοντά ή μοιάζει με κάποιο άλλο. Έτσι, τα μέτρα απόστασης είναι οι θεμέλιοι λίθοι στην Κατηγοριοποίηση, στην
Αναγνώριση Προτύπων και φυσικά στην Ομαδοποίηση. Για χιλιάδες χρόνια, διάφοροι πολιτισμοί, όριζαν ως
συντομότερη απόσταση δύο αντικειμένων την Ευκλείδεια Απόσταση. Από τον προηγούμενο όμως αιώνα αυτή
η αντίληψη άρχισε να αλλάζει. Παρατηρήθηκε πως για διάφορες εφαρμογές, θα έπρεπε να χρησιμοποιηθούν
διαφορετικά μέτρα απόστασης.

Το κοινό χαρακτηριστικό των μέτρων απόστασης είναι πως παρατηρήσεις που μοιάζουν μεταξύ τους, θα πρέπει
να δίνουν μικρή τιμή στο μέτρο της απόστασης.

Ένα εναλλακτικό μέτρο που χρησιμοποιείται για να δούμε κατά πόσο δύο αντικείμενα μοιάζουν, είναι τα μέτρα
ομοιότητας. Η διαφορά τους με τα μέτρα απόστασης είναι πως οι παρατηρήσεις που μοιάζουν μεταξύ τους, θα
πρέπει να δίνουν μεγάλη τιμή στο μέτρο της ομοιότητας.

Μια συνάρτηση d, θα θεωρείται μέτρο απόστασης όταν πληρεί τις παρακάτω υποθέσεις:

• (D1) d(x, y) ≥ 0

• (D2) ανακλαστικότητα: d(x, y) = 0⇔ x = y

• (D3) συμμετρική ιδιότητα: d(x, y) = d(y, x)

• (D4) τριγωνική ανισότητα: d(x, y) ≤ d(x, z) + d(y, z)

και μια συνάρτηση s, θα θεωρείται μέτρο ομοιότητας όταν πληροί τις παρακάτω υποθέσεις:

• (S1) 0 ≤ s(x, y) ≤ 1

• (S2) s(x, x) = 1

• (S3) συμμετρική ιδιότητα: s(x, y) = s(y, x)

όπου τα x, y και z τυχαία διανύσματα.
Έχοντας ορίσει μια απόσταση d μπορούμε να δημιουργήσουμε ένα αντίστοιχο μέτρο ομοιότητας s από τον

παρακάτω τύπο:
s(x, y) = 1

1 + d(x, y)
Για την αντίθετη ενέργεια, δηλαδή έχοντας ορίσει ένα μέτρο ομοιότητας s μπορούμε να δημιουργήσουμε την

αντίστοιχη απόσταση από τον παρακάτω τύπο:

d(x, y) =
√

2(1− s(x, y))

Η τελευταία σχέση, δεν ικανοποιεί όμως την τριγωνική ιδιότητα (D4). Ο Gower (βλέπε [6]) απέδειξε ότι, αν ο
πίνακας [s(x, y)]nxn με στοιχεία τις τιμές του μέτρου ομοιότητας για n αντικείμενα, είναι μη αρνητικά ορισμένος
τότε η παραπάνω συνάρτηση d ικανοποιεί την τριγωνική ιδιότητα (D4).

Για την επιλογή όμως του καταλληλότερου μέτρου απαιτείται εμπειρία, γνώση αλλά και τύχη. Στις
παραγράφους που ακολουθούν θα παρουσιάσουμε τα βασικότερα και περισσότερο διαδεδομένα μέτρα απόστασης
και μέτρα ομοιότητας, για διαφορετικούς τύπους δεδομένων.

2.3.1 Μέτρα για Συνεχή Δεδομένα
Τα μέτρα που θα αναφερθούν σε αυτή τη παράγραφο, χρησιμοποιούνται για συνεχή δεδομένα.

Ευκλείδεια Απόσταση

Η Ευκλείδεια απόσταση είναι πιθανότατα η πιο γνωστή και περισσότερο χρησιμοποιήσιμη απόσταση για
συνεχή δεδομένα. Για δύο διανύσματα x και y στον d-διάστατο χώρο, η Ευκλείδεια απόσταση ορίζεται ως εξής:

deuc(x, y) =

 d∑
j=1

(xj − yj)2

1/2

(2.1)

όπου xj και yj οι τιμές των j-οστών στοιχείων από τα x και y αντίστοιχα.
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Απόσταση Manhattan

Η απόσταση Manhattan ή απόσταση city block, ορίζεται ως το άθροισμα των απόλυτων αποκλίσεων, σε
αντίθεση με την Ευκλείδεια που χρησιμοποιεί τις τετραγωνικές αποκλίσεις. Για δύο διανύσματα x και y στον
d-διάστατο χώρο, η απόσταση Manhattan ορίζεται ως εξής:

dman(x, y) =
d∑

j=1
|xj − yj | (2.2)

όπου xj και yj οι τιμές των j-οστών στοιχείων από τα x και y αντίστοιχα.
Η απόσταση Manhattan δίνει παρόμοια αποτελέσματα με την Ευκλείδεια, δίνει όμως ανθεκτικότερα

αποτελέσματα σε περίπτωση που έχουμε ακραίες τιμές, καθώς δεν τετραγωνίζει τις αποκλίσεις σαν την Ευκλείδεια
απόσταση.

Απόσταση Maximum

Η απόσταση Maximum ή απόσταση Chebyshev, ορίζεται ως η μέγιστη απόκλιση των δύο σημείων. Για δύο
διανύσματα x και y στον d-διάστατο χώρο, η απόσταση Maximum ορίζεται ως εξής:

dmax(x, y) = max
1≤j≤d

|xj − yj | (2.3)

όπου xj και yj οι τιμές των j-οστών στοιχείων από τα x και y αντίστοιχα.

Απόσταση Minkowski

Η Ευκλείδεια απόσταση, η απόσταση Manhattan και η απόσταση Maximum αποτελούν ειδικές περιπτώσεις
της απόστασης Minkowski η οποία ορίζεται ως εξής:

dmin(x, y) =

 d∑
j=1
|xj − yj |r

1/r

(2.4)

όπου xj και yj οι τιμές των j-οστών στοιχείων από τα x και y αντίστοιχα, r ≥ 1 δεδομένη παράμετρος, η οποία
ονομάζεται τάξη της απόστασης Minkowski.

Μπορούμε εύκολα να παρατηρήσουμε πως για r = 2, 1 και ∞ η απόσταση Minkowski ισούται με την
Ευκλείδεια, τη Manhattan και τη Maximum αντίστοιχα.

Απόσταση Mahalanobis

Όπως προαναφέραμε, οι παραπάνω αποστάσεις αποτελούν ειδικές περιπτώσεις της απόστασης Minkowski.
Έτσι όλες αυτές δεν λαμβάνουν υπόψη τους τις συνδιακυμάνσεις ανάμεσα στις μεταβλητές, κάτι που κάνει η
απόσταση Mahalanobis, η οποία ορίζεται ως εξής:

dmah(x, y) =
√

(x− y)Σ−1(x− y)′ (2.5)

όπου ο Σ είναι ο διανυσματικός πίνακας διακύμανσης - συνδιακύμανσης που αντιστοιχεί στα διανύσματα x =
(x1, x2, ..., xd) και y = (y1, y2, ..., yd).

Άλλες Αποστάσεις

Στη διεθνή βιβλιογραφία (βλέπε [3], [4], [5]), μπορούμε να βρούμε και άλλες αποστάσεις για συνεχή δεδομένα
όπως:

• Η Μέση Απόσταση:

dave(x, y) =

1
d

d∑
j=1

(xj − yj)2

1/2

(2.6)
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• Η Απόσταση Chord:

dchord(x, y) =

(
2− 2

∑k=1
d xjyj

∥x∥2∥y∥2

) 1
2

(2.7)

• Η Απόσταση Caberra.

dcanb(x, y) =
d∑

j=1

|xj − yj |
(xj + yj)

(2.8)

2.3.2 Μέτρα για Κατηγορικά Δεδομένα
Σε αυτή την παράγραφο θα αναφερθούμε στα μέτρα για Κατηγορικά δεδομένα. Κατηγορικά δεδομένα

ονομάζονται τα δεδομένα που προέρχονται από μεταβλητές οι τιμές των οποίων εκφράζουν τάξεις ή κατηγορίες.

Απόσταση Simple Matching

Η απόσταση SimpleMatching ίσως αποτελεί την πιο γνωστή και εύχρηστη απόσταση για κατηγορικά δεδομένα
(βλέπε [6]).

Ας υποθέσουμε τα x και y ως δύο κατηγορικές τιμές. Τότε η απόσταση Simple Matching μεταξύ τους θα είναι:

δ(x, y) =

{
0 , x = y

1 , x ̸= y
(2.9)

Ας υποθέσουμε τα x και yως δύο διανύσματα που περιγράφονται από d κατηγορικές ιδιότητες. Τότε η απόσταση
Simple Matching θα είναι:

dsim(x, y) =
d∑

j=1
δ(xj , yj) (2.10)

Άλλα Μέτρα για Κατηγορικά Δεδομένα

Εκτός από τη συνηθισμένη απόσταση Simple Matching, υπάρχουν και άλλα μέτρα που βρίσκουν εφαρμογή σε
διάφορα ζητήματα. Πριν τα ορίσουμε όμως, θα υποθέσουμε τα x και y ως δύο διανύσματα που περιγράφονται από
d κατηγορικές ιδιότητες, και:

• Na+d θα είναι ο αριθμός των ιδιοτήτων των δύο διανυσμάτων στα οποία οι εγγραφές ταιριάζουν

• Nd θα είναι ο αριθμός των ιδιοτήτων των δύο διανυσμάτων στα οποία οι εγγραφές ταιριάζουν σε μια μη
εφαρμόσιμη κατηγορία

• Nb+c θα είναι ο αριθμός των ιδιοτήτων των δύο διανυσμάτων στα οποία οι εγγραφές δεν ταιριάζουν

και ορίζονται ως εξής:

Na+d =
d∑

j=1
[1− δ(xj , yj)] (2.11)

Nd =
d∑

j=1
[δ(xj , ?) + δ(?, yj)− δ(xj , ?)δ(?, yj)] (2.12)

Nb+c =
d∑

j=1
δ(xj , yj) (2.13)

όπου το «?» συμβολίζει τις ελλείπουσες παρατηρήσεις, για παράδειγμα όταν το xj =?, τότε το x διάνυσμα έχει
ελλείπουσα τιμή στη j-οστή παρατήρηση. Έτσι μπορούμε να ορίσουμε μερικά από τα σημαντικότερα μέτρα για
κατηγορικά δεδομένα:
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Απόσταση d(i,j) Περιγραφή

Russel και Rao
Na+d −Nd

Na+d +Nb+ac
Ίσα βάρη.

Jaccard
Na+d −Nd

Na+d −Nd +Nb+c
Ίσα βάρη.

Dice
2Na+d − 2Nd

2Na+d −Nd + 2Nb+c
Διπλάσιο βάρος στις συμφωνίες.

Rogers και Tanimoto
Na+d

Na+d + 2Nb+c
Διπλάσιο βάρος στις ασυμφωνίες.

Πίνακας 2.1: Μέτρα για Κατηγορικά Δεδομένα

2.3.3 Μέτρα για Δίτιμες Μεταβλητές

Σε αυτή την παράγραφο θα αναφερθούμε στα μέτρα τα οποία χρησιμοποιούμε για δίτιμες μεταβλητές,
μεταβλητές δηλαδή που μπορούν να πάρουν μόνο δύο τιμές, έστω 0 και 1. Συνήθως, όταν έχουμε δίτιμες
μεταβλητές, ο αριθμός 0 υποδηλώνει την έλλειψη ή την απουσία κάποιου χαρακτηριστικού/ιδιότητας, ενώ ο
αριθμός 1 υποδηλώνει την παρουσία κάποιου χαρακτηριστικού/ιδιότητας.

Για να ορίσουμε τα μέτρα απόστασης για τις δίτιμες μεταβλητές, θα πρέπει να κατασκευάσουμε πρώτα τον
παρακάτω 2x2 πίνακα συνάφειας:

αντικείμενο j
1 0

αντικείμενο i 1 a b a+ b
0 c d c+ d

a+ c b+ d p

Στον παραπάνω πίνακα, ο αριθμός a αντιπροσωπεύει το πλήθος του συνδυασμού (1,1), δηλαδή την ύπαρξη
κάποιου χαρακτηριστικού/ιδιότητας και στα δύο αντικείμενα. Αντίστοιχα, ο b αντιπροσωπεύει το πλήθος του
συνδυασμού (1,0), δηλαδή την ύπαρξη κάποιου χαρακτηριστικού/ιδιότητας στο i αντικείμενο και την απουσία του
στο j, κοκ. Είναι προφανές πως a+ b+ c+ d = p. Στηριζόμενοι σε αυτούς τους συμβολισμούς, θα εκφράσουμε
τις σημαντικότερες αποστάσεις για δίτιμες μεταβλητές. (βλέπε [6])

Απόσταση Simple Matching

Όπως και στα κατηγορικά δεδομένα, έτσι και στα δίτιμα, η γνωστότερη και περισσότερο χρησιμοποιήσιμη
απόσταση είναι η Simple Matching,η οποία ορίζεται ως εξής:

dsim(i, j) = b+ c

a+ b+ c+ d
(2.14)

Η απόσταση Simple Matching αποτελεί πρακτικά το ποσοστό των ασυμφωνιών. Συχνά η απόσταση Simple
Matching αναφέρεται και σανM-coefficient ή δείκτης εγγύτητας (affinity index).

Άλλες Αποστάσεις για Δίτιμα Δεδομένα

Πέρα από τη χρήση της απόστασης Simple Matching υπάρχουν και άλλες αποστάσεις που περιγράφονται στον
παρακάτω πίνακα:
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Απόσταση d(i,j) Περιγραφή

Rogers και Tanimoto
a+ d

(a+ d) + 2(b+ c)
Ποσοστό ασυμφωνιών δίνοντας
διπλάσιο βάρος στις ασυμφωνίες.

Sokal και Sneath
2(a+ d)

2(a+ d) + (b+ c)
Ποσοστό ασυμφωνιών δίνοντας
διπλάσιο βάρος στις συμφωνίες.

Jaccard
b+ c

a+ b+ c
Ποσοστό ασυμφωνιών αγνοώντας
την απουσία και των δύο
χαρακτηριστικών.

Dice και Sorensen
b+ c

2a+ b+ c
Ποσοστό ασυμφωνιών αγνοώντας
την απουσία και των δύο
χαρακτηριστικών.

Πίνακας 2.2: Αποστάσεις για Δίτιμα Δεδομένα

2.3.4 Μέτρα για Μεικτού τύπου Δεδομένα
Σε πολλές εφαρμογές, τα δεδομένα τα οποία καλούμαστε να διαχειριστούμε δεν έχουν μόνο ένα τύπο

δεδομένων. Ακριβώς για αυτό το λόγο σε αυτή την παράγραφο θα αναφερθούμε σε μέτρα τα οποία βρίσκουν
εφαρμογή σε μεικτού τύπου δεδομένα.

Γενικός Συντελεστής Ομοιότητας

Ο Γενικός Συντελεστής Ομοιότητας (General Similarity Coefficient) , που εισήχθηκε από τον Gower το 1971
(βλέπε [3]), χρησιμοποιείται για να μετρήσει την ομοιότητα μεταξύ δύο μεταβλητών με μεικτού τύπου τιμές. Ο
Γενικός Συντελεστής Ομοιότητας, βρίσκει εφαρμογή και για δεδομένα με ελλείπουσες τιμές.

Για δύο διανύσματα x και y στον d-διάστατο χώρο, ο Γενικός Συντελεστής Ομοιότητας ορίζεται ως εξής:

sgower(x, y) = 1∑d
k=1 w(xk, yk)

d∑
k=1

w(xk, yk)s(xk, yk) (2.15)

όπου, xk και yk οι τιμές των k-οστών στοιχείων από τα x και y αντίστοιχα. Ταw(xk, yk) και s(xk, yk) ορίζονται
ως εξής:

• Για συνεχείς τιμές των xk και yk:

s(xk, yk) = 1− |xk − yk|
Rk

όπου Rk είναι το εύρος των k-οστών στοιχείων, και w(xk, yk) = 0 όταν τα x ή y έχουν ελλείπουσες τιμές
στην k-οστή παρατήρηση και w(xk, yk) = 1 αντίθετα.

• Για κατηγορικές τιμές των xk και yk,s(xk, yk) = 1 όταν xk = yk, αλλιώς s(xk, yk) = 0 και w(xk, yk) = 0
όταν τα x ή y έχουν ελλείπουσες τιμές στην k-οστή παρατήρηση και w(xk, yk) = 1 αντίθετα.

• Για δίτιμες τιμές των xk και yk, s(xk, yk) = 1 όταν και τα δύο x , y στην k-οστή παρατήρηση έχουν την
ιδιότητα ”παρών”, αλλιώς s(xk, yk) = 0 και w(xk, yk) = 0 όταν και τα δύο x , y στην k-οστή παρατήρηση
έχουν την ιδιότητα ”απών”, αλλιώς s(xk, yk) = 1

Γενικός Συντελεστής Απόστασης

Ο Γενικός Συντελεστής Απόστασης (General Distance Coefficient) , που εισήχθηκε από τον Gower το 1971
(βλέπε [3]), χρησιμοποιείται για να μετρήσει την απόσταση μεταξύ δύο μεταβλητών με μεικτού τύπου τιμές.
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Για δύο διανύσματα x και y στον d-διάστατο χώρο, ο Γενικός Συντελεστής Απόστασης ορίζεται ως εξής:

dgower(x, y) =

(
1∑d

k=1 w(xk, yk)

d∑
k=1

w(xk, yk)d2(xk, yk)

) 1
2

(2.16)

όπου, xk και yk οι τιμές των k-οστών στοιχείων από τα x και y αντίστοιχα. Το w(xk, yk) ορίζεται ακριβώς
όπως και στην εξίσωση (2.15). Το d2(xk, yk) ορίζεται ως εξής:

• Για συνεχείς τιμές των xk και yk:

d(xk, yk) = |xk − yk|
Rk

όπου Rk είναι το εύρος των k-οστών στοιχείων.

• Για κατηγορικές τιμές των xk και yk, d(xk, yk) = 0 όταν xk = yk, αλλιώς d(xk, yk) = 1

• Για δίτιμες τιμές των xk και yk, d(xk, yk) = 0 όταν και τα δύο x , y στην k-οστή παρατήρηση έχουν την
ιδιότητα ”παρόν” ή ”απών”, αλλιώς d(xk, yk) = 1

2.4 Μέτρα Απόστασης και Ομοιότητας Μεταξύ των Συστάδων
Στην επόμενη παράγραφο 2.5, θα εξηγήσουμε πως κάθε διαφορετικός αλγόριθμος ομαδοποίησης δημιουργεί

ομάδες/συστάδες. Πρώτα όμως, θα πρέπει να υπολογίσουμε την απόσταση μεταξύ ενός σημείου και μιας συστάδας
και την απόσταση μεταξύ δύο συστάδων.

Στις παραγράφους που ακολουθούν θα χρησιμοποιήσουμε τους ακόλουθους συμβολισμούς: C1 =
{x1, x2, ..., xr} και C2 = {y1, y2, ..., ys}, όπου τα C1 και C2 υποδηλώνουν δύο συστάδες r και s μεγέθους
αντίστοιχα.

2.4.1 Απόσταση Βασισμένη στο Μέσο

Η απόσταση βασισμένη στο Μέσο (Mean-based Distance) είναι ένα συνηθισμένο μέτρο για να υπολογίζουμε
την απόσταση μεταξύ δύο συστάδων με αριθμητικά δεδομένα. Υποθέτουμε δύο συστάδεςC1 καιC2 με αριθμητικά
δεδομένα, η απόσταση βασισμένη στο Μέσο ορίζεται ως:

Dmean(C1, C2) = d(µ(C1), µ(C2)) (2.17)

όπου τα µ(C1) και µ(C2) είναι οι μέσοι των συστάδων C1 και C2 αντίστοιχα.

µ(Cj) = 1
|Cj |

∑
xϵCj

x, j = 1, 2.

2.4.2 Απόσταση Πλησιέστερου Γείτονα

Δοθείσας μιας συνάρτησης απόστασης d, η απόσταση πλησιέστερου γείτονα (Nearest Neighbor Distance)
μεταξύ δύο συστάδων C1 και C2 ορίζεται ως:

Dnn(C1, C2) = min
1≤i≤r,1≤j≤s

d(xi, yj) (2.18)

Στο σχήμα 2.1 που ακολουθεί, μπορούμε να δούμε ένα παράδειγμα της απόστασης πλησιέστερου γείτονα στον
δισδιάστατο χώρο.
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Σχήμα 2.1: Η απόσταση πλησιέστερου γείτονα μεταξύ δύο συστάδων

2.4.3 Απόσταση Μακρινότερου Γείτονα
Δοθείσας μιας συνάρτησης απόστασης d, η απόσταση μακρινότερου γείτονα (Farthest Neighbor Distance)

μεταξύ δύο συστάδων C1 και C2 ορίζεται ως:

Dfn(C1, C2) = max
1≤i≤r,1≤j≤s

d(xi, yj) (2.19)

Στο σχήμα 2.2 που ακολουθεί, μπορούμε να δούμε ένα παράδειγμα της απόστασης μακρινότερου γείτονα στον
δισδιάστατο χώρο.

Σχήμα 2.2: Η απόσταση μακρινότερου γείτονα μεταξύ δύο συστάδων

2.5 Κατηγορίες Αλγορίθμων Ομαδοποίησης
Η δημιουργία ομάδων από ένα σύνολο αντικειμένων μπορεί να αποτελέσει από μια πολύ απλή διαδικασία έως

κάτι που θα απαιτεί γνώση, χρόνο και εμπειρία. Έτσι λοιπόν η προσέγγιση την οποία θα ακολουθήσουμε, για να
πραγματοποιήσουμε μια ομαδοποίηση, διαδραματίζει το σημαντικότερο ρόλο στην ανάλυση μας.

Συνεχώς αναπτύσσονται νέες μέθοδοι ομαδοποίησης, κάθε μία όμως έχει τη δική της προσέγγιση, καθώς ο
στόχος και τα δεδομένα διαφέρουν στις περισσότερες των περιπτώσεων. Αρχικά, οι δύο βασικότερες κατηγορίες
αλγορίθμων Ομαδοποίησης, που προτάθηκαν, είναι οι Ιεραρχικοί Αλγόριθμοι (Hierarchical Algorithms) και οι
Διαμεριστικοί Αλγόριθμοι (Partitioning Algorithms). Στη συνέχεια όμως προστέθηκαν άλλες τρεις κατηγορίες, οι
Μέθοδοι βασισμένοι στη Πυκνότητα (density-based methods), οι Μέθοδοι βασισμένοι στο Μοντέλο (model-based
methods) και οι Μέθοδοι βασισμένοι στο Πλέγμα (grid-based methods).

Σχήμα 2.3: Κατηγορίες Αλγορίθμων Ομαδοποίησης

Οι Ιεραρχικοί Αλγόριθμοι χωρίζουν τα δεδομένα με δύο διαφορετικούς τρόπους, είτε ξεκινώντας
αντιστοιχίζοντας κάθε αντικείμενο σε μία ξεχωριστή ομάδα και σε κάθε βήμα να ενώνουν τις ομάδες αυτές,
είτε αρχίζουν θεωρώντας όλα τα δεδομένα ως μια μεγάλη ομάδα και σε κάθε βήμα να διαχωρίζουν αυτή την
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ομάδα. Οι πρώτες μέθοδοι ονομάζονται συσσωρευτικές (agglomerative) ενώ οι δεύτερες διαιρετικές (divisive).
Από την άλλη πλευρά στους Διαμεριστικούς Αλγορίθμους ο αριθμός των ομάδων είναι γνωστός από πριν. Στην
περίπτωση αυτή, η εκάστοτε παρατήρηση αντιστοιχίζεται στην ομάδα που είναι πιο κοντά σε αυτή. Οι μέθοδοι
βασισμένοι στην πυκνότητα, υποθέτουν πως κάθε αντικείμενο μέσα στην εκάστοτε συστάδα προέρχεται από μια
κατανομή πιθανότητας. Οι μέθοδοι βασισμένοι στο μοντέλο, προσπαθούν να βελτιστοποιήσουν την εφαρμογή των
δεδομένων μας σε κάποια μαθηματικά μοντέλα.Τέλος στις μεθόδους βασισμένες στο πλέγμα ο χώρος χωρίζεται σε
ένα πεπερασμένο αριθμό κελιών, σε μορφή πλέγματος, όπου στο κάθε ένα εφαρμόζεται η ομαδοποίηση.

Κάθε μέθοδος Ομαδοποίησης έχει τα θετικά αλλά και τα αρνητικά της. Έτσι λοιπόν δεν είναι πάντα ξεκάθαρο
πότε μπορούμε να χρησιμοποιήσουμε την εκάστοτε μέθοδο.

2.5.1 Ιεραρχικοί Αλγόριθμοι
Βασικό χαρακτηριστικό των ιεραρχικών αλγορίθμων (Hierarchical Algorithms) ομαδοποίησης είναι πως

παράγουν μια ιεραρχία στη μορφή δενδροδιαγράμματος, όπου στα στάδια, το πλήθος k των ομάδων, στις οποίες
θέλουμε να χωρίσουμε τα n αντικείμενα, παίρνει όλες τις δυνατές τιμές από το 1 έως το n. Στο ένα άκρο αυτής της
ιεραρχίας υπάρχει μόνο μια ομάδα που παίρνει n αντικείμενα και στο άλλο υπάρχουν n ομάδες όπου η κάθε μια
περιέχει μόνο ένα αντικείμενο.

Σχήμα 2.4: Παράδειγμα για την μορφή δενδροδιαγράμματος, που έχουν οι ιεραρχικοί αλγόριθμοι (βλέπε [6]).

Η παραπάνω περιγραφή, πρακτικά αναφέρεται στις δύο βασικές κατηγορίες ιεραρχικών αλγορίθμων, τους
συσσωρευτικούς (agglomerative) και τους διαιρετικούς (divisive) αλγορίθμους.

Στις παραγράφους που ακολουθούν θα θεωρήσουμε πως διαθέτουμε παρατηρήσεις για n αντικείμενα
x1, x2, ..., xn και για τα οποία έχουμε υπολογίσει τις αποστάσεις μεταξύ τους dij = d(xi, xj), i, j = 1, 2, ..., n και
τις αποστάσεις αυτές τις έχουμε τοποθετήσει σε έναν πίνακαD με n γραμμές και n στήλες.

Συσσωρευτικοί Αλγόριθμοι

Οι συσσωρευτικοί (agglomerative) αλγόριθμοι αποτελούν κατηγορία των ιεραρχικών μεθόδων ομαδοποίησης.
Οι αλγόριθμοι αυτοί ξεκινούν δημιουργώντας n το πλήθος ομάδες, όπου στην κάθε ομάδα τοποθετούν ένα
αντικείμενο από τα δεδομένα μας. Στη συνέχεια, μέσω του πίνακαD, εντοπίζουν τα αντικείμενα με την μικρότερη
απόσταση και τα τοποθετούν σε μια ομάδα. Έτσι λοιπόν, έχουμε πλέον n − 1 ομάδες, όπου μια ομάδα έχει 2
αντικείμενα και οι υπόλοιπες n− 2 ομάδες έχουν από ένα αντικείμενο. Η διαδικασία αυτή συνεχίζεται κατά αυτόν
τον τρόπο όπου μετά από k βήματα, έχει δημιουργηθεί μία και μόνο ομάδα, η οποία περιέχει όλα τα αντικείμενα
από τα δεδομένα μας.

Ανάλογα με τα διάφορα μέτρα απόστασης μεταξύ των ομάδων, οι συσσωρευτικοί αλγόριθμοι μπορούν να
χωριστούν σε υποκατηγορίες, όπως η μέθοδος απλής συνένωσης, η μέθοδος της πλήρους συνένωσης κ.α.

Όπως βλέπουμε και στο παρακάτω σχήμα 2.5, οι συσσωρευτικοί αλγόριθμοι χωρίζονται σε δύο υποκατηγορίες,
τις γραφικές μεθόδους και τις γεωμετρικές μεθόδους.
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Σχήμα 2.5: Οι συνηθέστεροι συσσωρευτικοί αλγόριθμοι.

Στις γραφικές μεθόδους ανήκουν:

1. Μέθοδος της απλής συνένωσης (Single Linkage Method)

Η μέθοδος της απλής συνένωσης είναι μια από τις απλούστερες μεθόδους ιεραρχικής ομαδοποίησης. Επίσης,
είναι γνωστή και ως μέθοδος του πλησιέστερου γείτονα. Αυτή η ονομασία είναι απόλυτα λογική καθώς η
συγκεκριμένη μέθοδος χρησιμοποιεί την απόσταση του πλησιέστερου γείτονα για την απόσταση μεταξύ δύο
συστάδων.

2. Μέθοδος της πλήρους συνένωσης (Complete Linkage Method)

Σε αντίθεση με την μέθοδο της απλής συνένωσης, η μέθοδος της πλήρους συνένωσης χρησιμοποιεί την
απόσταση του μακρινότερου γείτονα για την απόσταση μεταξύ δύο συστάδων. Ακριβώς για αυτό το λόγο
ονομάζεται και μέθοδος του μακρινότερου γείτονα.

3. Μέθοδος των μέσων (Group Average Method)

Η μέθοδος των μέσων, ή αλλιώς UPGMA (unweighted pair group method using arithmetic averages), για
να ορίσει την απόσταση μεταξύ δύο συστάδων χρησιμοποιεί τη μέση απόσταση μεταξύ όλων των δυνατών
αντικειμένων εάν ενώσουμε τις δύο συστάδες.

4. Μέθοδος των σταθμισμένων μέσων (Weighted Group Average Method)

Σε αυτή τη μέθοδο, η απόσταση μεταξύ δύο συστάδων είναι ο μέσος των αποστάσεων όλων των αντικειμένων
της μίας συστάδας με τα αντικείμενα της άλλης.

Στις γεωμετρικές μεθόδους ανήκουν:

1. Μέθοδος του Ward (Ward’s Method)

Η συγκεκριμένη μέθοδος είναι σχεδιασμένη να ελαχιστοποιεί τη διακύμανση μέσα στην κάθε συστάδα.
Ακόμη, υπολογίζει την απόσταση μεταξύ κάθε αντικειμένου και του κέντρου της συστάδας. Η απόσταση
η οποία χρησιμοποιείται είναι η ευκλείδεια, για αυτό τον λόγο η μέθοδος του Ward εφαρμόζεται μόνο σε
ποσοτικά δεδομένα.

2. Μέθοδος των κέντρων βάρους (Centroid Method)

Η απόσταση που εφαρμόζει η μέθοδος των κέντρων βάρους είναι η απόσταση των κέντρων των συστάδων.
Έτσι η εναλλακτική της ονομασία είναι «Μέθοδος μη-σταθμισμένων ζευγαριών χρησιμοποιώντας τα κέντρα
βάρους».

3. Μέθοδος της διαμέσου (Median Method)

Η μέθοδος της διαμέσου ή μέθοδος του Gower, μπορεί να εφαρμοστεί μόνο σε ποσοτικά δεδομένα
καθώς χρησιμοποιεί την ευκλείδεια απόσταση. Η μέθοδος αυτή δεν είναι ιδιαίτερα διαδεδομένη και για
περισσότερες λεπτομέρειες παραπέμπουμε στο [3].
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Διαιρετικοί Αλγόριθμοι

Οι διαιρετικοί ιεραρχικοί αλγόριθμοι ακολουθούν την ακριβώς αντίθετη διαδικασία από αυτή που περιγράψαμε
στους συσσωρευτικούς αλγόριθμους. Δηλαδή, οι διαιρετικοί αλγόριθμοι ξεκινούν θεωρώντας όλα τα n αντικείμενα
που έχουμε στην διάθεση μας ως μια συστάδα. Η διαδικασία συνεχίζεται δημιουργώντας συστάδες με λιγότερα
αντικείμενα στην κάθε μια. Η διαδικασία φτάνει στο τέλος της όταν σε κάθε συστάδα έχει μείνει μόνο ένα
αντικείμενο.

Πρακτικά, οι διαιρετικοί αλγόριθμοι δεν είναι διαδεδομένοι. Ο κύριος λόγος που συμβαίνει αυτό είναι οι πολλές
υπολογιστικές απαιτήσεις που χρειάζονται σε σχέση με τους συσσωρευτικούς αλγορίθμους. Αυτό γίνεται εύκολα
αντιληπτό, καθώς στο πρώτο βήμα του αλγορίθμου οι πιθανοί διαμερισμοί των n αντικειμένων από μια συστάδα
σε δύο είναι 2n−1 − 1.

Ωστόσο, ο συνηθέστερος διαιρετικός αλγόριθμος είναι ο DIANA (DIvisive ANAlysis) (βλέπε [6]), ο οποίος
έχει προταθεί από τους Kaufman & Rousseeuw (1990). Ένας άλλος δημοφιλής διαιρετικός αλγόριθμός είναι ο
αλγόριθμος των Edwards & Cavalli-Sforza (1965), όπου η λογική του αλγορίθμου είναι κοινή με αυτή της μεθόδου
του Ward στους συσσωρευτικούς αλγορίθμους.

2.5.2 Διαμεριστικοί Αλγόριθμοι
Ο στόχος των διαμεριστικών αλγορίθμων (Partitioning Algorithms) είναι να ομαδοποιήσουν τα n αντικείμενα

που έχουμε στην διάθεση μας σε k συστάδες. Η διαφορά τους με τους ιεραρχικούς αλγορίθμους είναι πως στους
διαμεριστικούς ο αριθμός k των συστάδων θα πρέπει να είναι καθορισμένος από πριν. Αυτόματα δημιουργείται
ένας περιορισμός, διότι είτε με κάποιο τρόπο πρέπει να γνωρίζουμε τον βέλτιστο αριθμό για το k, είτε να
επαναλάβουμε αρκετές φορές τον αλγόριθμο με διάφορες τιμές για το k. Δύο βασικές υποθέσεις που πρέπει να
πληρούνται στους διαμεριστικούς αλγορίθμους είναι:

1. Κάθε συστάδα πρέπει να περιέχει τουλάχιστον ένα αντικείμενο.

2. Κάθε αντικείμενο πρέπει να ανήκει σε ακριβώς μια συστάδα.

Οι διαμεριστικοί αλγόριθμοι χωρίζονται σε δύο κατηγορίες, στους αλγορίθμους ελαχιστοποίησης σφάλματος
(Error Minimization Algorithms) και στις μεθόδους Graph-Theoretic.

Αλγόριθμοι Ελαχιστοποίησης Σφάλματος

Οι συγκεκριμένοι αλγόριθμοι, οι οποίοι τείνουν να λειτουργούν καλύτερα με απομονωμένες και συμπαγείς
συστάδες, είναι οι πιο ευκολονόητοι και συνηθισμένοι αλγόριθμοι. Η βασική ιδέα κάτω από την οποία λειτουργούν
είναι να κατασκευάζουν ομάδες στις οποίες κάποιο κριτήριο για το σφάλμα, το οποίο μετρά την απόσταση δύο
αντικειμένων, θα ελαχιστοποιείται. Το γνωστότερο κριτήριο είναι το άθροισμα των τετραγώνων των σφαλμάτων
(Sum of Squared Error, SSE).

Ο συνηθέστερος και πιο γνωστός αλγόριθμος που χρησιμοποιεί το κριτήριο για το άθροισμα των
τετραγώνων των σφαλμάτων είναι αλγόριθμος K-means. Ο αλγόριθμος χωρίζει τα δεδομένα μας σε K συστάδες
(C1, C2, ..., CK), των οποίων τα κέντρα υπολογίζονται ως οι μέσοι από τα αντικείμενα που συμπεριλαμβάνονται
σε κάθε συστάδα.

Ο αλγόριθμος ξεκινά έχονταςK κέντρα συστάδων, επιλεγμένα τυχαία ή μέσω κάποιας ευρετικής διαδικασίας.
Σε κάθε επανάληψη, κάθε αντικείμενο τοποθετείται στη συστάδα με το κοντινότερο κέντρο, βάση της Ευκλείδειας
απόστασης και το κέντρο ξανά υπολογίζεται. Το κέντρο κάθε συστάδας ορίζεται ως ο μέσος όλων των αντικειμένων
που βρίσκονται στην συστάδα αυτή. Η διαδικασία ολοκληρώνεται μόλις τα κέντρα των ομάδων παραμείνουν τα
ίδια. Ένα μειονέκτημα του K-means είναι πως παρουσιάζει αδυναμία στη συσταδοποίηση δεδομένων με outliers.
Η διαδικασία φαίνεται και στο σχήμα 2.6.



18 ΚΕΦΑΛΑΙΟ 2. ΟΜΑΔΟΠΟΙΗΣΗ

Σχήμα 2.6: Ο Αλγόριθμος K-means.

Από το παραπάνω σχήμα, τα αντικείμενα που έχουμε στη διάθεση μας αντιπροσωπεύονται από τις τελείες
και τα κέντρα των συστάδων από τους σταυρούς. Στο στάδιο (a), έχουμε τα αρχικά μας δεδομένα. Στο στάδιο
(b), διαλέγουμε δύο τυχαία κέντρα συστάδων. Από το στάδιο (c) έως το στάδιο (f) βλέπουμε την διαδικασία
δημιουργίας των δύο ομάδων.

Ένας άλλος διαμεριστικός αλγόριθμος, που προσπαθεί να ελαχιστοποιήσει το SSE είναι ο K-medoids ή PAM
(partition around medoids). Αυτός ο αλγόριθμος είναι αρκετά παραπλήσιος με τον K-means. Η διαφορά τους
είναι πως ο K-medoids ως κέντρα των συστάδων χρησιμοποιεί πιο κεντραρισμένα σημεία, τα οποία αποτελούν
και στοιχεία που βρίσκονται εντός της κάθε συστάδας. Σε σύγκριση με τον K-means ο K-medoids ανταποκρίνεται
καλύτερα σε δεδομένα με θόρυβο ή ακραίες τιμές, καθώς αυτά επηρεάζουν λιγότερο τα medoids από ότι τον μέσο.

Μέθοδοι Graph-Theoretic

Οι μέθοδοι Graph-Theoretic είναι μέθοδοι που δημιουργούν ομάδες βάσει γραφημάτων. Οι ακμές των
γραφημάτων συνδέουν τα αντικείμενα που έχουμε στη διάθεση μας ως κόμβους. Η γνωστότερη Graph-Theoretic
μέθοδος βασίζεται στο Minimum Spanning Tree - MST. Σκοπός της μεθόδου είναι να ενώσει όλα τα αντικείμενα
έτσι ώστε να έχουν την ελάχιστη δυνατή απόσταση. Έτσι τα αντικείμενα που απέχουν περισσότερο από άλλα
αποτελούν ξεχωριστές ομάδες.

2.5.3 Μέθοδοι βασισμένοι στην Πυκνότητα
Οι μέθοδοι βασισμένοι στην πυκνότητα, υποθέτουν πως κάθε αντικείμενο μέσα στην εκάστοτε συστάδα

προέρχεται από μια κατανομή πιθανότητας. Επίσης, υποθέτουν πως η κατανομή όλων των δεδομένων είναι μια
μίξη των εκάστοτε κατανομών. Στόχος των μεθόδων αυτών είναι να αναγνωρίσουν τις συστάδες, καθώς και
τις παραμέτρους των κατανομών τους. Οι μέθοδοι αυτοί είναι σχεδιασμένοι να αναγνωρίζουν συστάδες τυχαίου
σχήματος, χωρίς απαραίτητα να είναι κυρτές.

Στο πεδίο αυτό, ο μεγαλύτερος όγκος της έρευνας έχει βασιστεί στην υπόθεση πως οι κατανομές των συστάδων
είναι πολυμεταβλητές Κανονικές (στην περίπτωση αριθμητικών δεδομένων) ή Πολυωνυμικές (στην περίπτωση
των κατηγορικών δεδομένων)

Στις μεθόδους βασισμένες στην πυκνότητα ανήκουν και οι μέθοδοι mode-seeking. Η βασική ιδέα στους
αλγόριθμους αυτούς είναι να μεγαλώνουν τον όγκο των συστάδων μέχρι ενός δεδομένου κατωφλιού πυκνότητας.
Δηλαδή, εντός μιας δοσμένης ακτίνας να υπάρχει τουλάχιστον ένας αριθμός αντικειμένων.

Άλλοι αλγόριθμοι βασισμένοι στην πυκνότητα είναι:

• Ο DBSCAN (density-dased sparital clustering of applications with noise), ο οποίος ανακαλύπτει ομάδες
τυχαίου σχήματος και είναι αρκετά αποτελεσματικός σε δεδομένα με θόρυβο και απομακρυσμένες
παρατηρήσεις.
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• Ο AUTOCLASS, ένας αρκετά χρησιμοποιήσιμος αλγόριθμος που χρησιμοποιεί διάφορες κατανομές, όπως
την Κανονική, τη Bernoulli, την Poisson και τη Λογαριθμοκανονική.

2.5.4 Μέθοδοι βασισμένοι στο Μοντέλο
Οι μέθοδοι βασισμένοι στο μοντέλο προσπαθούν να βελτιστοποιήσουν την εφαρμογή των δεδομένων

μας σε κάποια μαθηματικά μοντέλα. Αντίθετα από τις υπόλοιπες μεθόδους ομαδοποίησης, που εντοπίζουν
ομάδες αντικειμένων, οι μέθοδοι βασισμένοι στο μοντέλο βρίσκουν μια ιδιότητα μέσα στην ομάδα, η οποία
αντιπροσωπεύεται από μια κλάση. Οι συνηθέστερες κατηγορίες μεθόδων βασισμένες στο μοντέλο είναι τα δέντρα
απόφασης και τα νευρωνικά δίκτυα.

Δέντρα Απόφασης

Στα δέντρα απόφασης (decision trees), τα δεδομένα παρουσιάζονται από ένα ιεραρχικό δέντρο, όπου κάθε
φύλλο του αναφέρεται σε μια συνθήκη και περιέχει μια πιθανολογική περιγραφή για αυτή τη συνθήκη.

Γνωστοί αλγόριθμοι για δέντρα απόφασης είναι:

• Ο αλγόριθμος COBWEB ο οποίος θεωρεί πως όλες οι μεταβλητές είναι ανεξάρτητες, μια αφελής τις
περισσότερες φορές υπόθεση. Στόχος του αλγορίθμου είναι να πετυχαίνει υψηλή προβλεψιμότητα στις
ονομαστικές μεταβλητές σε μια συστάδα. Ο αλγόριθμος δεν είναι κατάλληλος για μεγάλες βάσεις
δεδομένων.

• Ο αλγόριθμος CLASSIT, αποτελεί μια επέκταση του αλγορίθμου COBWEB για συνεχή δεδομένα, αλλά και
αυτός έχει τα ίδια αρνητικά.

Νευρωνικά Δίκτυα

Ένα νευρωνικό δίκτυο (neural trees) είναι ένα δίκτυο από απλούς υπολογιστικούς κόμβους (νευρώνες,
νευρώνια), διασυνδεδεμένους μεταξύ τους.

Ένας πολύ γνωστός νευρωνικός αλγόριθμος για ομαδοποίηση είναι ο SOM (self-organized map), ο οποίος
χρησιμοποιείται για αναγνώριση ομιλίας και για οπτικοποίηση πολυδιάστατων δεδομένων σε δύο ή τρεις
διαστάσεις.

2.5.5 Μέθοδοι βασισμένοι στο Πλέγμα
Στις μεθόδους βασισμένες στο πλέγμα ο χώρος χωρίζεται σε ένα πεπερασμένο αριθμό κελιών, σε μορφή

πλέγματος, όπου στο κάθε ένα εφαρμόζεται η ομαδοποίηση. Το βασικό τους πλεονέκτημα είναι ο λιγοστός χρόνος
ο οποίος χρειάζονται για την ανάλυση. Οι συνηθέστεροι αλγόριθμοι είναι ο Wave-Cluster και ο STING.

2.6 Ομαδοποίηση Δεδομένων Μεγάλης Κλίμακας
Όπως είδαμε και προηγούμενο κεφάλαιο, τα δεδομένα μεγάλης κλίμακας, εξαιτίας του όγκου τους, δεν

μπορούν να αναλυθούν με τους παραδοσιακούς τρόπους ανάλυσης. Όπως είναι λογικό, το ίδιο ισχύει και στην
ομαδοποίηση. Δηλαδή, αν προσπαθήσουμε να αναλύσουμε κατά συστάδες τα δεδομένα μεγάλης κλίμακας, που θα
έχουμε στην διάθεσή μας, με τις παραδοσιακές μεθόδους ομαδοποίησης δεν αναμένουμε και τα καλύτερα δυνατά
αποτελέσματα. Ακριβώς για αυτό τον λόγο έχουν προταθεί διάφορες άλλες τεχνικές. Οι τεχνικές αυτές χωρίζονται
σε δύο κύριες κατηγορίες: single-machine τεχνικές ομαδοποίησης και multiple-machine τεχνικές ομαδοποίησης.
Τα τελευταία χρόνια,την προσοχή έχουν τραβήξει οι multiple-machine τεχνικές ομαδοποίησης, καθώς προσφέρουν
περισσότερες δυνατότητες και λιγότερο χρόνο επεξεργασίας των δεδομένων. Στο Σχήμα 2.7 φαίνονται οι τεχνικές
που συμπεριλαμβάνονται σε κάθε κατηγορία.

2.6.1 Single-Machine Τεχνικές Ομαδοποίησης
Οι τεχνικές που βρίσκονται σε αυτή την κατηγορία εφαρμόζονται σε έναν μόνο υπολογιστή. Στη συνέχεια

θα δούμε δύο από τις βασικότερες single-machine τεχνικές ομαδοποίησης, τις δειγματοληπτικές τεχνικές και τις
τεχνικές μείωσης διαστάσεων.
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Σχήμα 2.7: Τεχνικές Ομαδοποίησης Δεδομένων Μεγάλης Κλίμακας.

Δειγματοληπτικές Τεχνικές

Οι τεχνικές αυτές ήταν η πρώτη προσπάθεια για τη βελτίωση της ταχύτητας και των δυνατοτήτων που
μπορούσε να προσφέρει η ανάλυση δεδομένων μεγάλης κλίμακας. Ο λόγος για τον οποίο έχουν ονομαστεί ως
δειγματοληπτικές τεχνικές είναι εύκολα αντιληπτός, καθώς αντί να εφαρμοστεί η ομαδοποίηση σε όλα τα δεδομένα,
εφαρμόζεται σε ένα δείγμα αυτών. Αφού έχει γίνει η ανάλυση σε ένα δείγμα των δεδομένων, τότε το αποτέλεσμα
γενικεύεται για όλα τα δεδομένα. Η διαδικασία αυτή επιταχύνει κατά πολύ την όλη ανάλυση καθώς χρειάζεται
λιγότερη υπολογιστική ισχύς και λιγότερος αποθηκευτικός χώρος. Οι αλγόριθμοι που ανήκουν σε αυτές τις τεχνικές
είναι:

• Ο αλγόριθμος CLARANS (Clustering Large Applications based on Randomized Sampling) (βλέπε [12]),
αποτελεί εξέλιξη του αλγορίθμου CLARA (Clustering Large Applications) που είναι αντίστοιχος του PAM
(Partition Around Medoids) για δεδομένα μεγάλης κλίμακας. Στον αλγόριθμο PAM έχουμε αναφερθεί σε
προηγούμενο κεφάλαιο.

• Ο αλγόριθμος BIRCH (Balanced Iterative Reducing and Clustering using Hierarchies) (βλέπε [14]),
χρησιμοποιεί μια δική του δομή που ονομάζεται clustering feature (CF) όπως επίσης και το CF-δέντρο.
Η CF είναι μια περιεκτική σύνοψη για την κάθε συστάδα. Πρόκειται για μια τριάδα (N, LS, SS) που περιέχει
τον αριθμό των αντικειμένων σε μια συστάδα, το άθροισμα των αντικειμένων στη συστάδα και το άθροισμα
τετραγώνων των αντικειμένων στη συστάδα.

• Ο αλγόριθμος CURE (Clustering Using REpresentatives), χρησιμοποιεί αντιπροσωπευτικά αντικείμενα
μέσα από κάθε συστάδα. Με το να χρησιμοποιεί πάνω από ένα αντιπροσωπευτικό σημείο είναι αρκετά
αποτελεσματικός στο να εντοπίζει μη σφαιρικές συστάδες, καθώς τα αντιπροσωπευτικά αντικείμενα δεν
είναι μόνο απομακρυσμένα από το κέντρο της συστάδας αλλά και μεταξύ τους.

Τεχνικές Μείωσης Διαστάσεων

Παρόλο που η πολυπλοκότητα και ταχύτητα των αλγορίθμων συσταδοποίησης εξαρτώνται από τον αριθμό
των παρατηρήσεων στη βάση δεδομένων, ένας άλλος καταλυτικός παράγοντας είναι οι διαστάσεις που μπορεί να
έχουν τα δεδομένα μας. Για την ακρίβεια, όσο περισσότερες διαστάσεις έχουν τα δεδομένα μας τόσο πιο περίπλοκη
γίνεται η ανάλυση μας, επηρεάζοντας και τον τελικό χρόνο εκτέλεσης. Οι δειγματοληπτικές τεχνικές, που είδαμε
στην προηγούμενη παράγραφο, μπορούν να μειώσουν τον όγκο των δεδομένων μας αλλά δεν προσφέρουν κάποια
λύση στη περίπτωση των πολλών διαστάσεων των δεδομένων. Στη συνέχεια θα δούμε δύο τεχνικές μείωσης
διαστάσεων.

• RandomProjection. Στη τεχνική αυτή, τα d-διάστατα δεδομένα προβάλλονται σε ένα k-διάστατο υποσύνολο,
όπου k << d. Οι περισσότεροι αλγόριθμοι ομαδοποίησης βασίζονται στην απόσταση, έτσι περιμένουμε
πως το αποτέλεσμα στον k-διάστατο χώρο θα μας δώσει παρόμοια αποτελέσματα με αυτά που θα είχαμε
στον αρχικό χώρο. Η τεχνική Random Projection μπορεί να πραγματοποιηθεί μέσω ενός γραμμικού
μετασχηματισμού του πίνακα Α των αρχικών δεδομένων. Εάν θεωρήσουμε τον πίνακα περιστροφής R,
d × k διαστάσεων και τα στοιχεία του R(i, j) τα οποία είναι ανεξάρτητες τυχαίες μεταβλητές, τότε ο
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A′ = A.R είναι ο πίνακας προβολής του Α στον k-διάστατο χώρο. Τότε κάθε σειρά του Α’ έχει k διαστάσεις.
Τέλος, πρέπει να αναφέρουμε πως ο πίνακας περιστροφής R είναι διαφορετικός σε κάθε διαφορετικό random
projection αλγόριθμο.

• Global Projection. Στην τεχνική αυτή, το ζητούμενο είναι κάθε αντικείμενο που προβάλλεται να είναι όσο το
δυνατόν κοντύτερα στο αρχικό αντικείμενο. Αν θεωρήσουμε πως ο πίνακας A περιέχει τα αρχικά δεδομένα
και ο πίνακας A’ είναι η προβολή του, τότε ο στόχος της τεχνικής global projection είναι να ελαχιστοποιήσει
την ποσότητα ∥A′−A∥. Υπάρχουν διάφορες τεχνικές για την κατασκευή του πίνακα A′, μερικές από αυτές
είναι οι SVD (singular value decomposition), CX/CUR, CMD και Colibri. (βλέπε [12])

2.6.2 Multi-Machine Τεχνικές Ομαδοποίησης
Παρόλο που οι δειγματοληπτικές τεχνικές και οι τεχνικές μείωσης διαστάσεων που χρησιμοποιούνται στις

single-machine τεχνικές ομαδοποίησης, που είδαμε στην προηγούμενη παράγραφο, βελτιώνουν την απόδοση και
την ταχύτητα της ομαδοποίησης, πλέον στις μέρες μας η αύξηση του όγκου των δεδομένων είναι κατά πολύ
μεγαλύτερη από τη βελτίωση των δυνατοτήτων των υπολογιστών όσον αφορά θέματα μνήμης και επεξεργαστή.
Επομένως, ένας υπολογιστής με έναν επεξεργαστή και μια μνήμη δε μπορεί να διαχειριστεί terabytes και petabytes
δεδομένων. Για το λόγο αυτό δημιουργείται η ανάγκη για αλγόριθμους που μπορούν να τρέξουν σε πολλούς
υπολογιστές. Όπως φαίνεται στο Σχήμα 2.8, αυτή η τεχνική μας επιτρέπει να χωρίσουμε το μεγάλο όγκο δεδομένων
σε μικρότερα κομμάτια, τα οποία μπορούν να φορτωθούν σε διάφορους υπολογιστές και στη συνέχεια να
χρησιμοποιηθεί η επεξεργαστική ισχύς αυτών των υπολογιστών για να ολοκληρωθεί η ανάλυση. Οι multi-machine
τεχνικές ομαδοποίησης χωρίζονται σε δύο κατηγορίες:

• Παράλληλη ομαδοποίηση

• MapReduce.

Σχήμα 2.8: Γενική ιδέα των multi-machine τεχνικών ομαδοποίησης.

Στην παράλληλη ομαδοποίηση οι αναλυτές ασχολούνται και με προκλήσεις που αφορούν τις λεπτομέρειες
σχετικές με την διαδικασία κατανομής των δεδομένων στους διάφορους υπολογιστές, κάτι που κάνει τη διαδικασία
αυτή περισσότερο περίπλοκη και χρονοβόρα. Οι διαφορές μεταξύ των αλγορίθμων παράλληλης ομαδοποίησης
και στο MapReduce είναι πως το δεύτερο απαλλάσσει τους αναλυτές από προβλήματα που αφορούν τη φόρτωση
των δεδομένων, την κατανομή τους καθώς και την ανοχή σε σφάλματα, αφού τα διαχειρίζεται αυτόματα. Αυτή
η ιδιότητα επιτρέπει την ευκολότερη και γρηγορότερη επεκτασιμότητα στο παράλληλο αυτό σύστημα. Αυτοί οι
αλγόριθμοι ακολουθούν έναν γενικό κύκλο, όπως φαίνεται στο Σχήμα 2.9.

Στο πρώτο στάδιο, τα δεδομένα διαχωρίζονται και στη συνέχεια κατανέμονται στους διάφορους υπολογιστές.
Έπειτα, κάθε υπολογιστής πραγματοποιεί ομαδοποίηση μεμονωμένα στο αντίστοιχο μέρος των δεδομένων.
Δύο βασικές προκλήσεις που έχουν να αντιμετωπίσουν οι multi-machine αλγόριθμοι είναι η ελαχιστοποίηση
της κίνησης των δεδομένων και η χαμηλή ακρίβεια. Η χαμηλή ακρίβεια στους multi-machine αλγορίθμους
μπορεί να προκληθεί για δύο κύριους λόγους. Πρώτον, είναι πιθανόν διαφορετικοί αλγόριθμοι ομαδοποίησης
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Σχήμα 2.9: Γενικός κύκλος για τους multi-machine αλγορίθμους ομαδοποίησης.

να εφαρμοστούν στους διάφορους υπολογιστές. Δεύτερον, ακόμη και αν ο ίδιος αλγόριθμος χρησιμοποιηθεί σε
όλους τους υπολογιστές, σε κάποιες περιπτώσεις τα διαχωρισμένα δεδομένα μπορεί να προκαλέσουν αλλαγή στο
τελικό αποτέλεσμα της ομαδοποίησης. Στη συνέχεια θα δούμε τους αλγορίθμους για παράλληλη ομαδοποίηση και
MapReduce.

Παράλληλη Ομαδοποίηση

Παρόλο που η παράλληλη ομαδοποίηση δημιουργεί δυσκολίες στους αναλυτές, έχει ιδιαίτερη αξία καθώς
βελτιώνει τους αλγορίθμους ομαδοποίησης, όσον αφορά την επεκτασιμότητα και την ταχύτητα. Μερικοί
αλγόριθμοι παράλληλης ομαδοποίησης που αξίζουν αναφοράς είναι ο DBDC και ο ParMETIS (βλέπε [12]).

Ο parallel k-means, που προτάθηκε από τουςDhillon καιModha εφαρμόστηκε σε 16 παράλληλους υπολογιστές.
Επίσης, οι Stoffel και Belkoniene εφάρμοσαν μια επέκταση του parallel k-means χρησιμοποιώντας 32 υπολογιστές
σε ένα Ethernet δίκτυο και απέδειξαν μια σχεδόν γραμμική επιτάχυνση για δεδομένα μεγάλης κλίμακας. Για
περισσότερες πληροφορίες παραπέμπουμε στο [13].

MapReduce

Παρόλο που η παράλληλη ομαδοποίηση βελτίωσε την επεκτασιμότητα και την ταχύτητα των αλγορίθμων
ομαδοποίησης, η πολυπλοκότητα της διαχείρισης της κατανομής της μνήμης και του επεξεργαστή των
υπολογιστών,αποτελούσε ακόμη μια πρόκληση. ΤοMapReduce είναι ένας μηχανισμός που διαχωρίζει τις εργασίες
(με μεγάλους όγκους δεδομένων) με σκοπό την κατανεμημένη εκτέλεση αυτών σε πολλούς servers. Αρχικά οι
εργασίες διαχωρίζονται σε μικρότερες διεργασίες (Map). Στη συνέχεια, οι διεργασίες αυτές αποστέλλονται σε
διαφορετικούς servers και τα αποτελέσματα συλλέγονται και αποθηκεύονται (Reduce). To προαναφερθέν πλαίσιο,
όπως φαίνεται στο Σχήμα 2.10, παρουσιάστηκε αρχικά από τη Google και τη Hadoop.

Στο στάδιο Map τα εισαχθέντα δεδομένα αναλύονται, χωρίζονται σε υποκατηγορίες και αποστέλλονται σε
άλλους κόμβους (οι οποίο κάνουν την ίδια διαδικασία αναδρομικά). Αυτό μπορεί να εκτελεστεί αργότερα
χρησιμοποιώντας τη συνάρτηση Map η οποία έχει ένα ζεύγος (κλειδί,τιμή) το οποίο συσχετίζεται με νέα ζεύγη
(κλειδί,τιμή).

Στη συνέχεια ακολουθεί το στάδιο Reduce, όπου οι κατώτεροι κόμβοι επιστρέφουν τα αποτελέσματά τους
στους γονείς κόμβους, που τους τα έχουν ζητήσει. Στο στάδιο αυτό υπολογίζεται ένα μερικό αποτέλεσμα
χρησιμοποιώντας τη συνάρτηση Reduce που περιλαμβάνει όλες τις αντίστοιχες τιμές για το ίδιο κλειδί σε ένα
μοναδικό ζεύγος (κλειδί,τιμή). Έπειτα, επιστρέφει πληροφορία με τη σειρά του.

Διάφοροι προσεγγιστικοί μέθοδοι που έχουν προταθεί και χρησιμοποιήθηκαν στο MapReduce με σκοπό να
βελτιώσουν τους υπάρχοντες αλγορίθμους συσταδοποίησης, βρίσκονται στα [13] και [12].
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Σχήμα 2.10: Το πλαίσιο του MapReduce.

Η συσταδοποίηση είναι μία από τις πιο σημαντικές διεργασίες στην εξόρυξη δεδομένων και στη σημερινή
εποχή απαιτείται συνεχής βελτίωση με σκοπό οι αναλυτές δεδομένων να επιτύχουν τη βέλτιστη εξόρυξη γνώσης
από terabytes και petabytes δεδομένων. Δεδομένα τέτοιας κλίμακας απαιτούν μεγάλη διάρκεια εκτέλεσης στο
MapReduce, παρόλο που τα δεδομένα διαχωρίζονται και αναλύονται ξεχωριστά. Για να επιλυθεί αυτό το πρόβλημα,
δημιουργήθηκε η πλατφόρμα Apache Spark, που αποτελεί μια επέκταση του MapReduce και η διαφορά της
έγκειται στην in-memory επεξεργασία των δεδομένων. Αυτή η in-memory διαδικασία είναι γρηγορότερη, αφού
δε χάνεται χρόνος στη μεταφορά των δεδομένων από και προς το δίσκο, κάτι που ισχύει για το MapReduce.
Η Apache Spark, για την οποία θα μιλήσουμε αναλυτικά στο επόμενο κεφάλαιο, γίνεται όλο και περισσότερο
δημοφιλής με το πέρασμα του χρόνου συγκριτικά με το MapReduce. Αυτό είναι εμφανές και από το Σχήμα 2.11,
όπου παρουσιάζεται η σύγκριση της δημοτικότητας των όρων αναζήτησης Apache Spark και MapReduce στο
Google τα τελευταία πέντε έτη.

Σχήμα 2.11: Σύγκριση δημοτικότητας των Apache Spark και MapReduce.
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Κεφάλαιο 3

Πλατφόρμα Spark

3.1 Εισαγωγή
Στο κεφάλαιο αυτό θα κάνουμε μια εισαγωγή στην πλατφόρμα Apache Spark. Αρχικά θα παρουσιάσουμε τι

είναι και από ποιές συνιστώσες αποτελείται. Ιδιαίτερη έμφαση θα δοθεί στην βιβλιοθήκη MLlib, που αποτελεί
την βιβλιοθήκη της Spark για μηχανική μάθηση, καθώς στη βιβλιοθήκη αυτή περιέχονται και οι αλγόριθμοι που
αποτελούν τον κεντρικό κορμό της παρούσας εργασίας.

3.2 Τι είναι η Apache Spark
ΗApache Spark είναι μια open source υπολογιστική πλατφόρμα για την ανάλυση μεγάλης κλίμακας δεδομένων,

σχεδιασμένη να είναι γενικού σκοπού, εύκολη και γρήγορη (βλέπε [15]). Η Apache Spark έχει γίνει δωρεά από το
2013 στο Apache Software Foundation και πλέον αποτελεί ένα από τα βασικότερα προγράμματα του ιδρύματος.

Η πλατφόρμα Spark μπορεί να θεωρηθεί γενικού σκοπού καθώς πρακτικά αποτελεί μια επέκταση του πολύ
διαδεδομένου μέχρι σήμερα MapReduce αφού υποστηρίζει ευρύτερο φάσμα διεργασιών. Οι σημαντικότερες
διεργασίες τις οποίες πραγματοποιεί είναι: περισσότεροι τύποι υπολογισμών, μαζικές εφαρμογές, επαναληπτικοί
αλγόριθμοι, διαδραστικές εντολές SQL και επεξεργασία ροών. Υποστηρίζοντας όλες αυτές τις διεργασίες σε έναν
μόνο υπολογιστή, η Spark μπορεί να αποτελέσει την εναλλακτική λύση για πολλές εφαρμογές όπου έχουν την
δυνατότητα να πραγματοποιήσουν μόνο μία από της παραπάνω διεργασίες.

Το επόμενο πλεονέκτημα της Spark είναι πως είναι πολύ προσιτή στην χρήση. Προσφέροντας απλά APIs για
τις γλώσσες προγραμματισμού Python, Java, Scala και την R όπως επίσης και πολλές built-in βιβλιοθήκες. Επίσης,
μπορεί να ενσωματώσει και άλλα εργαλεία για την ανάλυση μεγάλης κλίμακας δεδομένων. Τέλος η Spark μπορεί
να λειτουργήσει σε μια συστοιχία του Hadoop, όπως είναι το Hadoop YARN, και το Apache Mesos, βέβαια μπορεί
να λειτουργήσει και ως αυτόνομη πλατφόρμα με τον δικό της scheduler.

Στην σημερινή εποχή όπου ο χρόνος επεξεργασίας των δεδομένων ίσως να θεωρείται από τους βασικότερους
παράγοντες της ανάλυσης, η Spark μπορεί να προσφέρει μια από τις κυριότερες ικανότητες της, την ικανότητα να
πραγματοποιεί in-memory υπολογισμούς. Κάτι που μας παρέχει γρηγορότερη ανάλυση των δεδομένων αλλά και
ανταπόκριση. Βέβαια υπερτερεί του MapReduce και όσον αφορά περίπλοκες εφαρμογές που πραγματοποιούνται
στον δίσκο του υπολογιστή.

3.3 Οι συνιστώσες της Spark
Η Spark περιέχει πολλαπλές συνιστώσες. Αρχικά, ο πυρήνας της Spark είναι μια «υπολογιστική μηχανή»

η οποία είναι υπεύθυνη για τον σχεδιασμό και την κατανομή των διεργασιών. Επειδή ο πυρήνας της Spark
είναι σχεδιασμένος να είναι γρήγορος και γενικού σκοπού, μπορεί να υποστηρίξει πολλαπλές συνιστώσες για
διαφορετικές διεργασίες, όπως επεξεργασία ροών ή μηχανική μάθηση. Αυτές οι συνιστώσες είναι σχεδιασμένες
να λειτουργούν παράλληλα, επιτρέποντας έτσι στον χρήστη να τις συνδυάζει σαν βιβλιοθήκες λογισμικού.

Η ιδέα της στενής σχέσης μεταξύ των συνιστωσών της Spark έχει πολλά οφέλη. Αρχικά, όταν υπάρχει
μια βελτιστοποίηση στον πυρήνα αυτόματα βελτιώνονται και οι βιβλιοθήκες της επεξεργασίας ροών ή της
μηχανικής μάθησης για παράδειγμα. Ένα ακόμη θετικό αυτής της στενής σχέσης είναι πως ο χρόνος εκτέλεσης των
διεργασιών μειώνεται. Αυτό συμβαίνει διότι αντί να λειτουργούν ταυτόχρονα διάφορα λειτουργικά συστήματα, ο
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χρήστης μπορεί να λειτουργεί μόνο ένα. Κάτι που ταυτόχρονα σημαίνει πως εάν μια νέα συνιστώσα προστεθεί
στη Spark, ο χρήστης μπορεί αυτόματα να έχει πρόσβαση σε αυτή, χωρίς να χρειάζεται να αγοράσει ή να
κατεβάσει ένα νέο λογισμικό. Ένα τελευταίο πλεονέκτημα είναι πως μπορούν να πραγματοποιηθούν διάφορες
διεργασίες συνδυάζοντας διαφορετικά μοντέλα επεξεργασίας. Για παράδειγμα, στη Spark μπορεί να δημιουργηθεί
μια εφαρμογή που χρησιμοποιεί τεχνική μάθηση.

Στο Σχήμα 3.1 που ακολουθεί μπορούμε να δούμε συνοπτικά τις συνιστώσες της Spark.

Σχήμα 3.1: Οι συνιστώσες της Apache Spark.

3.3.1 Ο πυρήνας της Spark
Ο πυρήνας της Spark περιέχει την βασική λειτουργία της Spark, συμπεριλαμβάνοντας συνιστώσες για

προγραμματισμό διεργασιών, διαχείριση μνήμης, αλληλεπίδραση με τα συστήματα αποθήκευσης κ.α. Στον
Πυρήνα επίσης βρίσκονται και τα APIs τα οποία ονομάζονται RDDs (Resilient Distributed Datasets). Τα RDDs
αντιπροσωπεύουν μια συλλογή αντικειμένων, κατανεμημένα σε πολλούς υπολογιστικούς κόμβους έτσι ώστε να
χειρίζονται παράλληλα. Ο πυρήνας της Spark παρέχει πολλά APIs για την κατασκευή και την διαχείριση αυτών
των συλλογών.

3.3.2 Spark SQL
Η Spark SQL είναι ένα πακέτο της Spark για εργασίες με δομημένα δεδομένα. Επιτρέπει στον χρήστη να

χρησιμοποιεί queries για να επεξεργάζεται τα δεδομένα μέσω της SQL αλλά και μέσω της HQL (Hive Query
Language), η οποία υποστηρίζει πολλούς τύπος δεδομένων όπως πίνακες Hive, Parquet και JSON. Εκτός από το
να προσφέρει ένα περιβάλλον της SQL στην Spark, η Spark SQL επιτρέπει στους αναλυτές να συνενώσουν, σε μια
εφαρμογή, queries της SQL με προγραμματισμό στις γλώσσες προγραμματισμού Python, Java, Scala και R μέσω
συγκεκριμένων RDDs.

3.3.3 Spark Streaming
Η Spark Streaming είναι μια συνιστώσα της Spark που πραγματοποιεί επεξεργασία για ροές δεδομένων.

Ένα παραδείγματα για ροές δεδομένων είναι Log Files που παράγονται από servers σε μια γραμμή παραγωγής
ενός εργοστασίου. Η Spark Streaming παρέχει ένα API για διαχείριση ροών δεδομένων αντίστοιχο με αυτό του
πυρήνα της Spark, κάτι που διευκολύνει τους αναλυτές καθώς μπορούν να διαχειρίζονται δεδομένα τα οποία είναι
αποθηκευμένα στη μνήμη του υπολογιστή είτε να καταφθάνουν σε πραγματικό χρόνο.

3.3.4 MLlib
ΗSpark περιέχει μια βιβλιοθήκη στην οποία βρίσκονται οι λειτουργίες της μηχανικής μάθησης, που ονομάζεται

MLlib. Η MLlib παρέχει πολλούς τύπους αλγορίθμων μηχανικής μάθησης, μεταξύ των οποίων αλγορίθμους
για Παλινδρόμηση, Κατηγοριοποίηση, Ομαδοποίηση, Συνεργατική Διήθηση (Collaborative Filtering) κ.α. Η
βιβλιοθήκη αυτή είναι σχεδιασμένη να παρέχει γρήγορη και γενικού σκοπού ανάλυση δεδομένων μεγάλης
κλίμακας. Συγκρίνοντας την με το Hadoop MapReduce, μπορεί να εκτελέσει διεργασίες εκατό φορές πιο γρήγορα
στη μνήμη ή δέκα φορές πιο γρήγορα στον δίσκο του υπολογιστή. Στο Σχήμα 3.2 που ακολουθεί βλέπουμε μια
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σύγκριση του χρόνου εκτέλεσης (σε δευτερόλεπτα) Λογιστικής Παλινδρόμησης στο Hadoop MapReduce και στη
βιβλιοθήκη MLlib της Spark.

Σχήμα 3.2: Χρόνος εκτέλεσης Λογιστικής Παλινδρόμησης στο Hadoop και στη Spark.

Στη συνέχεια θα παρουσιάσουμε συνοπτικά τους αλγορίθμους που περιλαμβάνονται την βιβλιοθήκη MLlib.
Αρχικά, μέσω της βιβλιοθήκης MLlib μπορούμε να χρησιμοποιήσουμε βασικές στατιστικές μεθόδους, όπως
συσχέτιση μεταβλητών και ελέγχους υποθέσεων. Οι αλγόριθμοι για συσχέτιση μεταβλητών είναι ο συντελεστής
συσχέτισης του Pearson και ο συντελεστής συσχέτησης του Spearman. Όσον αφορά τους ελέγχους υποθέσεων,
στη παρούσα φάση, διαθέσιμος είναι μόνο ο έλεγχος χ2 του Pearson.

Επίσης, υπάρχει μια πληθώρα αλγορίθμων για εξαγωγή, μετασχηματισμό και επιλογή δεδομένων. Η βιβλιοθήκη
MLlib περιέχει τις ακόλουθες τρεις μεθόδους για εξαγωγή ακατέργαστων δεδομένων: TF-IDF, Word2Vec
και CountVectorizer. Για τον μετασχηματισμό των δεδομένων, ο χρήστης μπορεί να βρει πάνω από είκοσι
διαφορετικούς μετασχηματισμούς, μεταξύ των οποίων είναι η Τυποποίηση, οι Κανονικοποίησεις MinMax και
MaxAbs, η Ανάλυση Κυρίων Συνιστωσών (PCA) κ.α. Στο κομμάτι της επιλογής δεδομένων υπάρχουν οι τρεις
ακόλουθοι αλγόριθμοι: VectorSlicer, RFormula και ChiSqSelector.

Ακολούθως, θα αναφέρουμε τις κατηγορίες αλγορίθμων για Κατηγοριοποίηση και για Παλινδρόμηση στη
βιβλιοθήκη MLlib. Έτσι λοιπόν μπορούμε να βρούμε αλγόριθμους για Γραμμική και Λογιστική Παλινδρόμηση
(Διωνυμική και Πολυωνυμική), για Κατηγοριοποίηση Naive Bayes, για Κατηγοριοποίηση με δέντρα απόφασης
κ.α.

Ένα επιπλέον μέρος της μηχανικής μάθησης που καλύπτεται από την βιβλιοθήκη MLlib της Spark είναι η
Συνεργατική Διήθηση (Collaborative Filtering). Ο αλγόριθμος που χρησιμοποιείται κατά κύριο λόγο για αυτού
του είδους τις διεργασίες είναι ο αλγόριθμος ALS (Alternating Least Squares), όπως και κάποιες βελτιώσεις του.

Όπως είναι φυσικό και οι αλγόριθμοι για την Ομαδοποίηση βρίσκονται σε αυτή τη βιβλιοθήκη και συνοπτικά
είναι οι: K-means, GaussianMixtureModel, Power Iteration Clustering (PIC), Latent Diririchlet Allocation (LDA),
Bisecting K-means και Streaming K-means.

Στη συνέχεια θα παρουσιάσουμε κάποιες γενικές πληροφορίες για τους αλγορίθμους αυτούς.

K-means

Ο K-means είναι ένας ευρέως χρησιμοποιούμενος αλγόριθμος ομαδοποίησης, ο οποίος ομαδοποιεί τα
διάφορα σημεία του συνόλου δεδομένων σε έναν προκαθορισμένο αριθμό από ομάδες. Η εφαρμογή στην
MLlib περιλαμβάνει μια παραλληλισμένη παραλλαγή της μεθόδου k-means++, η οποία ονομάζεται k-means|| (ή
διαφορετικά κλιμακωτός k-means++).

Αλγόριθμος 1 k-means++(k) αρχικοποίηση.
1: C ← επίλεξε ομοιόμορφα ένα σημείο στη τύχη από την X
2: όσο |C| < k εκτέλεσε
3: Επίλεξε x ∈ X με πιθανότητα px = d2(x,C)

ϕx(C)
4: C ← C ∪ x
5: τέλος

Πίνακας 3.1: Ο ψευτοκώδικας για τον αλγόριθμο k-means++.
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Αλγόριθμος 2 k-means||(k,l) αρχικοποίηση.
1: C ← επίλεξε ομοιόμορφα ένα σημείο στη τύχη από την X
2: ψ ← ϕx(C)
3: για O(logψ) φορές εκτέλεσε
4: C ′ ← επίλεξε x ∈ X με πιθανότητα px = l·d2(x,C)

ϕx(C)
5: C ← C ∪ C ′

6: τέλος
7: Για x ∈ C,θέσε wx να είναι ο αριθμός των σημείων στο X πλησιέστερα στο x από κάθε άλλο σημείο στο C
8: Επαναομαδοποίησε τα επιβαρυμένα σημεία στο C σε k ομάδες

Πίνακας 3.2: Ο ψευτοκώδικας για τον αλγόριθμο k-means||.

Για περισσότερες πληροφορίες σχετικά με τους k-means++ και k-means|| βλέπε [19]

Gaussian Mixture Model

Ο αλγόριθμος αυτός αποτελεί μια προσέγγιση βασισμένη σε μοντέλο, καθώς βασίζεται στη χρήση
συγκεκριμένων μοντέλων για τις ομάδες και στην προσπάθεια να βελτιστοποιήσει την προσαρμογή μεταξύ
των δεδομένων και των μοντέλων. Ένα μοντέλο Gaussian Mixture παρουσιάζει μια σύνθετη κατανομή της
οποίας τα σημεία προέρχονται από k Gaussian υπο-κατανομές. Το πακέτο MLlib χρησιμοποιεί τον αλγόριθμο
Expectation-Maximization (ΕΜ) για να δημιουργήσει το μοντέλο μέγιστης πιθανοφάνειας, δοθέντος ενός συνόλου
δειγμάτων.

Ειδικότερα, κάθε ομάδα μπορεί να αναπαρασταθεί μαθηματικά από μια παραμετρική Gaussian κατανομή
με κέντρο τα βαρύκεντρα τους και ολόκληρο το σύνολο δεδομένων από μια μίξη από αυτές τις κατανομές. Ο
αλγόριθμος δουλεύει ως εξής (βλέπε [20]):

• Διαλέγει τη συνιστώσα (Gaussian) τυχαία με πιθανότητα P (wi)

• Δοκιμάζει ένα σημείο N(µi, σ
2
i ).

Υποθέτουμε ότι έχουμε

• x1, x2, ..., xN

• P (w1), ..., P (wK), σ

Μπορούμε να υπολογίσουμε την πιθανότητα P (x|wi, µ1, µ2, ..., µK). Αυτό που θέλουμε είναι να
μεγιστοποιήσουμε την P (x|wi, µ1, µ2, ..., µK). Δεδομένου ότι P (x|µi) =

∑
i (wi)(x|wi, µ1, µ2, ..., µK),

μπορούμε να πούμε ότι P (σύνολο δεδομένων|µi) =
∏N

1
∑

i P (wi)P (x|wi, µ1, µ2, ..., µK) Αυτό που μένει είναι

να μεγιστοποιήσουμε τη συνάρτηση πιθανοφάνειας με χρήση κάθε φορά της εξίσωσης
∂L

∂µi
= 0. Ο υπολογισμός

αυτός είναι πολύ δύσκολος και για αυτό χρησιμοποιείται ο απλοποιημένος αλγόριθμος ΕΜ.
Για πληροφορίες σχετικά με τον ΕΜ αλγόριθμο βλέπε [21].

Power Iteration Clustering (PIC)

Ο αλγόριθμος PIC ομαδοποιεί κορυφές ενός γραφήματος το οποίο έχει ως ιδιότητες ακμής όλα τα δυνατά
ζεύγη ομοιότητας που προκύπτουν από το σύνολο των δεδομένων μας. Υπολογίζει ένα ψευδο-ιδιοδιάνυσμα του
κανονικοποιημένου πίνακα συγγένειας (affinity matrix) μέσω της επανάληψης ισχύος και το χρησιμοποιεί για
να ομαδοποιήσει κορυφές. Ο αλγόριθμος προϋποθέτει ότι οι ομοιότητες είναι μη αρνητικές και ότι το μέτρο
ομοιότητας είναι συμμετρικό. Επίσης, ένα ζεύγος, ανεξαρτήτου διάταξης, πρέπει να εμφανίζεται το πολύ μια φορά
στα δεδομένα εισόδου, ενώ αν ένα ζεύγος λείπει από τα δεδομένα εισόδου τότε το μέτρο ομοιότητάς τους θεωρείται
ίσο με μηδέν. Πρόκειται για έναν κλιμακωτό και αποτελεσματικό αλγόριθμο. Για περισσότερες πληροφορίες
σχετικά με τον αλγόριθμο βλέπε [22]
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Latent Dirichlet Allocation (LDA)

O LDA αλγόριθμος είναι ένα μοντέλο θέματος, το οποίο καταλήγει σε ένα θέμα από μια συλλογή εγγράφων
κειμένου. Ο LDA μπορεί να θεωρηθεί ως αλγόριθμος ομαδοποίησης με τις εξής παραδοχές:

• Τα θέματα αντιστοιχούν στα κέντρα των ομάδων και τα έγγραφα αντιστοιχούν σε παραδείγματα (rows) σε
ένα σύνολο δεδομένων.

• Τα θέματα και τα έγγραφα υπάρχουν σε έναν χώρο, στον οποίο τα διανύσματα είναι διανύσματα από αριθμούς
λέξεων.

• Αντί να φτιάχνει μια ομαδοποίηση χρησιμοποιώντας μια παραδοσιακή απόσταση, χρησιμοποιεί μια
λειτουργία που βασίζεται σε ένα στατιστικό μοντέλο για το πώς παράγονται τα κείμενα.

Σημειώνουμε ότι ο αλγόριθμος αυτός βρίσκεται ακόμη σε πειραματικό στάδιο και αναπτύσσεται ακόμη.

Bisecting K-means

Ο αλγόριθμος αυτός συχνά είναι ταχύτερος από τον κλασικό K-means και γενικά παράγει διαφορετικά
ομαδοποίηση. Πρόκειται για ένα είδος ιεραρχικής ομαδοποίησης (η οποία είναι μια από τις πιο ευρέως
χρησιμοποιούμενες μεθόδους ομαδοποίησης), που επιδιώκει να χτίσει μια ιεραρχία ομάδων χρησιμοποιώντας
την προσέγγιση από κάτω προς τα πάνω (διαχωριστικός αλγόριθμος). Αυτό σημαίνει πως όλες οι παρατηρήσεις
ξεκινούν από το ίδιο κέντρο και εκτελούνται αναδρομικά διαχωρισμοί καθώς κινείται προς τα κάτω στην ιεραρχία.
Ο ψευδοκώδικας του αλγορίθμου αυτού είναι:

1. Διάλεξε μια ομάδα για να διαχωρίσεις

2. Βρες 2 υπο-ομάδες χρησιμοποιώντας τον κλασικό K-means αλγόριθμο (βήμα διχοτόμησης - bisecting)

3. Επανάλαβε το προηγούμενο βήμα, το βήμα διχοτόμησης, για X φορές και διάλεξε τον διαχωρισμό
που παράγει την ομαδοποίηση με τη μέγιστη συνολική ομοιότητα (όπου X είναι ο μέγιστος αριθμός
επαναλήψεων)

4. Επανάλαβε τα βήματα 1,2 και 3 μέχρι να επιτευχθεί ο επιθυμητός αριθμός ομάδων.

Για περισσότερες πληροφορίες σχετικά με τον αλγόριθμο αυτό βλέπε [23]

Streaming K-means

Όταν τα δεδομένα φτάνουν μέσω ενός ρεύματος (stream), είναι πιθανό να επιθυμούμε να υπολογίσουμε
δυναμικά τα κέντρα, ενημερώνοντάς τα καθώς φθάνουν νέα δεδομένα. Ο αλγόριθμος χρησιμοποιεί μια γενίκευση
του κανόνα ενημέρωσης K-means mini-batch, σύμφωνα με την οποία, για κάθε νέα παρτίδα δεδομένων,
αναθέτουμε όλα τα σημεία στο πλησιέστερο κέντρο και υπολογίζουμε εκ νέου τα κέντρα των ομάδων.

3.3.5 GraphX
Η GraphX είναι μια βιβλιοθήκη της Spark για την επεξεργασία γραφημάτων. Όπως η Spark SQL και η Spark

Streaming, έτσι και η GraphX επεκτείνει τις βασικές λειτουργίες του πυρήνα της Spark επιτρέποντας στον χρήστη
παράλληλη επεξεργασία γραφημάτων με κατάλληλες ιδιότητες για κάθε ακμή και κόμβο. Επίσης ηGraphX περιέχει
μερικούς από τους βασικότερους αλγορίθμους για ανάλυση γραφημάτων, όπως:

• τον αλγόριθμο PageRank, ο οποίος μετρά την σημαντικότητα κάθε κόμβου στο γράφημα,

• τον αλγόριθμο Connected Components, που υποδεικνύει κάθε συνδεδεμένο στοιχείο του γραφήματος με το
ID του κόμβου με τις χαμηλότερες αριθμήσεις

• και τον αλγόριθμο Triangle Counting, ο οποίος αριθμεί τα τρίγωνα τα οποία σχηματίζει ο κάθε κόμβος.
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3.3.6 Cluster Managers
Η πλατφόρμα Spark είναι σχεδιασμένη να λειτουργεί εξίσου αποτελεσματικά τόσο σε έναν όσο και σε

πολλές χιλιάδες υπολογιστικούς κόμβους. Οι εφαρμογές στη Spark μπορούν να λειτουργήσουν ανεξάρτητα σε
κάθε κομμάτι από μια συστοιχία υπολογιστών, καθοδηγημένες από το SparkContext. Το SparkContext είναι ένα
αντικείμενο στο βασικό μας πρόγραμμα (driver program). Για την ευκολία της διαχείρισης των εφαρμογών σε
μια συστοιχία υπολογιστών η Spark είναι συμβατή με αρκετούς cluster managers, με τους οποίος συνδέεται
το SparkContext. Ο βασικότερος cluster manager είναι αυτός που συμπεριλαμβάνεται στην πλατφόρμα και
ονομάζεται Standalone Scheduler. Οι άλλοι δύο πιο σημαντικοί cluster managers είναι ο Hadoop YARN και ο
Apache Mesos.

3.4 PySpark
Η πλατφόρμα Spark έχει γραφτεί στη γλώσσα προγραμματισμού Scala. Για την υποστήριξη της Python με

Spark, η Apache Spark Community δημοσίευσε το API PySpark. Χρησιμοποιώντας το PySpark, μπορούμε να
δουλέψουμε με τα RDDs στην Python, χάρη στη βιβλιοθήκη Py4j. Το PySpark προσφέρει ακόμα το PySpark Shell
το οποίο συνδέει το Python API με τον πυρήνα της Spark και ενεργοποιεί το SparkContext.

Το SparkContext είναι το πρωταρχικό σημείο σε οποιαδήποτε εφαρμογή της Spark. Όταν τρέχουμε μια
τέτοια εφαρμογή, το SparkContext ενεργοποιείται στο driver program, το οποίο έχει τη βασική λειτουργία. Το
driver program τότε τρέχει τις διεργασίες μέσα στους επεξεργαστές των υπολογιστικών κόμβων.Το SparkContext
χρησιμοποιεί τη βιβλιοθήκη Py4j για την εκκίνηση ενός JVM (Java Virtual Machine) και δημιουργεί ένα
JavaSparkContext.

Η παραπάνω περιγραφή απεικονίζεται στην ακόλουθη εικόνα.

Σχήμα 3.3: Η λειτουργία του SparkContext.



Κεφάλαιο 4

Εφαρμογές και Συμπεράσματα

4.1 Περιγραφή της Ανάλυσης

4.1.1 Σκοπός της Ανάλυσης

Στο κεφάλαιο αυτό θα γίνει η παρουσίαση της ανάλυσης που εφαρμόστηκε με σκοπό την ομαδοποίηση
ενός συνόλου τροχιών, οι οποίες είναι πτήσεις που πραγματοποιήθηκαν μεταξύ Βαρκελώνης και Μαδρίτης. Η
ομαδοποίηση αυτή πραγματοποιήθηκε με χρήση των αλγορίθμων ομαδοποίησης K-means, Gaussian Mixture
Model, Power Iteration Clustering και Bisecting K-means, οι οποίοι υπάρχουν στη βιβλιοθήκη MLlib της
πλατφόρμας Spark. Σημαντικό κομμάτι της ανάλυσης υπήρξε η αξιολόγησή των αλγορίθμων, όπως αυτή προέκυψε
από τη σύγκριση των αποτελεσμάτων τους για τις διάφορες μεθόδους διανυσματοποίησης (vectorization) που
εφαρμόστηκαν σε δύο σύνολα δεδομένων.

Το σύνολο δεδομένων περιέχει όλες τις πτήσεις που έγιναν μεταξύ Βαρκελώνης και Μαδρίτης σε διάστημα
ενός μήνα. Τα δεδομένα προέρχονται από τα ραντάρ IFS που παρέχει η CRIDA. Αναλυτικότερα, περιλαμβάνονται
909.644 θέσεις πρωταρχικών σημείων από αεροσκάφη που πετούν μεταξύ των αεροδρομίων της Μαδρίτης
(Barajas) και της Βαρκελώνης κατά τη διάρκεια 1-30 Απριλίου 2016.

Εκτός από το παραπάνω σύνολο δεδομένων, χρησιμοποιήθηκε και μια σύνοψή του. Για την ανίχνευση των
κρίσιμων σημείων, η οποία πραγματοποιήθηκε σύμφωνα με τις προδιαγραφές DatAron Task 2.1 για τη συνοπτική
περιγραφή των τροχιών, χρησιμοποιήθηκαν εφαρμογές λογισμικού που υλοποιήθηκαν στη Scala μέσω του Apache
Flink 0.10.2 και οι οποίες προσομοιώνουν την εισαγωγή του συνόλου δεδομένων σε χρονολογική σειρά (βλέπε
[17]). Συγκεκριμένα ανιχνεύτηκαν 183.372 κρίσιμα σημεία.

Συνοψίζοντας, τα δεδομένα μας είναι ακολουθιακά, καθώς αποτελούν τροχιές κινούμενων αντικειμένων. Όσον
αφορά τις συνόψεις, αποτελούν τη μετατροπή των αρχικών ακατέργαστων δεδομένων σε σημασιολογικές τροχιές
(βλέπε [18]).

Οι μεταβλητές που δίνονται στα δύο σύνολα δεδομένων είναι:

• id: το κλειδί του συνόλου δεδομένων που υποδεικνύει τις τροχιές

• timestamp: η χρονική στιγμή κατά την οποία πάρθηκαν οι μετρήσεις (epochs δηλαδή το χρονικό διάστημα
από 1/1/1970 μέχρι τη στιγμή των μετρήσεων σε milliseconds)

• longitude: γεωγραφικό μήκος

• latitude: γεωγραφικό πλάτος

• altitude: ύψος

• speed: ταχύτητα

Στο Σχήμα 4.1 που ακολουθεί έχουμε απεικονίσει στο χάρτη όλες τις 2D τροχιές των πτήσεων που υπάρχουν
στα σύνολα δεδομένων.
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Σχήμα 4.1: 2D τροχιές σε χαρτογραφικό υπόβαθρο.

4.1.2 Τεχνικές Μετατροπής των Ακολουθιακών Δεδομένων σε Διανύσματα
Λόγω της φύσης των συνόλων δεδομένων εφαρμόστηκαν τέσσερις διαφορετικές τεχνικές που είχαν σκοπό τη

μετατροπή των ακολουθιακών δεδομένων σε διανύσματα και στα δύο σύνολα δεδομένων:

• Διανυσματοποίηση με χρήση παρεμβολής λαμβάνοντας υπόψη το γεωγραφικό μήκος και γεωγραφικό πλάτος
των πτήσεων (2D τροχιά). Το μέγεθος διανύσματος ήταν 5, 10, 25 και 50 παρατηρήσεις για καθεμιά από τις
δύο προαναφερθείσες μεταβλητές. Στη συνέχεια παρουσιάζουμε τον ψευδοκώδικα για τη δημιουργία των
διανυσμάτων από τα ακολουθιακά δεδομένα.

Ψευδοκώδικας διανυσματοποίησης με χρήση παρεμβολής στη 2D τροχιά

Είσοδος 1. Σύνολο ακατέργαστων δεδομένων ή συνοπτικό σύνολο δεδομένων
2.Μέγεθος διανύσματος: 5, 10, 25, 50

Διαδικασία

1. Δημιουργία ενός κενού πίνακα με 1396 γραμμές και 10, 20, 50 ή 100 στήλες
2. Για κάθε μία από τις τροχιές του συνόλου δεδομένων:

α. Επιλέγουμε τις γραμμές του συνόλου δεδομένων που αντιστοιχούν στις παρατηρήσεις της
τροχιάς αυτής
β. Εφαρμόζουμε κυβική παρεμβολή μεγέθους 5, 10, 25, 50 στις στήλες ‘Γεωγραφικό Μήκος’
και ‘Γεωγραφικό Πλάτος’, με ανεξάρτητη μεταβλητή το timestamp, δημιουργώντας 2
διανύσματα διάστασης ίσης με το μέγεθος του διανύσματος
γ. Σύνδεση των δύο παραπάνω διανυσμάτων, με σκοπό τη δημιουργία ενός διανύσματος
διάστασης 10, 20, 50, 100 αντίστοιχα
δ. Αποθήκευση του συγχωνευμένου διανύσματος στην αντίστοι χηγραμμή του κενού πίνακα

Έξοδος Πίνακας με 1396 γραμμές (όσες και οι τροχιές) και στήλες όσες ο διπλάσιος αριθμός του
μεγέθους διανύσματος που επιλέξαμε

• Διανυσματοποίηση με χρήση παρεμβολής λαμβάνοντας υπόψη το γεωγραφικό μήκος, το γεωγραφικό πλάτος
και το ύψος των πτήσεων (3D τροχιά). Το μέγεθος διανύσματος ήταν 5, 10, 25 και 50 παρατηρήσεις για
καθεμιά από τις τρεις προαναφερθείσες μεταβλητές. Στη συνέχεια παρουσιάζουμε τον ψευδοκώδικα για τη
δημιουργία των διανυσμάτων από τα ακολουθιακά δεδομένα.
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Ψευδοκώδικας διανυσματοποίησης με χρήση παρεμβολής στη 3D τροχιά

Είσοδος 1. Σύνολο ακατέργαστων δεδομένων ή συνοπτικό σύνολο δεδομένων
2.Μέγεθος διανύσματος (τιμές 5, 10, 25, 50)

Διαδικασία

1. Δημιουργία ενός κενού πίνακα με 1396 γραμμές και 15, 30, 75 ή 150 στήλες
2. Για κάθε μία από τις τροχιές του συνόλου δεδομένων:

α. Επιλέγουμε τις γραμμές του συνόλου δεδομένων που αντιστοιχούν στις παρατηρήσεις της
τροχιάς αυτής
β. Εφαρμόζουμε κυβική παρεμβολή μεγέθους 5, 10, 25, 50 στις στήλες ‘Γεωγραφικό Μήκος’
και ‘Γεωγραφικό Πλάτος’ και ‘Υψος’, με ανεξάρτητη μεταβλητή το timestamp,
δημιουργώντας 3 διανύσματα διάστασης ίσης με το μέγεθος του διανύσματος
γ. Σύνδεση των δύο παραπάνω διανυσμάτων, με σκοπό τη δημιουργία ενός διανύσματος
διάστασης 15, 30, 75, 150 αντίστοιχα
δ. Αποθήκευση του συγχωνευμένου διανύσματος στην αντίστοιχη γραμμή του κενού πίνακα

Έξοδος Πίνακας με 1396 γραμμές (όσες και οι τροχιές) και στήλες όσες ο τριπλάσιος αριθμός του
μεγέθους διανύσματος που επιλέξαμε

• Διανυσματοποίηση η οποία έλαβε υπόψιν της το γεωγραφικό μήκος, το γεωγραφικό πλάτος και το ύψος,
αφού αυτά ευθυγραμμίστηκαν και κανονικοποιήθηκαν. Πιο συγκεκριμένα, αφού κάναμε όλες τις τροχιές να
ξεκινούν από τη χρονική στιγμή t = 0 (aligned τροχιές), χρησιμοποιήσαμε τη διάρκεια της μέγιστης πτήσης
με σκοπό να κανονικοποιήσουμε τη μεταβλητή timestamp του συνόλου δεδομένων. Με τον τρόπο αυτό η
πτήση με τη μεγαλύτερη διάρκεια έπαιρνε τιμές στο t από 0 μέχρι 1, ενώ για όλες τις άλλες πτήσεις η μέγιστη
τιμή του t ήταν μικρότερη του 1. Το μέγεθος διανύσματος είναι 5, 10, 25 και 50 παρατηρήσεις για καθεμιά
από τις μεταβλητές γεωγραφικό μήκος, γεωγραφικό πλάτος και ύψος.
Για παράδειγμα για μέγεθος διανύσματος ίσο με 5, η διανυσματοποίηση έγινε με βάση το διάνυσμα [0, 0.2,
0.4, 0.6, 0.8, 1]. Για μια τροχιά της οποίας το πρώτο σημείο ήταν το 0 και το τελευταίο το 0.7, κρατήσαμε
τις τιμές του γεωγραφικού μήκους, γεωγραφικού πλάτους και ύψους που αντιστοιχούν στις χρονικές στιγμές
0, 0.2, 0.4 και 0.6, ενώ για τις χρονικές στιγμές 0.8 και 1 κρατήσαμε τις τιμές του γεωγραφικού μήκους,
γεωγραφικού πλάτους και ύψους που αντιστοιχούν στην τελευταία παρατήρηση της τροχιάς αυτής.
Ειδικότερα, αν συμβολίσουμε με ti,j το timestamp που αντιστοιχει την i−οστή παρατήρηση της τροχιάς j
τότε το ti,j μετασχηματίζεται σύμφωνα με τον τύπο:

t′i,j = ti,j −minj{ti,j}
max{∆tj}

όπου
∆tj = maxj{ti,j} −minj{ti,j}

Στη συνέχεια παρουσιάζουμε τον ψευδοκώδικα για τη δημιουργία των διανυσμάτων από τα ακολουθιακά
δεδομένα.
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Ψευδοκώδικας διανυσματοποίησης κανονικοποιημένης και ευθυγραμμισμένης 3D τροχιάς

Είσοδος 1. Σύνολο ακατέργαστων δεδομένων ή συνοπτικό σύνολο δεδομένων
2.Μέγεθος διανύσματος (τιμές 5, 10, 25, 50)

Διαδικασία

1. Δημιουργία ενός κενού πίνακα με 1396 γραμμές και 15 στήλες
2. Βρίσκουμε τη διάρκεια της μέγιστης πτήσης και τη συμβολίζουμε με MaxDur
3. Δημιουργία ενός κενού συνόδου δεδομένων (df2)
4. Για κάθε μία από τις τροχιές του συνόλου δεδομένων:
α. Επιλέγουμε τις γραμμές του συνόλου δεδομένων που αντιστοιχούν στις παρατηρήσεις της
τροχιάς αυτής και τις αποθηκεύουμε σε ένα νέο σύνολο δεδομένων (flight11)

β. Βρίσκουμε το ελάχιστο timestamp του flight11 και τo συμβολίζουμε με mintimestamp0
γ. Δημιουργούμε μία νέα στήλη στο flight11 με το όνομα timestamp2 που προκύπτει
από το μετασχηματισμό της στήλης timestamp σύμφωνα με τον τύπο
(timestamp-mintimestamp0)/MaxDur
δ. Συγχωνεύουμε το df2 με το flight11

5. Δημιουργία τριών κενών πινάκων διαστάσεων 1396*5, με όνομα lon, lat και alt
6. Για κάθε μία από τις τροχιές του συνόλου δεδομένων df2:
α. Επιλέγουμε τις γραμμές του συνόλου δεδομένων που αντιστοιχούν στις παρατηρήσεις της
τροχιάς αυτής

β. Βρίσκουμε το μέγιστο timestamp2 και το συμβολίζουμε με maxtimestamp0
γ. Δημιουργία τριών κενών διανυσμάτων μεγέθους 5 με ονόματα longit2, latit2 και altit2
δ. Για i από 1 έως 5:
i. Υπολογίζουμε το x=i/5
ii. Αν x 6 maxtimestamp0:
a. Βρίσκουμε την τιμή του ‘Γεωγραφικού Μήκους’, του ‘Γεωγραφικού Πλάτους’
και του ‘Ύψους’ που αντιστοιχούν στην παρατήρηση που βρίσκεται πιο κοντά στη
χρονική στιγμή timestamp2= i/5

b. Εκχώρηση των τιμών αυτών στις i-οστές θέσεις των διανυσμάτων longit2,
latit2 και altit2 αντίστοιχα

Αλλιώς:
a. Βρίσκουμε την τιμή του ‘Γεωγραφικού Μήκους’, του ‘Γεωγραφικού Πλάτους’
και του ‘Ύψους’ που αντιστοιχούν στην παρατήρηση με το μέγιστο timestamp2

b. Εκχώρηση των τιμών αυτών στις i-οστές θέσεις των διανυσμάτων longit2,
latit2 και altit2 αντίστοιχα

ε. Αποθήκευση των longit2, latit2 και altit2 στην αντίστοιχη γραμμή των κενών
πινάκων lon, lat και alt

7. Συγχώνευση κατά στήλες των πινάκων lon, lat και alt

Έξοδος Πίνακας με 1396 γραμμές (όσες και οι τροχιές) και στήλες όσες ο τριπλάσιος αριθμός του
μεγέθους διανύσματος που επιλέξαμε

• Διανυσματοποίηση που προέκυψε από το συνδυασμό της παραπάνω διανυσματοποίησης και της Ανάλυσης
Κυρίων Συνιστωσών. Πιο συγκεκριμένα, χρησιμοποιώντας το σύνολο δεδομένων που προέκυψε από την
προηγούμενη διανυσματοποίηση για μέγεθος διανύσματος ίσο με 50, εφαρμόσαμε τη μέθοδο της Ανάλυσης
Κυρίων Συνιστωσών με σκοπό να καταλήξουμε από τις 50 παρατηρήσεις για κάθε μία από τις μεταβλητές
γεωγραφικό μήκος, γεωγραφικό πλάτος και ύψος, σε 5 και 10. Στη συνέχεια παρουσιάζουμε τον ψευδοκώδικα
για τη δημιουργία των διανυσμάτων βιασμένοι στη προηγούμενη διανυσματοποίηση.
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Ψευδοκώδικας διανυσματοποίησης με χρήση Ανάλυσης Κυρίων Συνιστωσών στη 3D τροχιά

Είσοδος

1. Πίνακας που προέκυψε από την τελευταία διανυσματοποίηση στο σύνολο ακατέργαστων
δεδομένων για μέγεθος διανύσματος 50 ή Πίνακας που προέκυψε από την τελευταία
διανυσματοποίηση στο συνοπτικό σύνολο δεδομένων για μέγεθος διανύσματος 50
2.Μέγεθος διανύσματος (τιμές 5, 10)

Διαδικασία

1. Διάσπαση του πίνακα εισόδου (στον οποίο οι πρώτες 50 στήλες αποτελούν το ‘Γεωγραφικό
Μήκος’, οι 50 επόμενες το ‘Γεωγραφικό Πλάτος’ και οι 50 τελευταίες το ‘Ύψος’) σε τρία
σύνολα δεδομένων, τα Lon, Lat και Alt

2. Εφαρμογή της Ανάλυσης Κυρίων Συνιστωσών σε καθένα από τα Lon, Lat και Alt με πλήθος
5 και 10 κυρίων συνιστωσών και αποθήκευση των νέων δεδομένων στους πίνακες Lon2, Lat2
και Alt2

3. Συγχώνευση κατά στήλες των Lon2, Lat2 και Alt2

Έξοδος Πίνακας με 1396 γραμμές (όσες και οι τροχιές) και στήλες όσες ο τριπλάσιος αριθμός του
πλήθους κυρίων συνιστωσών που επιλέξαμε

Πριν συνεχίσουμε με την υπόλοιπη ανάλυση κρίνεται σκόπιμο να αναφέρουμε αναλυτικότερα τι είναι η
παρεμβολή και η Ανάλυση Κυρίων Συνιστωσών.

Παρεμβολή

Παρεμβολή απλά σημαίνει προσαρμογή κάποιας συνάρτησης σε δεδομένα, έτσι ώστε η συνάρτηση να έχει τις
ίδιες τιμές με τις τιμές των δεδομένων.

Γενικά το απλούστερο πρόβλημα παρεμβολής σε μία διάσταση μπορεί να διατυπωθεί ως εξής:
Για δοθέντα δεδομένα (xi, fi), i = 1, 2, ..., n, με x1 < x2 < ... < xn, ζητάμε να υπολογίσουμε μία συνάρτηση

y(x) έτσι ώστε: y(xi) = fi, i = 1, 2, ..., n, και θα ονομάζουμε την y(x), παρεμβολική συνάρτηση για τα δοθέντα
δεδομένα. Για μεγαλύτερη ακρίβεια επιλέξαμε το πολυώνυμο παρεμβολής να είναι μέχρι τρίτου βαθμού. Για
περισσότερες πληροφορίες σχετικά με την παρεμβολή βλέπε [2]

Για την εφαρμογή της παρεμβολής στα σύνολα των δεδομένων χρησιμοποιήθηκε το πακέτο interpolate της
open-source βιβλιοθήκης SciPy της Python.

Ανάλυση Κυρίων Συνιστωσών

Η ανάλυση κύριων συνιστωσών είναι μία στατιστική διαδικασία η οποία μετατρέπει μία ομάδα τιμών
(παρατηρήσεων) δυνητικά συσχετιζόμενων μεταβλητών σε μία ομάδα νέων τιμών μη γραμμικά συσχετιζόμενων
μεταβλητών οι οποίες καλούνται κύριες συνιστώσες. Ο αριθμός των νέων μεταβλητών που προκύπτει είναι ίσος
ή και συχνότερα πολύ μικρότερος από τον αριθμό των αρχικών μεταβλητών. Η μετάβαση αυτή πραγματοποιείται
με τέτοιο τρόπο ώστε, η πρώτη συνιστώσα να εξηγεί τη μέγιστη δυνατή διακύμανση που αναπτύσσεται μεταξύ
των αρχικών μεταβλητών, η δεύτερη, μη συσχετιζόμενη με την πρώτη, να εξηγεί ένα σημαντικό μέρος αυτής αλλά
πάντα μικρότερο της πρώτης κοκ (βλέπε [24]).

Για την εφαρμογή της Ανάλυσης Κυρίων Συνιστωσών στα σύνολα των δεδομένων χρησιμοποιήθηκε η
βιβλιοθήκη MLlib.

Για την καλύτερη κατανόηση, στη συνέχεια παρουσιάζουμε οπτικά τις διανυσματοποιήσεις μιας τυχαίας
τροχιάς από το σύνολο των δεδομένων μαζί με την αντίστοιχη ακατέργαστη τροχιά. Ειδικότερα, απεικονίζουμε
σε χαρτογραφικό υπόβαθρο την τροχιά μιας συγκεκριμένης πτήσης και τη συγκρίνουμε με την αντίστοιχη
διανυσματοποιημένη τροχιά, όπως αυτή προέκυψε για μεγέθη διανύσματος 5, 10, 25 και 50.
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Σχήμα 4.2: Διανυσματοποίηση τροχιάς μεγέθους 5.

Σχήμα 4.3: Διανυσματοποίηση τροχιάς μεγέθους 10.

Σχήμα 4.4: Διανυσματοποίηση τροχιάς μεγέθους 25.

Σχήμα 4.5: Διανυσματοποίηση τροχιάς μεγέθους 50.

Στα παραπάνω σχήματα, παρατηρούμε πως καθώς αυξάνεται το μέγεθος του διανύσματος, οι
διανυσματοποιημένες τροχιές τείνουν να συμπέσουν στην ακατέργαστη τροχιά. Αξίζει να σημειώσουμε ότι
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οι διανυσματοποιημένες τροχιές που προέκυψαν από την εφαρμογή της παρεμβολής στη 2D και 3D τροχιά
ταυτίζονται στη συγκεκριμένη απεικόνιση.

4.1.3 Αλγόριθμοι Ομαδοποίησης
Οι αλγόριθμοι K-means, Gaussian Mixture Model, Power Iteration Clustering και Bisecting K-means

εκτελέστηκαν για όλες τις τεχνικές διανυσματοποίησης που περιγράψαμε στην προηγούμενη παράγραφο και για
κάθε μέγεθος διανύσματος όπως αναφέρθηκε στην εκάστοτε περιγραφή. Οι αλγόριθμοι εκτελέστηκαν για διάφορες
τιμές των παραμέτρων τους μέσω της πλατφόρμας Spark με χρήση της βιβλιοθήκης MLlib μέσω του PySpark. Οι
παράμετροι των αλγορίθμων που αξιολογήθηκαν είναι:

1. Το πλήθος των ομάδων (k). Σημειώνουμε ότι είναι πιθανό να επιστραφούν λιγότερες ομάδες από τον
επιθυμητό αυτό αριθμό.

2. Το μέγιστο πλήθος των επαναλήψεων (MaxIterations) είναι το μέγιστο πλήθος επαναλήψεων που μπορεί ο
αλγόριθμος να τρέξει.

Ειδικότερα, κάθε αλγόριθμος εκτελέστηκε για 2,3,4 και 5 ομάδες και 10,50 και 100 επαναλήψεις.

4.1.4 Αξιολόγηση Αλγορίθμων Ομαδοποίησης
Επόμενο βήμα μετά την εφαρμογή των αλγορίθμων ήταν η αξιολόγησή τους, η οποία έγινε με χρήση κάποιων

μέτρων απόδοσης. Τα μέτρα που χρησιμοποιήθηκαν είναι τα Accuracy, Precision και F1 Score και σκοπός τους
ήταν να αξιολογήσουν την απόδοση του κάθε μοντέλου και την ακρίβεια των προβλέψεων.

Για την εφαρμογή της αξιολόγησης, έπρεπε να γνωρίζουμε την ομάδα στην οποία ανήκει η κάθε πτήση στην
πραγματικότητα, αν αυτές χωρίζονταν σε 2,3,4 και 5 ομάδες. Για το λόγο αυτό, απεικονίσαμε τη 2D τροχιά κάθε
μιας πτήσης (γεωγραφικό μήκος και γεωγραφικό πλάτος) και τις χωρίσαμε σε 2,3,4 και 5 ομάδες, δημιουργώντας
έτσι το ground truth. Στο σχήματα που ακολουθούν έχουμε απεικονίσει στο χάρτη όλες τις 2D τροχιές των πτήσεων
που υπάρχουν στα σύνολα δεδομένων, στα οποία διακρίνεται η ομαδοποίηση των τροχιών βάση του ground truth
για κάθε δυνατό αριθμό ομάδων.

Σχήμα 4.6: Ground truth για 2 ομάδες.

Σχήμα 4.7: Ground truth για 3 ομάδες.
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Σχήμα 4.8: Ground truth για 4 ομάδες.

Σχήμα 4.9: Ground truth για 5 ομάδες.

Για την περιγραφή των μέτρων απόδοσης που αναφέρθηκαν παραπάνω, θεωρούμε έναν πίνακα σύγχυσης
(confusion matrix), ο οποίος χρησιμοποιείται συχνά για να περιγράψει την απόδοση ενός μοντέλου ομαδοποίησης
για δύο ομάδες, σε ένα σύνολο δεδομένων για τα οποία οι πραγματικές τιμές είναι γνωστές. Η μορφή του πίνακα
αυτού φαίνεται στον Πίνακα 4.1

Προβλεπόμενη Τιμή

Πραγματική
Τιμή

Τιμή = ΝΑΙ Τιμή = ΟΧΙ
Τιμή = ΝΑΙ Σωστό Θετικό Λανθασμένο Αρνητικό
Τιμή = ΟΧΙ Λανθασμένο Θετικό Σωστό Αρνητικό

Πίνακας 4.1: Πίνακας Σύγχυσης.

Οι τιμές Σωστό Θετικό και Σωστό Αρνητικό είναι οι παρατηρήσεις που προβλέφθηκαν σωστά, ενώ οι τιμές
Λανθασμένο Θετικό και Λανθασμένο Αρνητικό είναι οι παρατηρήσεις που προβλέφθηκαν λάθος, για αυτό κι
επιθυμούμε να είναι οι ελάχιστες δυνατές. Πιο ειδικά, θεωρώντας ότι η Πραγματική Τιμή = ΝΑΙ υποδεικνύει
ότι μια πτήση ανήκει στην ομάδα 0, και η Πραγματική Τιμή = ΟΧΙ υποδεικνύει ότι μια πτήση ανήκει στην ομάδα
1, τότε:

• Σωστό Θετικό (True Positive - ΤΡ): είναι οι πτήσεις που η πρόβλεψη τις κατατάσσει στην ομάδα 0, στην
οποία ανήκουν στην πραγματικότητα.

• Σωστό Αρνητικό (True Negative - ΤΝ): είναι οι πτήσεις που η πρόβλεψη τις κατατάσσει στην ομάδα 1, στην
οποία ανήκουν στην πραγματικότητα.

• Λανθασμένο Θετικό (False Positive - FP): είναι οι πτήσεις που η πρόβλεψη τις κατατάσσει στην ομάδα 0,
αλλά στην πραγματικότητα ανήκουν στην ομάδα 1.

• Λανθασμένο Αρνητικό (False Negative - FN): είναι οι πτήσεις που η πρόβλεψη τις κατατάσσει στην ομάδα
1, αλλά στην πραγματικότητα ανήκουν στην ομάδα 0.

Η τιμή Accuracy δίνεται από τον τύπο:

Accuracy = TP + TN

TP + FP + FN + TN
(4.1)
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Aποτελεί το πιο διαισθητικό μέτρο απόδοσης αφού ορίζεται απλώς ως το πηλίκο των σωστά προβλεφθέντων
παρατηρήσεων προς το σύνολο των παρατηρήσεων. Η ερώτηση στην οποία απαντά αυτό το μέτρο είναι: “από
όλες τις πτήσεις, πόσες προβλέφθηκαν να είναι στην ομάδα 0;”.

Η τιμή Precision δίνεται από τον τύπο:

Precision = TP

TP + FP
(4.2)

Πρόκειται για το πηλίκο των σωστά προβλεφθέντων παρατηρήσεων με τιμή = ΝΑΙ προς το σύνολo των σωστά
προβλεφθέντων παρατηρήσεων. Η ερώτηση στην οποία απαντά αυτό το μέτρο είναι: “από όλες τις πτήσεις που
προβλέφθηκαν να είναι στην ομάδα 0, πόσες στην πραγματικότητα είναι;”.

Η τιμή F1 Score δίνεται από τον τύπο:

F1Score = 2 ∗ Recall ∗ Precision
Recall + Precision

(4.3)

όπου το Recall ορίζεται ως:

Recall = TP

TP + FN
(4.4)

Το Recall υποδεικνύει από όλες τις πτήσεις που στην πραγματικότητα ανήκουν στην ομάδα 0, πόσες
προβλέφθηκαν να είναι στην ομάδα αυτή. Το F1 Score είναι ένας σταθμισμένος μέσος των μέτρων Recall και
Precision και για αυτό δεν είναι εύκολο να ερμηνευτεί. Η σημασία του όμως είναι μεγάλη, ιδιαίτερα εάν η κατανομή
των παρατηρήσεων μας είναι άνιση.

Εκτός από τα μέτρα απόδοσης που περιγράφηκαν παραπάνω, υπολογίστηκε επίσης η τετραγωνική ρίζα της
μέσης τετραγωνικής απόκλισης, RMSE, κάθε κεντροειδούς από τα μέλη της αντίστοιχης ομάδας. Τέλος, για όλες
τις εκτελέσεις των αλγορίθμων σημειώθηκε ο χρόνος εκτέλεσης.

4.2 Αποτελέσματα Ανάλυσης
Στην παράγραφο αυτή θα αναφερθούμε αναλυτικά στα αποτελέσματα της κάθε ανάλυσης όπως αυτά

προέκυψαν από τις τέσσερις τεχνικές διανυσματοποίησης που περιγράψαμε προηγουμένως.

4.2.1 Διανυσματοποίηση σε 2D Τροχιά με Χρήση Παρεμβολής
Όπως αναφέραμε παραπάνω, η διανυσματοποίηση αυτή έγινε στα δύο σύνολα δεδομένων με χρήση της

παρεμβολής. Για κάθε μία από τις μεταβλητές γεωγραφικό μήκος και γεωγραφικό πλάτος εφαρμόσαμε παρεμβολή
5, 10, 25 και 50 σημείων.

Η είσοδος που δέχτηκαν οι αλγόριθμοι K-means, Gaussian Mixture Model και Bisecting K-means, είναι
ένας πίνακας με τόσες γραμμές όσες και οι πτήσεις του συνόλου δεδομένων και τόσες στήλες όσες ο διπλάσιος
αριθμός του μεγέθους του διανύσματος που επιλέξαμε. Για παράδειγμα στην περίπτωση που επιλέξαμε 5 σημεία
παρεμβολής, τότε για την κάθε πτήση κρατήσαμε 10 σημεία, όπου τα 5 πρώτα αποτελούν το γεωγραφικό μήκος
και τα 5 τελευταία το γεωγραφικό πλάτος (όπως αυτά προέκυψαν από την εφαρμογή της παρεμβολής).

Η είσοδος που δέχτηκε ο αλγόριθμος Power Iteration Clustering είναι ένας πίνακας με 3 στήλες, όπου η πρώτη
στήλη υποδεικνύει την πτήση i, η δεύτερη στήλη υποδεικνύει την πτήση j και η τρίτη στήλη υποδεικνύει την
απόσταση των προαναφερθέντων πτήσεων (με i ≤ j). Σημειώνουμε ότι η απόσταση αυτή υπολογίστηκε με
χρήση της συνάρτησης gpxpy.geo.haversine_distance στην Python, η οποία δέχεται το γεωγραφικό μήκος και
γεωγραφικό πλάτος δύο σημείων στο χάρτη και δίνει τη χιλιομετρική τους απόσταση.

Για τους κώδικες που χρησιμοποιήθηκαν για τη δημιουργία των συνόλων δεδομένων που δέχονται σαν είσοδο
οι αλγόριθμοι ομαδοποίησης, παραπέμπουμε στο Παράρτημα Α’.

Στη συνέχεια τρέξαμε τους αλγορίθμους ομαδοποίησης για όλες τις περιπτώσεις του μεγέθους του διανύσματος.
Για τους κώδικες των αλγορίθμων παραπέμπουμε στο Παράρτημα Ε’.

Τα αποτελέσματα της αξιολόγησης των αλγορίθμων για καθεμία από τις παραμέτρους για τις οποίες
εξετάστηκαν (πλήθος ομάδων k και μέγιστο πλήθος επαναλήψεων MaxIterations) είναι συγκεντρωμένα στους
πίνακες που ακολουθούν.
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Οι πίνακες που δίνονται στη συνέχεια περιλαμβάνουν τις τιμές των Accuracy, Precision και F1 Score που
αξιολογούν το αποτέλεσμα του κάθε αλγορίθμου που έτρεξε σε ολόκληρο το σύνολο δεδομένων, σε σχέση με το
ground truth.
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Πίνακας 4.2: Accuracy, Precision και F1 Score(%) για Διανυσματοποίηση σε 2D Τροχιά με Χρήση Παρεμβολής.

Οι ίδιοι πίνακες, που δίνουν τα αποτελέσματα αξιολόγησης των αλγορίθμων όπως αυτά έτρεξαν για το
συνοπτικό σύνολο δεδομένων, δίνονται στη συνέχεια.
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Πίνακας 4.3: Accuracy, Precision και F1 Score(%) για Διανυσματοποίηση σε 2D Τροχιά με Χρήση Παρεμβολής,
του συνοπτικού συνόλου δεδομένων.

Παρατηρούμε ότι και για τα δύο σύνολα δεδομένων, η καλύτερη ομαδοποίηση γίνεται στην περίπτωση των 2
ομάδων. Συγκεκριμένα, καθώς το πλήθος των ομάδων αυξάνεται οι τιμές των Accuracy, Precision και F1-Score
μειώνονται αισθητά. Ακόμη οι αλγόριθμοι που φαίνεται να έχουν την καλύτερη απόδοση για την περίπτωση των 2
ομάδων είναι οι K-means, Power Itration Clustering και Bisecting K-means, αφού η απόδοση του GaussianMixture
Model φαίνεται να μειώνεται καθώς αυξάνεται το μέγεθος του διανύσματος.

Στη συνέχεια δίνονται οι πίνακες που περιλαμβάνουν τη μέση απόσταση του κεντροειδούς από τα μέλη της
ομάδας, όπως αυτή υπολογίστηκε για κάθε αλγόριθμο που έτρεξε στο συνολικό σύνολο δεδομένων.
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Πίνακας 4.4: RMSE απόσταση του κεντροειδούς από τα μέλη της ομάδας (km) για Διανυσματοποίηση σε 2D
Τροχιά με Χρήση Παρεμβολής, του συνόλου δεδομένων.

Οι ίδιοι πίνακες, που δίνουν τη μέση απόσταση του κεντροειδούς από τα μέλη της ομάδας, όπως αυτά έτρεξαν
για το συνοπτικό σύνολο δεδομένων, δίνονται στη συνέχεια.



4.2. ΑΠΟΤΕΛΕΣΜΑΤΑ ΑΝΑΛΥΣΗΣ 45

Πίνακας 4.5: RMSE απόσταση του κεντροειδούς από τα μέλη της ομάδας (km) για Διανυσματοποίηση σε 2D
Τροχιά με Χρήση Παρεμβολής, του συνοπτικού συνόλου δεδομένων.

Παρατηρούμε και για τα δύο σύνολα δεδομένων ότι η μέση απόσταση του κεντροειδούς από τα μέλη
της ομάδας αυξάνεται καθώς αυξάνεται το μέγεθος το διανύσματος (για τον ίδιο αριθμό ομάδων). Επίσης
οι μικρότερες αποστάσεις παρατηρούνται στην περίπτωση των δύο ομάδων, γεγονός που υποδεικνύει ότι οι
αλγόριθμοι δημιουργούν ομάδες πιο ομογενείς στην περίπτωση των 2 ομάδων. Οι αλγόριθμοι που δημιουργούν
ομαδοποίηση με μικρές RMSE αποστάσεις είναι οι K-means, Power Iteration Clustering και Bisecting K-means. Ο
GaussianMixtureModel φαίνεται πως καθώς αυξάνεται το μέγεθος του διανύσματος δε δημιουργεί τόσο ομογενείς
ομάδες.

Τέλος παραθέτουμε έναν πίνακα με τους χρόνους εκτέλεσης καθενός αλγορίθμου για τις διάφορες τιμές των
παραμέτρων που μελετήσαμε, όπως έτρεξαν για το συνολικό σύνολο δεδομένων.
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Πίνακας 4.6: Χρόνος εκτέλεσης (sec) για Διανυσματοποίηση σε 2D Τροχιά με Χρήση Παρεμβολής, του συνόλου
δεδομένων.

Οι ίδιοι πίνακες, που δίνουν το χρόνο εκτέλεσης των αλγορίθμων, όπως αυτοί έτρεξαν για το συνοπτικό σύνολο
δεδομένων, δίνονται στη συνέχεια.
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Πίνακας 4.7: Χρόνος εκτέλεσης (sec) για Διανυσματοποίηση σε 2DΤροχιά μεΧρήσηΠαρεμβολής, του συνοπτικού
συνόλου δεδομένων.

Οι χρόνοι εκτέλεσης δε φαίνεται να διαφέρουν ιδιαίτερα από αλγόριθμο σε αλγόριθμο. Παρατηρείται μία μικρή
αύξηση του χρόνου εκτέλεσης όλων των αλγορίθμων καθώς αυξάνεται το πλήθος των ομάδων που δημιουργούν οι
αλγόριθμοι. Επίσης η αύξηση του αριθμού των επαναλήψεων αυξάνει το χρόνο εκτέλεσης για την περίπτωση των
αλγορίθμων Power Iteration Clustering και Bisecting K-means, ενώ οι αλγόριθμοι K-means και Gaussian Mixture
Model δε φαίνεται να επηρεάζονται με κάποιο συστηματικό τρόπο.

Στη συνέχεια απεικονίζουμε τις καλύτερες ομαδοποιήσεις ανά αριθμό ομάδων για καθέναν από τους
αλγορίθμους σε σύγκριση με το ground truth.

Πίνακας 4.8: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 2 ομάδες.
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Πίνακας 4.9: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 3 ομάδες.

Πίνακας 4.10: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 4 ομάδες.
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Πίνακας 4.11: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 5 ομάδες.

Κάτι που επιβεβαιώνεται και οπτικά είναι πως οι αλγόριθμοι δίνουν καλύτερα αποτελέσματα στην περίπτωση
των δύο ομάδων. Όσο ο αριθμός των ομάδων αυξάνεται, παρατηρούμε σημαντική διαφοροποίηση σε σχέση με το
ground truth. Επίσης, η ομαδοποίηση που επιτυγχάνουν και οι τέσσερις αλγόριθμοι για δύο ομάδες είναι σχεδόν η
ίδια.

4.2.2 Διανυσματοποίηση σε 3D Τροχιά με Χρήση Παρεμβολής
Όπως αναφέραμε παραπάνω, η διανυσματοποίηση αυτή έγινε στα δύο σύνολα δεδομένων με χρήση της

παρεμβολής. Για κάθε μία από τις μεταβλητές γεωγραφικό μήκος, γεωγραφικό πλάτος και ύψος εφαρμόσαμε
παρεμβολή 5, 10, 25 και 50 σημείων.

Η είσοδος που δέχτηκαν οι αλγόριθμοι K-means, Gaussian Mixture Model και Bisecting K-means, είναι ένας
πίνακας με τόσες γραμμές όσες και οι πτήσεις του συνόλου δεδομένων και τόσες στήλες όσες ο τριπλάσιος
αριθμός του μεγέθους του διανύσματος που επιλέξαμε. Για παράδειγμα στην περίπτωση που επιλέξαμε 5 σημεία
παρεμβολής, τότε για την κάθε πτήση κρατήσαμε 15 σημεία, όπου τα 5 πρώτα αποτελούν το γεωγραφικό μήκος,
τα 5 επόμενα το γεωγραφικό πλάτος και τα 5 τελευταία το ύψος (όπως αυτά προέκυψαν από την εφαρμογή της
παρεμβολής).

Η είσοδος που δέχτηκε ο αλγόριθμος Power Iteration Clustering είναι ένας πίνακας με 3 στήλες, όπου η πρώτη
στήλη υποδεικνύει την πτήση i, η δεύτερη στήλη υποδεικνύει την πτήση j και η τρίτη στήλη υποδεικνύει την
απόσταση των προαναφερθέντων πτήσεων (με i ≤ j). Σημειώνουμε ότι η απόσταση αυτή υπολογίστηκε κάνοντας
μετατροπή των πολικών συντεταγμένων σε καρτεσιανές και εφαρμόζοντας την ευκλείδεια απόσταση.

Για τους κώδικες που χρησιμοποιήθηκαν για τη δημιουργία των συνόλων δεδομένων που δέχονται σαν είσοδο
οι αλγόριθμοι ομαδοποίησης, παραπέμπουμε στο Παράρτημα Β’.

Στη συνέχεια τρέξαμε τους αλγορίθμους ομαδοποίησης για όλες τις περιπτώσεις του μεγέθους του διανύσματος
(οι κώδικες των αλγορίθμων ομαδοποίησης παραμένουν ίδιοι).

Τα αποτελέσματα της αξιολόγησης των αλγορίθμων για καθεμία από τις παραμέτρους για τις οποίες
εξετάστηκαν (πλήθος ομάδων k και μέγιστο πλήθος επαναλήψεων MaxIterations) είναι συγκεντρωμένα στους
πίνακες που ακολουθούν.

Οι πίνακες που δίνονται στη συνέχεια περιλαμβάνουν τις τιμές των Accuracy, Precision και F1 Score που
αξιολογούν το αποτέλεσμα του κάθε αλγορίθμου που έτρεξε σε ολόκληρο το σύνολο δεδομένων, σε σχέση με το
ground truth.
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Πίνακας 4.12: Accuracy, Precision και F1 Score(%) για Διανυσματοποίηση σε 3D Τροχιά με Χρήση Παρεμβολής,
του συνόλου δεδομένων.
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Οι ίδιοι πίνακες, που δίνουν τα αποτελέσματα αξιολόγησης των αλγορίθμων όπως αυτά έτρεξαν για το
συνοπτικό σύνολο δεδομένων, δίνονται στη συνέχεια.
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Πίνακας 4.13: Accuracy, Precision και F1 Score(%) για Διανυσματοποίηση σε 3D Τροχιά με Χρήση Παρεμβολής,
του συνοπτικού συνόλου δεδομένων.

Παρατηρούμε αρχικά ότι ο αλγόριθμος Gaussian Mixture Model αποτυγχάνει στην περίπτωση για τα μεγέθη
διανύσματος μεγαλύτερα του 5, παρόλο που η ομαδοποίηση που επιτυγχάνει στην περίπτωση του μεγέθους
διανύσματος ίσο με 5 δίνει αρκετά υψηλές τιμές στα μέτρα απόδοσης. Σημειώνουμε επίσης ότι οι αλγόριθμοι
K-means και Bisecting K-means έχουν χαμηλές τιμές στα μέτρα απόδοσης για όλες τις περιπτώσεις του πλήθους
ομάδων αλλά και για όλες τις περιπτώσεις του μεγέθους του διανύσματος. Αντίθετα, τα μέτρα απόδοσης του
αλγορίθμου Power Iteration Clustering είναι σχεδόν ίσα με τη μονάδα για την περίπτωση των δύο ομάδων και
μειώνονται καθώς το πλήθος των ομάδων αυξάνεται και η εικόνα αυτή παρατηρείται για όλα τα μεγέθη διανύσματος
που έχουμε εφαρμόσει.

Στη συνέχεια δίνονται οι πίνακες που περιλαμβάνουν τη μέση απόσταση του κεντροειδούς από τα μέλη της
ομάδας, όπως αυτή υπολογίστηκε για κάθε αλγόριθμο που έτρεξε στο συνολικό σύνολο δεδομένων.
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Πίνακας 4.14: RMSE απόσταση του κεντροειδούς από τα μέλη της ομάδας για Διανυσματοποίηση σε 3D Τροχιά
με Χρήση Παρεμβολής, του συνόλου δεδομένων.

Οι ίδιοι πίνακες, που δίνουν τη μέση απόσταση του κεντροειδούς από τα μέλη της ομάδας, όπως αυτά έτρεξαν
για το συνοπτικό σύνολο δεδομένων, δίνονται στη συνέχεια.
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Πίνακας 4.15: RMSE απόσταση του κεντροειδούς από τα μέλη της ομάδας για Διανυσματοποίηση σε 3D Τροχιά
με Χρήση Παρεμβολής, του συνοπτικού συνόλου δεδομένων.

Παρατηρούμε και για τα δύο σύνολα δεδομένων ότι η μέση απόσταση του κεντροειδούς από τα μέλη
της ομάδας αυξάνεται καθώς αυξάνεται το μέγεθος του διανύσματος (για τον ίδιο αριθμό ομάδων). Επίσης οι
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μικρότερες αποστάσεις παρατηρούνται στην περίπτωση του Power Iteration Clustering αλγορίθμου (και μάλιστα
στην περίπτωση του συνοπτικού συνόλου δεδομένων), γεγονός που υποδεικνύει ότι ο αλγόριθμος αυτός δημιουργεί
ομάδες πιο ομογενείς. Οι τιμές του RMSE όπως προκύπτουν από την ομαδοποίηση των αλγορίθμων K-means
και Bisecting K-means είναι αρκετά υψηλές, επομένως οι αλγόριθμοι αυτοί δε δημιουργούν ομογενείς ομάδες.
Ο αλγόριθμος Gaussian Mixture Model αποτυγχάνει για την περίπτωση του μεγέθους διανύσματος μεγαλύτερου
του 5, ενώ για μέγεθος ίσο με 5 οι ομάδες που δημιουργεί είναι πιο ομογενείς στο συνοπτικό σύνολο δεδομένων
συγκριτικά με το συνολικό.

Τέλος παραθέτουμε έναν πίνακα με τους χρόνους εκτέλεσης καθενός αλγορίθμου για τις διάφορες τιμές των
παραμέτρων που μελετήσαμε, όπως έτρεξαν για το συνολικό σύνολο δεδομένων.

Πίνακας 4.16: Χρόνος εκτέλεσης (sec) για Διανυσματοποίηση σε 3D Τροχιά με Χρήση Παρεμβολής, του συνόλου
δεδομένων.

Οι ίδιοι πίνακες, που δίνουν το χρόνο εκτέλεσης των αλγορίθμων, όπως αυτοί έτρεξαν για το συνοπτικό σύνολο
δεδομένων, δίνονται στη συνέχεια.
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Πίνακας 4.17: Χρόνος εκτέλεσης (sec) για Διανυσματοποίηση σε 3D Τροχιά με Χρήση Παρεμβολής, του
συνοπτικού συνόλου δεδομένων.

Οι χρόνοι εκτέλεσης δε φαίνεται να διαφέρουν ιδιαίτερα από αλγόριθμο σε αλγόριθμο. Παρατηρείται ότι η
αύξηση του αριθμού των επαναλήψεων αυξάνει το χρόνο εκτέλεσης για την περίπτωση των αλγορίθμων Power
Iteration Clustering και Bisecting K-means, ενώ οι αλγόριθμοι K-means και Gaussian Mixture Model δε φαίνεται
να επηρεάζονται με κάποιο συστηματικό τρόπο. Ακόμη η αύξηση του πλήθους των ομάδων που δημιουργούν οι
αλγόριθμοι δε φαίνεται να επηρεάζει με κάποιο συστηματικό τρόπο το χρόνο εκτέλεσης των αλγορίθμων.

Στη συνέχεια απεικονίζουμε τις καλύτερες ομαδοποιήσεις ανά αριθμό ομάδων για καθέναν από τους
αλγορίθμους σε σύγκριση με το ground truth.

Πίνακας 4.18: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 2 ομάδες.
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Πίνακας 4.19: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 3 ομάδες.

Πίνακας 4.20: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 4 ομάδες.
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Πίνακας 4.21: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 5 ομάδες.

Κάτι που επιβεβαιώνεται και οπτικά είναι πως οι αλγόριθμοι δίνουν καλύτερα αποτελέσματα στη περίπτωση
των δύο ομάδων. Όσο ο αριθμός των ομάδων αυξάνεται, παρατηρούμε σημαντική διαφοροποίηση σε σχέση με το
ground truth. Επίσης, η ομαδοποίηση που επιτυγχάνουν οι αλγόριθμοι Power Iteration Clustering και Gaussian
Mixture Model είναι καλύτερη συγκριτικά με αυτή των αλγορίθμων K-means και Bisecting K-means για την
περίπτωση των δύο ομάδων.

4.2.3 Διανυσματοποίηση σε 3D Κανονικοποιημένη και Ευθυγραμμισμένη Τροχιά
Όπως αναφέραμε παραπάνω, η διανυσματοποίηση αυτή έγινε στα δύο σύνολα δεδομένων αφού όλες οι τροχιές

ευθυγραμμίστηκαν ώστε να ξεκινούν από τη χρονική στιγμή 0 και κανονικοποιήθηκαν σύμφωνα με τη διάρκεια της
μεγαλύτερης πτήσης. Για κάθε μία από τις μεταβλητές γεωγραφικό μήκος, γεωγραφικό πλάτος και ύψος κρατήσαμε
5, 10, 25 και 50 σημεία, όπως περιγράψαμε αναλυτικά στην Παράγραφο 4.1.2.

Η είσοδος που δέχτηκαν οι αλγόριθμοι K-means, Gaussian Mixture Model και Bisecting K-means, είναι ένας
πίνακας με τόσες γραμμές όσες και οι πτήσεις του συνόλου δεδομένων και τόσες στήλες όσες ο τριπλάσιος αριθμός
του μεγέθους του διανύσματος που επιλέξαμε. Για παράδειγμα στην περίπτωση που επιλέξαμε 5 σημεία, τότε
για την κάθε πτήση κρατήσαμε 15 σημεία, όπου τα 5 πρώτα αποτελούν το γεωγραφικό μήκος, τα 5 επόμενα το
γεωγραφικό πλάτος και τα 5 τελευταία το ύψος (όπως αυτά προέκυψαν από την εφαρμογή της παρεμβολής).

Η είσοδος που δέχτηκε ο αλγόριθμος Power Iteration Clustering είναι ένας πίνακας με 3 στήλες, όπου η πρώτη
στήλη υποδεικνύει την πτήση i, η δεύτερη στήλη υποδεικνύει την πτήση j και η τρίτη στήλη υποδεικνύει την
απόσταση των προαναφερθέντων πτήσεων (με i ≤ j). Σημειώνουμε ότι η απόσταση αυτή υπολογίστηκε κάνοντας
μετατροπή των πολικών συντεταγμένων σε καρτεσιανές και εφαρμόζοντας την ευκλείδεια απόσταση.

Για τους κώδικες που χρησιμοποιήθηκαν για τη δημιουργία των συνόλων δεδομένων που δέχονται σαν είσοδο
οι αλγόριθμοι ομαδοποίησης, παραπέμπουμε στο Παράρτημα Γ’.

Στη συνέχεια τρέξαμε τους αλγορίθμους ομαδοποίησης για όλες τις περιπτώσεις του μεγέθους διανύσματος (οι
κώδικες των αλγορίθμων ομαδοποίησης παραμένουν ίδιοι).

Τα αποτελέσματα της αξιολόγησης των αλγορίθμων για καθεμία από τις παραμέτρους για τις οποίες
εξετάστηκαν (πλήθος ομάδων k και μέγιστο πλήθος επαναλήψεων MaxIterations) και για τα δύο σύνολα
δεδομένων είναι συγκεντρωμένα στους πίνακες που ακολουθούν.

Οι πίνακες που δίνονται στη συνέχεια περιλαμβάνουν τις τιμές των Accuracy, Precision και F1 Score που
αξιολογούν τους αλγορίθμους που έτρεξαν σε ολόκληρο το σύνολο δεδομένων, σε σχέση με το ground truth.
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Πίνακας 4.22: Accuracy, Precision και F1 Score(%) για Διανυσματοποίηση σε 3D Κανονικοποιημένη και
Ευθυγραμμισμένη Τροχιά με Χρήση Παρεμβολής, του συνόλου δεδομένων.

Οι ίδιοι πίνακες, που δίνουν τα αποτελέσματα αξιολόγησης των αλγορίθμων όπως αυτά έτρεξαν για το
συνοπτικό σύνολο δεδομένων, δίνονται στη συνέχεια.
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Πίνακας 4.23: Accuracy, Precision και F1 Score(%) για Διανυσματοποίηση σε 3D Κανονικοποιημένη και
Ευθυγραμμισμένη Τροχιά με Χρήση Παρεμβολής, του συνοπτικού συνόλου δεδομένων.

Παρατηρούμε αρχικά ότι ο αλγόριθμος Gaussian Mixture Model αποτυγχάνει στην περίπτωση για τα μεγέθη
των διανυσμάτων μεγαλύτερα του 5, και η ομαδοποίηση που επιτυγχάνει στην περίπτωση του μεγέθους ίσο με
5 δε δίνει υψηλές τιμές στα μέτρα απόδοσης. Σημειώνουμε επίσης ότι οι αλγόριθμοι K-means και Bisecting
K-means έχουν παρόμοιες τιμές στα μέτρα απόδοσης στην περίπτωση του συνολικού συνόλου δεδομένων, ενώ
ο Bisecting K-means φαίνεται να επιτυγχάνει καλύτερη ομαδοποίηση στην περίπτωση του συνοπτικού συνόλου
δεδομένων για τις διάφορες τιμές του πλήθους των ομάδων. Τα μέτρα απόδοσης του αλγορίθμου Power Iteration
Clustering είναι τα υψηλότερα συγκριτικά με τους υπόλοιπους αλγορίθμους, ενώ ο αλγόριθμος αυτός επιτυγχάνει
την καλύτερη ομαδοποίηση στην περίπτωση των 2 ομάδων όπου τα μέτρα απόδοσης είναι σχεδόν ίσα με τη μονάδα
και μειώνονται καθώς το πλήθος των ομάδων αυξάνεται.

Στη συνέχεια δίνονται οι πίνακες που περιλαμβάνουν τη μέση απόσταση του κεντροειδούς από τα μέλη της
ομάδας, όπως αυτή υπολογίστηκε για κάθε αλγόριθμο που έτρεξε στο συνολικό σύνολο δεδομένων.
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Πίνακας 4.24: RMSE απόσταση του κεντροειδούς από τα μέλη της ομάδας για Διανυσματοποίηση σε 3D
Κανονικοποιημένη και Ευθυγραμμισμένη Τροχιά με Χρήση Παρεμβολής, του συνόλου δεδομένων.

Οι ίδιοι πίνακες, που δίνουν τη μέση απόσταση του κεντροειδούς από τα μέλη της ομάδας, όπως αυτά έτρεξαν
για το συνοπτικό σύνολο δεδομένων, δίνονται στη συνέχεια.
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Πίνακας 4.25: RMSE απόσταση του κεντροειδούς από τα μέλη της ομάδας για Διανυσματοποίηση σε 3D
Κανονικοποιημένη και Ευθυγραμμισμένη Τροχιά με Χρήση Παρεμβολής, του συνοπτικού συνόλου δεδομένων.

Παρατηρούμε και για τα δύο σύνολα δεδομένων ότι η μέση απόσταση του κεντροειδούς από τα μέλη της ομάδας
αυξάνεται καθώς αυξάνεται το μέγεθος του διανύσματος (για τον ίδιο αριθμό ομάδων). Επίσης οι μικρότερες
αποστάσεις παρατηρούνται στην περίπτωση του Power Iteration Clustering αλγορίθμου (και για τα δύο σύνολα
δεδομένων), γεγονός που υποδεικνύει ότι ο αλγόριθμος αυτός δημιουργεί ομάδες πιο ομογενείς. Οι τιμές του RMSE
όπως προκύπτουν από την ομαδοποίηση του αλγορίθμου K-means είναι αισθητά μικρότερες στην περίπτωση του
συνολικού συνόλου δεδομένων σε σύγκριση με το συνοπτικό. Αρκετά ομογενείς ομάδες φαίνεται να δημιουργεί
και ο αλγόριθμος Bisecting K-means, του οποίου οι τιμές για το RMSE είναι χαμηλές στην περίπτωση των δύο
ομάδων και για τα δύο σύνολα δεδομένων. Ο αλγόριθμος Gaussian Mixture Model αποτυγχάνει για την περίπτωση
του μεγέθους διανύσματος μεγαλύτερου του 5, ενώ για μέγεθος ίσο με 5 οι ομάδες που δημιουργεί δεν είναι τόσο
ομογενείς όσο αυτές που δημιουργούνται από την ομαδοποίηση των αλγορίθμων Power Iteration Clustering και
Bisecting K-means.

Τέλος παραθέτουμε έναν πίνακα με τους χρόνους εκτέλεσης καθενός αλγορίθμου για τις διάφορες τιμές των
παραμέτρων που μελετήσαμε, όπως έτρεξαν για το συνολικό σύνολο δεδομένων.
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Πίνακας 4.26: Χρόνος εκτέλεσης (sec) για Διανυσματοποίηση σε 3D Κανονικοποιημένη και Ευθυγραμμισμένη
Τροχιά με Χρήση Παρεμβολής, του συνόλου δεδομένων.

Οι ίδιοι πίνακες, που δίνουν το χρόνο εκτέλεσης των αλγορίθμων, όπως αυτοί έτρεξαν για το συνοπτικό σύνολο
δεδομένων, δίνονται στη συνέχεια.
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Πίνακας 4.27: Χρόνος εκτέλεσης (sec) για Διανυσματοποίηση σε 3D Κανονικοποιημένη και Ευθυγραμμισμένη
Τροχιά με Χρήση Παρεμβολής, του συνοπτικού συνόλου δεδομένων.

Οι χρόνοι εκτέλεσης δε φαίνεται να διαφέρουν ιδιαίτερα από αλγόριθμο σε αλγόριθμο. Παρατηρείται ότι η
αύξηση του αριθμού των επαναλήψεων αυξάνει το χρόνο εκτέλεσης για την περίπτωση των αλγορίθμων Power
Iteration Clustering και Bisecting K-means, ενώ οι αλγόριθμοι K-means και Gaussian Mixture Model δε φαίνεται
να επηρεάζονται με κάποιο συστηματικό τρόπο. Ακόμη η αύξηση του πλήθους των ομάδων που δημιουργούν οι
αλγόριθμοι δε φαίνεται να επηρεάζει με κάποιο συστηματικό τρόπο το χρόνο εκτέλεσης των αλγορίθμων.

Στη συνέχεια απεικονίζουμε τις καλύτερες ομαδοποιήσεις ανά αριθμό ομάδων για καθέναν από τους
αλγορίθμους σε σύγκριση με το ground truth.
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Πίνακας 4.28: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 2 ομάδες.

Πίνακας 4.29: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 3 ομάδες.
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Πίνακας 4.30: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 4 ομάδες.

Πίνακας 4.31: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 5 ομάδες.

Κάτι που επιβεβαιώνεται και οπτικά είναι πως οι αλγόριθμοι δίνουν καλύτερα αποτελέσματα στη περίπτωση
των δύο ομάδων. Όσο ο αριθμός των ομάδων αυξάνεται, παρατηρούμε σημαντική διαφοροποίηση σε σχέση με το
ground truth. Επίσης, η ομαδοποίηση των αλγορίθμων για δύο ομάδες είναι σχεδόν η ίδια.
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4.2.4 Διανυσματοποίηση σε 3D Τροχιά με Χρήση της Ανάλυσης Κυρίων Συνιστωσών
Η διανυσματοποίηση αυτή έγινε στα σύνολα δεδομένων που προέκυψαν από την προηγούμενη

διανυσματοποίηση, για μέγεθος ίσο με 50 (για το συνολικό και το συνοπτικό σύνολο δεδομένων) και εφαρμόζοντας
σε αυτά την μέθοδο της Ανάλυσης Κυρίων Συνιστωσών.

Η Ανάλυση Κυρίων Συνιστωσών (PCA) είναι μια στατιστική μέθοδος η οποία χρησιμοποιείται ευρέως σε
προβλήματα μείωσης διαστάσεων. Η PCA βρίσκει μια περιστροφή τέτοια ώστε η πρώτη συνιστώσα να έχει τη
μεγαλύτερη δυνατή διακύμανση και κάθε επόμενη συνιστώσα να έχει με τη σειρά της τη μεγαλύτερη δυνατή
διακύμανση. Οι στήλες του πίνακα περιστροφής ονομάζονται κύριες συνιστώσες.

Η μέθοδος αυτή εφαρμόστηκε μέσω της Spark με χρήση της βιβλιοθήκης MLlib, για να καταλήξουμε σε 5 και
10 κύριες συνιστώσες, αντί για 50 που είχαμε αρχικά. Για παράδειγμα, στο σύνολο δεδομένων που προέκυψε από
την προηγούμενη διανυσματοποίηση με μέγεθος ίσο με 50 (αυτό το σύνολο δεδομένων αποτελούνταν από 150
στήλες, οι 50 πρώτες αφορούσαν το γεωγραφικό μήκος, οι 50 επόμενες το γεωγραφικό πλάτος και οι 50 τελευταίες
το ύψος) εφαρμόσαμε PCA μία φορά για τις στήλες που αφορούν το γεωγραφικό μήκος, μία φορά για τις στήλες
που αφορούν το γεωγραφικό πλάτος και μία φορά για τις στήλες που αφορούν το ύψος, κρατώντας κάθε φορά
από τις 50 στήλες μόνο τις 5 και 10 αντίστοιχα. Με τη διαδικασία αυτή δημιουργήσαμε τα σύνολα δεδομένων που
δέχτηκαν σαν είσοδο οι αλγόριθμοι K-means, Gaussian Mixture Model και Bisecting K-means.

Ο κώδικας για την Ανάλυση Κυρίων Συνιστωσών δίνεται στο Παράρτημα Δ’
Η είσοδος που δέχτηκε ο αλγόριθμος Power Iteration Clustering είναι ένας πίνακας με 3 στήλες, όπου η πρώτη

στήλη υποδεικνύει την πτήση i, η δεύτερη στήλη υποδεικνύει την πτήση j και η τρίτη στήλη υποδεικνύει την
απόσταση των προαναφερθέντων πτήσεων (με i ≤ j). Σημειώνουμε ότι η απόσταση αυτή υπολογίστηκε κάνοντας
μετατροπή των πολικών συντεταγμένων σε καρτεσιανές και εφαρμόζοντας την ευκλείδεια απόσταση. Ο κώδικας
που χρησιμοποιήθηκε για τη δημιουργία των συνόλων δεδομένων που δέχεται σαν είσοδο ο PIC αλγόριθμος δίνεται
στο Παράρτημα Δ’.

Στη συνέχεια τρέξαμε τους αλγορίθμους ομαδοποίησης για όλες τις περιπτώσεις του μεγέθους διανύσματος (οι
κώδικες των αλγορίθμων ομαδοποίησης παραμένουν ίδιοι).

Τα αποτελέσματα της αξιολόγησης των αλγορίθμων για καθεμία από τις παραμέτρους για τις οποίες
εξετάστηκαν (πλήθος ομάδων k και μέγιστο πλήθος επαναλήψεων MaxIterations) είναι συγκεντρωμένα στους
πίνακες που ακολουθούν.

Οι πίνακες που δίνονται στη συνέχεια περιλαμβάνουν τις τιμές των Accuracy, Precision και F1 Score που
αξιολογούν το αποτέλεσμα του κάθε αλγορίθμου που έτρεξε σε ολόκληρο το σύνολο δεδομένων, σε σχέση με το
ground truth.
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Πίνακας 4.32: Accuracy, Precision και F1 Score(%) για Διανυσματοποίηση σε 3D Τροχιά με Χρήση της Ανάλυσης
Κυρίων Συνιστωσών, του συνόλου δεδομένων.

Οι ίδιοι πίνακες, που δίνουν τα αποτελέσματα αξιολόγησης των αλγορίθμων όπως αυτά έτρεξαν για το
συνοπτικό σύνολο δεδομένων, δίνονται στη συνέχεια.

Πίνακας 4.33: Accuracy, Precision και F1 Score(%) για Διανυσματοποίηση σε 3D Τροχιά με Χρήση της Ανάλυσης
Κυρίων Συνιστωσών, του συνοπτικού συνόλου δεδομένων.

Παρατηρούμε αρχικά ότι ο αλγόριθμος Gaussian Mixture Model αποτυγχάνει στην περίπτωση για μέγεθος
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διανύσματος ίσο με 10, και η ομαδοποίηση που επιτυγχάνει στην περίπτωση του μεγέθους διανύσματος ίσο με 5
δε δίνει υψηλές τιμές στα μέτρα απόδοσης. Σημειώνουμε επίσης ότι οι αλγόριθμοι K-means και Bisecting K-means
έχουν παρόμοιες τιμές στα μέτρα απόδοσης, με τον K-means να εφαρμόζει καλύτερη ομαδοποίηση στην περίπτωση
των 3 ή περισσότερων ομάδων. Τέλος, αντίθετα με τις άλλες μεθόδους διανυσματοποίησης, τα μέτρα απόδοσης
του αλγορίθμου Power Iteration Clustering δεν είναι τα υψηλότερα από όλους τους αλγορίθμους.

Στη συνέχεια δίνονται οι πίνακες που περιλαμβάνουν τη μέση απόσταση του κεντροειδούς από τα μέλη της
ομάδας, όπως αυτή υπολογίστηκε για κάθε αλγόριθμο που έτρεξε στο συνολικό σύνολο δεδομένων.

Πίνακας 4.34: RMSE απόσταση του κεντροειδούς από τα μέλη της ομάδας για Διανυσματοποίηση σε 3D Τροχιά
με Χρήση της Ανάλυσης Κυρίων Συνιστωσών, του συνόλου δεδομένων.

Οι ίδιοι πίνακες, που δίνουν τη μέση απόσταση του κεντροειδούς από τα μέλη της ομάδας, όπως αυτά έτρεξαν
για το συνοπτικό σύνολο δεδομένων, δίνονται στη συνέχεια.
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Πίνακας 4.35: RMSE απόσταση του κεντροειδούς από τα μέλη της ομάδας για Διανυσματοποίηση σε 3D Τροχιά
με Χρήση της Ανάλυσης Κυρίων Συνιστωσών, του συνοπτικού συνόλου δεδομένων.

Αντίθετα με τις άλλες μεθόδους διανυσματοποίησης, παρατηρούμε ότι και για τα δύο σύνολα δεδομένων ότι
η μέση απόσταση του κεντροειδούς από τα μέλη της ομάδας μειώνεται καθώς αυξάνεται το μέγεθος διανύσματος
(για τον ίδιο αριθμό ομάδων). Επίσης οι μικρότερες αποστάσεις παρατηρούνται στην περίπτωση των K-means
και Bisecting K-means αλγορίθμων για την περίπτωση των δύο ομάδων. Οι δύο παραπάνω αλγόριθμοι δίνουν
παρόμοιες τιμές για το RMSE με τον K-means να δημιουργεί πιο ομογενείς ομάδες στην περίπτωση των 4 ή
περισσότερων ομάδων. Ο αλγόριθμος Gaussian Mixture Model αποτυγχάνει για την περίπτωση του μεγέθους
διανύσματος μεγαλύτερου του 5, ενώ για μέγεθος διανύσματος ίσο με 5 οι ομάδες που δημιουργεί δεν είναι
ομογενείς αφού δίνουν αρκετά υψηλές τιμές στο RMSE του κεντροειδούς από τα μέλη των ομάδων. Τέλος, αντίθετα
με τις προηγούμενες τεχνικές διανυσματοποίησης που εφαρμόστηκαν, ο αλγόριθμος Power Iteration Clustering
δε δημιουργεί ιδιαίτερα ομογενείς ομάδες, ενώ η ομογένεια αυτή φαίνεται να βελτιώνεται καθώς το μέγεθος
διανύσματος αυξάνεται.

Τέλος παραθέτουμε έναν πίνακα με τους χρόνους εκτέλεσης καθενός αλγορίθμου για τις διάφορες τιμές των
παραμέτρων που μελετήσαμε, όπως έτρεξαν για το συνολικό σύνολο δεδομένων.

Πίνακας 4.36: Χρόνος εκτέλεσης (sec) για Διανυσματοποίηση σε 3D Τροχιά με Χρήση της Ανάλυσης Κυρίων
Συνιστωσών, του συνόλου δεδομένων.

Οι ίδιοι πίνακες, που δίνουν το χρόνο εκτέλεσης των αλγορίθμων, όπως αυτοί έτρεξαν για το συνοπτικό σύνολο
δεδομένων, δίνονται στη συνέχεια.
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Πίνακας 4.37: Χρόνος εκτέλεσης (sec) για Διανυσματοποίηση σε 3D Τροχιά με Χρήση της Ανάλυσης Κυρίων
Συνιστωσών, του συνοπτικού συνόλου δεδομένων.

Οι χρόνοι εκτέλεσης δε φαίνεται να διαφέρουν ιδιαίτερα από αλγόριθμο σε αλγόριθμο. Παρατηρείται ότι η
αύξηση του αριθμού των επαναλήψεων αυξάνει το χρόνο εκτέλεσης για την περίπτωση των αλγορίθμων Power
Iteration Clustering και Bisecting K-means, ενώ οι αλγόριθμοι K-means και Gaussian Mixture Model δε φαίνεται
να επηρεάζονται με κάποιο συστηματικό τρόπο. Ακόμη η αύξηση του πλήθους των ομάδων που δημιουργούν οι
αλγόριθμοι δε φαίνεται να επηρεάζει με κάποιο συστηματικό τρόπο το χρόνο εκτέλεσης των αλγορίθμων.

Στη συνέχεια απεικονίζουμε τις καλύτερες ομαδοποιήσεις ανά αριθμό ομάδων για καθέναν από τους
αλγορίθμους σε σύγκριση με το ground truth.

Πίνακας 4.38: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 2 ομάδες.
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Πίνακας 4.39: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 3 ομάδες.

Πίνακας 4.40: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 4 ομάδες.
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Πίνακας 4.41: Οπτική σύγκριση ομαδοποίησης αλγορίθμων με ground truth για 5 ομάδες.

Κάτι που επιβεβαιώνεται και οπτικά είναι πως οι αλγόριθμοι δίνουν καλύτερα αποτελέσματα στη περίπτωση
των δύο ομάδων. Όσο ο αριθμός των ομάδων αυξάνεται, παρατηρούμε σημαντική διαφοροποίηση σε σχέση με
το ground truth. Επίσης, η ομαδοποίηση που επιτυγχάνουν οι αλγόριθμοι K-means και Bisecting K-means είναι
καλύτερη συγκριτικά με αυτή των αλγορίθμων Power Iteration Clusterin και Gaussian Mixture Model για την
περίπτωση των δύο ομάδων.

4.3 Τελικά Συμπεράσματα
Από την ανάλυση που πραγματοποιήθηκε παραπάνω, είναι σαφές πως σε όλες τις περιπτώσεις η καλύτερη

ομαδοποίηση γίνεται για την περίπτωση των 2 ομάδων. Ο αλγόριθμος Gaussian Mixture Model φαίνεται να
αποτυγχάνει σε αρκετές περιπτώσεις όπου το πλήθος της διανυσματοποίησης αυξάνεται. Ακόμη και για τις
περιπτώσεις που επιτυγχάνει η ομαδοποίηση που προκύπτει δεν έχει ιδιαίτερα υψηλά μέτρα απόδοσης. Ακόμη
οι αλγόριθμοι K-means και Bisecting K-means φαίνεται να έχουν αρκετά υψηλή απόδοση στην περίπτωση της
διανυσματοποίησης με χρήση της Ανάλυσης Κυρίων Συνιστωσών, ενώ ο αλγόριθμος Power Iteration Clustering
έχει πολύ υψηλές επιδόσεις για όλες τις υπόλοιπες τεχνικές διανυσματοποίησης.

Στη συνέχεια ακολουθούν τέσσερις εικόνες, μια για κάθε διανυσματοποίηση που εφαρμόστηκε, στις οποίες
απεικονίζονται οι 2D τροχιές σε χαρτογραφικό υπόβαθρο. Σε κάθε μια από αυτές φαίνεται ο διαχωρισμός
των τροχιών σε ομάδες. Σε κάθε περίπτωση διανυσματοποίησης επιλέχθηκε η ομαδοποίηση με την καλύτερη
αξιολόγηση.
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Σχήμα 4.10: Βέλτιστη Ομαδοποίηση για Διανυσματοποίηση 2D Τροχιών με χρήση παρεμβολής.

Σχήμα 4.11: Βέλτιστη Ομαδοποίηση για Διανυσματοποίηση 3D Τροχιών με χρήση παρεμβολής.

Σχήμα 4.12: Βέλτιστη Ομαδοποίηση για Διανυσματοποίηση 3D Κανονικοποιημένων και Ευθυγραμμισμένων
Τροχιών.
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Σχήμα 4.13: Βέλτιστη Ομαδοποίηση για Διανυσματοποίηση 3D Τροχιών με Χρήση της Ανάλυσης Κυρίων
Συνιστωσών.

Από τις παραπάνω εικόνες παρατηρούμε πως για κάθε διαφορετική διανυσματοποίηση τα αποτελέσματα είναι
σχεδόν ίδια.

Στη συνέχεια ακολουθούν οι καλύτερες ομαδοποιήσεις ανεξαρτήτως αλγορίθμου και διανυσματοποίησης για
2, 3, 4 και 5 ομάδες.

Σχήμα 4.14: Βέλτιστη Ομαδοποίηση για 2 ομάδες (κάτω) σε σχέση με το ground truth (πάνω).
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Σχήμα 4.15: Βέλτιστη Ομαδοποίηση για 3 ομάδες (κάτω) σε σχέση με το ground truth (πάνω).

Σχήμα 4.16: Βέλτιστη Ομαδοποίηση για 4 ομάδες (κάτω) σε σχέση με το ground truth (πάνω).
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Σχήμα 4.17: Βέλτιστη Ομαδοποίηση για 5 ομάδες (κάτω) σε σχέση με το ground truth (πάνω).

Αξίζει να σημειώσουμε ότι η βέλτιστη ομαδοποίηση στην περίπτωση των δύο ομάδων προέκυψε από όλους
τους αλγορίθμους καθώς επιτύχανε την ίδια ομαδοποίηση και μάλιστα για την περίπτωση της διανυσματοποίησης
σε 2D τροχιά. Όμως, για την περίπτωση των τριών ή περισσότερων ομάδων, η βέλτιστη ομαδοποίηση προήλθε
μονάχα από τον αλγόριθμο K-means στην περίπτωση της διανυσματοποίησης σε 2D τροχιά και πάλι.

Σαν μια επιπλέον παρατήρηση θα μπορούσαμε να πούμε πως όσο οι τροχιές βρίσκονται στο μέσο της
απόστασης Μαδρίτης-Βαρκελώνης είναι ξεκάθαρο πως εντοπίζονται δύο ομάδες. Βέβαια, όσο η πτήση βρίσκεται
κοντά είτε στηΜαδρίτη, είτε στη Βαρκελώνη, παρατηρούνται διάφορες ομάδες για την προσγείωση και απογείωση
αντίστοιχα.

Παρατηρώντας τα αποτελέσματα συγκεντρωτικά, αξίζει να εξετάσουμε κάποιες ενδιαφέρουσες περιπτώσεις
όσον αφορά την ομαδοποίηση σε δύο ομάδες, η οποία κρίθηκε η αποτελεσματικότερη σύμφωνα με την παραπάνω
ανάλυση.

Αρχικά θα εξετάσουμε κατά πόσο η αύξηση του μεγέθους διανυσματοποίησης βελτιώνει την
αποτελεσματικότητα της ομαδοποίησης. Για το σκοπό αυτό, έχει νόημα να υπολογίσουμε το μέσο όρο που
προκύπτει από τα τρία μέτρα απόδοσης Accuracy, Precision και F1-Score και από τους τρεις αριθμούς
επαναλήψεων του κάθε αλγορίθμου και για καθένα από τα δύο σύνολα δεδομένων. Αξίζει να σημειώσουμε,
πως ο μέσος όρος των μέτρων απόδοσης έχει νόημα καθώς αυτά είναι ποσοστά. Οι υπολογισμοί αυτοί
παρουσιάζονται στους Πίνακες 4.42, 4.43, 4.44, 4.45. Παρατηρούμε λοιπόν πως καθώς αυξάνεται το μέγεθος της
διανυσματοποίησης δεν παρατηρείται κάποια συστηματική βελτίωση στην αποτελεσματικότητα των αλγορίθμων.
Αυτό ισχύει και για τις 4 τεχνικές διανυσματοποίησης, αλλά και για τους 4 αλγορίθμους που εξετάσαμε.
Συγκεκριμένα, η μεγαλύτερη αύξηση που διαπιστώνεται, είναι της τάξης του 5% και εμφανίζεται στην περίπτωση
της διανυσματοποίησης 3D κανονικοποιημένων και ευθυγραμμισμένων τροχιών.

Στη συνέχεια θα εξετάσουμε κατά πόσο τα συνοπτικά σύνολα δεδομένων επηρεάζουν την αποτελεσματικότητα
των αλγορίθμων ομαδοποίησης. Βασισμένοι στους ίδιους πίνακες, παρατηρούμε πως στις περισσότερες
περιπτώσεις η διαφορά των μέσων όρων ανάμεσα στα δύο σύνολα δεδομένων για όλες τις περιπτώσεις των
αλγορίθμων και του μεγέθους διανυσματοποίησης δεν είναι σημαντική. Η μοναδική διαφοροποίηση ανάμεσα
στα δύο σύνολα δεδομένων παρατηρείται στην περίπτωση του K-Means αλγορίθμου για τη διανυσματοποίηση
των 3D κανονικοποιημένων και ευθυγραμμισμένων τροχιών. Η διαφοροποίηση αυτή είναι σημαντική καθώς η
αποτελεσματικότητα της ομαδοποίησης όπως αυτή προκύπτει μέσα από τα μέτρα απόδοσης, φαίνεται σχεδόν να
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διπλασιάζεται όταν ο αλγόριθμος εφαρμόζεται στο σύνολο των ακατέργαστων δεδομένων.
Αξίζει να σημειώσουμε πως οι παραπάνω συγκρίσεις δε λαμβάνουν υπόψην τα αποτελέσματα του GMM

αλγορίθμου, καθώς αυτός στις περισσότερες περιπτώσεις αποτυγχάνει.

Πίνακας 4.42: Μέσοι όροι μέτρων απόδοσης για διανυσματοποίηση 2D τροχιών με χρήση παρεμβολής.

Πίνακας 4.43: Μέσοι όροι μέτρων απόδοσης για διανυσματοποίηση 3D τροχιών με χρήση παρεμβολής.

Πίνακας 4.44: Μέσοι όροι μέτρων απόδοσης για διανυσματοποίηση 3D κανονικοποιημένων και
ευθυγραμμισμένων τροχιών.

Πίνακας 4.45: Μέσοι όροι μέτρων απόδοσης για διανυσματοποίηση 3D τροχιών με χρήση Ανάλυσης Κυρίων
Συνιστωσών.

Τέλος, ιδιαίτερο ενδιαφέρον παρουσιάζει η εξέταση τυχούσας διαφοροποίησης των αποτελεσμάτων της
ομαδοποίησης στην περίπτωση της διανυσματοποίησης 3D τροχιών με χρήση Ανάλυσης Κυρίων Συνιστωσών για
μεγέθη διανύσματος 5 και 10. Από τους πίνακες που δόθηκαν παραπάνω, παρατηρούμε ότι οι μέσοι όροι σχεδόν
ταυτίζονται. Από τους πίνακες που δίνονται παρακάτω, οι οποίοι παρουσιάζουν τον αριθμό των τροχιών της κάθε
ομάδας όπως αυτές προέκυψαν από τους αλγορίθμους ομαδοποίησης, βλέπουμε ότι καθώς αυξάνεται το μέγεθος
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της διανυσματοποίησης δεν παρατηρείται κάποια σημαντική διαφοροποίηση στον αριθμό αυτό. Συγκεκριμένα η
μεγαλύτερη διαφοροποίηση εμφανίζεται στον αλγόριθμο PIC στο συνοπτικό σύνολο δεδομένων και πρόκειται για
9 πτήσεις οι οποίες με την αύξηση του μεγέθους διανυσματοποίησης μεταφέρθηκαν από την πρώτη ομάδα στη
δεύτερη.

Πίνακας 4.46: Αριθμός τροχιών ανά ομάδα για το σύνολο των ακατέργαστων δεδομένων.

Πίνακας 4.47: Αριθμός τροχιών ανά ομάδα για το σύνολο των ακατέργαστων δεδομένων.
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Παράρτημα Αʹ

Κώδικας για Διανυσματοποίηση σε 2D
Τροχιά με Χρήση Παρεμβολής

Κώδικας για τη δημιουργία συνόλου δεδομένων που δέχονται σαν είσοδο οι αλγόριθμοι K-means,
Gaussian Mixture Model και Bisecting K-means

s amp l ing =5 , 10 , 25 or 50

# f i n d un ique v a l u e s o f f l i g h t i d s
f l i g h t i d s =df . id . un ique ( )

l a t = [ [ 0 ] ∗ s amp l ing ] ∗ l en ( f l i g h t i d s )
l on = [ [ 0 ] ∗ s amp l ing ] ∗ l en ( f l i g h t i d s )

f o r i in range ( l en ( f l i g h t i d s ) ) :
f l i g h t 1 = df . l o c [ d f [ ’ i d ’ ] == f l i g h t i d s [ i ] ]
f l i g h t 1 1 = f l i g h t 1 . i l o c [ 1 : ] # t o remove row w i t h d u b l i c a t e s
# f l i g h t 1 1= f l i g h t 1 # i n case t h e r e are no d u b l i c a t e s
x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]

lon1 = f l i g h t 1 1 [ ’ l o n g i t u d e ’ ]
p o i n t s = z ip ( x1 , l on1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , l on1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
l o n f 1 = np . a r r a y ( lon1 )
new_leng th = samp l ing
new_xf1 = np . l i n s p a c e ( x f1 .min ( ) , x f1 .max ( ) , new_leng th )
new_lonf1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , l on f1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )

x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]
l a t 1 = f l i g h t 1 1 [ ’ l a t i t u d e ’ ]
p o i n t s = z ip ( x1 , l a t 1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , l a t 1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
l a t f 1 = np . a r r a y ( l a t 1 )
n ew_ l a t f 1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , l a t f 1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )

l on [ i ]= new_lonf1
l a t [ i ]= n ew_ l a t f 1
l o n _ l a t =np . c o n c a t e n a t e ( ( lon , l a t ) , a x i s =1)

np . s a v e t x t ( ’ LonLat_BigDataSynops100 ’ , l o n _ l a t , d e l i m i t e r = ’ ’ )
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Κώδικας για τη δημιουργία συνόλου δεδομένων που δέχεται σαν είσοδο ο αλγόριθμος
Power Iteration Clustering

s amp l ing =5 , 10 , 25 or 50

# f i n d un ique v a l u e s o f f l i g h t i d s
f l i g h t i d s =df . id . un ique ( )

l a t = [ [ 0 ] ∗ s amp l ing ] ∗ l en ( f l i g h t i d s )
l on = [ [ 0 ] ∗ s amp l ing ] ∗ l en ( f l i g h t i d s )

f o r i in range ( l en ( f l i g h t i d s ) ) :
f l i g h t 1 = df . l o c [ d f [ ’ i d ’ ] == f l i g h t i d s [ i ] ]
f l i g h t 1 1 = f l i g h t 1 . i l o c [ 1 : ] # t o remove row w i t h d u b l i c a t e s
# f l i g h t 1 1= f l i g h t 1 # i n case t h e r e are no d u b l i c a t e s

x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]
lon1 = f l i g h t 1 1 [ ’ l o n g i t u d e ’ ]
p o i n t s = z ip ( x1 , l on1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , l on1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
l o n f 1 = np . a r r a y ( lon1 )
new_leng th = samp l ing
new_xf1 = np . l i n s p a c e ( x f1 .min ( ) , x f1 .max ( ) , new_leng th )
new_lonf1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , l on f1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )

x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]
l a t 1 = f l i g h t 1 1 [ ’ l a t i t u d e ’ ]
p o i n t s = z ip ( x1 , l a t 1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , l a t 1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
l a t f 1 = np . a r r a y ( l a t 1 )
n ew_ l a t f 1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , l a t f 1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )

l on [ i ]= new_lonf1
l a t [ i ]= n ew_ l a t f 1
l o n _ l a t =np . c o n c a t e n a t e ( ( lon , l a t ) , a x i s =1)

D i s t a n c e =np . z e r o s ( ( l en ( f l i g h t i d s ) , l en ( f l i g h t i d s ) ) )

f o r i in range ( l en ( f l i g h t i d s ) ) :
f o r j in range ( l en ( f l i g h t i d s ) ) :
SEc0=0
f o r z in range ( s amp l ing ) :
SEc0 = SEc0 + gpxpy . geo . h a v e r s i n e _ d i s t a n c e ( l o n _ l a t [ i , z + samp l ing ] , l o n _ l a t [ i , z ] ,

l o n _ l a t [ j , z + samp l ing ] , l o n _ l a t [ j , z ] )
D i s t a n c e [ i , j ] = ( SEc0 / s amp l ing ) / 1 000

pr in t ( D i s t a n c e )

x=0
comb = [ ]
f o r i in range ( l en ( f l i g h t i d s ) ) :
f o r j in range ( l en ( f l i g h t i d s ) ) :
i f i <= j :
x=x+1

Dis t anceMat = [ [ 0 ] ∗ 3]∗ x
pr in t ( D i s t anceMat )
y=0
f o r i in range ( l en ( f l i g h t i d s ) ) :
f o r j in range ( l en ( f l i g h t i d s ) ) :
i f i <= j :
D i s t anceMat [ y ] = [ i , j , D i s t a n c e [ i , j ] ]
y = y + 1

np . s a v e t x t ( ’ Dis t anceMat_BigDataSynops10 ’ , Dis tanceMat , d e l i m i t e r = ’ ’ )



Παράρτημα Βʹ

Κώδικας για Διανυσματοποίηση σε 3D
Τροχιά με Χρήση Παρεμβολής

Κώδικας για τη δημιουργία συνόλου δεδομένων που δέχονται σαν είσοδο οι αλγόριθμοι K-means,
Gaussian Mixture Model και Bisecting K-means

Sampl ing =5 , 10 ,25 or 50

# f i n d un ique v a l u e s o f f l i g h t i d s
f l i g h t i d s =df . id . un ique ( )

l a t = [ [ 0 ] ∗ Sampl ing ] ∗ l en ( f l i g h t i d s )
l on = [ [ 0 ] ∗ Sampl ing ] ∗ l en ( f l i g h t i d s )
a l t = [ [ 0 ] ∗ Sampl ing ] ∗ l en ( f l i g h t i d s )

f o r i in range ( l en ( f l i g h t i d s ) ) :
f l i g h t 1 = df . l o c [ d f [ ’ i d ’ ] == f l i g h t i d s [ i ] ]
f l i g h t 1 1 = f l i g h t 1 . i l o c [ 1 : ] # t o remove d u b l i c a t e s #comment f o r whole d a t a s e t
# f l i g h t 1 1= f l i g h t 1 #comment f o r s y n o p s i s d a t a s e t

x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]
lon1 = f l i g h t 1 1 [ ’ l o n g i t u d e ’ ]
p o i n t s = z ip ( x1 , l on1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , l on1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
l o n f 1 = np . a r r a y ( lon1 )
new_leng th = Sampl ing
new_xf1 = np . l i n s p a c e ( x f1 .min ( ) , x f1 .max ( ) , new_leng th )
new_lonf1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , l on f1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )

x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]
l a t 1 = f l i g h t 1 1 [ ’ l a t i t u d e ’ ]
p o i n t s = z ip ( x1 , l a t 1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , l a t 1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
l a t f 1 = np . a r r a y ( l a t 1 )
n ew_ l a t f 1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , l a t f 1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )

x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]
a l t 1 = f l i g h t 1 1 [ ’ a l t i t u d e ’ ]
p o i n t s = z ip ( x1 , a l t 1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , a l t 1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
a l t f 1 = np . a r r a y ( a l t 1 )
n ew_a l t f 1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , a l t f 1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )
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l on [ i ]= new_lonf1
l a t [ i ]= n ew_ l a t f 1
a l t [ i ]= n ew_a l t f 1
l o n _ l a t _ a l t =np . c o n c a t e n a t e ( ( lon , l a t , a l t ) , a x i s =1)

np . s a v e t x t ( ’ LonLatAl t_BigDataSynops5 ’ , l o n _ l a t _ a l t , d e l i m i t e r = ’ ’ )

Κώδικας για τη δημιουργία συνόλου δεδομένων που δέχεται σαν είσοδο ο αλγόριθμος
Power Iteration Clustering

s amp l ing =5 ,10 ,25 or 50

# f i n d un ique v a l u e s o f f l i g h t i d s
f l i g h t i d s =df . id . un ique ( )
pr in t ( f l i g h t i d s )

l a t = [ [ 0 ] ∗ s amp l ing ] ∗ l en ( f l i g h t i d s )
l on = [ [ 0 ] ∗ s amp l ing ] ∗ l en ( f l i g h t i d s )
a l t = [ [ 0 ] ∗ s amp l ing ] ∗ l en ( f l i g h t i d s )

f o r i in range ( l en ( f l i g h t i d s ) ) :
f l i g h t 1 = df . l o c [ d f [ ’ i d ’ ] == f l i g h t i d s [ i ] ]
f l i g h t 1 1 = f l i g h t 1 . i l o c [ 1 : ] # t o remove d u b l i c a t e s #comment f o r whole d a t a s e t
# f l i g h t 1 1= f l i g h t 1 #comment f o r s y n o p s i s d a t a s e t

x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]
lon1 = f l i g h t 1 1 [ ’ l o n g i t u d e ’ ]
p o i n t s = z ip ( x1 , l on1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , l on1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
l o n f 1 = np . a r r a y ( lon1 )
new_leng th = samp l ing
new_xf1 = np . l i n s p a c e ( x f1 .min ( ) , x f1 .max ( ) , new_leng th )
new_lonf1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , l on f1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )

x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]
l a t 1 = f l i g h t 1 1 [ ’ l a t i t u d e ’ ]
p o i n t s = z ip ( x1 , l a t 1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , l a t 1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
l a t f 1 = np . a r r a y ( l a t 1 )
n ew_ l a t f 1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , l a t f 1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )

x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]
a l t 1 = f l i g h t 1 1 [ ’ a l t i t u d e ’ ]
p o i n t s = z ip ( x1 , a l t 1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , a l t 1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
a l t f 1 = np . a r r a y ( a l t 1 )
n ew_a l t f 1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , a l t f 1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )

l on [ i ]= new_lonf1
l a t [ i ]= n ew_ l a t f 1
a l t [ i ]= n ew_a l t f 1
l o n _ l a t _ a l t =np . c o n c a t e n a t e ( ( lon , l a t , a l t ) , a x i s =1)

D i s t a n c e =np . z e r o s ( ( l en ( f l i g h t i d s ) , l en ( f l i g h t i d s ) ) )
f o r i in range ( l en ( f l i g h t i d s ) ) :
f o r j in range ( l en ( f l i g h t i d s ) ) :
SEc0=0
f o r z in range ( s amp l ing ) :
d i s t = s q r t ( ( ( l o n _ l a t _ a l t [ j , z + 2∗ s amp l ing ]∗cos ( l o n _ l a t _ a l t [ j , z + samp l ing ] )
∗ s i n ( l o n _ l a t _ a l t [ j , z ] ) ) − ( l o n _ l a t _ a l t [ i , z + 2∗ s amp l ing ]
∗cos ( l o n _ l a t _ a l t [ i , z + samp l ing ] ) ∗ s i n ( l o n _ l a t _ a l t [ i , z ] ) ) ) ∗∗ 2
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+ ( ( l o n _ l a t _ a l t [ j , z + 2∗ s amp l ing ]∗ s i n ( l o n _ l a t _ a l t [ j , z + samp l ing ] ) )
− ( l o n _ l a t _ a l t [ i , z + 2∗ s amp l ing ]∗ s i n ( l o n _ l a t _ a l t [ i , z + samp l ing ] ) ) ) ∗∗ 2
+ ( ( l o n _ l a t _ a l t [ j , z + 2∗ s amp l ing ]∗cos ( l o n _ l a t _ a l t [ j , z + samp l ing ] ) ∗cos ( l o n _ l a t _ a l t [ j , z ] ) )
− ( l o n _ l a t _ a l t [ i , z + 2∗ s amp l ing ]∗cos ( l o n _ l a t _ a l t [ i , z + samp l ing ] ) ∗cos ( l o n _ l a t _ a l t [ i , z ] ) ) ) ∗∗ 2)
SEc0 = SEc0 + d i s t
D i s t a n c e [ i , j ] = ( SEc0 / s amp l ing ) / 1 000

x=0
comb = [ ]
f o r i in range ( l en ( f l i g h t i d s ) ) :
f o r j in range ( l en ( f l i g h t i d s ) ) :
i f i <= j :
x=x+1

Dis t anceMat = [ [ 0 ] ∗ 3]∗ x
pr in t ( D i s t anceMat )
y=0
f o r i in range ( l en ( f l i g h t i d s ) ) :
f o r j in range ( l en ( f l i g h t i d s ) ) :
i f i <= j :
D i s t anceMat [ y ] = [ i , j , D i s t a n c e [ i , j ] ]
y = y + 1
np . s a v e t x t ( ’ D i s t anceMat_BigDa ta5 ’ , Dis tanceMat , d e l i m i t e r = ’ ’ )
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Παράρτημα Γʹ

Κώδικας για Διανυσματοποίηση σε 3D
Κανονικοποιημένη και Ευθυγραμμισμένη
Τροχιά

Κώδικας για τη δημιουργία συνόλου δεδομένων που δέχονται σαν είσοδο οι αλγόριθμοι K-means,
Gaussian Mixture Model και Bisecting K-means

s amp l ing =5 , 10 , 25 or 20

# f i n d un ique v a l u e s o f f l i g h t i d s
f l i g h t i d s =df . id . un ique ( )

MaxDif=0
f o r i in range ( l en ( f l i g h t i d s ) ) :
f l i g h t 1 = df . l o c [ d f [ ’ i d ’ ] == f l i g h t i d s [ i ] ]
f l i g h t 1 1 = f l i g h t 1 . i l o c [ 1 : ] # t o remove d u b l i c a t e s #comment f o r whole d a t a s e t
# f l i g h t 1 1= f l i g h t 1 #comment f o r s y n o p s i s d a t a s e t
mint imes tamp0= f l i g h t 1 1 [ ’ t imes t amp ’ ] .min ( )
maxt imestamp0= f l i g h t 1 1 [ ’ t imes t amp ’ ] .max ( )
D i f f =maxtimestamp0−mint imes tamp0
i f MaxDif<D i f f :
MaxDif=D i f f

d f2 = pd . DataFrame ( )
f o r i in range ( l en ( f l i g h t i d s ) ) :
f l i g h t 1 = df . l o c [ d f [ ’ i d ’ ] == f l i g h t i d s [ i ] ]
f l i g h t 1 1 = f l i g h t 1 . i l o c [ 1 : ] # t o remove d u b l i c a t e s #comment f o r whole d a t a s e t
# f l i g h t 1 1= f l i g h t 1 #comment f o r s y n o p s i s d a t a s e t
mint imes tamp0 = f l i g h t 1 1 [ ’ t imes t amp ’ ] .min ( )
maxt imestamp0 = f l i g h t 1 1 [ ’ t imes t amp ’ ] .max ( )
t r a n s f =( f l i g h t 1 1 [ ’ t imes t amp ’ ] − mint imes tamp0 ) / MaxDif
f l i g h t 1 1 =pd . c on c a t ( [ f l i g h t 1 1 , t r a n s f . rename ( ” t imes t amp2 ” ) ] , a x i s =1)
df2=pd . c on c a t ( [ df2 , f l i g h t 1 1 ] )

l on = [ [ 0 ] ∗ s amp l ing ]∗ l en ( f l i g h t i d s )
l a t = [ [ 0 ] ∗ s amp l ing ]∗ l en ( f l i g h t i d s )
a l t = [ [ 0 ] ∗ s amp l ing ]∗ l en ( f l i g h t i d s )

f o r j in range ( l en ( f l i g h t i d s ) ) :
f l i g h t 1 = df2 . l o c [ d f2 [ ’ i d ’ ] == f l i g h t i d s [ j ] ]
f l i g h t 1 1 = f l i g h t 1 . i l o c [ 1 : ] # t o remove d u b l i c a t e s #comment f o r whole d a t a s e t
# f l i g h t 1 1= f l i g h t 1 #comment f o r s y n o p s i s d a t a s e t
maxtimestamp0 = f l i g h t 1 1 [ ’ t imes t amp2 ’ ] .max ( )
l o n g i t 2 = [0 ] ∗ s amp l ing
l a t i t 2 = [0 ] ∗ s amp l ing
a l t i t 2 = [0 ] ∗ s amp l ing
f o r i in range ( s amp l ing ) :
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x = i / f l o a t ( s amp l ing )
i f ( x<=maxtimestamp0 ) :
i dx = ( np . abs ( f l i g h t 1 1 [ ’ t imes t amp2 ’ ] − x ) ) . idxmin ( )
l o n g i t = f l i g h t 1 1 . l o c [ idx , ’ l o n g i t u d e ’ ]
l a t i t = f l i g h t 1 1 . l o c [ idx , ’ l a t i t u d e ’ ]
a l t i t = f l i g h t 1 1 . l o c [ idx , ’ a l t i t u d e ’ ]
t s = f l i g h t 1 1 . l o c [ idx , ’ t imes t amp2 ’ ]
l o n g i t 2 [ i ]= l o n g i t
l a t i t 2 [ i ]= l a t i t
a l t i t 2 [ i ]= a l t i t
e l s e :
i dx = ( np . abs ( f l i g h t 1 1 [ ’ t imes t amp2 ’ ] ) ) . idxmax ( )
l o n g i t = f l i g h t 1 1 . l o c [ idx , ’ l o n g i t u d e ’ ]
l a t i t = f l i g h t 1 1 . l o c [ idx , ’ l a t i t u d e ’ ]
a l t i t = f l i g h t 1 1 . l o c [ idx , ’ a l t i t u d e ’ ]
l o n g i t 2 [ i ]= l o n g i t
l a t i t 2 [ i ]= l a t i t
a l t i t 2 [ i ]= a l t i t
l on [ j ]= l o n g i t 2
l a t [ j ]= l a t i t 2
a l t [ j ]= a l t i t 2
l o n _ l a t _ a l t =np . c o n c a t e n a t e ( ( lon , l a t , a l t ) , a x i s =1)

np . s a v e t x t ( ’ LonLa tAl t_BigData5 . t x t ’ , l o n _ l a t _ a l t , d e l i m i t e r = ’ ’ )

Κώδικας για τη δημιουργία συνόλου δεδομένων που δέχεται σαν είσοδο ο αλγόριθμος
Power Iteration Clustering

s amp l ing =5 , 10 , 25 ή 50

# f i n d un ique v a l u e s o f f l i g h t i d s
f l i g h t i d s =df . id . un ique ( )

MaxDif=0
f o r i in range ( l en ( f l i g h t i d s ) ) :
f l i g h t 1 = df . l o c [ d f [ ’ i d ’ ] == f l i g h t i d s [ i ] ]
f l i g h t 1 1 = f l i g h t 1 . i l o c [ 1 : ] # t o remove d u b l i c a t e s #comment f o r whole d a t a s e t
# f l i g h t 1 1= f l i g h t 1 #comment f o r s y n o p s i s d a t a s e t
mint imes tamp0= f l i g h t 1 1 [ ’ t imes t amp ’ ] .min ( )
maxt imestamp0= f l i g h t 1 1 [ ’ t imes t amp ’ ] .max ( )
D i f f =maxtimestamp0−mint imes tamp0
i f MaxDif<D i f f :
MaxDif=D i f f

d f2 = pd . DataFrame ( )
f o r i in range ( l en ( f l i g h t i d s ) ) :
f l i g h t 1 = df . l o c [ d f [ ’ i d ’ ] == f l i g h t i d s [ i ] ]
f l i g h t 1 1 = f l i g h t 1 . i l o c [ 1 : ] # t o remove d u b l i c a t e s #comment f o r whole d a t a s e t
# f l i g h t 1 1= f l i g h t 1 #comment f o r s y n o p s i s d a t a s e t
mint imes tamp0 = f l i g h t 1 1 [ ’ t imes t amp ’ ] .min ( )
maxt imestamp0 = f l i g h t 1 1 [ ’ t imes t amp ’ ] .max ( )
t r a n s f =( f l i g h t 1 1 [ ’ t imes t amp ’ ] − mint imes tamp0 ) / MaxDif
f l i g h t 1 1 =pd . c on c a t ( [ f l i g h t 1 1 , t r a n s f . rename ( ” t imes t amp2 ” ) ] , a x i s =1)
df2=pd . c on c a t ( [ df2 , f l i g h t 1 1 ] )

l on = [ [ 0 ] ∗ s amp l ing ]∗ l en ( f l i g h t i d s )
l a t = [ [ 0 ] ∗ s amp l ing ]∗ l en ( f l i g h t i d s )
a l t = [ [ 0 ] ∗ s amp l ing ]∗ l en ( f l i g h t i d s )

f o r j in range ( l en ( f l i g h t i d s ) ) :
f l i g h t 1 = df2 . l o c [ d f2 [ ’ i d ’ ] == f l i g h t i d s [ j ] ]
f l i g h t 1 1 = f l i g h t 1 . i l o c [ 1 : ] # t o remove d u b l i c a t e s #comment f o r whole d a t a s e t
# f l i g h t 1 1= f l i g h t 1 #comment f o r s y n o p s i s d a t a s e t
maxtimestamp0 = f l i g h t 1 1 [ ’ t imes t amp2 ’ ] .max ( )
l o n g i t 2 = [0 ] ∗ s amp l ing
l a t i t 2 = [0 ] ∗ s amp l ing
a l t i t 2 = [0 ] ∗ s amp l ing
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f o r i in range ( s amp l ing ) :
x = i / f l o a t ( s amp l ing )
i f ( x<=maxtimestamp0 ) :
i dx = ( np . abs ( f l i g h t 1 1 [ ’ t imes t amp2 ’ ] − x ) ) . idxmin ( )
l o n g i t = f l i g h t 1 1 . l o c [ idx , ’ l o n g i t u d e ’ ]
l a t i t = f l i g h t 1 1 . l o c [ idx , ’ l a t i t u d e ’ ]
a l t i t = f l i g h t 1 1 . l o c [ idx , ’ a l t i t u d e ’ ]
t s = f l i g h t 1 1 . l o c [ idx , ’ t imes t amp2 ’ ]
l o n g i t 2 [ i ]= l o n g i t
l a t i t 2 [ i ]= l a t i t
a l t i t 2 [ i ]= a l t i t
e l s e :
i dx = ( np . abs ( f l i g h t 1 1 [ ’ t imes t amp2 ’ ] ) ) . idxmax ( )
l o n g i t = f l i g h t 1 1 . l o c [ idx , ’ l o n g i t u d e ’ ]
l a t i t = f l i g h t 1 1 . l o c [ idx , ’ l a t i t u d e ’ ]
a l t i t = f l i g h t 1 1 . l o c [ idx , ’ a l t i t u d e ’ ]
l o n g i t 2 [ i ]= l o n g i t
l a t i t 2 [ i ]= l a t i t
a l t i t 2 [ i ]= a l t i t
l on [ j ]= l o n g i t 2
l a t [ j ]= l a t i t 2
a l t [ j ]= a l t i t 2
l o n _ l a t _ a l t =np . c o n c a t e n a t e ( ( lon , l a t , a l t ) , a x i s =1)

D i s t a n c e =np . z e r o s ( ( l en ( f l i g h t i d s ) , l en ( f l i g h t i d s ) ) )
f o r i in range ( l en ( f l i g h t i d s ) ) :
f o r j in range ( l en ( f l i g h t i d s ) ) :
SEc0=0
f o r z in range ( s amp l ing ) :
d i s t = s q r t ( ( ( l o n _ l a t _ a l t [ j , z + 2∗ s amp l ing ]∗cos ( l o n _ l a t _ a l t [ j , z + samp l ing ] )
∗ s i n ( l o n _ l a t _ a l t [ j , z ] ) ) − ( l o n _ l a t _ a l t [ i , z + 2∗ s amp l ing ]∗cos ( l o n _ l a t _ a l t [ i , z +
samp l ing ] ) ∗ s i n ( l o n _ l a t _ a l t [ i , z ] ) ) ) ∗∗ 2

+ ( ( l o n _ l a t _ a l t [ j , z + 2∗ s amp l ing ]∗ s i n ( l o n _ l a t _ a l t [ j , z + samp l ing ] ) ) −
( l o n _ l a t _ a l t [ i , z + 2∗ s amp l ing ]∗ s i n ( l o n _ l a t _ a l t [ i , z + samp l ing ] ) ) ) ∗∗ 2

+ ( ( l o n _ l a t _ a l t [ j , z + 2∗ s amp l ing ]∗cos ( l o n _ l a t _ a l t [ j , z + samp l ing ] )
∗cos ( l o n _ l a t _ a l t [ j , z ] ) ) − ( l o n _ l a t _ a l t [ i , z + 2∗ s amp l ing ]
∗cos ( l o n _ l a t _ a l t [ i , z + samp l ing ] ) ∗cos ( l o n _ l a t _ a l t [ i , z ] ) ) ) ∗∗ 2)
SEc0 = SEc0 + d i s t
D i s t a n c e [ i , j ] = ( SEc0 / s amp l ing ) / 1 000

x=0
comb = [ ]
f o r i in range ( l en ( f l i g h t i d s ) ) :
f o r j in range ( l en ( f l i g h t i d s ) ) :
i f i <= j :
x=x+1

Dis t anceMat = [ [ 0 ] ∗ 3]∗ x
y=0
f o r i in range ( l en ( f l i g h t i d s ) ) :
f o r j in range ( l en ( f l i g h t i d s ) ) :
i f i <= j :
D i s t anceMat [ y ] = [ i , j , D i s t a n c e [ i , j ] ]
y = y + 1
np . s a v e t x t ( ’ D i s t anceMat_BigDa ta5 ’ , Dis tanceMat , d e l i m i t e r = ’ ’ )
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Παράρτημα Δʹ

Κώδικας για Διανυσματοποίηση σε 3D
Τροχιά με Χρήση της Ανάλυσης Κυρίων
Συνιστωσών

Αλγόριθμος Ανάλυσης Κυρίων Συνιστωσών

from pyspa rk . c o n t e x t import Spa rkCon t ex t
from pyspa rk . s q l . s e s s i o n import Spa r kSe s s i o n
sc = Spa rkCon t ex t ( ’ l o c a l ’ )
s p a r k = Spa r kSe s s i o n ( sc )
from pyspa rk . s q l import SQLContext
s q lCo n t e x t = SQLContext ( s c )

from pyspa rk . m l l i b . l i n a l g
import Vec t o r s
from pyspa rk . m l l i b . l i n a l g . d i s t r i b u t e d
import RowMatrix

d a t a = sc . t e x t F i l e ( ’ / home / s t e f a n o s / Desktop /PCA/ who l e d a t a s e t / La t_BigData50 . t x t ’ )
rows = d a t a .map ( lambda l i n e : a r r a y ( [ f l o a t ( x ) f o r x in l i n e . s t r i p ( ) . s p l i t ( ’ ’ ) ] ) )

mat = RowMatrix ( rows )

# Compute t h e t op 5 or 10 p r i n c i p a l components .
# P r i n c i p a l components are s t o r e d i n a l o c a l dense ma t r i x .
pc = mat . compu t eP r i nc i pa lComponen t s (5 or 10)

# P r o j e c t t h e rows t o t h e l i n e a r space spanned by t h e t op 5 or 10 p r i n c i p a l components .
p r o j e c t e d = mat . mu l t i p l y ( pc )
c o l l e c t e d = p r o j e c t e d . rows . c o l l e c t ( )

np . s a v e t x t ( ’ PCALat10 . t x t ’ , c o l l e c t e d , d e l i m i t e r = ’ ’ )

Κώδικας για τη δημιουργία συνόλου δεδομένων που δέχεται σαν είσοδο ο αλγόριθμος PIC

l o n _ l a t _ a l t 2 = pd . r e ad_c sv ( ’ Pa th f o r d a t a f r ame came up a f t e r PCA’ ,
d e l i m i t e r = ’ ’ , h e ade r =None )

l o n _ l a t _ a l t = l o n _ l a t _ a l t 2 . a s _ma t r i x ( )

s amp l ing =5 or 10

D i s t a n c e =np . z e r o s ( ( l en ( l o n _ l a t _ a l t ) , l en ( l o n _ l a t _ a l t ) ) )
f o r i in range ( l en ( l o n _ l a t _ a l t ) ) :
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f o r j in range ( l en ( l o n _ l a t _ a l t ) ) :
SEc0=0
f o r z in range ( s amp l ing ) :
d i s t = s q r t ( ( ( l o n _ l a t _ a l t [ j , z + 2∗ s amp l ing ]∗cos ( l o n _ l a t _ a l t [ j , z + samp l ing ] )
∗ s i n ( l o n _ l a t _ a l t [ j , z ] ) ) − ( l o n _ l a t _ a l t [ i , z + 2∗ s amp l ing ]
∗cos ( l o n _ l a t _ a l t [ i , z + samp l ing ] ) ∗ s i n ( l o n _ l a t _ a l t [ i , z ] ) ) ) ∗∗ 2
+ ( ( l o n _ l a t _ a l t [ j , z + 2∗ s amp l ing ]∗ s i n ( l o n _ l a t _ a l t [ j , z + samp l ing ] ) ) −
( l o n _ l a t _ a l t [ i , z + 2∗ s amp l ing ]∗ s i n ( l o n _ l a t _ a l t [ i , z + samp l ing ] ) ) ) ∗∗ 2
+ ( ( l o n _ l a t _ a l t [ j , z + 2�sampl ing ]∗cos ( l o n _ l a t _ a l t [ j , z + samp l ing ] )
∗cos ( l o n _ l a t _ a l t [ j , z ] ) ) − ( l o n _ l a t _ a l t [ i , z + 2∗ s amp l ing ]
∗cos ( l o n _ l a t _ a l t [ i , z + samp l ing ] ) ∗cos ( l o n _ l a t _ a l t [ i , z ] ) ) ) ∗∗ 2)
SEc0 = SEc0 + d i s t
D i s t a n c e [ i , j ] = ( SEc0 / s amp l ing ) / 1 000

x=0
comb = [ ]
f o r i in range ( l en ( l o n _ l a t _ a l t ) ) :
f o r j in range ( l en ( l o n _ l a t _ a l t ) ) :
i f i <= j :
x=x+1

Dis t anceMat = [ [ 0 ] ∗ 3]∗ x
y=0
f o r i in range ( l en ( l o n _ l a t _ a l t ) ) :
f o r j in range ( l en ( l o n _ l a t _ a l t ) ) :
i f i <= j :
D i s t anceMat [ y ] = [ i , j , D i s t a n c e [ i , j ] ]
y = y + 1

np . s a v e t x t ( ’ PCADistanceMat_BigData5 ’ , Dis tanceMat , d e l i m i t e r = ’ ’ )

Σημειώνουμε ότι το σύνολο δεδομένων που διαβάζει ο παρακάτω κώδικας είναι αυτό που προέκυψε μετά
την PCA, δηλαδή αυτό που δέχτηκαν σαν είσοδο οι αλγόριθμοι K-means, Gaussian Mixture Model και Bisecting
K-means.



Παράρτημα Εʹ

Αλγόριθμοι Ομαδοποίησης

Αλγόριθμος K-means

import t ime
from pyspa rk . m l l i b . c l u s t e r i n g import KMeans , KMeansModel
from pyspa rk . c o n t e x t import Spa rkCon t ex t
from pyspa rk . s q l . s e s s i o n import Spa r kSe s s i o n
sc = Spa rkCon t ex t ( ’ l o c a l ’ )
s p a r k = Spa r kSe s s i o n ( sc )
from pyspa rk . s q l import SQLContext
s q lCo n t e x t = SQLContext ( s c )

s t a r t _ t i m e = t ime . c l o ck ( )

s amp l ing =2 , 3 , 4 or 5
I t e r a t i o n s =10 , 50 or 100

d a t a = sc . t e x t F i l e ( ’ / home / s t e f a n o s / Desktop / t h e s i s / NewData / LonLat_BigData50 . t x t ’ )
p a r s edDa t a = d a t a .map ( lambda l i n e : a r r a y ( [ f l o a t ( x ) f o r x in l i n e . s p l i t ( ’ ’ ) ] ) )
c l u s t e r s = KMeans . t r a i n ( pa r s edDa ta , sampl ing , m a x I t e r a t i o n s = I t e r a t i o n s ,
i n i t i a l i z a t i o nM o d e =” random” )

def e r r o r ( p o i n t ) :
c e n t e r = c l u s t e r s . c e n t e r s [ c l u s t e r s . p r e d i c t ( p o i n t ) ]
re turn s q r t ( sum ( [ x ∗∗ 2 f o r x in ( p o i n t − c e n t e r ) ] ) )

WSSSE = pa r s edDa t a .map ( lambda p o i n t : e r r o r ( p o i n t ) ) . reduce ( lambda x , y : x + y )
pr in t ( ”Wi th in Se t Sum of Squared E r r o r = ” + s t r (WSSSE ) )

# c l u s t e r c e n t e r s , r e p r e s e n t e d as a l i s t o f NumPy a r r a y s
pr in t ( c l u s t e r s . c l u s t e r C e n t e r s )

# To t a l number o f c l u s t e r s
pr in t ( ”The To t a l Number o f C l u s t e r s i s : ” + s t r ( c l u s t e r s . k ) )

# Re tu rn t h e K−means c o s t ( sum o f squared d i s t a n c e s o f p o i n t s t o t h e i r n e a r e s t c e n t e r )
pr in t ( ”The Cos t o f K−means i s : ” + s t r ( c l u s t e r s . computeCost ( p a r s edDa t a ) ) )

#Find t h e c l u s t e r t h a t each o f t h e p o i n t s b e l ong s t o i n t h i s model .
p r e d i c t i o n = c l u s t e r s . p r e d i c t ( p a r s edDa t a )
c l u s t e r _ n umb e r _ p r e d i c t e d = p r e d i c t i o n . c o l l e c t ( )
pr in t ( c l u s t e r _ n umb e r _ p r e d i c t e d )

pr in t t ime . c l o ck ( ) − s t a r t _ t i m e , ” s e conds ”
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Αλγόριθμος Gaussian Mixture Model

import t ime
from pyspa rk . m l l i b . c l u s t e r i n g import Gauss i anMix tu re , Gauss i anMix tu reMode l
from pyspa rk . c o n t e x t import Spa rkCon t ex t
from pyspa rk . s q l . s e s s i o n import Spa r kSe s s i o n
sc = Spa rkCon t ex t ( ’ l o c a l ’ )
s p a r k = Spa r kSe s s i o n ( sc )
from pyspa rk . s q l import SQLContext
s q lCo n t e x t = SQLContext ( s c )

s t a r t _ t i m e = t ime . c l o ck ( )

s amp l ing =2 , 3 , 4 or 5
I t e r a t i o n s =10 , 50 or 100

# Load and par s e t h e da ta
d a t a = sc . t e x t F i l e ( ’ / home / s t e f a n o s / Desktop / t h e s i s / NewData / LonLat_BigData50 . t x t ’ )
p a r s edDa t a = d a t a .map ( lambda l i n e : a r r a y ( [ f l o a t ( x ) f o r x in l i n e . s t r i p ( ) . s p l i t ( ’ ’ ) ] ) )

# Bu i l d t h e model ( c l u s t e r t h e da ta )
gmm = Gaus s i anMix tu r e . t r a i n ( pa r s edDa ta , sampl ing , m a x I t e r a t i o n s = I t e r a t i o n s )

# ou t p u t pa rame t e r s o f model
f o r i in range ( s amp l ing ) :
pr in t ( ” we igh t = ” , gmm. we i gh t s [ i ] , ”mu = ” , gmm. g a u s s i a n s [ i ] . mu)

p r e d i c t i o n = gmm. p r e d i c t ( p a r s edDa t a )
c l u s t e r _ n umb e r _ p r e d i c t e d = p r e d i c t i o n . c o l l e c t ( )
pr in t ( c l u s t e r _ n umb e r _ p r e d i c t e d )

pr in t t ime . c l o ck ( ) − s t a r t _ t i m e , ” s e conds ”

Αλγόριθμος Power Iteration Clustering

import t ime
from pyspa rk . m l l i b . c l u s t e r i n g import P ow e r I t e r a t i o nC l u s t e r i n g , P owe r I t e r a t i o nC l u s t e r i n gMod e l
from pyspa rk . c o n t e x t import Spa rkCon t ex t
from pyspa rk . s q l . s e s s i o n import Spa r kSe s s i o n
sc = Spa rkCon t ex t ( ’ l o c a l ’ )
s p a r k = Spa r kSe s s i o n ( sc )
from pyspa rk . s q l import SQLContext
s q lCo n t e x t = SQLContext ( s c )

s t a r t _ t i m e = t ime . c l o ck ( )

s amp l ing =2 , 3 , 4 or 5
I t e r a t i o n s =10 , 50 or 100

# Load and par s e t h e da ta
d a t a = sc . t e x t F i l e ( ’ / home / s t e f a n o s / Desktop / t h e s i s / NewData / Di s t anceMat_BigDa ta50 ’ )
s i m i l a r i t i e s = d a t a .map ( lambda l i n e : t up l e ( [ f l o a t ( x ) f o r x in l i n e . s p l i t ( ’ ’ ) ] ) )

# C l u s t e r t h e da ta i n t o two c l a s s e s u s i n g P ow e r I t e r a t i o nC l u s t e r i n g
model = P ow e r I t e r a t i o n C l u s t e r i n g . t r a i n ( s i m i l a r i t i e s , sampl ing , I t e r a t i o n s )
pr in t ( model . k )
r e s u l t = sor t ed ( model . a s s i g nmen t s ( ) . c o l l e c t ( ) , key=lambda x : x . id )
pr in t ( r e s u l t )

pr in t ( l en ( r e s u l t ) )
x=[0]� l en ( r e s u l t )
f o r i in range ( l en ( r e s u l t ) ) :
x [ i ]= r e s u l t [ i ] . c l u s t e r
pr in t ( x )

pr in t t ime . c l o ck ( ) − s t a r t _ t i m e , ” s e conds ”
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Αλγόριθμος Bisecting K-means

import t ime
from pyspa rk . m l l i b . c l u s t e r i n g import Bisec t ingKMeans , Bisect ingKMeansModel
from pyspa rk . c o n t e x t import Spa rkCon t ex t
from pyspa rk . s q l . s e s s i o n import Spa r kSe s s i o n
sc = Spa rkCon t ex t ( ’ l o c a l ’ )
s p a r k = Spa r kSe s s i o n ( sc )
from pyspa rk . s q l import SQLContext
s q lCo n t e x t = SQLContext ( s c )

s t a r t _ t i m e = t ime . c l o ck ( )

s amp l ing =2 , 3 , 4 or 5
I t e r a t i o n s =10 , 50 or 100

# Load and par s e t h e da ta
d a t a = sc . t e x t F i l e ( ’ / home / s t e f a n o s / Desktop / t h e s i s / NewData / LonLat_BigData50 . t x t ’ )
p a r s edDa t a = d a t a .map ( lambda l i n e : a r r a y ( [ f l o a t ( x ) f o r x in l i n e . s t r i p ( ) . s p l i t ( ’ ’ ) ] ) )

# Bu i l d t h e model ( c l u s t e r t h e da ta )
model = Bisec t ingKMeans . t r a i n ( pa r s edDa ta , sampl ing , m a x I t e r a t i o n s = I t e r a t i o n s )

# Eva l ua t e c l u s t e r i n g
c o s t = model . computeCost ( p a r s edDa t a )
pr in t ( ” B i s e c t i n g K−means Cos t = ” + s t r ( c o s t ) )

# c l u s t e r c e n t e r s , r e p r e s e n t e d as a l i s t o f NumPy a r r a y s
pr in t ( model . c l u s t e r C e n t e r s )

# To t a l number o f c l u s t e r s
pr in t ( ”The To t a l Number o f C l u s t e r s i s : ” + s t r ( model . k ) )

p r e d i c t i o n = model . p r e d i c t ( p a r s edDa t a )
c l u s t e r _ n umb e r _ p r e d i c t e d = p r e d i c t i o n . c o l l e c t ( )
pr in t ( c l u s t e r _ n umb e r _ p r e d i c t e d )

pr in t t ime . c l o ck ( ) − s t a r t _ t i m e , ” s e conds ”
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Παράρτημα Ϛʹ

Κώδικας για Μέτρα Αξιολόγησης των
Αλγορίθμων Ομαδοποίησης

Κώδικας που υπολογίζει τα μέτρα απόδοσης Accuracy, Precision, F1 Score και RMSE του κεντροειδούς
από τα μέλη της ομάδας, για την περίπτωση των 2 ομάδων.

from s k l e a r n . m e t r i c s import a c c u r a c y _ s c o r e
from s k l e a r n . m e t r i c s import p r e c i s i o n _ s c o r e
from s k l e a r n . m e t r i c s import f 1 _ s c o r e
from math import s q r t
from math import s i n , cos , s q r t , a t an2 , r a d i a n s
from s c i p y . s t a t s import i t em f r e q

I n t e r p =5 ,10 ,25 or 50 # samp l ing

df= pd . r e ad_c sv ( ’ Pa th f o r d a t a f r ame ’ , d e l i m i t e r = ’ , ’ )

# f i n d un ique v a l u e s o f f l i g h t i d s
f l i g h t i d s =df . id . un ique ( )

# C l u s t e r Cen t r e 0
c0 =[ Coo r d i n a t e s o f c l u s t e r 0 , a s g i ven by t h e c l u s t e r i n g a l g o r i t hm s ]

# C l u s t e r Cen t r e 1
c1 =[ Coo r d i n a t e s o f c l u s t e r 1 , a s g i ven by t h e c l u s t e r i n g a l g o r i t hm s ]

# C l a s s i f i c a t i o n acco rd i ng t o ground t r u t h
c l a s s i f =[ Vec to r wi th t h e c l u s t e r i n g o f f l i g h t s based on ground t r u t h ]
pr in t ( ” C l a s s i f i c a t i o n o f f l i g h t s a c c o r d i n g t o Ground Tru th : ” + s t r ( i t em f r e q ( c l a s s i f ) ) )

# p r e d i c t i o n o f a l g o r i t hm
pred2 =[ Vec to r wi th t h e c l u s t e r i n g o f f l i g h t s based on t h e a l g o r i t hm ]

pred22 = [ 0 ] ∗ l en ( f l i g h t i d s )
f o r i in range ( l en ( p red2 ) ) :
i f pred2 [ i ]==0 :
p red22 [ i ]=0
i f pred2 [ i ]==1 :
p red22 [ i ] = 1

acc= a c c u r a c y _ s c o r e ( c l a s s i f , p red22 )
p r e c = p r e c i s i o n _ s c o r e ( c l a s s i f , pred22 , a v e r ag e = ’ b i n a r y ’ )
f1= f 1 _ s c o r e ( c l a s s i f , pred22 , a v e r ag e = ’ b i n a r y ’ )
p r e d f =pred22

pred22 = [ 0 ] ∗ l en ( f l i g h t i d s )
f o r i in range ( l en ( p red2 ) ) :
i f pred2 [ i ]==0 :
p red22 [ i ]=1
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i f pred2 [ i ]==1 :
p red22 [ i ] = 0
i f a c c u r a c y _ s c o r e ( c l a s s i f , p red22 ) > acc :
acc = a c c u r a c y _ s c o r e ( c l a s s i f , p red22 )
p r e c = p r e c i s i o n _ s c o r e ( c l a s s i f , pred22 , a v e r ag e = ’ b i n a r y ’ )
f1 = f 1 _ s c o r e ( c l a s s i f , pred22 , a v e r ag e = ’ b i n a r y ’ )
temp=c0
c0=c1
c1=temp
p r e d f =pred22

pr in t ( ” C l a s s i f i c a t i o n o f f l i g h t s a c c o r d i n g t o Algo r i t hm : ” + s t r ( i t em f r e q ( p r e d f ) ) )
pr in t ( ” Accuracy : ” + s t r ( acc ) )
pr in t ( ” P r e c i s i o n : ” + s t r ( p r e c ) )
pr in t ( ”F1 Score : ” + s t r ( f1 ) )

l a t = [ [ 0 ] ∗ I n t e r p ] ∗ l en ( f l i g h t i d s )
l on = [ [ 0 ] ∗ I n t e r p ] ∗ l en ( f l i g h t i d s )
f o r i in range ( l en ( f l i g h t i d s ) ) :
f l i g h t 1 = df . l o c [ d f [ ’ i d ’ ] == f l i g h t i d s [ i ] ]
f l i g h t 1 1 = f l i g h t 1 . i l o c [ 1 : ] # t o remove d u b l i c a t e s #comment t h i s f o r whole d a t a s e t
# f l i g h t 1 1 = f l i g h t 1 #comment t h i s f o r s y n o p s i s d a t a s e t

x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]
lon1 = f l i g h t 1 1 [ ’ l o n g i t u d e ’ ]
p o i n t s = z ip ( x1 , l on1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , l on1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
l o n f 1 = np . a r r a y ( lon1 )
new_leng th = I n t e r p
new_xf1 = np . l i n s p a c e ( x f1 .min ( ) , x f1 .max ( ) , new_leng th )
new_lonf1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , l on f1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )

x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]
l a t 1 = f l i g h t 1 1 [ ’ l a t i t u d e ’ ]
p o i n t s = z ip ( x1 , l a t 1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , l a t 1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
l a t f 1 = np . a r r a y ( l a t 1 )
n ew_ l a t f 1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , l a t f 1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )
l on [ i ]= new_lonf1
l a t [ i ]= n ew_ l a t f 1
l o n _ l a t =np . c o n c a t e n a t e ( ( lon , l a t ) , a x i s =1)

c0_np=np . a r r a y ( c0 )
c1_np=np . a r r a y ( c1 )

SEc0=0
N0=0
SEc1=0
N1=0
SEc2=0
N2=0

f o r i in range ( l en ( f l i g h t i d s ) ) :
i f c l a s s i f [ i ]==0 :
f o r j in range ( I n t e r p ) :
SEc0 = SEc0+gpxpy . geo . h a v e r s i n e _ d i s t a n c e ( l o n _ l a t [ i , j + I n t e r p ] , l o n _ l a t [ i , j ] ,

c0_np [ j + I n t e r p ] , c0_np [ j ] )
N0=N0+1
i f c l a s s i f [ i ]==1 :
f o r j in range ( I n t e r p ) :
SEc1 =SEc1+ gpxpy . geo . h a v e r s i n e _ d i s t a n c e ( l o n _ l a t [ i , j + I n t e r p ] , l o n _ l a t [ i , j ] ,

c1_np [ j + I n t e r p ] , c1_np [ j ] )
N1=N1+1
RMSEc0= ( ( SEc0 / I n t e r p ) / N0 ) / 1 000
RMSEc1= ( ( SEc1 / I n t e r p ) / N1 ) / 1 000
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pr in t ( ”RMSE C l u s t e r 0 : ” + s t r (RMSEc0 ) )
pr in t ( ”RMSE C l u s t e r 1 : ” + s t r (RMSEc1 ) )

Στην περίπτωση του PIC αλγορίθμου, ο οποίος δε δίνει σαν αποτέλεσμα τα κέντρα των ομάδων, τα c0
και c1 βρίσκονται όπως φαίνεται στον επόμενο κώδικα

I n t e r p =5 ,10 ,25 or 50

df= pd . r e ad_c sv ( ’ Pa th f o r d a t a f r ame ’ , d e l i m i t e r = ’ , ’ )

f l i g h t i d s =df . id . un ique ( )
p red2 =[ Vec to r wi th t h e c l u s t e r i n g o f f l i g h t s based on t h e a l g o r i t hm ]

a L i s t = l i s t ( )
b L i s t = l i s t ( )
f o r i in range ( l en ( p red2 ) ) :
i f pred2 [ i ]==0 :
a L i s t . append ( i )
i f pred2 [ i ]==1 :
bL i s t . append ( i )

l a t = [ [ 0 ] ∗ I n t e r p ] ∗ l en ( f l i g h t i d s )
l on = [ [ 0 ] ∗ I n t e r p ] ∗ l en ( f l i g h t i d s )
f o r i in range ( l en ( f l i g h t i d s ) ) :
f l i g h t 1 = df . l o c [ d f [ ’ i d ’ ] == f l i g h t i d s [ i ] ]
f l i g h t 1 1 = f l i g h t 1 . i l o c [ 1 : ] # t o remove d u b l i c a t e s #comment f o r whole d a t a s e t
# f l i g h t 1 1 = f l i g h t 1 #comment f o r s y n o p s i s d a t a s e t

x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]
lon1 = f l i g h t 1 1 [ ’ l o n g i t u d e ’ ]
p o i n t s = z ip ( x1 , l on1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , l on1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
l o n f 1 = np . a r r a y ( lon1 )
new_leng th = I n t e r p
new_xf1 = np . l i n s p a c e ( x f1 .min ( ) , x f1 .max ( ) , new_leng th )
new_lonf1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , l on f1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )

x1 = f l i g h t 1 1 [ ’ t imes t amp ’ ]
l a t 1 = f l i g h t 1 1 [ ’ l a t i t u d e ’ ]
p o i n t s = z ip ( x1 , l a t 1 )
p o i n t s = sor t ed ( p o i n t s , key=lambda p o i n t : p o i n t [ 0 ] )
x1 , l a t 1 = z ip (∗ p o i n t s )
x f1 = np . a r r a y ( x1 )
l a t f 1 = np . a r r a y ( l a t 1 )
n ew_ l a t f 1 = sp . i n t e r p o l a t e . i n t e r p 1 d ( xf1 , l a t f 1 , k ind= ’ cub i c ’ , f i l l _ v a l u e =” e x t r a p o l a t e ” ) ( new_xf1 )
l on [ i ]= new_lonf1
l a t [ i ]= n ew_ l a t f 1
l o n _ l a t =np . c o n c a t e n a t e ( ( lon , l a t ) , a x i s =1)

l o n _ l a t 0 = [ [ 0 ] ∗ 2∗ I n t e r p ] ∗ l en ( a L i s t )
l o n _ l a t 1 = [ [ 0 ] ∗ 2∗ I n t e r p ] ∗ l en ( b L i s t )
a=0
b=0
f o r i in range ( l en ( p red2 ) ) :
i f pred2 [ i ]==0 :
l o n _ l a t 0 [ a ]= l o n _ l a t [ i ]
a=a+1
i f pred2 [ i ]==1 :
l o n _ l a t 1 [ b ] = l o n _ l a t [ i ]
b=b+1

l o n _ l a t 0 0 =np . a r r a y ( l o n _ l a t 0 )
c e n t r o i d 0 = [0 ] ∗ 2∗ I n t e r p
f o r j in range (2∗ I n t e r p ) :
x=0
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f o r i in range ( l en ( a L i s t ) ) :
x=x+ l o n _ l a t 0 0 [ i , j ]
c e n t r o i d 0 [ j ]= x / l en ( a L i s t )

l o n _ l a t 1 1 =np . a r r a y ( l o n _ l a t 1 )
c e n t r o i d 1 = [0 ] ∗ 2∗ I n t e r p
f o r j in range (2∗ I n t e r p ) :
x=0
f o r i in range ( l en ( b L i s t ) ) :
x=x+ l o n _ l a t 1 1 [ i , j ]
c e n t r o i d 1 [ j ]= x / l en ( b L i s t )

pr in t ( ” Cen t r o i d o f C l u s t e r 0 : ” + s t r ( c e n t r o i d 0 ) )
pr in t ( ” Cen t r o i d o f C l u s t e r 1 : ” + s t r ( c e n t r o i d 1 ) )
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