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ʃʁ ˊʾ˂ʹ˕ʹ 

 

Στην παρούσα διπλωματική εργασία εξετάζεται η ανάπτυξη και αξιολόγηση ενός 
μοντέλου τύπου CLIP (Contrastive Language-Image Pre-training) προσαρμοσμένου σε 
ιατρικά δεδομένα δερματικής φύσεως, με στόχο τη δυνατότητα αυτόματης 
κατηγοριοποίησης και διάγνωσης ιατρικών εικόνων βάσει των αντίστοιχων περιγραφών 
τους. Ο απώτερος στόχος είναι η δημιουργία ενός συστήματος που θα μπορεί να 
επεξεργάζεται ένα ευρύ φάσμα ιατρικών εικόνων και να συμβάλλει στη διαδικασία 
διάγνωσης, μέσω της συσχέτισής τους με κατάλληλο ιατρικό κείμενο. 

Χρησιμοποιήθηκαν δύο σύνολα δεδομένων: το ISIC, στο οποίο το μικρό ποσοστό 
παθολογικών περιπτώσεων και η χαμηλή ποικιλία περιγραφών οδήγησαν σε δυσκολία 
εκμάθησης του μοντέλου, και το SkinCAP. Η συμπύκνωση των περιγραφών στο SkinCAP 
σύνολο δεδομένων πραγματοποιήθηκε με χρήση του μοντέλου T5-small, ενώ 
δοκιμάστηκαν διάφοροι αλγόριθμοι επεξεργασίας εικόνας και κειμένου. Με ρύθμιση του 
learning rate στο ρπ και του temperature στο 0.06, το μοντέλο εμφάνισε βελτιωμένη 
απόδοση μετά από 25 εποχές εκπαίδευσης, επιτυγχάνοντας ικανοποιητική συσχέτιση 
εικόνων και σωστών διαγνώσεων, με μικρές αποκλίσεις σε επίπεδο λεπτομερούς 
περιγραφής. 

Τα αποτελέσματα δείχνουν πως το CLIP μπορεί να προσαρμοστεί με επιτυχία σε 
ιατρικά δεδομένα, προσφέροντας μια υποσχόμενη προσέγγιση για την ενίσχυση 
συστημάτων υποβοηθούμενης ιατρικής διάγνωσης. Η εργασία καταδεικνύει τη σημασία 
της συνδυαστικής αξιοποίησης εικόνων και φυσικής γλώσσας στον τομέα της ιατρικής 
πληροφορικής. 
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Abstract 

 

This thesis focuses on the development and evaluation of a CLIP (Contrastive 
Language-Image Pre-training) model adapted to dermatological medical data, aiming to 
enable automatic classification and diagnosis of medical images based on their textual 
descriptions. The ultimate goal is to create a system capable of processing a wide range 
of medical images and assisting in the diagnostic process through the alignment of 
images with relevant medical text. 

Two datasets were used: ISIC, where the low proportion of pathological cases and 
limited descriptive diversity hindered the model's ability to learn effectively, and SkinCAP, 
where better results were achieved. In SkinCAP dataset text descriptions were 
condensed using the T5-small model, and a variety of image and text processing 
algorithms were tested. With a learning rate set to ρπ  and temperature to 0.06, the 
model demonstrated improved performance after 25 training epochs, achieving 
satisfactory alignment between images and accurate diagnoses, with small deviations at 
the level of detailed description. 

The results indicate that CLIP can be successfully adapted to medical data, offering a 
promising approach to enhancing computer-assisted diagnostic systems. This work 
highlights the importance of combining visual and textual information in the field of 
medical informatics. 
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ʃ́ ˈ˂ˇʴˇˌ 

 

H παρούσα διπλωματική εργασία εκπονήθηκε στο πλαίσιο του μεταπτυχιακού 
προγράμματος σπουδών Μεγάλων Δεδομένων και Αναλυτικής του Πανεπιστημίου 
Πειραιώς, με σκοπό τη διερεύνηση σύγχρονων μεθόδων μηχανικής μάθησης και τεχνητής 
νοημοσύνης στον τομέα της ιατρικής απεικόνισης. Η ιδέα για την παρούσα διπλωματική 
εργασία προέκυψε από τη διαρκώς αυξανόμενη ανάγκη για αποτελεσματική και έγκαιρη 
ανίχνευση δερματικών παθήσεων. Συγκεκριμένα στόχος της παρούσας διπλωματικής 
εργασίας ήταν η επέκταση των παραδοσιακών τεχνικών που βασίζονταν αποκλειστικά 
σε ιατρικές εικόνες, ενσωματώνοντας και τη χρήση περιγραφικών κειμένων, με στόχο τη 
βελτίωση της ακρίβειας και της κατανόησης των διαγνώσεων. 

H παρούσα διπλωματική εργασία ασχολήθηκε με δύο δωρεάν διαθέσιμα σύνολα 
δεδομένων, το ISIC και το SkinCAP, τα οποία περιλαμβάνουν ιατρικές εικόνες αλλά και 
πληροφορίες σχετικές με τις εικόνες αυτές. Μέσω της ανάλυσης των δεδομένων εικόνων 
και κειμένων επιχειρείτε η εξαγωγή διάγνωσης με βάση την παρεχόμενη εικόνα. 

Η εκπόνηση της παρούσας διπλωματικής εργασίας συνδύασε την θεωρητική μελέτη, 
την  πειραματική υλοποίηση και την πρακτική αξιολόγηση. Είμαι ευγνώμων για την 
υποστήριξη και την καθοδήγηση που έλαβα από τον επιβλέποντα καθηγητή μου, καθώς 
και για τους πόρους και τις γνώσεις που μου προσέφερε το πανεπιστήμιο για την 
καλύτερη ολοκλήρωσή της.
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1. ɳ̔ ˋʰʴ˖ʴʺ 
 

Στην εποχή που ζούμε είναι πάρα πολύ σύνηθες το φαινόμενο εμφάνισης 
δερματικών παθήσεων. Συγκεκριμένα υπολογίζεται ότι κατά μέσο όρο κάθε 
χρόνο εντοπίζονται 92000 νέα περιστατικά ατόμων με μελανώματα και 2750000 
περιστατικά με μη μελανωτικό καρκίνο του δέρματος παγκοσμίως. Αξίζει να 
σημειωθεί ότι τα περιστατικά μελανώματος αυξάνονται κατά 3-7% κάθε χρόνο 
τα τελευταία 30 χρόνια και ομοίως και τα περιστατικά καρκίνου του δέρματος. 
Κύρια αιτία του καρκίνου του δέρματος είναι η έκθεση στην υπεριώδη 
ακτινοβολία του ήλιου. Tα συμπτώματα του καρκίνου του δέρματος 
περιλαμβάνουν μια κηλίδα στο σώμα, αλλαγές στο σχήμα ή στο χρώμα ενός 
υπάρχοντος στίγματος, ένα σημείο του σώματος το οποίο μπορεί να είναι 
επώδυνο, μια πληγή που δεν θεραπεύεται, ένα κόκκινο σημάδι στο δέρμα και 
πολλά ακόμη. 

Με την εξέλιξη της τεχνολογίας, συνεχώς ανακαλύπτονται νέοι τρόποι για 
ταχύτερη διάγνωση και καταπολέμηση των δερματικών παθήσεων. Ο έγκαιρος 
εντοπισμός των προδιαθέσεων για την εμφάνιση αυτών των παθήσεων μπορεί 
πολλές φορές να αποδειχθεί σωτήριος. Τα τελευταία χρόνια, η χρήση της 
τεχνητής νοημοσύνης έχει ανθίσει και τα οφέλη της είναι πλέον προφανή σε 
πολλούς τομείς. Η τεχνητή νοημοσύνη χρησιμοποιείται σε καθημερινές 
εφαρμογές, όπως οι προτάσεις βίντεο στο διαδίκτυο ή οι έξυπνοι βοηθοί (όπως 
η Siri), αλλά και σε πιο σύνθετες διαδικασίες, όπως η ανάλυση ιατρικών εικόνων. 
Στον τομέα της ιατρικής, η τεχνητή νοημοσύνη έχει τη δυνατότητα να βοηθήσει 
τους γιατρούς στην ακριβέστερη διάγνωση, εντοπίζοντας σημαντικά σημεία σε 
ιατρικές εικόνες που μπορεί να οδηγήσουν σε ακριβείς διαγνώσεις.  

Για την αύξηση του όγκου δεδομένων, έχει αναπτυχθεί η χρήση 
συνδυασμένων μορφών δεδομένων, με ιδιαίτερη έμφαση στον συνδυασμό 
ιατρικών εικόνων και κειμένων. Η συνδυασμένη αυτή προσέγγιση έχει 
αποδειχτεί ότι μπορεί να βελτιώσει σημαντικά την ακρίβεια των προβλέψεων. 
Στο πλαίσιο της παρούσας διπλωματικής εργασίας, χρησιμοποιήθηκε το 
μοντέλο CLIP (Contrastive Language-Image Pre-training), το οποίο έχει 
σχεδιαστεί για να επεξεργάζεται ταυτόχρονα δεδομένα εικόνας και κειμένου. Το 
CLIP επιτρέπει τη σύνδεση εικόνων και φυσικής γλώσσας μέσω μίας κοινής 
αναπαράστασης, γεγονός που το καθιστά ιδανικό για την ανάλυση ιατρικών 
εικόνων σε συνδυασμό με κείμενο. Ο σκοπός της έρευνάς μου ήταν να 
αναπτύξω και να εκπαιδεύσω ένα πολυτροπικό μοντέλο χρησιμοποιώντας τα 
δεδομένα εικόνας και κειμένου, με στόχο την ακριβή πρόβλεψη της εικόνας 
βάσει του αντίστοιχου κειμένου που παρέχεται. 

Στην συνέχεια στις επόμενες παραγράφους αρχικά θα αναλυθούν οι βασικές 
αρχές του CLIP μοντέλου. Στην συνέχεια θα αναλυθούν οι τρόποι 
προεπεξεργασίας των δεδομένων καθώς και όλα τα μοντέλα που 
χρησιμοποιήθηκαν. Έπειτα θα παρουσιαστούν τα αποτελέσματα των μοντέλων 
που μελετήθηκαν και τέλος η εργασία θα ολοκληρωθεί με τα συμπεράσματα και 
τις προοπτικές για μελλοντική έρευνα. 
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Η μηχανική μάθηση αποτελεί ένα κλάδο της τεχνητής νοημοσύνης και της 
επιστήμης των υπολογιστών η οποία εστιάζει στην χρήση των δεδομένων και με 
την βοήθεια των αλγορίθμων μιμείται τον τρόπο με τον οποίο μαθαίνει και ο 
άνθρωπος. Προσπαθεί δηλαδή με την βοήθεια διαφόρων εργαλείων να 
αποκτήσει γνώση από τα δεδομένα. Η μηχανική μάθηση αποτελεί ένα σημαντικό 
“συστατικό” του αναπτυσσόμενου τομέα της επιστήμης των δεδομένων. Μέσω 
της χρήσης στατιστικών μεθόδων, οι αλγόριθμοι μηχανικής μάθησης 
εκπαιδεύονται ώστε να πραγματοποιούν ταξινομήσεις ή προβλέψεις και να 
βρίσκουν σημαντικές πληροφορίες από έργα εξόρυξης δεδομένων. Αυτές οι 
πληροφορίες βοηθούν στη λήψη αποφάσεων. Καθώς τα μεγάλα δεδομένα 
συνεχίζουν να διευρύνονται και να αυξάνονται, η αγοραστική ζήτηση για 
επιστήμονες δεδομένων αυξάνεται διαρκώς. 

Χωρίς αμφιβολία, η τεχνητή νοημοσύνη αποτελεί σήμερα το πιο 
πολυσυζητημένο θέμα στην έρευνα της ιατρικής απεικόνισης, τόσο σε 
διαγνωστικό όσο και σε θεραπευτικό επίπεδο. Μόνο στον τομέα της 
διαγνωστικής απεικόνισης, ο αριθμός των δημοσιεύσεων σχετικών με την 
τεχνητή νοημοσύνη έχει αυξηθεί εντυπωσιακά τα τελευταία χρόνια. Οι ερευνητές 
έχουν εφαρμόσει τεχνητή νοημοσύνη για την αυτόματη αναγνώριση σύνθετων 
προτύπων σε δεδομένα εικόνων και για την ποσοτική αξιολόγηση ραδιολογικών 
χαρακτηριστικών. Στην ακτινοθεραπεία, η τεχνητή νοημοσύνη αξιοποιείται σε 
διάφορους τύπους εικόνων που χρησιμοποιούνται σε διαφορετικά στάδια της 
θεραπείας, όπως η οριοθέτηση όγκων και η εκτίμηση της ανταπόκρισης στη 
θεραπεία. 

Η τεχνητή νοημοσύνη λειτουργεί ως καταλυτικός παράγοντας στην 
επεξεργασία τεράστιου όγκου ιατρικών εικόνων, αποκαλύπτοντας 
χαρακτηριστικά των ασθενειών που είναι δύσκολο να εντοπιστούν με το 
ανθρώπινο μάτι. [1] 

Παρ όλα αυτά η ενσωμάτωση της τεχνητής νοημοσύνης σε δεδομένα 
ιατρικών εικόνων φέρει πληθώρα προκλήσεων. Μια από τις σημαντικότερες 
προκλήσεις έγκειται στην ανισορροπία των δεδομένων εκπαίδευσης. Έπειτα η 
ποιότητα των δεδομένων απεικόνισης αποτελεί κρίσιμο παράγοντα. Ελλιπή, μη 
ετικετοποιημένα ή χαμηλής ανάλυσης δεδομένα οδηγούν σε αβέβαια 
αποτελέσματα. Ένα κύριο θέμα ακόμα αφορά την διακυβέρνηση των δεδομένων 
(data governance). Απαιτούνται βέλτιστες τακτικές ώστε να προστατεύεται το 
απόρρητο των ασθενών και να δίνουν και εκείνοι αβίαστα την συγκατάθεση τους 
στην επεξεργασία των προσωπικών τους δεδομένων. Η ενεργός εμπλοκή 
ειδικών, κρίνεται αναγκαία επίσης τόσο στον σχεδιασμό όσο και στην 
αξιολόγηση αλγορίθμων. Η υπέρβαση αυτών των προκλήσεων αποτελεί βασική 
προϋπόθεση για την επιτυχή και αποτελεσματική αξιοποίηση της τεχνητής 
νοημοσύνης στους κλάδους της ιατρικής. [2] 
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2.1. ʃˊˇʶˉʶ˅ʶˊʴʰˋʾʰ ˁʰʽ ɮ˄ʱ˂ˎˋʹ ɹʰˍˊʽˁ˗˄ ɳʽˁˈ˄˖˄ 

 

Ένα ιατρικό σύνολο δεδομένων εικόνας μπορεί να περιλαμβάνει μία ή 
περισσότερες επίπεδες εικόνες που αποτυπώνουν την προβολή ενός 
ανατομικού όγκου, σειρές από τομές που συγκροτούν τομογραφική απεικόνιση, 
τρισδιάστατες απεικονίσεις ανατομικών δομών ή χρονικές ακολουθίες 
πολυδιάστατων δεδομένων (τετραδιάστατη απεικόνιση), π.χ. σε δυναμικές 
εξετάσεις. Κάθε εικόνα αναπαρίσταται μέσω πινάκων pixel (σε 2D) ή voxel (σε 
3D), που αποδίδουν αριθμητικές τιμές σε συγκεκριμένες θέσεις στον χώρο, 
βάσει διαδικασίας δειγματοληψίας. 

Η φωτομετρική ερμηνεία καθορίζει τον τρόπο με τον οποίο προβάλλεται η 
εικόνα: σε μονόχρωμες εικόνες (1 κανάλι), κάθε pixel αντιστοιχεί σε μια τιμή γκρι 
κλίμακας, αντίθετα, σε έγχρωμες απεικονίσεις χρησιμοποιούνται περισσότερα 
κανάλια. Κλινικές τεχνικές όπως η αξονική (CT) και η μαγνητική τομογραφία 
(MR) αποδίδονται συνήθως σε αποχρώσεις του γκρι, ενώ τεχνικές της 
πυρηνικής ιατρικής, όπως η PET και η SPECT, απεικονίζονται συχνά με 
χρώματα για την καλύτερη ανάδειξη της λειτουργικής πληροφορίας. 

Τα μεταδεδομένα αποτελούν αναπόσπαστο μέρος των ιατρικών εικόνων και 
περιλαμβάνουν πληροφορίες όπως το είδος της εξέτασης, φυσιολογικά 
δεδομένα του ασθενούς (π.χ. βάρος), ή τεχνικές λεπτομέρειες της απεικόνισης 
(π.χ. το είδος του ραδιοφαρμάκου σε PET). Συνήθως ενσωματώνονται στην 
κεφαλίδα των αρχείων και είναι απαραίτητα για την ορθή απεικόνιση, 
αρχειοθέτηση και κλινική χρήση των εικόνων από λογισμικά επεξεργασίας. [3] 

Η προεπεξεργασία των εικόνων αποτελεί κρίσιμο στάδιο στον τομέα των 
ιατρικών εικόνων, καθώς η ποιότητα των δεδομένων επηρεάζει άμεσα την 
απόδοση των μοντέλων μηχανικής μάθησης και βαθιάς μάθησης. Αυτό είναι 
ιδιαίτερα σημαντικό για τις κλινικές εφαρμογές, όπου κάθε λεπτομέρεια μπορεί 
να έχει διαγνωστική αξία. Οι συνήθεις τεχνικές κατά την προεπεξεργασία 
περιλαμβάνουν τη μετατροπή των εικόνων σε αποχρώσεις του γκρι, την 
επαναδειγματοληψία ή ανακαθορισμό του μεγέθους (resizing), καθώς και την 
αποθορυβοποίηση (denoising). 

Επιπλέον, σε ορισμένες περιπτώσεις εισάγεται τεχνητός θόρυβος (π.χ. 
Gaussian, Poisson, ή Speckle) ως τεχνική data augmentation, με σκοπό την 
ενίσχυση της γενίκευσης του μοντέλου σε δεδομένα με διαφορετικά 
χαρακτηριστικά. Άλλες χρήσιμες τεχνικές περιλαμβάνουν την κανονικοποίηση 
των τιμών έντασης (intensity normalization), την εξισορρόπηση ιστογράμματος 
(histogram equalization), καθώς και τη χρήση μάσκας ή περικοπής (cropping) 
για εστίαση στις περιοχές ενδιαφέροντος. [4] 

Ωστόσο, στις ιατρικές εικόνες αποφεύγεται η εφαρμογή τεχνικών όπως η 
περικοπή ή η τροποποίηση των χρωμάτων, καθώς το χρώμα ενδέχεται να φέρει 
διαγνωστικά κρίσιμη πληροφορία, ενώ η περικοπή μπορεί να οδηγήσει σε 
απώλεια σημαντικών μορφολογικών χαρακτηριστικών, απαραίτητων για την 
ακριβή αξιολόγηση της κλινικής εικόνας. 

H εξαγωγή χαρακτηριστικών παίζει κυρίαρχο ρόλο στην προεπεξεργασία 
των εικόνων, βελτιώνει την ποιότητα των εικόνων μειώνοντας τις διαστάσεις της 
εικόνας [5]. Με την βοήθεια αυτής μειώνονται οι διαστάσεις της εικόνας, 
διατηρώντας την ίδια στιγμή τα σημαντικότερα κομμάτια της εικόνας. Μέσω 



4 

 

αυτής, οι εικόνες μετατρέπονται σε σύνολα χαρακτηριστικών (features), που 
περιγράφουν ιδιότητες όπως υφή, άκρα, σχήμα ή χρώμα. Αυτή η διαδικασία 
βελτιώνει την απόδοση των μοντέλων μηχανικής μάθησης, αυξάνοντας την 
ακρίβεια και μειώνοντας τον χρόνο εκπαίδευσης. Μερικά παραδείγματα 
τεχνικών για την εξαγωγή χαρακτηριστικών και την μείωση των διαστάσεων είναι 
η Independent Component Analysis-ICA, η PCA, η Multifactor Dimensionality 
Reduction και η Non-Linear Dimensionality Reduction. 
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2.2. ʆʶ˔˄ʹˍʺ ɿˇʹ˃ˇˋˏ˄ʹ ˁʰʽ ɾʹ˔ʰ˄ʽˁʺ ɾʱʻʹˋʹ 

 

Oι αλγόριθμοι μηχανικής μάθησης χωρίζονται σε 2 κύριες κατηγορίες: τους 
αλγορίθμους εποπτευόμενης μάθησης (supervised learning) και τους 
αλγορίθμους μη εποπτευόμενης μάθησης (unsupervised learning). Η βασική 
τους διαφορά έγκειται στο γεγονός ότι οι πρώτοι εκπαιδεύονται με βάση 
προκαθορισμένες ετικέτες (κλάσεις στόχους), ενώ οι δεύτεροι επιχειρούν να 
εντοπίσουν μοτίβα στα δεδομένα χωρίς την ύπαρξη τέτοιων ετικετών. Σύμφωνα 
με τον Hoffman, οι αλγόριθμοι μη εποπτευόμενης μάθησης χρησιμοποιούνται 
για τη δημιουργία ετικετών (labels) στα δεδομένα, οι οποίες στη συνέχεια 
μπορούν να αξιοποιηθούν από αλγόριθμους εποπτευόμενης μάθησης. [6] [7] 

Οι τεχνικές της εποπτευόμενης μάθησης περιλαμβάνουν δύο βασικά στάδια: 
το στάδιο της εκπαίδευσης (training phase) και το στάδιο της δοκιμής (testing 
phase). Κατά τη διάρκεια της εκπαίδευσης, το μοντέλο μηχανικής μάθησης 
"μαθαίνει" να αναγνωρίζει σχέσεις και μοτίβα στα δεδομένα, βασιζόμενο σε 
προκαθορισμένες κλάσεις-στόχους (ετικέτες). Στο στάδιο της δοκιμής, 
αξιολογείται η ακρίβεια και η αξιοπιστία του μοντέλου, εξετάζοντας κατά πόσο 
μπορεί να προβλέψει σωστά τις κλάσεις για νέα, αταξινόμητα δεδομένα. Η 
εποπτευόμενη μάθηση διακρίνεται σε δύο βασικές κατηγορίες: παλινδρόμηση, 
όπου η μεταβλητή στόχος είναι συνεχής (π.χ. τιμή της θερμοκρασίας), και 
ταξινόμηση, όπου η μεταβλητή στόχος είναι διακριτή (π.χ. “άσπρο” ή “μάυρο”). 

Αντίθετα, οι αλγόριθμοι μη εποπτευόμενης μάθησης (unsupervised learning) 
εφαρμόζονται όταν δεν υπάρχουν διαθέσιμες ετικέτες στα δεδομένα. Στόχος 
τους είναι να ομαδοποιήσουν ή να κατηγοριοποιήσουν τα δεδομένα σε κλάσεις 
ή συστάδες (clusters), με βάση τις εγγενείς ομοιότητες και δομές που 
εντοπίζονται. Τέτοιες τεχνικές είναι ιδιαιτέρως χρήσιμες για εξερεύνηση 
δεδομένων και ανακάλυψη κρυφών προτύπων. Ακολουθεί διάγραμμα με τις 
βασικές τεχνικές, συνοδευόμενο από ενδεικτικά παραδείγματα αλγορίθμων 
εποπτευόμενης και μη εποπτευόμενης μάθησης. 

 

 

ɆɢɐɛŬ 1 Ɇɡɜɞɚɘəɧ ŭɘɎɔɟŬɛɛŬ ŬˊŮɘəɧɜɖůɖɠ Űɤɜ ŰŮɢɜɘəɩɜ ŮəɛɎɗɖůɖɠ   [8] 
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2.3. ɮˊ˔ʽˍʶˁˍˇ˄ʽˁʷˌ ɿʶˎˊ˖˄ʽˁ˗˄ ɲʽˁˍˏ˖˄ 

 

 

2.3.1. ʅˎ˄ʶ˂ʽˁˍʽˁʱ ɿʶˎˊ˖˄ʽˁʱ ɲʾˁˍˎʰ 

 

Το συνελικτικό νευρωνικό δίκτυο αποτελεί μια μορφή feed forward 
νευρωνικού δικτύου το οποίο έχει σχεδιαστεί με στόχο την αυτόματη εξαγωγή 
χαρακτηριστικών από τα δεδομένα μέσω συνελικτικών δομών. Η αρχιτεκτονική 
του συνελικτικού νευρωνικού δικτύου βασίζεται στον αλγόριθμο perceptron. Οι 
συνελικτικοί πυρήνες (kernels) παίζουν ρόλο ανάλογο με τους βιολογικούς 
υποδοχείς, ανιχνεύοντας τοπικά πρότυπα σε εικόνες ή άλλα χωρικά 
οργανωμένα δεδομένα. Κάθε στρώση ενεργοποίησης (activation function) 
προσομοιώνει τη βιολογική διαδικασία κατά την οποία μεταβιβάζεται σήμα μόνο 
εφόσον υπερβεί κάποιο κατώφλι. Συνήθεις συναρτήσεις ενεργοποίησης είναι η 
sigmoid, η tanh, και η ReLU. Τα CNNs υπερτερούν των πλήρως συνδεδεμένων 
δικτύων καθώς μειώνουν τον αριθμό των παραμέτρων μέσω τοπικών 
συνδέσεων, ενισχύουν την αποδοτικότητα με κοινή χρήση βαρών, και 
περιορίζουν την υπερεκπαίδευση μέσω υποδειγματοληψίας που διατηρεί τα πιο 
σημαντικά χαρακτηριστικά των δεδομένων. Η διαδικασία κατασκευής ενός CNN 
περιλαμβάνει βασικά στοιχεία όπως η συνελίξη, η χρήση padding και stride, οι 
ενεργοποιήσεις, η υποδειγματοληψία, καθώς και μηχανισμούς εκπαίδευσης 
όπως οι συναρτήσεις κόστους (loss functions) και οι βελτιστοποιητές 
(optimizers), που καθοδηγούν τη μάθηση του μοντέλου. Ανάλογα με την μορφή 
των δεδομένων (μονοδιάστατα, δισδιάστατα, τρισδιάστατα) τα συνελικτικά 
νευρωνικά δίκτυα χωρίζονται σε κατηγορίες. Τα 1D CNNs εφαρμόζονται σε 
σειρές δεδομένων (π.χ. σήματα), τα 2D CNNs σε εικόνες, ενώ τα 3D CNNs σε 
χωροχρονικά δεδομένα όπως βίντεο ή ιατρικές απεικονίσεις. [9] 

 

2.3.2. Visual Transformers (ViT)  

 

Το ViT  είναι ένας τύπος νευρωνικών δικτύων για την επεξεργασία εικόνας 
σε εργασίες υπολογιστικής όρασης. Ο κορμός του ViT είναι ένας μηχανισμός 
αυτοπροσοχής που χρησιμοποιείται συνήθως στην επεξεργασία φυσικής 
γλώσσας (NLP). Το ViT εισήχθη για να αντιμετωπίσει τους περιορισμούς 
επεξεργασίας εικόνας των κοινών αρχιτεκτονικών μηχανικής μάθησης όπως τα 
συνελικτικά νευρωνικά δίκτυα (CNNs), τα αναδρομικά νευρωνικά δίκτυα (RNNs)  
και ακόμη και οι παραδοσιακοί μετασχηματιστές για μοντέλα γλώσσας. Το ViT 
παρέχει μια ισχυρή αναπαράσταση των χαρακτηριστικών της εικόνας και 
εκπαιδεύει τα δεδομένα χρησιμοποιώντας λιγότερους υπολογιστικούς πόρους 
σε σύγκριση με τα συνελικτικά νευρωνικά δίκτυα. Εφαρμογές του ViT στις 
ιατρικές εικόνες εμπεριέχουν εργασίες κατάτμησης, ταξινόμησης, 
ανασχηματισμού, πρόβλεψη ιατρικής πρόγνωσης καθώς και τηλεïατρικής (πχ 
αυτόματη δημιουργία εξετάσεων). 

Το ViT περιέχει τους κωδικοποιητές οι οποίοι περιέχουν n πανομοιότυπα 
στρώματα με κάθε στρώμα να περιέχει 2 υποστρώματα (εικόνα 1). Η πρώτη 
υπο-στρώση εκτελεί την πολλαπλή αυτοπροσοχή (MSA), ενώ η δεύτερη υπό-
στρώση κανονικοποιεί την έξοδο της πρώτης υπό-στρώσης και την τροφοδοτεί 
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στον πολυεπίπεδο perceptron (MLP), ο οποίος είναι τύπου feedforward. Καθώς 
η επεξεργασία ολόκληρης της εικόνας είναι δύσκολη η εικόνα χωρίζεται σε 
κομμάτια και κάθε κομμάτι λαμβάνει την άνωθι επεξεργασία. Καθώς υπάρχει 
πιθανότητα να χαθεί κομμάτι της πληροφορίας με τον χωρισμό της εικόνας σε 
κομμάτια σε κάθε κομμάτι δίνεται μια ετικέτα που αντιπροσωπεύει την θέση του.  

Η διαδικασία της πολλαπλής αυτοπροσοχής (MSA) υπολογίζει τον 
σταθμισμένο μέσο όρο των αναπαραστάσεων χαρακτηριστικών με βάση τους 
δείκτες ομοιότητας μεταξύ ζευγών αναπαραστάσεων (εικόνα 2). 

Το residual connection τροφοδοτεί απευθείας την έξοδο από το στρώμα 
κωδικοποίησης θέσης στο στρώμα κανονικοποίησης, παρακάμπτοντας το 
επίπεδο MSA, για διατήρηση γνώσης και αποφυγή προβλημάτων εξαφάνισης 
του gradient. Το στρώμα προσθήκης και κανονικοποίησης συνδυάζει την είσοδο 
από την κωδικοποίηση θέσης και το MSA, κανονικοποιώντας τα για ταχύτερη 
και πιο σταθερή σύγκλιση. 

 

ɆɢɐɛŬ 2 ȷɟɢɘŰŮəŰɞɜɘəɐ Űɤɜ əɤŭɘəɞˊɞɘɖŰɩɜ 

 

ɆɢɐɛŬ 3 (a) ȹɘŬŭɘəŬůɑŬ MSA ɛŮ ˊɞɚɚɎ ˊŬɟɎɚɚɖɚŬ attention layers (b) 
ȾɚɘɛŬəɧůɘɛɞ ɔɘɜɧɛŮɜɞ 
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ɆɢɐɛŬ 4 ȷɟɢɘŰŮəŰɞɜɘəɐ Űɤɜ Vision Transformers  [10] 

 

2.3.3. ResNet  

 

Τα ResNets (Residual Networks) αποτελούν μια κατηγορία των συνελικτικών 
νευρωνικών δικτύων τα οποία περιέχουν την καινοτομία των residual blocks. 
Ιδιαίτερο χαρακτηριστικό αυτών είναι ότι περιλαμβάνουν συνδέσεις υπολοίπου 
παρακάμπτουν δηλαδή ένα ή περισσότερα στρώματα του βαθιού νευρωνικού 
δικτύου. Ευρέως γνωστά νευρωνικά δικτυα που έχουν δημιουργηθεί είναι το 
ResNet 50, το ResNet 101 και το ResNet 152 τα οποία περιέχουν 50, 101 και 
152 στρώματα. [11] 
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2.3.4. Transfer learning 

 

Η μεταφορά μάθησης (transfer learning) αποτελεί τεχνική της βαθιάς 
μάθησης κατά την οποία ένα προεκπαιδευμένο νευρωνικό δίκτυο αξιοποιείται 
για την επίλυση ενός νέου, σχετικού προβλήματος. Η προσέγγιση αυτή 
επιτρέπει την χρήση της υπάρχουσας γνώσης που έχει αποκτηθεί από μεγάλα 
σύνολα δεδομένων, αποφεύγοντας την εκπαίδευση του μοντέλου από το μηδέν,  
διαδικασία η οποία είναι ιδιαίτερα απαιτητική σε υπολογιστικούς πόρους και 
χρόνο. Η μεταφορά μάθησης υλοποιείται συνήθως μέσω επανεκπαίδευσης 
(fine-tuning) ολόκληρου ή μέρους του ήδη εκπαιδευμένου μοντέλου με βάση τα 
νέα δεδομένα. Η τεχνική αυτή είναι ιδιαίτερα αποτελεσματική σε περιπτώσεις 
περιορισμένων δεδομένων, όπως για παράδειγμα στις ιατρικές απεικονίσεις, ή 
όταν η νέα εργασία παρουσιάζει υψηλή συσχέτιση με την αρχική εργασία. [12] 
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3. ɾˇ˄ˍʷ˂ˇ CLIP 
 

Το μοντέλο CLIP που αναπτύχθηκε από το openAI στοχεύει να συνδέσει τις 
εικόνες με την επεξεργασία της φυσικής γλώσσας. Η αρχιτεκτονική του 
συνοψίζεται σε 2 νευρωνικά δίκτυα (text & image encoders για τα κείμενα και τις 
εικόνες αντίστοιχα) τα οποία μετατρέπουν τα δεδομένα εισόδου σε διανύσματα 
σε ένα κοινό χώρο. Η λογική της εκπαίδευσης συνοψίζεται στο contrastive 
learning δηλαδή στοχεύει τα κοινά ζεύγη εικόνας και κειμένου να είναι κοντά 
μεταξύ τους στον κοινό χώρο ενώ τα μη αντίστοιχα να είναι μακριά. Η 
μεθοδολογία της αντιθετικής μάθησης (contrastive learning) αποδεικνύεται 
ιδιαίτερα κατάλληλη για την πολυτροπική μάθηση, καθώς μεγιστοποιεί την 
πληροφοριακή απόσταση μεταξύ σχετικών και άσχετων παραδειγμάτων στον 
κοινό διανυσματικό χώρο, προωθώντας την γενίκευση σε μη-ορατές κατηγορίες. 
Tα δεδομένα στα οποία εκπαιδεύεται το CLIP μοντέλο συνήθως έχουν την 
μορφή “εικόνα ενός σκύλου στην παραλία” δηλαδή περιγράφουν την εικόνα. 

Η αρχιτεκτονική του λοιπόν βασίζεται σε 2 ξεχωριστά νευρωνικά δίκτυα τους 
text encoders και τους image encoders. Τα νευρωνικά δίκτυα που είχαν 
χρησιμοποιηθεί για την εκπαίδευση των εικόνων του CLIP μοντέλου, ήταν 5 
ResNet νευρωνικά δίκτυα (ResNet-50 ResNet-101 και 3 που ακολουθούσαν το 
στυλ του EfficientNet τα RN50x4, RN50x16, RN50x64) και 3 Vision 
Transformers (ViT-B/32, ViT-B/16, ViT-L/14). Για τους text encoder χρησιμοποιεί 
τους transformers, μια αρχιτεκτονική που έχει αποδειχθεί ιδιαίτερα 
αποτελεσματική για την επεξεργασία της φυσικής γλώσσας.  

Το μοντέλο CLIP έχει ήδη εκπαιδευτεί σε ένα τεράστιο σύνολο δεδομένων 
εικόνων καθώς και περιγραφών τους (πάνω από 400 εκατομμύρια ζεύγη 
εικόνων και περιγραφών). Ένα από τα σημαντικότερα χαρακτηριστικά του CLIP 
είναι η ικανότητα του για zero-shot learning: το μοντέλο μπορεί να εκτελεί νέες 
ταξινομήσεις χωρίς να έχει προηγουμένως εκπαιδευτεί σε συγκεκριμένες 
κατηγορίες. Αυτό καθιστά το CLIP ιδιαίτερα ευέλικτο σε εφαρμογές όπου η 
επανεκπαίδευση είναι δύσκολη ή αδύνατη. Παρατίθεται ένα παράδειγμα της 
αρχιτεκτονικής του παρακάτω: 

 

ɆɢɐɛŬ 5 ȷɟɢɘŰŮəŰɞɜɘəɐ CLIP ɛɞɜŰɏɚɞɡ 
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Παρότι το CLIP μπορεί να εκτελεί zero-shot ταξινομήσεις, οι προβλέψεις του 
επηρεάζονται από τις κατανομές και τις προκαταλήψεις του αρχικού συνόλου 
εκπαίδευσης. Επιπλέον, η προσαρμογή του μοντέλου σε εξειδικευμένα νέα 
δεδομένα προϋποθέτει σημαντικό υπολογιστικό κόστος. Η εφαρμογή του CLIP 
σε ιατρικά δεδομένα παρουσιάζει ιδιαίτερο ερευνητικό ενδιαφέρον, καθώς 
επιτρέπει την ευθυγράμμιση πολυτροπικών πληροφοριών, όπως ιατρικές 
εικόνες και αντίστοιχες κλινικές περιγραφές ή διαγνώσεις. Το γεγονός ότι το CLIP 
βασίζεται στη λογική του zero-shot learning το καθιστά ιδιαιτέρως κατάλληλο για 
ιατρικά περιβάλλοντα, όπου τα ετικετοποιημένα δεδομένα είναι περιορισμένα ή 
η απόκτηση τους είναι χρονοβόρα και απαιτεί εξειδικευμένους επαγγελματίες 
υγείας. [13] 

 

3.1. ʃʶˊʽˇˊʽˋ˃ˇʾ ̱ ˇˎ CLIP ̀ ˍʹ˄ ɹʰˍˊʽˁʺ ɮˉʶʽˁˈ˄ʽˋʹ ˁ ʰʽ 
ˉˊˇˋʰˊ˃ˇˋ˃ʷ˄ʶˌ ʁ ˁʵˇ˔ʷˌ ̱ ˇˎ CLIP ̀  ʁ̔ ʰˍˊʽˁʷˌ ʁ ˒ʰˊ˃ˇʴʷˌ  

 

Παρά τη σημαντική πρόοδο που προσέφερε το μοντέλο CLIP στην 
ενοποίηση επεξεργασίας εικόνας και φυσικής γλώσσας, η απόδοσή του σε 
εξειδικευμένα tasks ανάλυσης ιατρικών εικόνων παρέμεινε περιορισμένη. Ως εκ 
τούτου, προτάθηκαν βελτιωμένες εκδοχές και παραλλαγές του μοντέλου, ικανές 
να ανταποκριθούν με μεγαλύτερη ακρίβεια στις απαιτήσεις της υπολογιστικής 
όρασης σε ιατρικά και άλλα κρίσιμα πεδία. Μία από τις πιο χαρακτηριστικές 
επεκτάσεις είναι το μοντέλο GLIP (Grounded Language-Image Pretraining). To 
GLIP επεκτείνει τη λογική του CLIP, εστιάζοντας όχι μόνο στη γενική 
αντιστοίχιση εικόνας-κειμένου, αλλά και στη συσχέτιση συγκεκριμένων 
περιοχών εντός της εικόνας με αντίστοιχα γλωσσικά περιγραφικά. [14]   

Μια ακόμη σημαντική παραλλαγή του μοντέλου CLIP αποτελεί το CLIPSeg, 
καθώς και το συναφές CRIS (CLIP-Driven Referring Image Segmentation), τα 
οποία σχεδιάστηκαν ειδικά για την εκτέλεση εργασιών κατάτμησης 
(segmentation). Σε αντίθεση με την αρχική αρχιτεκτονική του CLIP, στις 
παραλλαγές αυτές τροποποιούνται οι text και image encoders, ενώ προστίθεται 
ένας εκπαιδεύσιμος decoder που προσαρμόζεται στις απαιτήσεις της 
κατάτμησης. Ο decoder αυτός επιτρέπει στο μοντέλο να εντοπίζει με μεγαλύτερη 
ακρίβεια τις περιοχές ενδιαφέροντος εντός μιας εικόνας, με βάση τις γλωσσικές 
περιγραφές, καθιστώντας το κατάλληλο για εργασίες όπως η ανίχνευση και 
απομόνωση παθολογικών περιοχών. [15]  

Μία από τις σημαντικότερες προκλήσεις στη χρήση του μοντέλου CLIP στον 
τομέα της ιατρικής απεικόνισης είναι το γεγονός ότι η διαγνωστική πληροφορία 
συχνά εντοπίζεται σε τοπικές περιοχές της εικόνας και όχι σε ολόκληρη την 
εικόνα συνολικά. Το CLIP, ωστόσο, βασίζεται σε παγκόσμια χαρακτηριστικά 
εικόνας, γεγονός που περιορίζει την ακρίβειά του σε περιπτώσεις όπου οι 
ανωμαλίες είναι εντοπισμένες και λεπτομερείς.  

Για την αντιμετώπιση αυτής της αδυναμίας, αναπτύχθηκε το μοντέλο 
GLORIA (Global-Local Image-Text Representation Learning), το οποίο αξιοποιεί 
έναν μηχανισμό τοπικού επιπέδου αντιστοίχισης (local-level contrastive 
learning). Η καινοτομία του GLORIA έγκειται στο ότι επιχειρεί να συσχετίσει 
μεμονωμένες λέξεις του κειμένου με συγκεκριμένες υποπεριοχές της εικόνας, 
εστιάζοντας έτσι σε πιο ουσιώδεις τοπικές πληροφορίες. Ωστόσο, το μοντέλο 
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παρουσιάζει περιορισμούς, καθώς λειτουργεί αποκλειστικά σε κατεύθυνση 
κειμένου προς εικόνα (text-to-image alignment) και ενδέχεται να μην αποδίδει 
καλά σε πιο σύνθετες ή έμμεσες σημασιολογικές συσχετίσεις μεταξύ εικόνας και 
κειμένου. [16]  

Επιπλέον, η περιορισμένη διαθεσιμότητα συνδυασμένων ιατρικών 
δεδομένων, δηλαδή εικόνων συνοδευόμενων από αντίστοιχες ιατρικές 
αναφορές, αποτελεί σημαντικό εμπόδιο για την αποτελεσματική εκπαίδευση 
μοντέλων όπως το CLIP και οι παραλλαγές του. Για την ενίσχυση της 
ευθυγράμμισης εικόνας-κειμένου, έχουν προταθεί στρατηγικές όπως η 
κατηγοριοποίηση των ζευγών εικόνας-κειμένου σε θετικά, αρνητικά και ουδέτερα 
[17], καθώς και η χρήση τεχνικών εξόρυξης πληροφορίας (data mining). Σε αυτό 
το πλαίσιο, αξιοποιούνται όχι μόνο τα "findings" των αναφορών αλλά και τα 
"impressions", τα οποία περιλαμβάνουν συνοπτικές εκτιμήσεις της κατάστασης 
του ασθενούς [18]. Τεχνικές όπως η τυχαία αναδιάταξη προτάσεων και η χρήση 
"uncertainty annotations" συμβάλλουν στη βελτίωση της γενίκευσης του 
μοντέλου και της ευθυγράμμισης εικόνας-κειμένου. 

Επίσης υπάρχει μεγάλη σημασία σε άτομα με εξειδικευμένη γνώση ιατρικών 
δεδομένων εικόνων για να διασφαλιστεί η ακρίβεια και η σημασιολογική 
συνέπεια των αποτελεσμάτων. Για να αντιμετωπιστεί το φαινόμενο αυτό, έχουν 
αναπτυχθεί διάφορες μέθοδοι ενσωμάτωσης εξωτερικής ιατρικής γνώσης στα 
μοντέλα επεξεργασίας εικόνας-κειμένου. Για την ενίσχυση αυτής της εξωτερικής 
γνώσης, έχει χρησιμοποιηθεί το σύστημα UMLS (Unified Medical Language 
System), το οποίο παρέχει μια οργανωμένη αναπαράσταση ιατρικών εννοιών 
και των μεταξύ τους σχέσεων. Επίσης μέσα από μηχανισμούς όπως οι 
knowledge encoders, οι πληροφορίες αυτές μετατρέπονται σε διανυσματικές 
αναπαραστάσεις (knowledge embeddings), οι οποίες μπορούν να 
ενσωματωθούν στο υπόλοιπο μοντέλο [19]. Μια σημαντική ακομα προσέγγιση 
είναι η χρήση του μηχανισμού Adaptive Relation Learning (ARL) [20], ο οποίος 
βασίζεται στο μοντέλο TransE [21] και επιτρέπει την εκπαίδευση ενός Graph 
Attention Network (GAT) με γνώμονα τη σημασιολογική συνάφεια των ιατρικών 
οντοτήτων που ορίζονται από το UMLS. Αντίθετα, εναλλακτικές αρχιτεκτονικές 
όπως τα KoBo [22] και FLAIR [23] δεν αξιοποιούν συγκεκριμένες ιατρικές βάσεις 
γνώσης, αλλά επικεντρώνονται σε τεχνικές ενίσχυσης που βασίζονται στο 
γενικότερο γνωστικό πλαίσιο του ιατρικού τομέα (domain-level knowledge 
enhancement). Αυτές οι διαφορετικές στρατηγικές αποσκοπούν στην ενίσχυση 
της ακρίβειας και της σημασιολογικής ευθυγράμμισης μεταξύ εικόνων και 
ιατρικών αναφορών, ιδιαίτερα σε περιβάλλοντα με περιορισμένη διαθεσιμότητα 
δεδομένων. 

Οι προσεγγίσεις αυτές έχουν ως κοινό στόχο τη βελτίωση της 
σημασιολογικής συσχέτισης εικόνας και κειμένου, ιδιαίτερα σε συνθήκες 
περιορισμένων δεδομένων, που αποτελούν τον κανόνα στο ιατρικό πεδίο. 
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3.2. E˒ ʰˊ˃ˇʴʷˌ ˍˇˎ CLIP ˃ ˇ˄ˍʷ˂ˇˎ 

 

Μια από τις βασικότερες εφαρμογές του CLIP μοντέλου αποτελεί η 
ταξινόμηση. Συγκεκριμένα το zero shot classification είτε μέσω των 
προεκπαιδευμένων μοντέλων ή με την χρήση του fine tuning σε κάποιο πεδίο. 
Εδώ αξίζει να σημειωθεί βέβαια ότι το CLIP επιστρέφει την πιθανότητα να συμβεί 
ένα γεγονός ενώ στον κλάδο της ιατρικής ένας ασθενής μπορεί να πάσχει από 
περισσότερες από μια ιώσεις. Για την αντιμετώπιση αυτού του θέματος 
δημιουργήθηκαν τα θετικά και αρνητικά αποτελέσματα, δηλαδή οι απαντήσεις 
στην ερώτηση αν πάσχει ή δεν πάσχει ο ασθενής από μια συγκεκριμένη ίωση. 
Επίσης με την χρήση των περιγραφικών prompts μπορούν να υποδείξουν τις 
παρατηρήσεις που υποδεικνύουν συγκεκριμένες ασθένειες. [24] 

Επίσης καθώς δεν υπάρχουν πολλά διαθέσιμα μοντέλα CLIP προτάθηκε να 
προσαρμοστούν τα υπάρχοντα μοντέλα σε ιατρικά δεδομένα. Μέθοδοι όπως η 
“channel-wise conditional prompt (CCP)” δείχνουν υποσχόμενα αποτελέσματα 
για την πρόβλεψη κακοήθειας και άλλες ιατρικές εφαρμογές. [25] 

Εκτός από τις εργασίες ταξινόμησης το CLIP (όπως και το GLIP) μοντέλο 
έχει την δυνατότητα να παράγει προβλέψεις και για ένα τμήμα της εικόνας [26]. 
Μία αξιοσημείωτη εφαρμογή της αρχιτεκτονικής αυτής είναι το anomalyCLIP, 
ένα εξειδικευμένο μοντέλο για εντοπισμό ανωμαλιών χωρίς την ανάγκη παροχής 
παραδειγμάτων ανωμαλιών κατά την εκπαίδευση [27]. Προηγούμενη έρευνα 
έχει αναδείξει την αποτελεσματικότητα του CLIP σε δισδιάστατες (2D) εργασίες 
τμηματοποίησης ιατρικών εικόνων με το κατάλληλο fine tuning [28]. Ωστόσο, η 
εφαρμογή του σε τρισδιάστατες (3D) ιατρικές εικόνες παρουσιάζει προκλήσεις. 
Καθώς αυξάνεται ο αριθμός των κατηγοριών, για παράδειγμα οργάνων, το 
μοντέλο τείνει να εμφανίζει μειωμένη απόδοση στην τμηματοποίηση, γεγονός 
που αποδίδεται στη δυσκολία γενίκευσης σε πιο πολύπλοκα χωρικά δεδομένα 
[29]. 

Ένα άλλο σημαντικό πεδίο έρευνας αφορά την weakly supervised 
segmentation, όπου η εκπαίδευση πραγματοποιείται με μερικώς επισημασμένα 
δεδομένα [30]. Η προσέγγιση αυτή χρησιμοποιεί το CAM για να εντοπιστούν τα 
κύρια σημεία ενδιαφέροντος στις εικόνες, το οποίο αγνοεί ασαφείς ή 
περιφερειακές περιοχές και αυτό αποτελεί συχνό πρόβλημα σε ιατρικές εικόνες 
[31]. 

Για την αντιμετώπιση των άνωθι έχει αναπτυχθεί το MedCLIP, το οποίο 
αποτελεί μια παραλλαγή του CLIP η οποία εστιάζει σε ιατρικά δεδομένα. Το 
MedCLIP μετατρέπει τις κατηγορίες στις οποίες ανήκουν τα διάφορα μέρη της 
εικόνας σε embeddings, τα οποία περιέχουν περισσότερη πληροφορία 
αναγνωρίζοντας έτσι καλύτερα τις περιοχές ενδιαφέροντος. 

Μια ακόμα εφαρμογή του CLIP μοντέλου αποτελεί η παραγωγή ιατρικών 
αναφορών με βάση τις ιατρικές εικόνες των εξετάσεων των ασθενών. Με τον 
τρόπο αυτό το CLIP έχει την δυνατότητα να κάνει διαγνώσεις ασθενειών και να 
ανακτάει δεδομένα από πολύπλοκες ιατρικές εικόνες [32]. 
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4. ɾˇ˄ˍʷ˂ʰ ˉˇˎ ʶ˒ʰˊ˃ˈˋˍʹˁʰ˄ ˋˍʹ˄ ˉʰˊˇˏˋʰ ʵʽˉ˂˖˃ʰˍʽˁʺ ʶˊʴʰˋʾʰ 

 

Στην παρούσα διπλωματική εργασία, στο πλαίσιο της αξιολόγησης του 
μοντέλου CLIP, δοκιμάστηκαν διαφορετικά μοντέλα τόσο για την επεξεργασία 
εικόνας όσο και για την επεξεργασία κειμένου. Από τα μοντέλα εικόνας, 
χρησιμοποιήθηκαν τα ViT-B/16 (vit_base_patch16_224), ResNet-50, 
ConvNeXt-Base και EfficientNet-B3, ενώ για τα γλωσσικά μοντέλα 
χρησιμοποιήθηκαν τα bert-base-uncased, distilbert-base-uncased και sentence-
transformers/all-MiniLM-L6-v2. 

Το μοντέλο vit_base_patch16_224 αποτελεί μία από τις βασικές εκδοχές του 
Vision Transformer (ViT). To μοντέλο αυτό έχει προεκαπαιδευτεί στο σύνολο 
δεδομένων ImageNet-21k με ανάλυση και στη συνέχεια έχει υποβληθεί σε fine-
tuning στο ImageNet-2012, το οποίο περιλαμβάνει περίπου 1.000.000 εικόνες 
και 1.000 κατηγορίες. Οι εικόνες εισάγονται στο μοντέλο ως ακολουθία από 
patches μεγέθους 16x16 pixels, τα οποία μετατρέπονται σε διανύσματα μέσω 
γραμμικής προβολής. Στην αρχή της ακολουθίας προστίθεται ένα ειδικό στοιχείο 
([CLS] token), το οποίο χρησιμοποιείται για την τελική πρόβλεψη. Επίσης, 
ενσωματώνονται πληροφορίες θέσης μέσω position embeddings. Η τελική 
έξοδος του [CLS] token αποτελεί συνοπτική αναπαράσταση της εικόνας για την 
ταξινόμηση. [33] 

Το ResNet-50 είναι μια εκδοχή του ResNet που αποτελείται από 50 επίπεδα, 
σχεδιασμένα για βαθιά εκμάθηση σε προβλήματα ταξινόμησης εικόνας. 

Το ConvNeXt-Base αποτελεί μια αρχιτεκτονική συνελικτικού νευρωνικού 
δικτύου, η οποία έχει σχεδιαστεί με στόχο να γεφυρώσει το χάσμα απόδοσης 
ανάμεσα στα παραδοσιακά CNNs και τα Vision Transformers (ViT). 
Ενσωματώνει μοντέρνες αρχιτεκτονικές επιλογές, όπως η χρήση μεγάλων 
πυρήνων συνελίξεων (large kernels), εμπνευσμένες από την αρχιτεκτονική των 
ViT. [34] 

Το μοντέλο EfficientNet-B3 αποτελεί μία παραλλαγή της οικογένειας 
EfficientNet, η οποία σχεδιάστηκε με σκοπό την αποδοτική κλιμάκωση των 
συνελικτικών νευρωνικών δικτύων (CNNs) ως προς το βάθος, το πλάτος και την 
ανάλυση εισόδου. Το συγκεκριμένο μοντέλο έχει προεκπαιδευτεί στο σύνολο 
δεδομένων ImageNet-1k, χρησιμοποιώντας εικόνες ανάλυσης 300x300 pixels, 
και επιτυγχάνει υψηλή ακρίβεια ταξινόμησης με σχετικά χαμηλό υπολογιστικό 
κόστος. [35] 

To μοντέλο bert-base-uncased είναι ένα προεκπαιδευμένο γλωσσικό 
μοντέλο βασισμένο στην αρχιτεκτονική BERT (Bidirectional Encoder 
Representations from Transformers). Περιλαμβάνει 12 επίπεδα, 768 κρυφά 
στρώματα και 12 attention heads. Η εκδοχή "uncased" σημαίνει ότι το μοντέλο 
δεν διακρίνει μεταξύ πεζών και κεφαλαίων χαρακτήρων, καθώς όλα τα κείμενα 
μετατρέπονται σε πεζά πριν από την επεξεργασία. Έχει εκπαιδευτεί σε μεγάλα 
κείμενα (BooksCorpus και English Wikipedia) με σκοπό την κατανόηση της 
συμφραζόμενης σημασίας λέξεων σε προτάσεις. [36]  

Το distilbert-base-uncased αποτελεί μια ελαφρύτερη και ταχύτερη εκδοχή 
του BERT, η οποία δημιουργήθηκε μέσω της τεχνικής του knowledge distillation, 
δηλαδή της διαδικασίας κατά την οποία ένα μικρότερο μοντέλο μαθαίνει να 
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μιμείται τις προβλέψεις ενός μεγαλύτερου, διατηρώντας μεγάλο ποσοστό της 
απόδοσής του με λιγότερους υπολογιστικούς πόρους. Διατηρεί περίπου το 97% 
της απόδοσης του αρχικού bert-base-uncased μοντέλου, αλλά είναι κατά 40% 
μικρότερο και έως 60% ταχύτερο σε χρόνο εκτέλεσης. Παρομοίως με το 
προηγούμενο μοντέλο το "uncased" υποδηλώνει ότι το μοντέλο δεν λαμβάνει 
υπόψη κεφαλαία γράμματα. [37] 
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5. ʅˏ˄ˇ˂ʰ ʵʶʵˇ˃ʷ˄˖˄ 
 

5.1. ISIC 2024 Challenge Dataset 

 

Το σύνολο δεδομένων που χρησιμοποιήθηκε στο πλαίσιο της παρούσας 
εργασίας προέρχεται από την πρωτοβουλία ISIC 2024 Challenge, η οποία 
επικεντρώνεται στην αυτόματη ανάλυση και ταξινόμηση δερματικών βλαβών με 
χρήση τεχνητής νοημοσύνης. Το πλήρες σύνολο περιλαμβάνει 401.059 
δερματολογικές εικόνες, οι οποίες έχουν εξαχθεί από τρισδιάστατα δεδομένα 
TPT (Total Photography Time). Οι συνοδευτικές μεταδεδομένες εγγραφές 
ενσωματώνουν πληροφορίες για την ηλικία του ασθενούς, το φύλο, το γενικό 
ανατομικό σημείο από το οποίο προέρχεται η εικόνα,   έναν κοινό αναγνωριστικό 
κωδικό ασθενούς (Patient ID), το κλινικό μέγεθος της βλάβης καθώς και 
πρόσθετα πεδία από τον Οπτικοποιητή Βλαβών TBP (Total Body Photography).  

 

Συμπληρωματικά, το αρχείο ISIC_2024_Training_Supplement.csv παρέχει 
επιπρόσθετα δεδομένα, τα οποία περιλαμβάνουν τη διάγνωση κάθε 
περίπτωσης (π.χ. καλοήθης ή κακοήθης), το ιατρικό κέντρο προέλευσης της 
εικόνας, την εκτίμηση για το πάχος διείσδυσης του μελανώματος σε περιπτώσεις 
καρκινικών βλαβών, καθώς και έναν βαθμό εμπιστοσύνης για τη βλάβη, 
εκφρασμένο σε κλίμακα από 0 έως 100. 

 

Από τη συνολική βάση ασθενών, 110.987 καταγράφηκαν με καλοήθεις 
βλάβες, 106 με κακοήθεις, ενώ για 30 περιπτώσεις το αποτέλεσμα είναι ασαφές 
ή ακαθόριστο όπως φαίενεται στα κάτωθι γραφήματα: 

.  

ɆɢɐɛŬ 6 ȾɡəɚɘəɎ ŭɘŬɔɟɎɛɛŬŰŬ ŬůɗŮɜɩɜ 

 

Μεγάλο ενδιαφέρον δείχνουν και οι κατανομές της ηλικίας των ασθενών 
καθώς και του φύλου. Οι μεταβλητές αυτές είναι κρίσιμες τόσο για την κλινική 
ερμηνεία των αποτελεσμάτων όσο και για τη σωστή μοντελοποίηση του 
προβλήματος, καθώς ενδέχεται να συνδέονται άμεσα με την πιθανότητα 
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εμφάνισης καλοήθων ή κακοήθων βλαβών. Oι γραφικές παραστάσεις 
παρατίθενται παρακάτω: 

 

 

ɆɢɐɛŬ 7 ȾŬŰŬɜɞɛɏɠ ɖɚɘəɑŬɠ əŬɘ űɨɚɞɡ Űɞɡ ůɡɜɧɚɞɡ ŭŮŭɞɛɏɜɤɜ 

Με βάση τα παραπάνω, καθίσταται σαφές ότι η ηλικιακή κατανομή του 
συνόλου δεδομένων επικεντρώνεται κυρίως στην ομάδα των 40 έως 80 ετών. 
Επιπλέον, παρατηρείται πως η πλειοψηφία των ασθενών είναι άνδρες, στοιχείο 
το οποίο θα πρέπει να ληφθεί υπόψη κατά την ερμηνεία των αποτελεσμάτων και 
τη διαχείριση ενδεχόμενων προκαταλήψεων (bias) στο μοντέλο. 

Επιπροσθέτως, παρατίθεται η κατανομή των ανατομικών περιοχών από τις 
οποίες συλλέχθηκαν οι εικόνες. Όπως αποτυπώνεται στο ακόλουθο γράφημα, 
η πλειονότητα των δειγμάτων προέρχεται από τον οπίσθιο κορμό, 
ακολουθούμενη από περιοχές του κάτω άκρου, του εμπρόσθιου κορμού, του 
άνω άκρου και τέλος της περιοχής της κεφαλής. 
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ɆɢɐɛŬ 8 ȾŬŰŬɜɞɛɐ ŬɜŬŰɞɛɘəɩɜ ůɖɛŮɑɤɜ əŬŰŬɔɟŬűɐɠ Űɤɜ ŭŮɟɛŬŰɘəɩɜ 
ɓɚŬɓɩɜ 

 

 

 

5.2. SkinCAP dataset 

 

Το δεύτερο σύνολο δεδομένων που μελετήθηκε στην παρούσα διπλωματική 
εργασία προέρχεται από την πλατφόρμα Hugging Face και είναι το SkinCap 
dataset. Το σύνολο αυτό είναι σχεδιασμένο για την ανάλυση και ταξινόμηση 
δερματικών βλαβών. Περιλαμβάνει εικόνες υψηλής ανάλυσης από διάφορους 
τύπους δερματικών αλλοιώσεων, τόσο καλοήθεις όσο και κακοήθεις, με σκοπό 
την υποβοήθηση της έγκαιρης διάγνωσης του καρκίνου του δέρματος. Οι 
κατηγορίες βλαβών που περιέχονται στο SkinCap περιλαμβάνουν, μεταξύ 
άλλων, τις Basal Cell Carcinoma (BCC), Melanoma και Nevus. Κάθε δείγμα 
αποτελείται από μία εικόνα της δερματικής βλάβης, συνοδευόμενη από 
περιγραφικό κείμενο που αναφέρεται στα χαρακτηριστικά της εικόνας. 
Παρακάτω παρατίθεται ενδεικτικό παράδειγμα εικόνων και των αντίστοιχων 
περιγραφών τους, όπως εμφανίζονται στο σύνολο των δεδομένων. 
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Σχήμα 9 Δεδομένα του SkinCap συνόδου δεδομένων  [38] 

Κατά την επεξεργασία ιατρικών δεδομένων, και ιδιαίτερα δεδομένων εικόνας 
που αφορούν δερματικές βλάβες, ανακύπτουν σημαντικά ζητήματα που 
σχετίζονται με την ηθική χρήση των δεδομένων και την προστασία της 
ιδιωτικότητας των ασθενών. 

Το σύνολο δεδομένων SkinCap προέρχεται από δημόσια διαθέσιμη πηγή 
(Hugging Face), η οποία αναφέρει ότι τα δεδομένα έχουν ανωνυμοποιηθεί και 
χρησιμοποιούνται αποκλειστικά για ερευνητικούς σκοπούς. Ωστόσο, ακόμη και 
όταν δεν υπάρχουν άμεσα αναγνωρίσιμα στοιχεία ταυτότητας (όπως πρόσωπα 
ή ονόματα), οι ιατρικές εικόνες παραμένουν ευαίσθητες, καθώς αφορούν την 
υγεία και τη φυσική κατάσταση των ατόμων. Για τον λόγο αυτό έχουν τηρηθεί 
βασικές αρχές ηθικής όπως η συναίνεση των συμμετεχόντων και η 
ανωνυμοποίηση τους, η χρήση των δεδομένων μόνο για ερευνητικούς σκοπούς 
και η αποφυγή χρήσης αλγορίθμων που θα μπορούσαν να προκαλέσουν 
προκαταλήψεις ή διακρίσεις. [39]  
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6. ʃˊˇʶˉʶ˅ʶˊʴʰˋʾʰ ˍ˖˄ ɲʶʵˇ˃ʷ˄˖˄ 

 

6.1. ɳˉʶ˅ʶˊʴʰˋʾʰ ɲʶʵˇ˃ʷ˄˖˄ ˁʰʽ ɳˁˉʰʾʵʶˎˋʹ ˍˇˎ ɾˇ˄ˍʷ˂ˇˎ 
CLIP ̀ ˍˇ ʅˏ˄ˇ˂ˇ ɲʶʵˇ˃ʷ˄˖˄ ISIC 

 

Για την εφαρμογή του μοντέλου CLIP σε ιατρικές εικόνες του συνόλου 
δεδομένων SkinCAP, πραγματοποιήθηκαν αρχικά οι απαραίτητοι 
μετασχηματισμοί, ώστε να διασφαλιστεί η συμβατότητα με την αρχιτεκτονική του 
μοντέλου. Συγκεκριμένα, οι εικόνες μετασχηματίστηκαν από τις αρχικές 
διαστάσεις 139×139 σε 224×224 pixels, καθώς το CLIP έχει σχεδιαστεί για να 
λειτουργεί βέλτιστα με εικόνες αυτής της ανάλυσης. 

Οι περιγραφές του συνόλου δεδομένων ISIC κατασκευάστηκαν με βάση τις 
πληροφορίες που περιέχονται στα πεδία iddx_1 έως iddx_5. Για κάθε εγγραφή, 
εάν υπάρχει διαθέσιμη τιμή σε κάποιο από αυτά τα πεδία, δημιουργείται 
αντίστοιχη πρόταση που περιγράφει τη βλάβη. Συγκεκριμένα, το πεδίο iddx_1 
αποδίδει το αποτέλεσμα της διάγνωσης, το iddx_2 αναφέρεται στην κατηγορία 
στην οποία ανήκει η βλάβη, το iddx_3 παρουσιάζει τη συγκεκριμένη διάγνωση, 
το πεδίο iddx_4 προσφέρει περαιτέρω ταξινόμηση μέσω της πρότασης και το 
iddx_5 συμπληρώνει με επιπρόσθετα ευρήματα υπό τη μορφή. Οι προτάσεις 
αυτές συνενώνονται διαδοχικά σε μία συνολική περιγραφή για κάθε δείγμα (στο 
Παράρτημα Ι παρατίθενται όλα τα πεδία του ISIC συνόλου δεδομένων με τις 
περιγραφές τους).  

Επιπλέον, εφαρμόστηκε κανονικοποίηση των δεδομένων εικόνας βάσει 
στατιστικών που είναι σύμφωνες με την προκατάρτιση του CLIP(μέση τιμή: 
=[0.48145466, 0.4578275, 0.40821073], τυπική απόκλιση=[0.26862954, 
0.26130258, 0.27577711]). 

Η διαδικασία εκπαίδευσης του μοντέλου υλοποιήθηκε σε δύο στάδια: 

Πρώτο Στάδιο: Εκπαίδευση με Παγωμένα Επίπεδα 

Στο αρχικό στάδιο, όλα τα επίπεδα του CLIP παρέμειναν παγωμένα, ώστε 
να μην πραγματοποιείται ενημέρωση των βαρών τους. Η απώλεια υπολογίστηκε 
με τη χρήση της συνάρτησης CrossEntropyLoss, η οποία είναι κατάλληλη για 
διπλή κατεύθυνση εκπαίδευσης (εικόνα-κείμενο και κείμενο-εικόνα). Για τη 
βελτιστοποίηση χρησιμοποιήθηκε ο αλγόριθμος Adam, εφαρμόζοντας 
ενημέρωση μόνο στις παραμέτρους με ενεργοποιημένα gradients. Η συνολική 
απώλεια ορίστηκε ως ο μέσος όρος της απώλειας που προκύπτει από τις 
προβλέψεις εικόνας και από τις αντίστοιχες κειμενικές αναπαραστάσεις. 

Δεύτερο Στάδιο: Στοχευμένη Προσαρμογή (Fine-Tuning) 

Αντί της πλήρους εκπαίδευσης του μοντέλου από το μηδέν (η οποία είναι 
εξαιρετικά απαιτητική σε πόρους και χρόνο), επιλέχθηκε η εκπαίδευση 
επιλεγμένων υποσυνόλων του μοντέλου. Το CLIP προσαρμόστηκε (fine-tuned) 
στα ιατρικά δεδομένα, εστιάζοντας στην απόδοση του σε εξειδικευμένα ιατρικά 
χαρακτηριστικά, χωρίς να απωλέσει τη γενικευτική του ικανότητα. 

Αυτή η προσέγγιση αποδείχθηκε σημαντικά πιο αποδοτική, μειώνοντας τις 
απαιτήσεις σε μνήμη και επιταχύνοντας την εκπαίδευση, ενώ διατήρησε υψηλό 
επίπεδο απόδοσης στο συγκεκριμένο πεδίο εφαρμογής. 
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6.2. ɳˉʶ˅ʶˊʴʰˋʾʰ ɲʶʵˇ˃ʷ˄˖˄ ˁʰʽ ɳˁˉʰʾʵʶˎˋʹ ˍˇˎ ɾˇ˄ˍʷ˂ˇˎ 
CLIP ̀ ˍˇ ʅˏ˄ˇ˂ˇ ɲʶʵˇ˃ʷ˄˖˄ SkinCAP 

 

 

Για το σύνολο δεδομένων SkinCAP, οι εικόνες λήφθηκαν από το πεδίο 
skincap_file_path, ενώ οι αντίστοιχες περιγραφές, που περιέχουν τις 
διαγνώσεις, εξήχθησαν από το πεδίο caption_zh_polish_en. Οι περιγραφές 
αυτές ήταν διαθέσιμες στην αγγλική γλώσσα. 

 

Η προεπεξεργασία των κειμένων περιλάμβανε αρχικά τη σύνοψη (περίληψη) 
μέσω της χρήσης της μεθόδου pipeline της βιβλιοθήκης Transformers, 
αξιοποιώντας ένα προεκπαιδευμένο μοντέλο μετασχηματιστών. Συγκεκριμένα, 
τα κείμενα με μήκος μεγαλύτερο των 50 χαρακτήρων υποβάλλονταν σε σύνοψη. 
Στη συνέχεια, τα κείμενα περικόπτονταν ώστε να μην υπερβαίνουν τις 77 λέξεις, 
ενώ τελικά εφαρμόζονταν το μοντέλο T5-small για περαιτέρω συμπύκνωση στα 
77 tokens. Η διαδικασία αυτή εξασφάλισε τη δημιουργία συνοπτικών και 
περιεκτικών περιγραφών, κατάλληλων για περαιτέρω επεξεργασία και ανάλυση. 
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7. ɮˉˇˍʶ˂ʷˋ˃ʰˍʰ 

 

7.1. ISIC ̀ ˏ˄ˇ˂ˇ ʵʶʵˇ˃ʷ˄˖˄ 

 

Το CLIP μοντέλο που δημιουργήθηκε από το ISIC σύνολο δεδομένων δεν 
έδειχνε σημάδια εκπαίδευσης. Η συνάρτηση σφάλματος συναρτήσει των 
εποχών τόσο στην περίπτωση του fine tuning όσο και στην περίπτωση 
εκπαίδευσης όλου του μοντέλου παρατίθενται παρακάτω: 

 

Σχήμα 10 Διάγραμμα συνάρτησης σφάλματος συναρτήσει των εποχών για 
το ViT B16 CLIP μοντέλο με την χρήση του fine tuning 

 

 

Σχήμα 11 Διάγραμμα συνάρτησης σφάλματος συναρτήσει των εποχών για 
το ViT B16 CLIP μοντέλο εκπαιδεύοντας όλο το μοντέλο από την αρχή 

Επίσης στο σύνολο δεδομένων δοκιμάστηκε ο συνδιασμός του BERT 
γλωσσικού μοντέλου με το ResNet50 αφαιρώντας την τελευταία στρώση του 
ResNet50 και το τελευταίο hidden state του BERT μοντέλου. Το αποτέλεσμα 
παρατίθεται παρακάτω: 
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Σχήμα 12 Διάγραμμα συνάρτησης σφάλματος συναρτήσει των εποχών για 
τον συνδυασμό του BERT και του ResNet50 μοντέλου μηχανικής μάθησης 

έπειτα από την αφαίρεση των τελικών στρωμάτων 

Έπειτα δοκιμάστηκε ο συνδιασμός των ResNet50 και BERT μοντέλων 
μηχανικής μάθησης με fine tuning. Σε αυτά προστέθηκε ένα ακόμα στρώμα Relu 
και μετα άλλο ένα layer για την αποφυγη προβλημάτων του εξαφανισμένου 
gradient. Το αποτέλεσμα αυτού παρατίθεται παρακάτω:  

 

 

Σχήμα 13 Διάγραμμα συνάρτησης σφάλματος συναρτήσει των εποχών για 
τον συνδυασμό του BERT και του ResNet50 μοντέλου μηχανικής μάθησης με 

την χρήση του fine tuning 
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Σύμφωνα με τα παραπάνω παρατηρήθηκε ότι δεν υπήρξε εκπαίδευση του 
συνόλου δεδομένων. Ένας λόγος που προέκυψε το αποτέλεσμα αυτό ήταν ότι 
η πλειοψηφία του συνόλου δεδομένων ήταν υγιείς, δεν υπήρχε μεγάλος αριθμός 
δηλαδή ατόμων με καρκίνο του δέρματος. 
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7.2. SkinCAP ̀ˏ˄ˇ˂ˇ ʵʶʵˇ˃ʷ˄˖˄ 

 

Στο σύνολο δεδομένων SkinCap, πραγματοποιήθηκε αρχικά ο υπολογισμός 
των τιμών της συνάρτησης απώλειας για την αξιολόγηση της απόδοσης των 
μοντέλων. Ως αρχική προσέγγιση, επιλέχθηκε η διάσταση των image 
embeddings και των text embeddings να είναι ίση με 512, ενώ η παράμετρος 
temperature ορίστηκε σε τιμή 0.07. Επιπλέον, οι εικόνες υποβλήθηκαν σε 
κανονικοποίηση με μέση τιμή ίση με (0.5, 0.5, 0.5) και τυπική απόκλιση επίσης 
ίση με (0.5, 0.5, 0.5). 

Η διαδικασία της εκπαίδευσης πραγματοποιήθηκε με μέγεθος batch ίσο με 
32, ενώ το αρχικό σύνολο δεδομένων χωρίστηκε σε 80% για εκπαίδευση και 
20% για αξιολόγηση. Για τη βελτιστοποίηση των παραμέτρων του μοντέλου 
χρησιμοποιήθηκε ο αλγόριθμος AdamW, με ρυθμό μάθησης (learning rate) 

αρχικοποιημένο στην τιμή υz ρπ. Ο αριθμός των εποχών εκπαίδευσης 
ορίστηκε ίσος με 5. Τα αποτελέσματα της αρχικής αυτής προσέγγισης στο πέρας 
της πέμπτης εποχής παρατίθενται στον κάτωθι πίνακα: 

 

Μοντέλο 

εικόνων 

Μοντέλο 

κειμένων 

Loss Εποχής 

1 2 3 4 5 

vit_base_patch16_224 
bert-base-

uncased 
3.26 2.61 1.89 1.13 0.59 

resnet50 
bert-base-

uncased 
3.3 2.72 2.1 1.57 1.13 

convnext_base 
bert-base-

uncased 
2.98 2.03 1.17 0.611 0.327 

vit_large_patch16_224 
bert-base-

uncased 
3.04 2.07 1.01 0.432 0.218 

efficientnet_b3 
bert-base-

uncased 
3.09 2.09 1.08 0.449 0.238 

vit_large_patch16_224 

distilbert-

base-

uncased 

2.93 1.9 0.838 0.357 0.193 

vit_large_patch16_224 
roberta-

base 
3.47 3.47 3.47 3.47 3.47 

vit_large_patch16_224 

sentence-

transformers/all-

MiniLM-L6-v2 

2.8 1.72 0.847 0.402 0.257 

Πίνακας 1 Αποτελέσματα αρχικής εκπαίδευσης μοντέλου στο σύνολο 
δεδομένων SkinCap 
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Με βάση τα αποτελέσματα που προέκυψαν από τη διαδικασία εκπαίδευσης 
και αξιολόγησης των επιμέρους μοντέλων, ο καλύτερος συνδυασμός από 
πλευράς συνάρτησης απώλειας προέκυψε με τη χρήση του μοντέλου ViT-Large-
Patch16-224 για την εξαγωγή χαρακτηριστικών από τις εικόνες και του 
DistilBERT-Base-Uncased για την επεξεργασία των κειμενικών δεδομένων. 

Για το εν λόγω μοντέλο διερευνήθηκε περαιτέρω το ενδεχόμενο 
υπερπροσαρμογής (overfitting). Πραγματοποιήθηκε αποτίμηση της απόδοσης 
ανά εποχή, με τη χρήση διαγραμμάτων που απεικονίζουν την εξέλιξη της 
συνάρτησης απώλειας κατά την εκπαίδευση και την επικύρωση, καθώς και των 
μετρικών Recall@1 και μέσης συνημιτονοειδούς ομοιότητας (cosine similarity). 
Από την ανάλυση των εν λόγω διαγραμμάτων διαπιστώθηκε ότι το μοντέλο 
παρουσιάζει σημάδια υπερπροσαρμογής, καθώς παρατηρείται μείωση του 
σφάλματος στο εκπαιδευτικό σύνολο αλλά στασιμότητα ή και υποβάθμιση της 
απόδοσης στο επαληθευτικό σύνολο. 

 

Σχήμα 14 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για temperature = 0.07 

Το ίδιο δοκιμάστηκε για τιμές του temperature ίσες με 0.05, 0.08, 0.09, 0.1, 
0.2. Τα αποτελέσματα παρατίθενται στο Παράρτημα ΙΙ. Mε βάση αυτά είναι 
ευκόλως διακριτό ότι εντοπίζεται έντονα το φαινόμενο υπερπροσαρμογής στα 
δεδομένα. Tα κάτωθι διαγράμματα δείχνουν επίσης τo recall, το cosine similarity 
καθώς και το validation loss συναρτήσει των temperatures για τις τιμές 
temperatures που δοκιμάστηκαν για την 5η εποχή: 

 

 

Σχήμα 15 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για όλες τις δυνατές τιμές των temperatures 



27 

 

 

Για την αντιμετώπιση του θέματος της υπερπροσαρμογής δοκιμάστηκε 
επίσης μεταβαλλόμενο temperature. Τα αποτελέσματα αυτού παρατίθενται 
παρακάτω: 

 

Σχήμα 16 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας με την χρήση learnable temperature 

Tέλος δοκιμάστηκε να αλλάξει η standard cross entropy loss με την μέθοδο 
InfoNCE. Η InfoNCE (Information Noise-Contrastive Estimation) αποτελεί μια 
δημοφιλή συνάρτηση κόστους που χρησιμοποιείται κυρίως στο πεδίο του 
contrastive learning (το οποίο υλοποιείται στο CLIP μοντέλο) για την εκμάθηση 
αναπαραστάσεων. Βασική της ιδέα είναι να ενθαρρύνει το μοντέλο να φέρνει 
κοντά μεταξύ τους ζεύγη δεδομένων που έχουν μεγάλο βαθμό συσχέτισης και 
να απομακρύνει ζεύγη που έχουν μικρό βαθμό συσχέτισης. Βασική ιδέα πίσω 
από την InfoNCE αποτελεί η μεγιστοποίηση της αμοιβαίας πληροφορίας μεταξύ 
δύο μεταβλητών κατασκευάζοντας ένα πρόβλημα ταξινόμησης: ποιο από τα 
υποψήφια δείγματα είναι το "σωστό ταίρι" (δηλαδή το θετικό ζευγάρι) ανάμεσα 
σε πολλά αρνητικά δείγματα. [40] 

Στην περίπτωση αυτή τα διαγράμματα συνάρτησης σφάλματος, Recall@1 
και μέσης συνημιτονοειδούς ομοιότητας παρατίθενται παρακάτω: 

 

Σχήμα 17 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας με την χρήση της InfoNCE 

Για τη βελτίωση της απόδοσης του μοντέλου πραγματοποιήθηκε πειραματική 
διερεύνηση της επίδρασης της παραμέτρου learning rate. Συγκεκριμένα, 
εξετάστηκαν διάφορες τιμές της εν λόγω παραμέτρου και αξιολογήθηκε η 
επίδρασή τους στις επιδόσεις διαφορετικών συνδυασμών μοντέλων 
επεξεργασίας εικόνας και κειμένου. 
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Όσον αφορά τα μοντέλα επεξεργασίας εικόνας, χρησιμοποιήθηκαν τα 
προεκπαιδευμένα μοντέλα vit_base_patch16_224, resnet50, convnext_base, 
vit_large_patch16_224 και efficientnet_b3. Για την επεξεργασία του κειμένου 
αξιοποιήθηκαν τα μοντέλα bert-base-uncased, distilbert-base-uncased και 
sentence-transformers/all-MiniLM-L6-v2. 

Για όλους τους δυνατούς συνδυασμούς των παραπάνω μοντέλων, 

δοκιμάστηκαν οι τιμές του learning rate ρπ, υz ρπ , υz ρπ , ρπ. Στο 
πλαίσιο των πειραμάτων αυτών κατασκευάστηκαν γραφικές παραστάσεις που 
απεικονίζουν την εξέλιξη της συνάρτησης σφάλματος, του δείκτη Recall@1, 
καθώς και της μέσης συνημιτονοειδούς ομοιότητας. 

Τα αποτελέσματα των παραπάνω πειραμάτων παρουσιάζονται 
συγκεντρωτικά στο Παράρτημα ΙΙΙ. 

Αξίζει να σημειωθεί ότι για τα learning rates ρπ, υz ρπ χρησιμοποιήθηκαν 

5 εποχές στην εκπαίδευση των μοντέλων ενώ για τα learning rates υz ρπ, ρπ 
χρησιμοποιήθηκαν 20 εποχές. Επιπλέον, η τιμή της μεταβλητής temperature 
ορίστηκε σε όλες τις περιπτώσεις ίση με 0.07, όπως και στα προηγούμενα 
πειράματα. 

Mε βάση τα αποτελέσματα του παραρτήματος ΙΙΙ ο βέλτιστος συνδυασμός 

μοντέλων βρέθηκε να είναι το vit_base_patch16_224 για τις εικόνες και το 

sentence-transformers/all-MiniLM-L6-v2 για το κείμενο, με learning rate ρπȢ 

Αρχικά, επιχειρήθηκε η δημιουργία γραφημάτων με temperature ίσο με 0.09 

και 25 εποχές, για τον παραπάνω συνδυασμό μοντέλων και learning rate = ρπ. 

Οι γραφικές παραστάσεις του άνωθέν πειράματος παρατίθενται παρακάτω: 

 

Σχήμα 18 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για learning rate = 10^(-6) και temperature = 0.09 

Στη συνέχεια, εξετάστηκε η μεταβολή της τιμής του temperature σε 0.05 και 

η γραφικές παραστάσεις παρατίθενται παρακάτω: 
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Σχήμα 19 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για learning rate = 10^(-6) και temperature = 0.05 

 

Έπειτα μελετήθηκε η περίπτωση της learnable temperature. Τα αντίστοιχα 

γραφήματα παρατίθενται παρακάτω: 

 

Σχήμα 20 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για learning rate = 10^(-6) και learnable 

temperature 

Ακολούθως, μελετήθηκε η δυναμική μεταβολή του learning rate κατά την 

εκπαίδευση, με αρχική τιμή ρπ, καθώς και η επίδρασή της στις επιδόσεις του 

μοντέλου. Το αποτέλεσμα που λήφθηκε παρατίθεται παρακάτω: 

 

Σχήμα 21 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας με την χρήση learnable temperature και 

μεταβαλλόμενου learning rate 
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Επιπλέον, εφαρμόστηκε η τεχνική του label smoothing, μια μέθοδος 
κανονικοποίησης που επιτρέπει στο μοντέλο να αποδίδει πιθανότητες και σε 
εναλλακτικές κλάσεις, με στόχο τη μείωση της υπερβολικής αυτοπεποίθησης 
στις προβλέψεις. Το αποτέλεσμα της χρήσης του label smoothing παρατίθεται 
παρακάτω: 

 

 

Σχήμα 22 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας με την χρήση learnable temperature 

μεταβαλλόμενου learning rate και χρήση του label smoothing 

 

Εξετάστηκε επίσης η ενσωμάτωση επιπλέον μηχανισμών στα προβολικά 
επίπεδα του μοντέλου CLIP, με σκοπό τη βελτίωση της σταθερότητας και της 
γενίκευσης. Πιο συγκεκριμένα, προστέθηκαν τα στάδια Layer Normalization και 
Dropout στα projection layers που ακολουθούν τους encoders εικόνας και 
κειμένου. Η Layer Normalization συνέβαλε στη σταθεροποίηση των ενδιάμεσων 
αναπαραστάσεων, ενώ η Dropout λειτούργησε ως μηχανισμός κανονικοποίησης 
μέσω τυχαίας απενεργοποίησης νευρώνων κατά την εκπαίδευση. Οι γραφικές 
παραστάσεις που προέκυψαν από τις παραπάνω προσθήκες παρατίθενται 
παρακάτω: 

 

Σχήμα 23 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας με την χρήση learnable temperature 

μεταβαλλόμενου learning rate χρήση του label smoothing και χρήση 
normalization και dropout layers 

Με βάση τη συνολική αξιολόγηση των πειραμάτων, διαπιστώθηκε ότι το 
βασικό μοντέλο CLIP, χωρίς τις επιπλέον τροποποιήσεις, παρουσίασε τις 
καλύτερες επιδόσεις. Ως εκ τούτου, στο τελικό στάδιο αξιολόγησης εξετάστηκαν 
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διαφορετικές τιμές της παραμέτρου temperature (0.06, 0.07, 0.08, 0.15, 0.25, 
0.55, 0.75), με σταθερό learning rate= ρπ και 25 εποχές. Τα αντίστοιχα 
αποτελέσματα παρατίθενται στο Παράρτημα IV. 

Η ανάλυση κατέδειξε ότι η τιμή temperature = 0.06 οδήγησε στις καλύτερες 
επιδόσεις. Συγκεκριμένα, στην περίπτωση αυτή το σφάλμα (test loss) στο test 
set βρέθηκε ίσο με 2.7577, το recall ίσο με 0.2023 και ο μέσος όρος της cosine 
similarity ίσος με 0.1183. 

 Στο συγκεκριμένο μοντέλο πραγματοποιήθηκε πειραματική αξιολόγηση 
μέσω ανάκτησης περιγραφών για τυχαίες εικόνες του συνόλου δεδομένων. Το 
μοντέλο παρουσίασε ικανοποιητική ακρίβεια, καθώς εντόπισε επιτυχώς τις 
αντίστοιχες περιγραφές, όπως παρουσιάζεται στα σχετικά κάτωθι 
παραδείγματα.

 

 

Best Matching Caption: 

"This photo shows congestion and swelling on the upper lip with some 
desquamation, which is diagnosed as cheilitis. Cheilitis is a common mucosal 
disorder of the oral cavity, often caused by bacterial or fungal infection, or 
allergies. Treatment for cheilitis typically involves topical anti-inflammatory 
medications and moisturizing measures, while avoiding irritating foods and 
cosmetics." 
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Best Matching Caption: 

" This is an image of skin lesion on the upper limb, characterized by well-defined 
borders, raised and hyperkeratotic lesions with central atrophy. This 
presentation is consistent with the diagnosis of Fox-Fordyce disease, a rare 
genetic skin condition that typically manifests as keratotic plugging of the sweat 
gland ducts leading to localized skin keratosis. This condition usually does not 
require treatment but symptoms can be relieved with moisturization and use of 
keratolytic agents." 

 

 



33 

 

Best Matching Caption: 

"This is a picture of skin lesions on the scalp, showing a patch of hair loss on 
the top of the head with scattered remaining hair. Based on the symptoms and 
presentation, the diagnosis could be considered as lichen planus. Lichen planus 
is a chronic inflammatory skin disease commonly found on the scalp, trunk, and 
limbs. The causes are complex and may be related to genetics, immune system 
abnormalities, environmental factors, among others. Treatment usually involves 
a combination of topical medications, phototherapy, or oral medications." 

Το μοντέλο, παρ' όλα αυτά, παρουσίασε ορισμένες αστοχίες ως προς την 
ακριβή περιγραφή της διάγνωσης. Για παράδειγμα, στην παρακάτω εικόνα, η 
ground truth λεζάντα περιέγραφε επίπεδες κηλίδες (macules), ενώ η πρόβλεψη 
του μοντέλου ανέφερε υπερυψωμένη βλάβη (papule). Επιπλέον, η ground truth 
εστίαζε στην έγκαιρη διάγνωση και πρότεινε δερματοσκόπηση για επιβεβαίωση, 
ενώ η λεζάντα που παρήγαγε το μοντέλο ανέφερε ρητά την πιθανότητα εξέλιξης 
σε μελάνωμα. Παρά τις διαφορές αυτές στη διατύπωση και στην κλινική 
λεπτομέρεια, και οι δύο λεζάντες συμφώνησαν στη βασική διάγνωση του 
ασθενούς ως melanocytic nevus. 

 

Παρατίθενται κατωτέρω οι περιγραφές που προέκυψαν από το μοντέλο, 
καθώς και η αντίστοιχη ακριβής (ground truth) διάγνωση, προς συγκριτική 
αξιολόγηση. 

Ground Truth Caption: 

"The patient presents with oval-shaped macules, suggestive of a melanocytic 
nevus. A dermatoscopy examination is recommended to confirm the diagnosis 
and rule out other skin lesions. Melanocytic nevi are common skin lesions, 
typically benign, but it is important to diagnose them promptly to mitigate 
potential risks." 

Best Matching Caption: 
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"The photo shows a dome-shaped brown papule with a smooth surface, 
regular shape, and clear borders, indicating a diagnosis of melanocytic nevus. 
Melanocytic nevus is a common benign skin lesion, typically caused by the 
clustering of melanocytes. While most cases are harmless, in some instances, 
it may progress to malignant melanoma, highlighting the importance of regular 
observation and monitoring." 
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8. ʅˎ˃ˉʶˊʱˋ˃ʰˍʰ 
 

Στην παρούσα διπλωματική εργασία αντικείμενο μελέτης αποτέλεσε η 

δημιουργία ενός CLIP μοντέλου σε ιατρικά δεδομένα με στόχο τη βελτίωση της 

απόδοσης σε σύγκριση με υπάρχοντα μοντέλα. Συγκεκριμένα τα σύνολα 

δεδομένων που χρησιμοποιήθηκαν ήταν το ISIC και το SkinCAP. 

Στο σύνολο ISIC, η προεπεξεργασία περιλάμβανε τη δημιουργία 

περιγραφών εικόνων με βάση τα πεδία iddx_1 έως iddx_5, καθώς και την 

κανονικοποίηση των εικόνων. Ο πειραματισμός πραγματοποιήθηκε σε 

υπάρχοντα μοντέλα μηχανικής μάθησης, εφαρμόζοντας αρχικά την τεχνική fine-

tuning (ξεπάγωμα των τελευταίων στρωμάτων). Ωστόσο, λόγω της έντονης 

ανισορροπίας στο σύνολο (εντοπίστηκε πλειοψηφία σε μη κακοήθεις 

περιπτώσεις), το μοντέλο εμφάνισε μειωμένη ικανότητα μάθησης. 

Σχετικά με το SkinCAP σύνολο δεδομένων χρησιμοποιήθηκε αρχικά η 

pipeline της βιβλιοθήκης Transformers για την περίληψη των περιγραφών, ενώ 

εφαρμόστηκε το μοντέλο T5-small για περαιτέρω συμπύκνωση σε 77 tokens. 

Ακολούθησε συγκριτική αξιολόγηση διαφόρων συνδυασμών αλγορίθμων 

επεξεργασίας εικόνας και κειμένου (δηλαδή των vit_base_patch16_224, 

resnet50, convnext_base, efficientnet_b3, bert-base-uncased, roberta-base, all-

MiniLM-L6-v2).  

Ο βέλτιστος συνδυασμός προέκυψε να είναι το ViT-Base για τις εικόνες και 

το all-MiniLM-L6-v2 για το κείμενο. Για τη βελτιστοποίηση χρησιμοποιήθηκε ο 

αλγόριθμος AdamW, με βέλτιστες υπερπαραμέτρους: temperature = 0.06 και 

learning rate = 10ϖ⁶. Ο τελικός έλεγχος έγινε με χρήση τυχαίων εικόνων, για τις 

οποίες το μοντέλο κλήθηκε να επιλέξει την πιο κατάλληλη περιγραφή από το 

σύνολο δεδομένων. Τα αποτελέσματα ήταν θετικά, επιβεβαιώνοντας την 

αποτελεσματικότητα του συνδυασμού. Βέβαια εντοπίστηκε και η περίπτωση 

που το μοντέλο ενώ προέβλεπε ορθώς την γενική διάγνωση παρουσίασε 

αποκλίσεις σε επίπεδο λεπτομερούς περιγραφής. 

Ως προτάσεις για μελλοντική έρευνα, προτείνεται η διερεύνηση επιπλέον 

αλγορίθμων επεξεργασίας εικόνας και φυσικής γλώσσας, καθώς και η εφαρμογή 

του μοντέλου CLIP σε διαφορετικά ιατρικά σύνολα δεδομένων, ώστε να 

αξιολογηθεί η γενικευσιμότητά του. 
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Πίνακας Ορολογίας 

 

Ξενόγλωσσος όρος Ελληνικός Όρος 

AI Τεχνητή νοημοσύνη 

2D Δισδιάστατο 

3D Τρισδιάστατο 

Pixel  Εικονοστοιχείο 

Voxel  Ογκοστοιχείο 

Channel  Κανάλι 

CT Αξονική 

MR Μαγνητική τομογραφία  

PET Ποζιτρονική τομογραφία 

Resizing  Aλλαγή μεγέθους  

Denoizing  Αφαίρεση Θορύβου 

Data augmentation  Επαύξηση Δεδομένων 

Νormalization Κανονικοποίηση 

Cropping  Περικοπή 

Data governance  Διακυβέρνηση των δεδομένων  

ICA Ανάλυση Ανεξάρτητων Συνιστωσών 

PCA Ανάλυση Κύριων Συνιστωσών 

Multifactor Dimensionality Reduction  Πολυπαραγοντική μείωση 
διαστασιμότητας 

Non-Linear Dimensionality Reduction  Μη γραμμική μείωση διαστασιμότητας 

Supervised Learning  Eποπτευόμενη μάθηση  

Unsupervised Learning  Μη εποπτευόμενη μάθηση  

Τraining Εκπαίδευση 

Testing  Δοκιμή 

Clusters  Συστάδες  

Classification  Tαξινόμηση  

Regression  Παλινδρόμηση 

Kernels  Πυρήνες  

Αctivation function Συνάρτηση ενεργοποίησης 

sigmoid  Σιγμοειδής συνάρτηση 

CNN  Συνελικτικό Νευρωνικό Δίκτυο 

Loss function  Συνάρτηση κόστους  

NLP Επεξεργασία φυσικής γλώσσας 

RNN Αναδρομικό Νευρωνικό Δίκτυο 

Residual connection  Υπολειμματική σύνδεση 

MSA Πολυκεφαλική αυτοπροσοχή 

MLP Πολυστρωματικός Περσεπτρον 

Transfer learning  Mεταφορά μάθησης  

Fine-tuning  Προσαρμογή 
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Encoders  Kωδικοποιητής 

Contrastive learning  Aντιθετική μάθηση 

Zero-shot learning  Μάθηση μηδενικού δείγματος 

Segmentation  Τμηματοποίηση 

Text-to-image alignment  Ευθυγράμμιση κειμένου με εικόνα 

Data mining  Εξόρυξη δεδομένων 

Findings  Ευρήματα 

Impressions  Εντυπώσεις  

Knowledge embeddings  Ενσωματώσεις γνώσης 

CCP Προσαρμοσμένη προτροπή ανά κανάλι 

Attention heads  Κεφαλές προσοχής 

Bias Προκατάληψη 

Label smoothing  Εξομάλυνση ετικέτας 

Πίνακας 2 Πίνακας Ορολογίας 
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Συντμήσεις – Αρκτικόλεξα – Ακρωνύμια 

 

Ακρωνύμιο Περιγραφή 

ISIC International Skin Imaging Collaboration 

SkinCAP  Skin Captioned Analysis Project 

AI Artificial Intelligence 

CLIP  Contrastive Language Image Pretraining 

2D Two Dimensional 

3D Three Dimensional 

CT Computed Tomography 

MR Magnetic Resonance 

PET Positron Emission Tomography 

SPECT Single Photon Emission Computed Tomography 

ICA Independent Component Analysis 

PCA Principal Component Analysis 

Relu  Rectified Linear Unit  

CNN  Convolutional Neural Network 

ViT Visual Transformers  

NLP Natural Language Processing 

RNN Recurrent Neural Network 

MSA Multi-Head Self-Attention 

MLP Multilayer Perceptron 

ResNet  Residual Network 

GLIP  Grounded Language-Image Pretraining 

CRIS  CLIP-Driven Referring Image Segmentation 

GLORIA  Global-Local Image-Text Representation Learning 

UMLS  Unified Medical Language System 

ARL Adaptive Relation Learning  

Πίνακας 3 Πίνακας ακρονυμίων 
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Παράρτημα Ι 

 

Πεδία Περιγραφές πεδίων 

isic_id  Μοναδικό κλειδί εικόνων από το ISIC 

iddx_full, iddx_1, …, iddx_5 Πλήρως ταξινομημένη διάγνωση της 

βλάβης. Διάγνωση πρώτου έως πέμπτου 

επιπέδου. 

attribution  Ιατρικό κέντρο από το οποίο προήλθαν οι 

εικόνες 

copyright_license  Άδεια που αποδίδεται στην εικόνα 

patient_id  Κωδικός ασθενή 

age_approx  Προσεγγιστική ηλικία ασθενή 

Sex Φύλο του ασθενή 

lesion_id  Μοναδικός αναγνωριστικός κωδικός 

βλάβης από το ISIC Archive. Η παρουσία 

αυτού του στοιχείου δηλώνει ότι πρόκειται 

για χειροκίνητη ετικέτα 

anatom_site_general  Μεταβλητή του ISIC Archive για την 

τοποθεσία μιας βλάβης στο σώμα 

clin_size_long_diam_mm  Μέγιστη διάμετρος της βλάβης (mm) 

mel_mitotic_index  Μιτωτικός δείκτης των εισβολικών 

κακοηθών μελανωμάτων 

mel_thick_mm  Πάχος σε βάθος της διείσδυσης του 

μελανώματος 

image_type  Δομημένο πεδίο του ISIC Archive για τον 

τύπο εικόνας. 

tbp_tile_type  Τεχνική φωτισμού της αρχικής εικόνας 3D 

TBP. 

tbp_lv_L, tbp_lv_A, tbp_lv_B, 

tbp_lv_C  

L, A, B, Χρωματική ένταση μέσα στη βλάβη. 

tbp_lv_Lext, tbp_lv_Aext, 

tbp_lv_Bext, tbp_lv_Cext  

L, A, B, Χρωματική ένταση έξω από τη 

βλάβη. 

tbp_lv_deltaL, tbp_lv_deltaA, 

tbp_lv_deltaB  

Μέσος όρος αντίθεσης L, A, B (μέσα στη 

βλάβη έναντι έξω από τη βλάβη). 
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tbp_lv_H  Τονικότητα μέσα στη βλάβη· υπολογίζεται 

ως η γωνία των A* και B* στον χρωματικό 

χώρο LAB*. Τυπικές τιμές κυμαίνονται από 

25 (κόκκινο) έως 75 (καφέ). 

tbp_lv_Hext  Τονικότητα έξω από τη βλάβη. 

tbp_lv_areaMM2  Επιφάνεια της βλάβης (mm²). 

tbp_lv_area_perim_ratio  Ακανόνιστο περίγραμμα, ο λόγος μεταξύ 

της περιμέτρου και της επιφάνειας της 

βλάβης. Στρογγυλές βλάβες θα έχουν 

χαμηλές τιμές, ενώ οι βλάβες με ακανόνιστο 

σχήμα θα έχουν υψηλότερες τιμές. Οι τιμές 

κυμαίνονται από 0 έως 10. 

tbp_lv_color_std_mean  Ακανόνιστο χρώμα, υπολογίζεται ως η 

διακύμανση των χρωμάτων εντός των 

ορίων της βλάβης. Οι βλάβες που είναι 

σχετικά επίπεδες ή ομοιόμορφες σε χρώμα 

θα έχουν χαμηλές τιμές, ενώ οι βλάβες που 

περιέχουν πολλαπλά διαφορετικά χρώματα 

θα έχουν υψηλότερες τιμές. Σε αντίθεση με 

την ασυμμετρία χρώματος, αυτή η μέτρηση 

δεν αφορά την χωροταξική κατανομή. Η 

βαθμολογία υπολογίζεται στον χρωματικό 

χώρο LAB* και λαμβάνει υπόψη την τυπική 

απόκλιση των τιμών έντασης σε κάθε 

κανάλι χρώματος. Οι τιμές κυμαίνονται από 

0 έως 10. 

tbp_lv_deltaLBnorm  Αντίθεση μεταξύ της βλάβης και του άμεσου 

περιβάλλοντος δέρματος. Οι βλάβες με 

χαμηλή αντίθεση τείνουν να είναι αμυδρά 

ορατές, όπως οι φακίδες, ενώ οι βλάβες με 

υψηλή αντίθεση τείνουν να έχουν πιο 

σκούρο χρωματισμό. Υπολογίζεται ως ο 

μέσος όρος του Δελτα LB της βλάβης σε 

σχέση με το άμεσο υπόβαθρό της στον 

χρωματικό χώρο LAB*. Τυπικές τιμές 

κυμαίνονται από 5,5 έως 25. 

tbp_lv_dnn_lesion_confidenc

e 

Βαθμός εμπιστοσύνης βλάβης (κλίμακα 0–

100). 

tbp_lv_Eccentricity  Εκκεντρότητα 
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tbp_lv_Location  Ταξινόμηση της ανατομικής θέσης, χωρίζει 

τα χέρια και τα πόδια σε άνω και κάτω, και 

τον κορμό σε τρίτα μέρη. 

tbp_lv_location_simple  Ταξινόμηση της ανατομικής θέσης 

tbp_lv_minorAxisMM  Μικρότερη διάμετρος βλάβης (mm) 

tbp_lv_nevi_confidence  Βαθμός εμπιστοσύνης για την ύπαρξη 

νεύρου (κλίμακα 0–100). Είναι η εκτιμημένη 

πιθανότητα ενός ταξινομητή με συνελικτικά 

νευρωνικά δίκτυα ότι η βλάβη είναι νεύρο. 

Το νευρωνικό δίκτυο εκπαιδεύτηκε με 

περίπου 57.000 βλάβες που ταξινομήθηκαν 

και επισημάνθηκαν από δερματολόγο. 

tbp_lv_norm_border  Ακανόνιστο περίγραμμα (κλίμακα 0–10). Ο 

κανονικοποιημένος μέσος όρος της 

ακανόνιστης περιμέτρου και της 

ασυμμετρίας 

tbp_lv_norm_color  Ποικιλία χρώματος (κλίμακα 0–10); ο 

κανονικοποιημένος μέσος όρος της 

ασυμμετρίας χρώματος και της ακανόνιστης 

χρωματικής έντασης. 

tbp_lv_perimeterMM  Περίμετρος της βλάβης (mm). 

tbp_lv_radial_color_std_max  Ασυμμετρία χρώματος, μέτρο της 

ασυμμετρίας στην χωροταξική κατανομή 

του χρώματος εντός της βλάβης. Αυτή η 

βαθμολογία υπολογίζεται εξετάζοντας τη 

μέση τυπική απόκλιση στον χρωματικό 

χώρο LAB* εντός συγκεντρικών δακτυλίων 

που προέρχονται από το κέντρο της 

βλάβης. Οι τιμές κυμαίνονται από 0 έως 10. 

tbp_lv_stdL  Τυπική απόκλιση του L στη βλάβη. 

tbp_lv_stdLExt  Τυπική απόκλιση του L έξω από τη βλάβη. 
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tbp_lv_symm_2axis  Ασυμμετρία περιγράμματος: μέτρο της 

ασυμμετρίας του περιγράμματος της 

βλάβης ως προς έναν άξονα κάθετο στον 

πιο συμμετρικό άξονα της βλάβης. Οι 

βλάβες με δύο άξονες συμμετρίας θα έχουν 

χαμηλές βαθμολογίες (πιο συμμετρικές), 

ενώ οι βλάβες με έναν ή κανέναν άξονα 

συμμετρίας θα έχουν υψηλότερες 

βαθμολογίες (λιγότερο συμμετρικές). Αυτή 

η βαθμολογία υπολογίζεται συγκρίνοντας 

τα αντίθετα ημισφαίρια του περιγράμματος 

της βλάβης σε πολλές γωνίες περιστροφής. 

Η γωνία όπου τα ημισφαίρια είναι πιο 

παρόμοια προσδιορίζει τον κύριο άξονα 

συμμετρίας, ενώ ο δεύτερος άξονας 

συμμετρίας είναι κάθετος στον κύριο άξονα. 

Η ασυμμετρία περιγράμματος αναφέρεται 

ως η τιμή ασυμμετρίας γύρω από αυτόν τον 

δεύτερο άξονα. Οι τιμές κυμαίνονται από 0 

έως 10. 

tbp_lv_symm_2axis_angle  Γωνία ασυμμετρίας περιγράμματος βλάβης 

tbp_lv_x, tbp_lv_y, tbp_lv_z  Συντεταγμένες της βλάβης στο 3D TBP. 

Πίνακας 4 Πεδία ISIC Συνόλου δεδομένων 
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Παράρτημα ΙΙ 

 

 
Σχήμα 24 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 

συνημιτονοειδούς ομοιότητας για temperature = 0.05 

 

 

 
Σχήμα 25 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 

συνημιτονοειδούς ομοιότητας για temperature = 0.08 

 

 
Σχήμα 26 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 

συνημιτονοειδούς ομοιότητας για temperature = 0.09 
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Σχήμα 27 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 

συνημιτονοειδούς ομοιότητας για temperature = 0.1 

 

 
Σχήμα 28 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 

συνημιτονοειδούς ομοιότητας για temperature = 0.2 
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Παράρτημα ΙΙΙ 

 

Αποτελέσματα συνδυασμών μοντέλων για learning  rate ᶻ

: 

 

 

Σχήμα 29 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων 

convnext_base και BERT-base-uncased, με τιμή learning rate ίση με υz ρπ

 

Σχήμα 30 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων 

convnext_base και DistilBERT-base-uncased , με τιμή learning rate ίση με 

υz ρπ 
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Σχήμα 31 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων 

convnext_base και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning 

rate ίση μευz ρπ 

 

Σχήμα 32 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων EfficientNet-

B3 και BERT-base-uncased, με τιμή learning rate ίση με υz ρπ 

 

Σχήμα 33 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων EfficientNet-

B3 και DistilBERT-base-uncased, με τιμή learning rate ίση με υz ρπ 
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Σχήμα 34 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων EfficientNet-
B3 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning rate ίση με 

υz ρπ

 

Σχήμα 35 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ResNet-50 και 

BERT-base-uncased, με τιμή learning rate ίση με υz ρπ 

 

Σχήμα 36 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ResNet-50 και 

DistilBERT-base-uncased, με τιμή learning rate ίση με υz ρπ 
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Σχήμα 37 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ResNet-50 και 

Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning rate ίση με υz ρπ  

 

 

Σχήμα 38 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-

Patch16-224 και BERT-base-uncased, με τιμή learning rate ίση με υz ρπ 
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Σχήμα 39 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-

Patch16-224 και DistilBERT-base-uncased, με τιμή learning rate ίση με 

υz ρπ  

 

Σχήμα 40 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-
Patch16-224 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning 

rate ίση με υz ρπ 
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Αποτελέσματα συνδυασμών μοντέλων για learning  rate : 

 

Σχήμα 41 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ConvNeXT-

Base και BERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

Σχήμα 42 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ConvNeXT-

Base και DistilBERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

 

Σχήμα 43 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ConvNeXT-

Base και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning rate ίση με 

ρπ 
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Σχήμα 44 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων EfficientNet-

B3 και BERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

Σχήμα 45 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων EfficientNet-

B3 και DistilBERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

Σχήμα 46 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων EfficientNet-
B3 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning rate ίση με 

ρπ 
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Σχήμα 47 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ResNet-50 και 

BERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

Σχήμα 48 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ResNet-50 και 

DistilBERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

 

Σχήμα 49 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ResNet-50 και 

Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning rate ίση με ρπ 
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Σχήμα 50 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-

Patch16-224 και BERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

 

Σχήμα 51 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-

Patch16-224 και DistilBERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

Σχήμα 52 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων  ViT-Base-
Patch16-224 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning 

rate ίση με ρπ 
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Αποτελέσματα συνδυασμών μοντέλων για learning  rate : 

 

Σχήμα 53 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ConvNeXT-

Base και BERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

Σχήμα 54 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ConvNeXT-

Base και DistilBERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

 

Σχήμα 55 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ConvNeXT-

Base και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning rate ίση με 

ρπ 
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Σχήμα 56 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων EfficientNet-

B3 και BERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

 

Σχήμα 57 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων EfficientNet-

B3 και DistilBERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

 

Σχήμα 58 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων EfficientNet-
B3 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning rate ίση με 

ρπ 
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Σχήμα 59 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ResNet-50 και 

BERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

 

Σχήμα 60 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ResNet-50 και 

DistilBERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

 

Σχήμα 61 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ResNet-50 και 

Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning rate ίση με ρπ 
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Σχήμα 62 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-

Patch16-224 και BERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

 

Σχήμα 63 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-

Patch16-224 και DistilBERT-base-uncased, με τιμή learning rate ίση με ρπ 

 

 

Σχήμα 64 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-
Patch16-224 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning 

rate ίση με ρπ 
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Αποτελέσματα συνδυασμών μοντέλων για learning  rate  ᶻ

: 

 

Σχήμα 65 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 

συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ConvNeXT-

Base και BERT-base-uncased, με τιμή learning rate ίση με  υz ρπ 

 

 

Σχήμα 66 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ConvNeXT-

Base και DistilBERT-base-uncased, με τιμή learning rate ίση με υz ρπ 

 

 

Σχήμα 67 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ConvNeXT-

Base και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning rate ίση με 

υz ρπ  
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Σχήμα 68 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων EfficientNet-

B3 και BERT-base-uncased, με τιμή learning rate ίση με υz ρπ 

 

 

Σχήμα 69 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων EfficientNet-

B3 και DistilBERT-base-uncased, με τιμή learning rate ίση με υz ρπ  

 

 

Σχήμα 70 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων EfficientNet-
B3 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning rate ίση με 

υz ρπ  
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Σχήμα 71 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ResNet-50 και 

BERT-base-uncased, με τιμή learning rate ίση με υz ρπ  

 

 

Σχήμα 72 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ResNet-50 και 

DistilBERT-base-uncased, με τιμή learning rate ίση με υz ρπ  

 

 

Σχήμα 73 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ResNet-50 και 

Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning rate ίση με υz ρπ  
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Σχήμα 74 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-

Patch16-224 και BERT-base-uncased, με τιμή learning rate ίση με υz ρπ  

 

 

Σχήμα 75 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-

Patch16-224 και DistilBERT-base-uncased, με τιμή learning rate ίση με 

υz ρπ  

 

 

Σχήμα 76 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των ViT-Base-Patch16-224 

και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning rate ίση με 

υz ρπ  
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Παράρτημα IV 

 

 

Σχήμα 77 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-
Patch16-224 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning 

rate ίση με υz ρπκαι temperature = 0.06 

 

Σχήμα 78 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-
Patch16-224 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning 

rate ίση με υz ρπ και temperature = 0.07 

 

Σχήμα 79 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-
Patch16-224 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning 

rate ίση με υz ρπ και temperature = 0.08 
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Σχήμα 80 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-
Patch16-224 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning 

rate ίση με υz ρπ και temperature = 0.15 

 

Σχήμα 81 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-
Patch16-224 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning 

rate ίση με υz ρπ και temperature = 0.25 

 

 

Σχήμα 82 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-
Patch16-224 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning 

rate ίση με υz ρπ και temperature = 0.75 
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Σχήμα 83 Διαγράμματα συνάρτησης σφάλματος, Recall@1 και μέσης 
συνημιτονοειδούς ομοιότητας για τον συνδυασμό των μοντέλων ViT-Base-
Patch16-224 και Sentence-Transformers/all-MiniLM-L6-v2, με τιμή learning 

rate ίση με υz ρπ και temperature = 0.55 
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