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Περίληψη

Στην παρούσα μεταπτυχιακή διατριβή αναπτύσσεται μία υβριδική μέθοδος ταξινόμησης που βασίζεται
από την μία πλευρά στις αρχές και τις θεωρίες των Τεχνητών Ανοσοποιητικών Συστημάτων και από την
άλλη πλευρά στις αρχές των Γενετικών Αλγορίθμων. Εμπνευσμένος από τον αλγόριθμο ταξινόμησης AIRS
(Artificial Immune Resource System), που συγκαταλέγεται στους αποδοτικότερους αλγορίθμους ταξινόμη-
σης, καθώς και στις αποδοτικές τεχνικές των Γενετικών Αλγορίθμων υλοποιούμε ένα υβριδικό αλγόριθμο
τον Genetic AIRS. Στη συνέχεια διερευνήσαμε την συμπεριφορά του αλγορίθμου αυτού σε σχέση με τον
αλγόριθμο AIRS και παραθέτουμε τα πλεονεκτήματα και τα μειονεκτήματα που παρουσιάζει. Η κύρια δια-
φοροποίηση των αλγορίθμων αυτών εκτός της διαφορετικής υλοποίησης έγκειται στο γεγονός ότι ο AIRS
εκτελείται τοπικά ενώ ο Genetic AIRS σφαιρικά. Η εργασία αυτή χωρίζεται σε δύο μέρη και έχει ως στόχο
την θεωρητική υποστήριξη του αλγορίθμου αυτού στο πρώτο μέρος ενώ στο δεύτερο την εφαρμογή του σε
διάφορα σύνολα δεδομένων. Πιο συγκεκριμένα η εργασία είναι δομημένη ως εξής:

▶ Κεφάλαιο 1 στο κεφάλαιο αυτό παρουσιάζονται τα βασικά συστατικά της Μηχανικής Μάθησης με
έμφαση στη μάθηση με επίβλεψη και στην ταξινόμηση, καθώς και στους βιολογικά εμπνευσμένους
υπολογισμούς.

▶ Κεφάλαιο 2 στο κεφάλαιο αυτό παρουσιάζουμε τις αρχές και θεωρίες των γενετικών αλγορίθμων.

▶ Κεφάλαιο 3 στο κεφάλαιο αυτό παρουσιάζουμε τα Τεχνητά Ανοσοποιητικά Συστήματα.

▶ Κεφάλαιο 4 στο κεφάλαιο αυτό παρουσιάζουμε τον Αλγόριθμο AIRS.

▶ Κεφάλαιο 5 στο κεφάλαιο αυτό παρουσιάζουμε αλγόριθμο που προτείνουμε τον Genetic AIRS.

▶ Κεφάλαιο 6 στο κεφάλαιο αυτό παρουσιάζουμε τα πειραματικά αποτελέσματα

▶ Κεφάλαιο 7 στο κεφάλαιο αυτό βρίσκεται ο επίλογος.



Δημήτρης Μαθιουδάκης

Abstract

This thesis presents an hybrid classificationmethod based on one hand on theories and principles of Artificial
Immune Systems and on the other hand on Genetic Algorithm techniques. The inspiration came from AIRS
algorithm(Artificial Immune Resource System), one of the most accurate classification algorithms, and from
Genetic Algorithm methods, so we developed one hybrid algorithm Genetic AIRS. Next, we investigated
the behavior of the algorithm created, with respect to the AIRS algorithm and present the advantages and
disadvatages. The main difference of these two algorithms beside the fact of different implementation is the
fact that AIRS executes topically and Genetic AIRS spherically. The first part of this thesis is the theoritical
base of the algorithm and the second part is the application on various data sets.

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 6



Περιεχόμενα

Κατάλογος σχημάτων 10

Κατάλογος πινάκων 12

1 Μηχανική Μάθηση 14
1.1 Εισαγωγή . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 14
1.2 Μάθηση με Επίβλεψη . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 14

1.2.1 Ταξινόμηση . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15
1.2.2 Παλινδρόμηση . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

1.3 Μάθηση χωρίς Επίβλεψη . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
1.3.1 Κανόνες Συσχέτισης . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
1.3.2 Ομαδοποίηση . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18

1.4 Βιολογικά Εμπνευσμένοι Υπολογισμοί . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19
1.4.1 Τεχνητά Νευρωνικά Δίκτυα . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19
1.4.2 Εξελικτικοί Αλγόριθμοι . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20
1.4.3 Νοημοσύνη του Σμήνους . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21
1.4.4 Τεχνητά Ανοσοποιητικά Συστήματα . . . . . . . . . . . . . . . . . . . . . . . . . 22

2 Γενετικοί Αλγόριθμοι 23
2.1 Γενικά περί Γενετικών αλγορίθμων . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23

2.1.1 Διαδικασία Γενετικών Αλγορίθμων . . . . . . . . . . . . . . . . . . . . . . . . . 24
2.1.2 Δομή Γενετικών Αλγορίθμων . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25
2.1.3 Πλεονεκτήματα των Γενετικών Αλγορίθμων . . . . . . . . . . . . . . . . . . . . 29
2.1.4 Εφαρμογές των Γενετικών Αλγορίθμων . . . . . . . . . . . . . . . . . . . . . . . 30

2.2 Γενετικοί Αλγόριθμοι Ταξινόμησης . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30
2.2.1 Αλγόριθμος GA-WKNN . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
2.2.2 GA-Classifier . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32

3 Τεχνητά Ανοσοποιητικά Συστήματα 34
3.1 Εισαγωγή . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
3.2 Βασικά Στοιχεία των Τεχνητών Ανοσοποιητικών Συστημάτων . . . . . . . . . . . . . . . 37

3.2.1 Ο Αλγόριθμος επιλογής των κλώνων . . . . . . . . . . . . . . . . . . . . . . . . 39
3.2.2 Αλγόριθμος Αρνητικής Επιλογής . . . . . . . . . . . . . . . . . . . . . . . . . . 41
3.2.3 Θεωρία Ανοσοποιητικού Δικτύου . . . . . . . . . . . . . . . . . . . . . . . . . . 42

4 Αλγόριθμος AIRS 44
4.1 Εισαγωγή . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 44
4.2 Περιγραφή Αλγορίθμου . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45

5 Προτεινόμενος Αλγόριθμος 49
5.1 Εισαγωγή . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 49
5.2 Μαθηματική Διατύπωση . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 49
5.3 Αλγόριθμος Genetic AIRS . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 56
5.4 Ομοιότητες και Διαφορές Με AIRS . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 60

7



ΠΕΡΙΕΧΟΜΕΝΑ Δημήτρης Μαθιουδάκης

6 Πειραματικά Αποτελέσματα 63
6.1 Μεταβλητές του Genetic AIRS . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 63
6.2 Σύνολα Πειραματικών Δεδομένων . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64

6.2.1 Iris Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64
6.2.2 Prima Indians Diabetes Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 65
6.2.3 Sonar Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 66
6.2.4 Music Feature Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 67

6.3 Μεταβλητή Elite Count . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 68
6.4 Μεταβλητή Emax . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 72
6.5 Μεταβλητή K . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 76
6.6 Migration Fraction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 79
6.7 Μεταβλητή Migration Interval . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 82
6.8 Crossover Fraction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 85
6.9 Population Size . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 88
6.10 Τελικά Αποτελέσματα . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 91
6.11 Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 93
6.12 Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 106
6.13 Τελικά Αποτελέσματα . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 117
6.14 Συγκριτικά Αποτελέσματα . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 124

6.14.1 Iris Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 124
6.14.2 Prima Indians . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 125
6.14.3 Sonar . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 125
6.14.4 Music Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 125

7 Συμπεράσματα 127
7.1 Μελλοντικές Επεκτάσεις . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 128

Βιβλιογραφία 129

Αʹ Αλγόριθμος Matlab 133
Αʹ.1 GUI . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 133
Αʹ.2 Κοινές συναρτήσεις για κάθε σύνολο δεδομένων . . . . . . . . . . . . . . . . . . . . . . 133

Αʹ.2.1 Αρχικοποίηση Συνόλου . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 133
Αʹ.2.2 Αρχικός Πληθυσμός . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 134
Αʹ.2.3 Αντικειμενική Συνάρτηση . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 134
Αʹ.2.4 Βοηθητική Συνάρτηση . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 135

Αʹ.3 Iris Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 135
Αʹ.3.1 Γενετικός Αλγοριθμος . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 135
Αʹ.3.2 Cross-Validation και K-NN Algorithm . . . . . . . . . . . . . . . . . . . . . . . . 136
Αʹ.3.3 Επαναλήψεις με καλύτερες παραμέτρους . . . . . . . . . . . . . . . . . . . . . . 137

Αʹ.4 Prima Indians . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 138
Αʹ.4.1 Γενετικός Αλγοριθμος . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 138
Αʹ.4.2 Cross-Validation και K-NN Algorithm . . . . . . . . . . . . . . . . . . . . . . . . 139
Αʹ.4.3 Επαναλήψεις με καλύτερες παραμέτρους . . . . . . . . . . . . . . . . . . . . . . 140

Αʹ.5 Sonar Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 140
Αʹ.5.1 Γενετικός Αλγοριθμος . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 140
Αʹ.5.2 Cross-Validation και K-NN Algorithm . . . . . . . . . . . . . . . . . . . . . . . . 141
Αʹ.5.3 Επαναλήψεις με καλύτερες παραμέτρους . . . . . . . . . . . . . . . . . . . . . . 143

Αʹ.6 C1vsC2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 143
Αʹ.6.1 Γενετικός Αλγοριθμος . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 143
Αʹ.6.2 Cross-Validation και K-NN Algorithm . . . . . . . . . . . . . . . . . . . . . . . . 144
Αʹ.6.3 Επαναλήψεις με καλύτερες παραμέτρους . . . . . . . . . . . . . . . . . . . . . . 145

Αʹ.7 C1vsC2vsC3 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 146
Αʹ.7.1 Γενετικός Αλγοριθμος . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 146
Αʹ.7.2 Cross-Validation και K-NN Algorithm . . . . . . . . . . . . . . . . . . . . . . . . 147
Αʹ.7.3 Επαναλήψεις με καλύτερες παραμέτρους . . . . . . . . . . . . . . . . . . . . . . 148

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 8



ΠΕΡΙΕΧΟΜΕΝΑ Δημήτρης Μαθιουδάκης

Αʹ.8 C1vsC2vsC3vsC4 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 149
Αʹ.8.1 Γενετικός Αλγοριθμος . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 149
Αʹ.8.2 Cross-Validation και K-NN Algorithm . . . . . . . . . . . . . . . . . . . . . . . . 150
Αʹ.8.3 Επαναλήψεις με καλύτερες παραμέτρους . . . . . . . . . . . . . . . . . . . . . . 151

Αʹ.9 C1vsC2vsC3vsC4vsC5 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 151
Αʹ.9.1 Γενετικός Αλγοριθμος . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 151
Αʹ.9.2 Cross-Validation και K-NN Algorithm . . . . . . . . . . . . . . . . . . . . . . . . 152
Αʹ.9.3 Επαναλήψεις με καλύτερες παραμέτρους . . . . . . . . . . . . . . . . . . . . . . 154

Αʹ.10C1vsC2vsC3vsC4vsC5vsC6 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 155
Αʹ.10.1Γενετικός Αλγοριθμος . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 155
Αʹ.10.2Cross-Validation και K-NN Algorithm . . . . . . . . . . . . . . . . . . . . . . . . 156
Αʹ.10.3Επαναλήψεις με καλύτερες παραμέτρους . . . . . . . . . . . . . . . . . . . . . . 157

Αʹ.11C1vsC2vsC3vsC4vsC5vsC6vsC7 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 158
Αʹ.11.1 Γενετικός Αλγοριθμος . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 158
Αʹ.11.2 Cross-Validation και K-NN Algorithm . . . . . . . . . . . . . . . . . . . . . . . . 159
Αʹ.11.3 Επαναλήψεις με καλύτερες παραμέτρους . . . . . . . . . . . . . . . . . . . . . . 161

Αʹ.12C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 . . . . . . . . . . . . . . . . . . . . . . . . . . . . 161
Αʹ.12.1Γενετικός Αλγοριθμος . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 161
Αʹ.12.2Cross-Validation και K-NN Algorithm . . . . . . . . . . . . . . . . . . . . . . . . 162
Αʹ.12.3Επαναλήψεις με καλύτερες παραμέτρους . . . . . . . . . . . . . . . . . . . . . . 164

Αʹ.13C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 . . . . . . . . . . . . . . . . . . . . . . . . . 165
Αʹ.13.1Γενετικός Αλγοριθμος . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 165
Αʹ.13.2Cross-Validation και K-NN Algorithm . . . . . . . . . . . . . . . . . . . . . . . . 166
Αʹ.13.3Επαναλήψεις με καλύτερες παραμέτρους . . . . . . . . . . . . . . . . . . . . . . 168

Αʹ.14C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10 . . . . . . . . . . . . . . . . . . . . . . 168
Αʹ.14.1Γενετικός Αλγοριθμος . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 168
Αʹ.14.2Cross-Validation και K-NN Algorithm . . . . . . . . . . . . . . . . . . . . . . . . 169
Αʹ.14.3Επαναλήψεις με καλύτερες παραμέτρους . . . . . . . . . . . . . . . . . . . . . . 172

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 9



Κατάλογος σχημάτων

2.1 RouletteWheel . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26
2.2 Διασταύρωση . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
2.3 Μετάλλαξη . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28
2.4 Διάγραμμα Γενετικού Αλγόριθμου . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 29

3.1 Επίπεδα Ανοσοποιητικού Συστήματος . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
3.2 Δομή Ανοσοποιητικού Συστήματος . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
3.3 Πρόσδεση Β-λεμφοκυττάρων σε αντιγόνο . . . . . . . . . . . . . . . . . . . . . . . . . . 36
3.4 Η αρχή της επιλογής των κλώνων . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40

4.1 Διάγραμμα διαδικασίας του αλγορίθμου AIRS . . . . . . . . . . . . . . . . . . . . . . . . 46
4.2 Διάγραμμα διαδικασίας κατανομής των πόρων του συστήματος . . . . . . . . . . . . . . 48

5.1 Παράδειγμα . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 54
5.2 Παράδειγμα με ακτίνα . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55

6.1 Prima Indians Variable Elite Count . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 69
6.2 Iris Data Variable Elite Count . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 70
6.3 Sonar Data Variable Elite Count . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 70
6.4 Music Features Variable Elite Count . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 71
6.5 PrimaIndians Variable Emax . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 73
6.6 IrisData Variable Emax . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 73
6.7 Sonar Data Variable Emax . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 74
6.8 Music Features Variable Emax . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 75
6.9 PrimaIndians Variable K . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 76
6.10 IrisData Variable K . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 77
6.11 Sonar Data Variable K . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 77
6.12 Music Features Variable K . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 78
6.13 PrimaIndians Variable Migration Function . . . . . . . . . . . . . . . . . . . . . . . . . . 79
6.14 IrisData Variable Migration Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 80
6.15 Sonar Data Variable Migration Function . . . . . . . . . . . . . . . . . . . . . . . . . . . 80
6.16 Music Features Variable Migration Function . . . . . . . . . . . . . . . . . . . . . . . . . 81
6.17 PrimaIndians Variable Migration Interval . . . . . . . . . . . . . . . . . . . . . . . . . . 82
6.18 IrisData Variable Migration Interval . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 83
6.19 Sonar Data Variable Migration Interval . . . . . . . . . . . . . . . . . . . . . . . . . . . . 83
6.20 Music Features Variable Migration Interval . . . . . . . . . . . . . . . . . . . . . . . . . 84
6.21 Prima Indians Variable Crossover Fraction . . . . . . . . . . . . . . . . . . . . . . . . . . 85
6.22 IrisData Variable Crossover Fraction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 86
6.23 Sonar Data Variable Crossover Fraction . . . . . . . . . . . . . . . . . . . . . . . . . . . 86
6.24 Music Features Variable Crossover Fraction . . . . . . . . . . . . . . . . . . . . . . . . . 87
6.25 Prima Indians Variable Population Size . . . . . . . . . . . . . . . . . . . . . . . . . . . 88
6.26 Iris Data Variable Population Size . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 89
6.27 Sonar Data Variable Population Size . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 89
6.28 Music Features Variable Population Size . . . . . . . . . . . . . . . . . . . . . . . . . . . 90
6.29 Prima Indians Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 94

10



ΚΑΤΑΛΟΓΟΣ ΣΧΗΜΑΤΩΝ Δημήτρης Μαθιουδάκης

6.30 Iris Data Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 95
6.31 Sonar Data Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 96
6.32 C1vsC2 Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 97
6.33 C1vsC2vsC3 Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 98
6.34 C1vsC2vsC3vsC4 Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . 99
6.35 C1vsC2vsC3vsC4vsC5 Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . 100
6.36 C1vsC2vsC3vsC4vsC5vsC6 Selection Function . . . . . . . . . . . . . . . . . . . . . . . 101
6.37 C1vsC2vsC3vsC4vsC5vsC6vsC7 Selection Function . . . . . . . . . . . . . . . . . . . . 102
6.38 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 Selection Function . . . . . . . . . . . . . . . . . 103
6.39 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 Selection Function . . . . . . . . . . . . . . . 104
6.40 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10 Selection Function . . . . . . . . . . . 105
6.41 Prima Indians Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 107
6.42 Iris Data Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 108
6.43 Sonar Data Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 109
6.44 C1vsC2 Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 110
6.45 C1vsC2vsC3 Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 111
6.46 C1vsC2vsC3vsC4 Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . 112
6.47 C1vsC2vsC3vsC4vsC5 Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . 113
6.48 C1vsC2vsC3vsC4vsC5vsC6 Crossover Function . . . . . . . . . . . . . . . . . . . . . . 114
6.49 C1vsC2vsC3vsC4vsC5vsC6vsC7 Crossover Function . . . . . . . . . . . . . . . . . . . . 115
6.50 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 Crossover Function . . . . . . . . . . . . . . . . . 116
6.51 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 Crossover Function . . . . . . . . . . . . . . 117

Αʹ.1 GUI Αλγορίθμου . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 133

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 11



Κατάλογος πινάκων

1.1 Πίνακας Σύγχυσης . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15

6.1 Μεταβλητές . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 63
6.2 Αρχικές Μεταβλητές Iris Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 65
6.3 Αρχικές Μεταβλητές Prima Indians . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 66
6.4 Αρχικές Μεταβλητές Sonar Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 67
6.5 Κατηγορίες . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 67
6.6 Κλάσεις . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 68
6.7 Αρχικές Μεταβλητές Music Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 68
6.8 Elite Count Music Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 69
6.9 Emax Music Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 72
6.10 K Music Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 76
6.11 Migration Fraction Music Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 79
6.12 Migration Interval Music Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 82
6.13 Crossover Fraction Music Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 85
6.14 Population Size Music Data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 88
6.15 Prima Indians Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 94
6.16 Iris Data Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 95
6.17 Sonar Data Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 96
6.18 C1vsC2 Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 97
6.19 C1vsC2vsC3 Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 98
6.20 C1vsC2vsC3vsC4 Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . 99
6.21 C1vsC2vsC3vsC4vsC5 Selection Function . . . . . . . . . . . . . . . . . . . . . . . . . . 100
6.22 C1vsC2vsC3vsC4vsC5vsC6 Selection Function . . . . . . . . . . . . . . . . . . . . . . . 101
6.23 C1vsC2vsC3vsC4vsC5vsC6vsC7 Selection Function . . . . . . . . . . . . . . . . . . . . 102
6.24 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 Selection Function . . . . . . . . . . . . . . . . . 103
6.25 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 Selection Function . . . . . . . . . . . . . . . 104
6.26 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10 Selection Function . . . . . . . . . . . 105
6.27 Prima Indians Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 107
6.28 Iris Data Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 108
6.29 Sonar Data Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 109
6.30 C1vsC2 Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 110
6.31 C1vsC2vsC3 Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 111
6.32 C1vsC2vsC3vsC4 Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . . . . 112
6.33 C1vsC2vsC3vsC4vsC5 Crossover Function . . . . . . . . . . . . . . . . . . . . . . . . . 113
6.34 C1vsC2vsC3vsC4vsC5vsC6 Crossover Function . . . . . . . . . . . . . . . . . . . . . . 114
6.35 C1vsC2vsC3vsC4vsC5vsC6vsC7 Crossover Function . . . . . . . . . . . . . . . . . . . . 115
6.36 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 Crossover Function . . . . . . . . . . . . . . . . . 116
6.37 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 Crossover Function . . . . . . . . . . . . . . 117
6.38 Iris Data Τελικά Αποτελέσματα . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 118
6.39 Prima Indians Data Τελικά Αποτελέσματα . . . . . . . . . . . . . . . . . . . . . . . . . . 118
6.40 Sonar Data Τελικά Αποτελέσματα . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 119
6.41 C1vsC2 Τελικά Αποτελέσματα . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 119
6.42 C1vsC2vsC3 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 120

12



ΚΑΤΑΛΟΓΟΣ ΠΙΝΑΚΩΝ Δημήτρης Μαθιουδάκης

6.43 C1vsC2vsC3vsC4 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 120
6.44 C1vsC2vsC3vsC4vsC5 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 121
6.45 C1vsC2vsC3vsC4vsC5vsC6 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 121
6.46 C1vsC2vsC3vsC4vsC5vsC6vsC7 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 122
6.47 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 . . . . . . . . . . . . . . . . . . . . . . . . . . . . 122
6.48 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 . . . . . . . . . . . . . . . . . . . . . . . . . 123
6.49 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10 . . . . . . . . . . . . . . . . . . . . . . 123
6.50 Συγκριτικά Αποτελέσματα . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 126

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 13



Κεφάλαιο 1

Μηχανική Μάθηση

1.1 Εισαγωγή
Η μηχανική μάθηση αποτελεί ένα ξεχωριστό πεδίο έρευνας και κατατάσσεται στο πεδίο της Τεχνητής

Νοημοσύνης. Έχει σκοπό την ανάπτυξη μεθόδων έτσι ώστε να οδηγήσουν τα υπολογιστικά συστήματα
στην απόκτηση γνώσης. Με άλλα λόγια, κύριος στόχος της μηχανικής μάθησης είναι η δημιουργία μη-
χανών ικανών να μάθουν και να αξιοποιήσουν την προηγούμενη γνώση τους σε νέα προβλήματα. Έχουν
αναπτυχθεί διάφοροι αλγόριθμοι μηχανικής μάθησης που χρησιμοποιούν συγκεκριμένες τεχνικές μάθησης,
οι οποίοι έχουν εμφανίσει μεγάλη εμπορική επιτυχία. Για προβλήματα όπως η αναγνώριση φωνής (Speech
Recognition) και η εξόρυξη γνώσης (Data Mining) από μεγάλες βάσεις δεδομένων, η χρήση αλγορίθμων
μηχανικής μάθησης είναι πλέον ευρέως διαδεδομένη και αποτελεσματική. Μερικά προγράμματα που έχουν
υλοποιηθεί είναι αυτό της αναγνώρισης λέξεων στο [28, 27] και [38], η πρόβλεψη του βαθμού ανάρρωσης
ενός ασθενή που πάσχει από πνευμονία, η αναγνώριση της παράνομης χρήσης πιστωτικής κάρτας [21],
καθώς και προγράμματα ικανά να μαθαίνουν να παίζουν τάβλι σε επίπεδο παγκόσμιων πρωταθλητών [36].
Ένας ορισμός που έχει δοθεί για την μηχανική μάθηση από τον Mitchell [30] είναι ο εξής:

Ορισμός 1 Ένα πρόγραμμα υπολογιστή θεωρείται ότι μαθαίνει από εμπειρία Ε , σε σχέση με κάποια κατη-
γορία εργασιών Τ και μετρική αποτίμησης P , εάν η απόδοση στις εργασίες του T, όπως μετριέται από το P,
βελτιώνεται με την εμπειρία E

Οι αλγόριθμοι μηχανικής μάθησης μπορούν να χωριστούν σε δύο κατηγορίες, ανάλογα με την διαδικα-
σία μάθησης που χρησιμοποιούν και το είδος της εξόδου που παράγουν. Οι δύο βασικές κατηγορίες είναι η
Μάθηση με Επίβλεψη (Supervised Learning) και η Μάθηση χωρίς Επίβλεψη (Unsupervised Learning).

1.2 Μάθηση με Επίβλεψη
Μάθηση με επίβλεψη είναι η διαδικασία μηχανικής μάθησης κατά την οποία το σύστημα μαθαίνει επα-

γωγικά μία συνάρτηση που αποτελεί έκφραση του μοντέλου των δεδομένων εκπαίδευσης. Ένα σύστημα
μάθησης με επίβλεψη, εκπαιδεύεται αρχικά σε ένα σύνολο παραδειγμάτων εκπαίδευσης. Κάθε παράδειγμα
του συνόλου αυτού χαρακτηρίζεται από μια κατηγορία στην οποία ανήκει. Η διαδικασία κατά την οποία
εφαρμόζεται μια μέθοδος μάθησης με επίβλεψη σε ένα πρόβλημα είναι η ακόλουθη:

▶ Καθορισμός του τύπου του συνόλου εκπαίδευσης. Ο χρήστης θα πρέπει να καθορίσει το είδος των
δεδομένων που θα χρησιμοποιήσει για τον καθορισμό του συνόλου εκπαίδευσης.

▶ Συλλογή του συνόλου εκπαίδευσης. Το σύνολο εκπαίδευσης θα πρέπει να είναι αντιπροσωπευτικό του
προβλήματος που καλείται να λύσει.

▶ Καθορισμός των χαρακτηριστικών που εισάγονται στον αλγόριθμο. Συνήθως τα χαρακτηριστικά αυτά
αναπαριστώνται από ένα πίνακα χαρακτηριστικών.

▶ Καθορισμός της δομής του αλγόριθμου μάθησης. Ο χρήστης θα πρέπει να καθορίσει ποιον αλγόριθμο
μάθησης θα χρησιμοποιήσει για την παραγωγή των αποτελεσμάτων.
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▶ Πειραματικός σχεδιασμός. Στο στάδιο αυτό καθορίζεται ο τρόπος με τον οποίο θα πραγματοποιηθούν
τα πειράματα. Υπάρχουν διάφοροι μέθοδοι όπως (Validation Set) ή (Cross-Validation)

▶ Υπολογισμός της ακρίβειας του αλγόριθμου μάθησης.

Στη μάθηση με επίβλεψη διακρίνονται τα εξής είδη προβλημάτων:

▶ Πρόβλημα Ταξινόμησης: αφορά τη δημιουργία μοντέλων πρόβλεψης διακριτών τάξεων

▶ Πρόβλημα Παλινδρόμησης: αφορά τη δημιουργία μοντέλων πρόβλεψης αριθμητικών τιμών

1.2.1 Ταξινόμηση

Το πρόβλημα της ταξινόμησης είναι ένα πρόβλημα εντοπισμού της κατηγορίας στην οποία ανήκει μία
καινούργια παρατήρηση. Με άλλα λόγια, ταξινόμηση είναι το πρόβλημα της ανάθεσης ενός αντικειμένου
σε μία ή περισσότερες προκαθορισμένες κατηγορίες (κλάσεις). Ορισμένα παραδείγματα ταξινόμησης είναι
ο εντοπισμός spam emails, η πρόβλεψη καρκινικών κυττάρων χαρακτηρίζοντας τα ως καλοήθη ή κακοήθη
και πολλά άλλα.

Πιο συγκεκριμένα η ταξινόμηση είναι μία διεργασία η οποία αποδίδει τον χαρακτηρισμό αληθές ή ψευ-
δές, ανάλογα αν το υπό εξέταση αντικείμενο ανήκει ή όχι σε μία συγκεκριμένη κλάση. Η διεργασία αυτή
δέχεται ως είσοδο μία συλλογή από εγγραφές που αποτελούνται από ένα σύνολο γνωρισμάτων(features).
Ένα από τα γνωρίσματα είναι η κλάση στην οποία ανήκει η κάθε εγγραφή. Στόχος είναι η υλοποίηση ενός
μοντέλου για την ταξινόμηση μιας νέας εγγραφής στην κλάση που ανήκει. Η υλοποίηση του μοντέλου αυ-
τού είναι μια διαδικασία εκμάθησης μιας συνάρτησης στόχου f που απεικονίζει κάθε σύνολο γνωρισμάτων
x σε μια από τις προκαθορισμένες κλάσεις y. Το σύνολο δεδομένων εισόδου της συνάρτησης, χωρίζεται σε
ένα σύνολο εκπαίδευσης (Training Set) και ένα σύνολο ελέγχου (Test Set). Το σύνολο εκπαίδευσης χρη-
σιμοποιείται στην διαδικασία υλοποίησης του μοντέλου ταξινόμησης, ενώ το σύνολο ελέγχου για να το
επικυρώσει. Μια πιο αυστηρή διατύπωση της διαδικασίας της ταξινόμησης είναι η ακόλουθη:

Έστω ένα σύνολο εκπαίδευσης Xtrain = {(d1, y1), · · · , (dn, yn)} με di = {x1, · · · , xk} είναι τα χα-
ρακτηριστικά του i-στου διανύσματος διάσταση k. Το yi ∈ L με L = {L1, · · ·Ln} είναι οι κλάσεις στις
οποίες ανήκουν τα διανύσματα των χαρακτηριστικών. Στόχος της διαδικασίας της ταξινόμησης είναι η εύ-
ρεση μιας συνάρτησης μέσω της διαδικασίας της μάθησης από το x στο y. Η συνάρτηση αυτή περιγράφεται
D : Rn −→ L και ονομάζεται ταξινομητής. Ο ταξινομητής αυτός ελέγχεται για την ακρίβεια του στο σύ-
νολο ελέγχου Xtest = {d1, · · · , dn} με Xtraining ∩Xtest = ⊘

Μέτρα Αξιολόγησης

▶ Πίνακας σύγχυσης- Confusion Matrix
Ο πίνακας σύγχυσης είναι ένας πίνακας που παρουσιάζει συνοπτικά την απόδοση ενός αλγορίθμου
ταξινόμησης. Κάθε στήλη του πίνακα παρουσιάζει τις προβλέψεις κάθε κλάσης ενώ κάθε γραμμή
παρουσιάζει το σύνολο των δεδομένων της κάθε κλάσης. Η κύρια διαγώνιος του πίνακα περιέχει τα
στοιχεία που αντιστοιχούν στις σωστές προβλέψεις ενώ στις άλλες θέσεις περιέχει τις λάθος προ-
βλέψεις. Για παράδειγμα στον πίνακα (1.1) a είναι οι παρατηρήσεις που ταξινομήθηκαν στην κλάση
A και είναι από την κλάση A, ενώ b είναι οι παρατηρήσεις που ταξινομήθηκαν στην κλάση B αλλά
ανήκουν στην κλάση B.

Πίνακας 1.1: Πίνακας Σύγχυσης

Προβλέψεις

Κλάση Α Κλάση Β
Πραγματικές Τιμές Κλάση Α a b

Κλάση Β c d

▶ Ακρίβεια
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Ως ακρίβεια ορίζουμε την αναλογία των σωστών προβλέψεων ως προς τις συνολικές προβλέψεις.

Accuracy =
Ncorrect

Nall

Το Ncorrect είναι το πλήθος των σωστών προβλέψεων και Nall το πλήθος των συνολικών προβλέ-
ψεων.

▶ Ορθότητα
Ορθότητα ορίζεται η αναλογία σωστών προβλέψεων ανά κλάση.

precisionc =
N c

correct

N c
all

Αξιολόγηση Ταξινομητή

Η αξιολόγηση του ταξινομητή συνήθως βασίζεται στο μέτρο της ακρίβειας. Υπάρχουν τουλάχιστον
τρεις τεχνικές υπολογισμού της ακρίβειας ενός ταξινομητή.

Έστω ένα σύνολο δεδομένων Z μεγέθουςN×n, που περιέχειN αντικείμενα με χαρακτηριστικά n δια-
στάσεων. Από αυτό το σύνολο θα δημιουργήσουμε ένα σύνολο εκπαίδευσης (Training Set) και ένα σύνολο
ελέγχου (Test Set). Αν θεωρήσουμε το σύνολο ελέγχου ως ένα υποσύνολο του συνόλου εκπαίδευσης, τότε
υπάρχει κίνδυνος η ακρίβεια του ταξινομητή μας να είναι ελλιπής, ως προς δεδομένα που δεν ανήκουν στο
σύνολο που θέλουμε να εξετάσουμε. Υποθέτοντας ένα σύστημα βασισμένο σε μηχανική μάθηση και ένα
σύνολο δεδομένων εκπαίδευσης, το σύστημα καλείται να προσαρμόσει το μοντέλο του όσον το δυνατόν
καλύτερα στα δεδομένα εκπαίδευσης. Μια ιδανική διαδικασία αποτίμησης θα περιλάμβανε ένα δεύτερο
σύνολο δεδομένων, το οποίο θα είναι ανεξάρτητο από τα δεδομένα εκπαίδευσης, αλλά ακολουθεί την ίδια
κατανομή με τα δεδομένα εκπαίδευσης. Οι τεχνικές που είναι ευρέως διαδεδομένες είναι οι ακόλουθες:

▶ Cross-Validation: Η διαδικασία Cross-Validation αποτελεί έναν τρόπο αποτίμησης που προβλέπει
την επίδοση ενός συστήματος σε ένα σύνολο δεδομένων, στην περίπτωση που δεν είναι διαθέσιμα
νέα δεδομένα. Η μέθοδος Cross-Validation θεωρείται ότι δίνει καλύτερη εκτίμηση της επίδοσης ενός
συστήματος σε σχέση με άλλες τεχνικές. Αυτό την καθιστά έναν δημοφιλή τρόπο αποτίμησης συ-
στημάτων μηχανικής μάθησης. Έστω ένα σύνολο δεδομένων Z με N στοιχεία, στη μέθοδο αυτή
επιλέγουμε ένα ακέραιο K ( συνήθως ένα διαιρέτη του N ) και τυχαία δημιουργούμε K υποσύνολα
του συνόλου Z πλήθους N

K έστω S = {S1, · · · , SK} με Z = {S1 ∪ S2 · · · ∪ SK}. Στη συνέχεια,
χρησιμοποιούμε κάποιο υποσύνολο Si ως σύνολο ελέγχου και το εξετάζουμε στο σύνολο εκπαίδευ-
σης δηλαδή στην ένωση των υπολοίπων K − 1 υποσυνόλων. Αυτή η διαδικασία επαναλαμβάνεται
K φορές, επιλέγοντας κάθε φορά ένα διαφορετικό Si υποσύνολο για σύνολο ελέγχου (Test Set). Η
ακρίβεια υπολογίζεται ως ο μέσος όρος της ακρίβειας τωνK επαναλήψεων.

▶ Hold out:Η τεχνική Hold out είναι ο χωρισμός του συνόλου δεδομένων στα δύο τρίτα για εκπαίδευση
και το υπόλοιπο ένα τρίτο για σύνολο ελέγχου.

▶ Bootstrap: Η τεχνική αυτή χωρίζει το σύνολο δεδομένων σε τυχαία υποσύνολα μεγέθουςN με αντι-
κατάσταση και έπειτα υπολογίζει την ακρίβεια του αλγορίθμου ως τον μέσο όρο που παρουσιάζουν
αυτά τα N υποσύνολα.

Η αξιολόγηση ενός ταξινομητή είναι γενικά μία σύνθετη διαδικασία για το λόγο ότι η αξιολόγηση εξαρ-
τάται σε μεγάλο βαθμό από το σύνολο των δεδομένων μας. Ένας ταξινομητής σε διαφορετικό σύνολο δε-
δομένων ή με διαφορετικό αλγόριθμο μάθησης παρουσιάζει διαφορετική ακρίβεια. Ο Dietterich [11] δια-
πίστωσε τέσσερα σημαντικά σημεία στα οποία οφείλεται η παραπάνω διαφοροποίηση.

1. Η επιλογή του συνόλου ελέγχου
Διαφορετικά σύνολα ελέγχου παρουσιάζουν διαφορετική ταξινομητική ακρίβεια.

2. Η επιλογή του συνόλου εκπαίδευσης
Η επιλογή του συνόλου εκπαίδευσης είναι πολύ ουσιαστική για την διεξαγωγή των πειραμάτων διότι
μικρές αλλαγές μπορεί να αποφέρουν μεγάλες διαφοροποιήσεις στην ακρίβεια του αλγορίθμου.
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3. Η τυχαιότητα του αλγορίθμου
Η τυχαιότητα που παρουσιάζουν τελεστές των αλγορίθμων. Οι τελεστές αυτοί σε ορισμένους αλγο-
ρίθμους έχουν σχέση με τις παραμέτρους του αλγορίθμου ή με τυχαίες διαδικασίες στην εκπαίδευση
του ταξινομητή.

4. Το τυχαίο σφάλμα ταξινόμησης
Η πιθανότητα να υπάρχουν δεδομένα στο σύνολο ελέγχου τα οποία είναι λάθος ταξινομημένα.

1.2.2 Παλινδρόμηση

Η διαδικασία της παλινδρόμησης είναι μία διαδικασία προσδιορισμού της σχέσης μίας μεταβλητής y
(εξαρτημένη μεταβλητή ή έξοδος) με μία ή περισσότερες άλλες μεταβλητές x1, x2, · · · , xn (ανεξάρτητες
μεταβλητές ή είσοδοι). Σκοπός αυτής της διαδικασίας είναι η πρόβλεψη της τιμής της εξόδου όταν είναι
γνωστές οι είσοδοι. Η Ανάλυση Παλινδρόμησης μας βοηθά να κατανοήσουμε τη μεταβολή της εξαρτώ-
μενης μεταβλητής y όταν μεταβάλλεται μία από τις ανεξάρτητες μεταβλητές x, ενώ οι άλλες ανεξάρτητες
μεταβλητές μένουν σταθερές. Συνήθως, επιδιώκεται να εξακριβωθεί η αιτιώδης επίδραση μιας μεταβλητής
επάνω σε άλλη.

Μέθοδος Παλινδρόμησης
Αν Y είναι η εξαρτημένη μεταβλητή εξόδου και υπάρχουν k ανεξάρτητες μεταβλητές εισόδου, το μοντέλο

που αποδίδει τη σχέση τους έχει την εξής μορφή

Y = g(x1, x2, · · · , xk) + ϵ

με (x1, x2, · · · , xk) οι τιμές των ανεξάρτητων μεταβλητών.
Y η εξαρτημένη μεταβλητή που έχει μέση τιμή E(Y ) = g(x1, x2, · · · , xk)
ϵ είναι μία τυχαία μεταβλητή που καθορίζει το σφάλμα της πρόβλεψης της Y. Δηλαδή τη μεταβλητότητα
της Y γύρω από τη μέση τιμή της λόγω της ύπαρξης μη ελεγχόμενων τυχαίων παραγόντων.
Στόχος της παλινδρόμησης είναι η ελαχιστοποίηση του τυχαίου σφάλματος πρόβλεψης. Δηλαδή η ελαχι-
στοποίηση της συνάρτησης

D = Y − g(x1, x2, · · · , xk)

Η ελαχιστοποίηση αυτή επιτυγχάνεται με τη μέθοδο της ελαχιστοποίησης του μέσου τετραγωνικού σφάλ-
ματος. Επειδή στην πράξη η διαδικασία αυτή είναι δύσκολη χρησιμοποιούμε συγκεκριμένες μορφές για τη
συνάρτηση g όπως

g(x1, x2, · · · , xk) = β0 + β1x1 + · · ·+ βkxk

και προσδιορίζουμε τους άγνωστους παράγοντες β0, β1, · · · , βk έτσι ώστε να ελαχιστοποιούν την συνάρ-
τηση.

Γραμμική Παλινδρόμηση
Η πιο απλή περίπτωση παλινδρόμησης είναι η γραμμική παλινδρόμηση. Η γραμμική παλινδρόμηση είναι

η περίπτωση που η εξαρτημένη μεταβλητή Y είναι γραμμικός συνδυασμός των εξαρτημένων μεταβλητών
X1, X2, · · · , Xk δηλαδή

Y = a+ b(X) + ϵ

Λογιστική Παλινδρόμηση
Μία άλλη κατηγορία παλινδρόμησης για τη λύση προβλημάτων δυαδικής εξαρτημένης μεταβλητής είναι

η λογιστική παλινδρόμηση. Σε αντίθεση με τη γραμμική παλινδρόμηση που προσαρμόζει μία ευθεία γραμμή
στα δεδομένα, η λογιστική παλινδρόμηση προσαρμόζει μία συνάρτηση S στα δεδομένα. Έστω Y = {0, 1}
με Y = 0 αντιστοιχεί σε μία κατάσταση της μεταβλητής (αληθής) ενώ Y = 1 σε μια άλλη κατάσταση
(ψευδής). Έστω ότι p η πιθανότητα να συμβεί Y = 1 δηλαδή p = P (Y = 1). Τότε το μοντέλο της
λογιστικής παλινδρόμησης επιχειρεί να λύσει την ακόλουθη εξίσωση:

g(x) = ln(
p

1− p
) = β0 + β1x+ ϵ
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με
p

1− p
= e(β0+β1x+ϵ)

Ο λόγος p
1−p λέγεται λόγος των πιθανοτήτων της μεταβλητής Υ, ενώ η κατανομή του νεπέριου λογα-

ρίθμου αυτής της ποσότητας κυμαίνεται στο διάστημα [0, 1].

1.3 Μάθηση χωρίς Επίβλεψη
Στη μάθηση χωρίς επίβλεψη το σύστημα έχει στόχο να ανακαλύψει συσχετίσεις και ομάδες από τα δεδο-

μένα, βασιζόμενο μόνο στις ιδιότητές τους. Σαν αποτέλεσμα προκύπτουν πρότυπα (περιγραφές), κάθε ένα
από τα οποία περιγράφουν ένα μέρος από τα δεδομένα. Στη μάθηση χωρίς επίβλεψη, δεν υπάρχει προκαθο-
ρισμένο σύνολο τιμών. Τα παραδείγματα εκπαίδευσης χωρίζονται σε, άγνωστες εκ των προτέρων, ομάδες
με βάση τα χαρακτηριστικά τους. Διακρίνονται τα εξής είδη προβλημάτων:

1. Οι κανόνες συσχέτισης (association rules)

2. Ομάδες (clusters), οι οποίες προκύπτουν από τη διαδικασία της ομαδοποίησης (clustering)

1.3.1 Κανόνες Συσχέτισης

Η ανακάλυψη των κανόνων συσχέτισης εμφανίστηκε αρκετά αργότερα από τη μηχανική μάθηση και
έχει περισσότερες επιρροές από την ερευνητική περιοχή των βάσεων δεδομένων. Προτάθηκε στις αρχές
της δεκαετίας του ’90 από τον Bayardo et al. [2] ως τεχνική ανάλυσης καλαθιού αγορών (market basket
analysis), που το ζητούμενο είναι η δημιουργία συσχετίσεων ανάμεσα στα αντικείμενα μιας βάσης δεδο-
μένων. Στο συγκεκριμένο πρόβλημα υπάρχει ένας μεγάλος αριθμός αντικειμένων (items), για παράδειγμα
ψωμί, γάλα κλπ. Οι πελάτες γεμίζουν τα καλάθια τους με κάποιο υποσύνολο αυτών των αντικειμένων και
το ζητούμενο είναι να βρεθεί ποια από αυτά τα αντικείμενα αγοράζονται μαζί, χωρίς να ενδιαφέρει ποιος
είναι ο αγοραστής. Οι κανόνες συσχέτισης είναι προτάσεις της μορφής {X1, · · · , Xn} −→ Y που σημαίνει
ότι αν βρεθούν όλα τα X1, · · · , Xn στο καλάθι τότε είναι πολύ πιθανό να βρεθεί και το Y.

1.3.2 Ομαδοποίηση

Ομαδοποίηση είναι η διαδικασία του διαχωρισμού ενός συνόλου δεδομένων σε ομάδες ώστε σημεία που
ανήκουν στην ίδια ομάδα να μοιάζουν όσο το δυνατόν περισσότερο και σημεία που ανήκουν σε διαφορετικές
ομάδες να διαφέρουν όσο το δυνατόν περισσότερο.

Η ομαδοποίηση είναι μία συλλογή μεθόδων για την εξαγωγή συσχετίσεων σε ένα σύνολο δεδομένων.
Συχνά η ομαδοποίηση χρησιμοποιείται για την ανακάλυψη φυσικών ομαδοποιήσεων σε ένα σύνολο δεδο-
μένων. Ένα ιδανικό δείγμα για ομαδοποίηση θα πρέπει να τηρεί τις κατάλληλες προδιαγραφές έτσι ώστε να
δημιουργηθούν οι ιδανικές ομάδες.Μία ιδανική ομάδα θα πρέπει να αποτελείται από ένα σύνολο παρόμοιων
προτύπων. Η απόσταση μεταξύ των προτύπων που ανήκουν σε μία ομάδα θα πρέπει να είναι μικρότερη από
την απόσταση μεταξύ των προτύπων που ανήκουν σε διαφορετικές ομάδες. Οι ομάδες αποτελούν συνδεμέ-
νες περιοχές στο χώρο προτύπων με σχετικά μεγάλη πυκνότητα προτύπων και διαχωρίζονται από τις άλλες
ομάδες με περιοχές με χαμηλή πυκνότητα προτύπων.

Αλγόριθμοι ομαδοποίησης χρησιμοποιούνται σε πολλές εφαρμογές όπως εξόρυξη δεδομένων Judd et al.
[24], μηχανική μάθηση Carpineto and Romano [5], συμπίεση Mohamed and Fahmy [31], διανυσματική και
χρωματική ανάλυση εικόνας Kaukoranta et al. [25]. Κύριο χαρακτηριστικό μιας ομάδας είναι το κέντρο της
(Centroid).

Το πρόβλημα της ομαδοποίησης περιγράφεται αυστηρά ως εξής Veenman et al. [37]:
Έστω ένα σύνολο δεδομένωνZ = {z1, z2, · · · , zp, · · · , zNp} όπου zp είναι ένα πρότυπο στονNd-διάστατο
χώρο χαρακτηριστικών, καιNp είναι ο αριθμός των προτύπων του Z. Η ομαδοποίηση του Z είναι ο διαχω-
ρισμός του Z σεK ομάδες (clusters) {C1, C2, · · · , CK} που ικανοποιούν τις ακόλουθες συνθήκες:

▶ Κάθε πρότυπο θα πρέπει να ανήκει σε μία ομάδα

∪Kk=1Ck = Z

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 18



Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

▶ Κάθε ομάδα θα πρέπει να έχει τουλάχιστον ένα πρότυπο

Ck ̸= ⊘, k = 1, · · · ,K

▶ Κάθε πρότυπο ανήκει σε μία και μόνο μία ομάδα

Ck ∩ Ckk = ⊘, k ̸= kk

1.4 Βιολογικά Εμπνευσμένοι Υπολογισμοί
Οι βιολογικά εμπνευσμένοι υπολογισμοί (Bio-inspired Computing) είναι ένας τρόπος ανάπτυξης υπο-

λογιστικών συστημάτων και αλγορίθμων εμπνευσμένοι από τον βιολογικό κόσμο. Οι περισσότερες προ-
σεγγίσεις βασίζονται σε βασικές και απλοποιημένες τεχνικές και διαδικασίες της βιολογίας.

Το 1978 οι Paulien Hogeweg και Ben Hesper μελετώντας τις διαδικασίες πληροφορικής σε βιοτικά
συστήματα εισήγαγαν τους όρους Βιοπληροφορική και Υπολογιστική Βιολογία. Ο ορισμός της βιοπληρο-
φορικής όπως παρουσιάζεται στο [19] είναι ο εξής.

Ορισμός 2 Βιοπληροφορική είναι ο επιστημονικός χώρος όπου η σύμπραξη της Βιολογίας με την Πληροφο-
ρική, την Στατιστική και τα Μαθηματικά εξερευνά νέους τρόπους για την προσέγγιση των βιολογικών προβλη-
μάτων, καθώς και την αντίληψη βασικών αρχών της Βιολογίας. Πρόκειται για γνωστικό χώρο με συγκεκρι-
μένο όσο και ευρύ πεδίο εφαρμογών και αλληλεπίδρασης με τη σύγχρονη δομική, μοριακή, πληθυσμιακή και
περιβαλλοντική βιολογία.

Παρόλο που ο τομέας αυτός βασίζεται κυρίως στην έρευνα των βιολογικών φαινομένων και την εν-
σωμάτωση τους σε υπολογιστικά συστήματα, συγχρόνως δημιουργεί βάσεις ανάπτυξης νέων υπολογιστι-
κών εργαλείων για την λύση δύσκολων προβλημάτων. Είναι γεγονός ότι πολλές βιολογικά εμπνευσμέ-
νες τεχνικές παρουσιάζουν λύσεις σε προβλήματα που δεν μπορούν να λυθούν με τις κλασικές μεθόδους
όπως με τον γραμμικό , μη γραμμικό και δυναμικό προγραμματισμό. Οι πιο γνωστές προσεγγίσεις που
έχουν αναπτυχθεί από τους βιολογικά εμπνευσμένους υπολογισμούς είναι τα Τεχνητά Νευρωνικά Δίκτυα
(Artificial Neural Networks), οι Εξελικτικοί Αλγόριθμοι (Evolutionary Algorithms), η Νοημοσύνη του Σμή-
νους (Swarm Intelligence) και τα Τεχνητά Ανοσοποιητικά Συστήματα.

1.4.1 Τεχνητά Νευρωνικά Δίκτυα

Τα Τεχνητά Νευρωνικά Δίκτυα αναπτύχθηκαν από McCulloch and Pitts [29] οι οποίοι διατύπωσαν το
πρώτο μαθηματικό μοντέλο για ένα νευρώνα και έτσι δημιουργήθηκε ο κλάδος των Τεχνητών Νευρωνικών
Δικτύων [3, 13, 26] . Τα Τεχνητά Νευρωνικά Δίκτυα μπορούν να χαρακτηριστούν ως συστήματα επεξερ-
γασίας πληροφοριών εμπνευσμένα από το νευρικό σύστημα του ανθρώπινου εγκεφάλου. Κατά κύριο λόγο,
δίνουν έμφαση στον τομέα της επίλυσης προβλημάτων. Οι νευρώνες είναι οι βασικές μονάδες που χρησι-
μοποιεί ο εγκέφαλος για την επεξεργασία της πληροφορίας. Τα Τεχνητά Νευρωνικά Δίκτυα μοντελοποιούν
μία απλοποιημένη μορφή των νευρώνων και αποτελούν την βασική μονάδα επεξεργασίας του συστήματος.
Οι Νευρώνες είναι συνδεδεμένοι μεταξύ τους με μικρές ενώσεις που καλούνται συνάψεις και η δυνατότητά
τους να διαμορφώνονται αποτελεί τη ικανότητα του ανθρώπου για γνωστικές ικανότητες όπως αντίληψη,
σκέψη, συμπερασμός. Οι συνάψεις αυτές συνδέουν τους Νευρώνες μεταξύ τους και έχει ως αποτέλεσμα τη
δημιουργία Δίκτυα Νευρώνων που επικοινωνούν μεταξύ τους. Ένα ακόμη βασικό χαρακτηριστικό των Νευ-
ρωνικών Δικτύων είναι η αναπαράσταση της γνώσης με ένα κατανεμημένο τρόπο καθώς και η παράλληλη
επεξεργασία αυτής.

Τα κύρια χαρακτηριστικά των Τεχνητών Νευρωνικών Δικτύων είναι τρία:

1. Ένα σύνολο τεχνητών νευρώνων

2. Ένα δίκτυο επικοινωνίας μεταξύ των νευρώνων που είναι η δομή του Τ.Ν.Δ.

3. Μία διαδικασία μάθησης που είναι μία μέθοδος για τον υπολογισμό των βαρών των νευρώνων.

Οι νευρώνες είναι τα δομικά στοιχεία του δικτύου. Κάθε νευρώνας δέχεται ένα σύνολο αριθμητικών ει-
σόδων από διαφορετικές πηγές (είτε από άλλους νευρώνες, είτε από το περιβάλλον), επιτελεί έναν υπολογι-
σμό με βάση αυτές τις εισόδους και παράγει μία έξοδο. Η εν λόγω έξοδος είτε κατευθύνεται στο περιβάλλον,
είτε τροφοδοτείται ως είσοδος σε άλλους νευρώνες του δικτύου.
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Έστω ένας νευρώνας που αποτελείται από d συνδέσεις εισόδου, κάθε μία από τις οποίες δέχεται ένα
σήμα εισόδου xi με (i = 1, 2, 3, · · · , d) και χαρακτηρίζεται από μια τιμή βάρους wi (i = 1, 2, 3, · · · d).
Η είσοδος x0 είναι μια σύνδεση σταθερής διέγερσης με τιμή που ισούται μονίμως με 1 και βάρος w0 που
ονομάζεται πόλωση (bias) του νευρώνα. Η εισαγωγή της πόλωσης προσδίδει στο νευρώνα επιπλέον υπολο-
γιστικές δυνατότητες μάθησης και προσαρμογής στα δεδομένα εκπαίδευσης. Ο υπολογισμός που επιτελεί
ένας νευρώνας διακρίνεται σε δύο στάδια :

▶ Υπολογισμός της συνολικής εισόδου u(x) =
∑d

i=1 wixi + w0

▶ Υπολογισμός της εξόδου o(x) του νευρώνα περνώντας τη συνολική είσοδο u(x) από μία συνάρτηση
ενεργοποίησης (activation function) g : p = g(u)

Διαδικασία Μάθησης
Το κύριο χαρακτηριστικό των νευρωνικών δικτύων είναι η ικανότητα μάθησης. Με το όρο μάθηση εν-

νοούμε τη σταδιακή βελτίωση της ικανότητας του δικτύου να επιλύει κάποιο πρόβλημα. Η μάθηση επιτυγ-
χάνεται μέσω της εκπαίδευσης, μίας επαναληπτικής διαδικασίας σταδιακής προσαρμογής των παραμέτρων
του δικτύου (συνήθως των βαρών και της πόλωσης του) σε τιμές κατάλληλες ώστε να επιλύεται με επαρκή
επιτυχία το προς εξέταση πρόβλημα. Η εκπαίδευση αυτή υλοποιείται μέσω της ανταλλαγής τιμών και βα-
ρών που αποσκοπεί στη βαθμιαία σύλληψη της πληροφορίας η οποία στη συνέχεια θα είναι διαθέσιμη προς
ανάκτηση. Η μάθηση αυτή κατηγοριοποιείται σε δύο κατηγορίες μάθηση με επίβλεψη και μάθηση χωρίς
επίβλεψη.
Μάθηση με επίβλεψη:Η μάθηση αυτή είναι μια διαδικασία η οποία συνδυάζει έναν εξωτερικό εκπαιδευτή
ο οποίος έχει την γνώση του περιβάλλοντος πάνω στο οποίο λειτουργεί το δίκτυο. Αυτή η γνώση διοχετεύ-
εται στο δίκτυο στη μορφή ενός συνόλου σημάτων εισόδου-εξόδου. Οι ελεύθερες μεταβλητές του δικτύου
προσαρμόζονται ανάλογα με την είσοδο και το σφάλμα του σήματος. Το σφάλμα είναι η διαφορά της επι-
θυμητής εξόδου dj από την πραγματική έξοδο yj .
Μάθηση χωρίς επίβλεψη: Οι αλγόριθμοι της μάθησης χωρίς επίβλεψη είναι διαδικασίες οι οποίες δεν
απαιτούν να είναι παρών ένας εξωτερικός δάσκαλος ή επιβλέπων. Βασίζονται, μάλιστα, μόνο σε τοπική
πληροφορία καθ’ όλη τη διάρκεια της εκπαίδευσης του Τεχνητού Νευρωνικού Δικτύου. Οι συγκεκριμένοι
αλγόριθμοι οργανώνουν τα δεδομένα και ανακαλύπτουν σημαντικές συλλογικές ιδιότητες.

1.4.2 Εξελικτικοί Αλγόριθμοι

Οι Εξελικτικοί Αλγόριθμοι (ΕΑ) αποτελούν ένα τομέα της Εξελικτικής Υπολογιστικής. Χρησιμοποιούν
υπολογιστικά μοντέλα εξελικτικών διαδικασιών, σαν βασικά στοιχεία σχεδιασμού και υλοποίησης υπολογι-
στικών συστημάτων επίλυσης προβλημάτων. Οι ΕΑ είναι αλγόριθμοι ανίχνευσης-αναζήτησης, βασισμένοι
στη μηχανική της φυσικής επιλογής και της φυσικής γενετικής. Συνδυάζουν την επιβίωση του ικανότερου
με μία οργανωμένη ανταλλαγή πληροφοριών, με στόχο την διαμόρφωση ενός αλγόριθμου ανίχνευσης που
να διαθέτει τη διαίσθηση της ανθρώπινης ανίχνευσης. Οι ΕΑ μιμούνται τις διαδικασίες βιολογικής εξέλιξης
με την υλοποίηση των ιδεών της φυσικής επιλογής και της επικράτησης του ισχυρότερου, έτσι ώστε να
παρέχουν αποτελεσματικές λύσεις σε προβλήματα αναζήτησης και βελτιστοποίησης.

Οι Εξελικτικοί αλγόριθμοι είναι στοχαστικοί αλγόριθμοι. Διαθέτουν ένα σύνολο από υποψήφιες λύ-
σεις του προβλήματος, που ονομάζεται πληθυσμός. Πραγματοποιούν εξέλιξη του πληθυσμού αυτού χρη-
σιμοποιώντας μηχανισμούς που χρησιμοποιούνται από τη φύση για την εξέλιξη των οργανισμών, όπως η
διασταύρωση , η μετάλλαξη και η επιλογή.

Η διαδικασία που ακολουθείται για την ανάπτυξη ενός Εξελικτικού Αλγορίθμου είναι η ακόλουθη. Στην
αρχή, ο πληθυσμός αρχικοποιείται συνήθως με τυχαίο τρόπο και αξιολογείται από την συνάρτηση καταλ-
ληλότητας (αντικειμενική συνάρτηση) που έχει σχηματιστεί για το υπό εξέταση πρόβλημα. Στη συνέχεια
σε ένα επαναληπτικό κύκλο εφαρμόζονται οι μηχανισμοί της διασταύρωσης και της μετάλλαξης που μετα-
βάλλουν τον πληθυσμό και παράγουν νέα άτομα. Τα άτομα που ανήκουν στον πληθυσμό στην τρέχουσα
επανάληψη αυτού του σχήματος αποτελούν τη γενιά του πληθυσμού. Η διαδικασία της επιλογής σε κάθε
επανάληψη αποφασίζει ποια άτομα θα συνεχίσουν στην επόμενη γενιά. Ο επαναληπτικός κύκλος θα στα-
ματήσει όταν ικανοποιηθεί το κριτήριο τερματισμού. Αυτό μπορεί να είναι ένας προκαθορισμένος αριθμός
επαναλήψεων ή η επίτευξη μιας τιμής-στόχου της αντικειμενικής συνάρτησης.

Οι Εξελικτικοί Αλγόριθμοι απαιτούν μόνο τις τιμές της αντικειμενικής συνάρτησης για να εφαρμοστούν
και δεν απαιτούν κάποια πληροφορία για τις παραγώγους της. Το γεγονός αυτό μαζί με την απλότητα και
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την ευκολία που τους χαρακτηρίζει στην υλοποίηση τους στον υπολογιστή, τους έχει κάνει πολύ δημο-
φιλείς για πολύπλοκα προβλήματα βελτιστοποίησης. Όταν η υπό εξέταση συνάρτηση είναι ομαλή και οι
κλασικές μέθοδοι που έχουν σχεδιαστεί για τέτοιες συναρτήσεις είναι αποτελεσματικές τότε η χρήση των
Εξελικτικών Αλγορίθμων δεν θα προσδώσει κάτι περισσότερο. Αντίθετα όμως στις περιπτώσεις όπου οι
γνωστές κλασικές μέθοδοι αποτυγχάνουν ή δεν μπορούν να εφαρμοστούν έχει αποδειχτεί στην πράξη ότι οι
Εξελικτικοί Αλγόριθμοι μπορούν να επιτύχουν. Τέτοιες περιπτώσεις είναι όταν η αντικειμενική συνάρτηση
είναι μη παραγωγίσιμη, υπάρχουν ασυνέχειες ή υπάρχουν πάρα πολλά τοπικά ακρότατα. Επίσης ένα σημα-
ντικό χαρακτηριστικό των Εξελικτικών Αλγορίθμων είναι ότι λόγω της δομής τους μπορούν πολύ εύκολα
να παραλληλοποιηθούν. Έτσι, μπορεί να γίνει αποτελεσματική αξιοποίηση των υπαρχόντων παράλληλων
υπολογιστικών συστημάτων και να επιλυθούν αποδοτικά, πολύπλοκα και απαιτητικά προβλήματα βελτι-
στοποίησης.

Οι Εξελικτικοί Αλγόριθμοι μοιράζονται ορισμένα κοινά χαρακτηριστικά. Η γενική μορφή των εξελικτι-
κών αλγορίθμων είναι η εξής:

1. Ένα πληθυσμό ατόμων (individual) που αναπαράγονται
Οι Εξελικτικοί Αλγόριθμοι χρησιμοποιούν την συλλογική μάθηση ενός πληθυσμού. Συνήθως, κάθε
άτομο του πληθυσμού αυτού παριστάνει ένα σημείο στο χώρο λύσεων ενός προβλήματος. Τα άτομα
αυτά αναπαράγονται δημιουργώντας απογόνους που κληρονομούν στοιχεία από τους γονείς τους.

2. Γενετική Διαφοροποίηση
Οι απόγονοι των ατόμων διαφοροποιούνται γενετικά από τους γονείς τους, μέσω της διαδικασίας της
μετάλλαξης και της διασταύρωσης.

3. Φυσική Επιλογή
Χρησιμοποιείται η αντικειμενική συνάρτηση για την αξιολόγηση κάθε ατόμου του πληθυσμού. Βάση
αυτής της συνάρτησης υλοποιείται η επιλογή καλύτερων ατόμων ενός πληθυσμού.

Μερικές διαφοροποιήσεις των τριών κανόνων αυτών έχουν οδηγήσει στη δημιουργία τριών κατηγοριών
των εξελικτικών αλγορίθμων, τους γενετικούς αλγορίθμους, εξελικτικές στρατηγικές και στους εξελικτικό
προγραμματισμό.

1. Οι γενετικοί αλγόριθμοι (όπως έχει περιγραφεί από τον Holland [20]) δίνουν έμφαση περισσότερο
στην διαδικασία της διασταύρωσης, ως τον πιο σημαντικό παράγοντα και λιγότερο στον παράγοντα
της μετάλλαξης. Ενώ χρησιμοποιούν ένα πιθανοθεωρητικό παράγοντα επιλογής.

2. Οι εξελικτικές στρατηγικές (που έχουν αναπτυχθεί από τον Rechenberg [34]και τον Schwefel [35]
από το Technical University of Berlin) χρησιμοποιούν μεταλλάξεις από την κανονική κατανομή για
να μεταλλάξουν διανύσματα πραγματικών αριθμών και δίνουν έμφαση στη μετάλλαξη και τη δια-
σταύρωση ως διαδικασίες αναζήτησης στο χώρο αναζήτησης. Ο παράγοντας επιλογής είναι ντετερ-
μινιστικός καθώς και οι γονείς και οι απόγονοι ενός πληθυσμού διαφέρουν ως προς το πλήθος.

3. Εξελικτικός Προγραμματισμός (αναπτύχθηκε από τον Fogel [14] από το University of California in
San Diego) δίνει έμφαση στην μετάλλαξη του πληθυσμού και δεν χρησιμοποιεί καθόλου τη διαδικα-
σία της διασταύρωσης. Τέλος ο παράγοντας της επιλογής δίδεται από μία συνάρτησης πιθανότητας.

1.4.3 Νοημοσύνη του Σμήνους

Τα τελευταία χρόνια η Νοημοσύνη του Σμήνος (Swarm Intelligence), που θεωρείται τομέας της Τε-
χνητής Νοημοσύνης, έχει προσελκύσει το ενδιαφέρον πολλών ερευνητών και έχει εφαρμοστεί σε διάφορα
υπολογιστικά προβλήματα. Η Νοημοσύνη του Σμήνους είναι “η συλλογική συμπεριφορά αυταρκών μεν,
αποκεντρωμένων δε, τεχνητών συστημάτων”. Με άλλα λόγια, είναι η συμπεριφορά ενός συνόλου ατόμων
κατά την επαφή τους με το περιβάλλον τους αλλά και η αλληλεπίδρασή τους. Υπάρχει ένα πλήθος μοντέλων
που έχουν προταθεί και ερευνηθεί στον τομέα του Swarm Intelligence, τα πιο γνωστά είναι αυτά της αποι-
κίας των μυρμηγκιών, αποικίας των μελισσών και η τεχνική σμήνους σωματιδίων. Γενικά, η Νοημοσύνη
του Σμήνους ασχολείται με την μοντελοποίηση συλλογικών συμπεριφορών απλών πρακτόρων που αλληλε-
πιδρούν μεταξύ τους και με το περιβάλλον τους. Αυτά τα μοντέλα εμπνέονται από έντομα ή άλλα ζώα. Από
υπολογιστική άποψη, η Νοημοσύνη του Σμήνους είναι υπολογιστικοί αλγόριθμοι που χρησιμοποιούνται για
την επίλυση κατανεμημένων προβλημάτων. Ένα σμήνος μπορεί να θεωρηθεί σαν μια ομάδα πρακτόρων οι
οποίοι συνεργάζονται για την επίτευξη κάποιου στόχου. Οι πράκτορες αυτοί ακολουθούν απλούς κανόνες
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και δεν υπάρχουν γενικοί κανόνες ως προς το πώς θα αλληλεπιδράσουν με τους άλλους ή με το περιβάλλον
τους, με αυτό τον τρόπο επιτυγχάνεται μία συλλογική νοημοσύνη.

Η συλλογική νοημοσύνη που επιτυγχάνεται, οφείλεται κατά κύριο λόγο στην αυτο-οργάνωση των εντό-
μων. Η αυτο-οργάνωση είναι ένα σύνολο δυναμικών μηχανισμών που δημιουργούνται από αλληλεπιδράσεις
των συνιστωσών του. Οι αλληλεπιδράσεις αυτές οφείλονται σε τοπικές πληροφορίες χωρίς να λαμβάνουν
υπόψη τους τη συνολική εικόνα. Τα βασικά στοιχεία που χαρακτηρίζουν την αυτο-οργάνωση είναι η θετική
ανάδραση, η αρνητική ανάδραση, η ενίσχυση των τυχαίων διακυμάνσεων και η αλληλεπίδραση μεταξύ των
συνιστωσών του συστήματος.

▶ Η θετική ανάδραση είναι ένα σύνολο κανόνων το οποίο είναι υπεύθυνο για τη δημιουργία των
βασικών δομών. Κατά τη συγκεκριμένη διεργασία ένα έντομο αντιδρά σε ένα ερέθισμα φροντίζοντας
για την προσέλκυση και άλλων εντόμων σε αυτό το ερέθισμα. Για παράδειγμα όταν ένα μυρμήγκι
εντοπίζει ίχνος φερομόνης τότε το ακολουθεί και φροντίζει να το ενισχύσει με επιπλέον φερομόνη.

▶ Η Αρνητική Ανάδραση δρα ανταγωνιστικά στη θετική αποτρέποντας πολύ ριζοσπαστικές αλλαγές
και σταθεροποιώντας τις υπάρχουσες δομές. Επιπλέον μειώνει τον κίνδυνο εγκλωβισμού αφού ενι-
σχύει την εξερεύνηση της διαδικασίας.

▶ Ενίσχυση των Τυχαίων Διακυμάνσεων είναι ένας σημαντικός μηχανισμός αναζήτησης σε ένα σύ-
στημα με αυτό-οργάνωση αφού γεννά καινοτομίες. Ουσιαστικά βασίζεται στις ατέλειες του κάθε
συστήματος οι οποίες ενισχύονται λόγω της θετικής ανάδρασης.

▶ Αληλεπίδραση μεταξύ των συνιστωσών του συστήματος επιτυγχάνεται όταν κάθε έντομο είναι
σε θέση να δημιουργήσει κάποια σταθερή δομή και να ανιχνεύσει τις δομές που δημιούργησαν άλλα
έντομα της κοινότητάς του. Για να έχει αποτέλεσμα η αλληλεπίδραση θα πρέπει να υπάρχει ένας
ελάχιστος πληθυσμός εντόμων, διαφορετικά η εμφάνιση οργανωμένων δομών μέσω της συλλογικής
δράσης είναι αδύνατη διότι υπάρχουν φαινόμενα αρνητικής ανάδρασης.

Τέλος, όλα τα μοντέλα Νοημοσύνης Σμήνους ακολουθούν ένα αριθμό από γενικούς κανόνες. Ο πρώ-
τος κανόνας είναι ότι κάθε οντότητα του μοντέλου είναι ένας απλός πράκτορας. Η επικοινωνία ανάμεσα
στους πράκτορες είναι έμμεση. Η συνεργασία των πρακτόρων γίνεται με κατανεμημένο τρόπο και χωρίς
την παρουσία κάποιου κεντρικού ελέγχου.

1.4.4 Τεχνητά Ανοσοποιητικά Συστήματα

Τα Τεχνητά Ανοσοποιητικά Συστήματα είναι ένα ξεχωριστό πεδίο έρευνας που αναφέρεται σε υπολογι-
στικά συστήματα εμπνευσμένα από την ανοσολογία με κύριο στόχο την επίλυση προβλημάτων. Είναι ένα
νέο πεδίο έρευνας που αναπτύχθηκε στα μέσα της δεκαετίας του 1980 και οι εφαρμογές του κινούνται σε
ένα ευρύ φάσμα από τη βιολογία ως τη ρομποτική.

Το Ανοσοποιητικό Σύστημα των σπονδυλωτών οργανισμών εκτελεί ιδιαίτερα πολύπλοκους υπολογι-
σμούς με έναν εξαιρετικά παράλληλο και κατανεμημένο τρόπο. Χρησιμοποιεί διάφορους μηχανισμούς μά-
θησης και μνήμης για την επίλυση προβλημάτων αναγνώρισης και ταξινόμησης. Σκοπός του ανοσοποιητι-
κού μας συστήματος είναι η προστασία του οργανισμού μας από εξωγενής παθογόνους οργανισμούς όπως
ιοί και βακτήρια. Κύριος μηχανισμός είναι η αναγνώριση των κυττάρων του οργανισμού μας και η διάκριση
τους σε κύτταρα εαυτού και μη εαυτού. Τα κύρια επίπεδα του ανοσοποιητικού συστήματος είναι το επίπεδο
της μη ειδικής ανοσίας και το ειδικής ανοσίας. Τα κύτταρα του συστήματος μη ειδικής ανοσίας αναγνωρί-
ζουν και επιτίθενται στους παθογόνους οργανισμούς. Από την άλλη πλευρά, το σύστημα ειδικής ανοσίας
είναι υπεύθυνο για την παραγωγή αντισωμάτων για την αντιμετώπιση παθογόνων οργανισμών που έχουν
ήδη αναγνωριστεί από το σύστημα μη ειδικής ανοσίας.

Σύμφωνα με τα προηγούμενα, είναι φανερό ότι το ανοσοποιητικό μας σύστημα εκτελεί διάφορες διερ-
γασίες όπως η αναγνώριση εαυτού από μη εαυτό, η εξαγωγή πληροφορίας, η μνήμη, η μάθηση οι οποίες
από υπολογιστική άποψης έχουν μοντελοποιηθεί και χρησιμοποιηθεί σε πολλές εφαρμογές. Μερικές από
αυτές είναι εφαρμογές ανίχνευσης ιών, εφαρμογές αναγνώρισης προτύπων, μηχανικής μάθησης, βιοπληρο-
φορικής, βελτιστοποίησης και άλλες. Τα τεχνητά Ανοσοποιητικά Συστήματα είναι ένα από τα κύρια θέματα
της παρούσας εργασίας και θα αναλυθούν λεπτομερώς στη συνέχεια.
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Κεφάλαιο 2

Γενετικοί Αλγόριθμοι

2.1 Γενικά περί Γενετικών αλγορίθμων
Οι Γενετικοί Αλγόριθμοι στηρίζονται στην Δαρβινική Θεωρία και πιο συγκεκριμένα στην αρχή της

εξέλιξης των ειδών. Ένα βασικό συστατικό στη Δαρβινική θεωρία είναι ότι ανάμεσα σε οργανισμούς που
ανήκουν στο ίδιο είδος, δεν υπάρχει κάποιος διαχωρισμός σε κατώτερους ή ανώτερους. Οι απόγονοι ενός
πληθυσμού καθορίζονται από το περιβάλλον, έτσι η βελτίωση των συνθηκών διαβίωσης αυξάνει την πιθα-
νότητα οι απόγονοι να κληρονομήσουν κάποια χαρακτηριστικά των γονιών τους.

Ένα ακόμη βασικό στοιχείο της θεωρίας είναι η δομή των ατόμων ενός είδους. Μία βασική δομή είναι
τα χρωμοσώματα τα οποία κωδικοποιούν τα χαρακτηριστικά των ατόμων ενός είδους. Τα χρωμοσώματα
αποτελούνται από κάποιες μικρότερες δομικές μονάδες τα γονίδια (gene). Το σύνολο της πληροφορίας που
αποθηκεύεται στα γονίδια ονομάζεται γενότυπος (genotype). Τα χαρακτηριστικά ενός οργανισμού δημιουρ-
γούνται με αποκωδικοποίηση του γενότυπου. Το σύνολο των χαρακτηριστικών που βλέπουμε με αυτή την
αποκωδικοποίηση είναι ο φαινότυπος. Οι βασικές λειτουργίες των οργανισμών είναι η αναπαραγωγή και
η μετάλλαξη. Στη διαδικασία της αναπαραγωγής δύο μέλη του οργανισμού ανταλλάσσουν γενετικό υλικό
με στόχο την αναπαραγωγή. Η μετάλλαξη στα είδη λαμβάνει χώρα σε πολύ αραιά χρονικά διαστήματα που
προκαλείται είτε από γενετικούς παράγοντες είτε από παράγοντες του περιβάλλοντος.

Οι Γενετικοί Αλγόριθμοι δημιουργήθηκαν ως μια διαδικασία ευρεστικής αναζήτησης που μιμείται την
διαδικασία της φυσικής εξέλιξης όπως αυτή έχει διατυπωθεί από την Δαρβινική θεωρία. Οι Γενετικοί Αλ-
γόριθμοι, ανήκουν στον τομέα των εξελικτικών αλγορίθμων και αποτελούν μία κατηγορία συστημάτων
επίλυσης προβλημάτων βελτιστοποίησης χρησιμοποιώντας τεχνικές εμπνευσμένες από την φυσική εξέλιξη
όπως την κληρονομικότητα (inheritance) , την μετάλλαξη (mutation), την επιλογή (selection), την διασταύ-
ρωση (crossover).

Η πρώτη εμφάνιση των εξελικτικών συστημάτων, χρονολογείται στην περίοδο 1950 και 1960, όταν
διάφοροι επιστήμονες προσπάθησαν να αναπτύξουν εξελικτικά συστήματα με την ιδέα ότι η εξέλιξη μπο-
ρεί να χρησιμοποιηθεί σαν εργαλείο βελτιστοποίησης. Η βασική ιδέα ήταν η δημιουργία ενός πληθυσμού
από υποψήφιες λύσεις για ένα πρόβλημα, χρησιμοποιώντας την φυσική επιλογή και την φυσική γενετική
μετάλλαξη.

Το 1960 ο Rechenberg [33] εισήγαγε τις “Εξελικτικές στρατηγικές” (“evolution strategies”) μία μέθοδο
για βελτιστοποίηση παραμέτρων. Στη συνέχεια το 1966 ο Fogel, Owens και Walsh [12, 15] δημιούργησαν
τον “Εξελικτικό προγραμματισμό” ( “evolutionary programming”) μία μέθοδο με την οποία οι υποψήφιες
λύσεις ενός δεδομένου προβλήματος αναπαρίστανται ως πεπερασμένα αυτόματα τα οποία μετάλλασσαν
τυχαία τα διαγράμματα μετάβασης καταστάσεων επιλέγοντας το καλύτερο.

Οι Γενετικοί Αλγόριθμοι εφευρέθηκαν από τον John Holland το 1960 και αναπτύχθηκαν από αυτόν και
τους φοιτητές του στο Πανεπιστήμιο του Michigan το 1960 και 1970. Ο κύριος στόχος του Holland ήταν να
μελετήσει το φαινόμενο της εξελικτικής προσαρμογής όπως αυτή παρουσιάζεται στη φύση και να δημιουρ-
γήσει μηχανισμούς φυσικής προσαρμογής που να μπορούν να εισαχθούν στα υπολογιστικά συστήματα. Ο
Γενετικός Αλγόριθμος του Holland ήταν μία μέθοδος δημιουργίας πληθυσμών χρωμοσωμάτων (συμβολο-
σειρές από 0 και 1, δηλαδή bits) μέσα από τη διαδικασία της φυσικής επιλογής, της διασταύρωσης και της
μετάλλαξης. Κάθε χρωμόσωμα αποτελείται από γονίδια (bits) και κάθε γονίδιο είναι μία παράσταση από
αλληλόμορφα (0 και 1). Η διαδικασία της επιλογής διαλέγει τα καλύτερα χρωμοσώματα του πληθυσμού για
να παράγει απογόνους. Η διαδικασία της διασταύρωσης ανταλλάσσει υποσύνολα των δύο χρωμοσωμάτων
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ενώ η διαδικασία της μετάλλαξης αλλάζει τυχαία τα αλληλόμορφα των χρωμοσωμάτων σε κάποιες τυχαίες
θέσεις. Η εισαγωγή ενός πληθυσμού που υπόκειται σε διαδικασίες επιλογής διασταύρωσης και μετάλλαξης
ήταν μία πρωτοποριακή μέθοδος και ήταν μία πρώτη προσπάθεια εισαγωγής της έννοιας του εξελικτικού
υπολογισμού σε ένα αυστηρό θεωρητικό υπόβαθρο.

2.1.1 Διαδικασία Γενετικών Αλγορίθμων

Οι Γενετικοί Αλγόριθμοι διατηρούν έναν πληθυσμό πιθανών λύσεων, του προβλήματος που μας ενδια-
φέρει, πάνω στον οποίο δουλεύουν. Έτσι ένας Γενετικός Αλγόριθμος πραγματοποιεί αναζήτηση σε πολλές
κατευθύνσεις και υποστηρίζει καταγραφή και ανταλλαγή πληροφοριών μεταξύ αυτών των κατευθύνσεων.
Ο πληθυσμός υφίσταται μια προσομοιωμένη γενετική εξέλιξη. Σε κάθε γενιά, οι σχετικά “καλές” λύσεις
αναπαράγονται, ενώ οι σχετικά “κακές” απομακρύνονται. Ο διαχωρισμός και η αποτίμηση των διαφόρων
λύσεων γίνεται με την βοήθεια μιας αντικειμενικής συνάρτησης, η οποία παίζει το ρόλο του περιβάλλο-
ντος μέσα στο οποίο εξελίσσεται ο πληθυσμός. Πιο συγκεκριμένα μπορούμε να πούμε ότι ένας Γενετικός
Αλγόριθμος για ένα συγκεκριμένο πρόβλημα πρέπει να αποτελείται από τα παρακάτω πέντε συστατικά:

▶ Μια γενετική αναπαράσταση των πιθανών λύσεων του προβλήματος
Για την αναζήτηση πιθανών λύσεων ενός προβλήματος από ένα γενετικό αλγόριθμο, είναι αναγκαία η
κωδικοποίηση των πιθανών λύσεων σε μία ακολουθία από χαρακτήρες που ανήκουν σε ένα αλφάβητο
A = a1, a2, · · · aL. Οι χαρακτήρες αυτοί συχνά είναι δυαδικοί αλλά και πραγματικοί αριθμοί. Η ακο-
λουθία χαρακτήρων (string) a1, · · · , ai ονομάζεται χρωμόσωμα ενώ οι χαρακτήρες ai ονομάζονται
γονίδια. Το σύνολο των τιμών που ένα γονίδιο μπορεί να λάβει ονομάζεται αλληλόμορφα. Στην πιο
απλή περίπτωση όταν οι χαρακτήρες είναι δυαδικοί, τα δύο πιθανά αλληλόμορφα είναι το 0 και το 1.
Έτσι στο χρωμόσωμα Α=11110000 τα τέσσερα πρώτα γονίδια έχουν αλληλόμορφο 1 και τα τέσσερα
τελευταία έχουν αλληλόμορφο 0.

▶ Μια αντικειμενική συνάρτηση αξιολόγησης των μελών του πληθυσμού
Στόχος ενός γενετικού αλγορίθμου είναι να εντοπίσει την καλύτερη λύση σε ένα πρόβλημα βελτι-
στοποίησης δηλαδή να εντοπίσει την καλύτερη ακολουθία χαρακτήρων (χρωμόσωμα). Το πόσο καλή
είναι η ακολουθία χαρακτήρων (χρωμόσωμα) το υποδεικνύει η αντικειμενική συνάρτηση.

▶ Έναν τρόπο δημιουργίας ενός αρχικού πληθυσμού από πιθανές λύσεις
Ένας γενετικός αλγόριθμος δημιουργεί ένα αρχικό πληθυσμό χρωμοσωμάτων και στη συνέχεια τον
εξελίσσει σε έναν με καλύτερα χαρακτηριστικά. Για την εξέλιξη αυτή λαμβάνουν μέρος ορισμένες
διαδικασίες, οι οποίες λαμβάνουν τον πληθυσμό σε μία συγκεκριμένη γενιά και από αυτόν παράγουν
τον επόμενο με τέτοιο τρόπο έτσι ώστε ο μέσος βαθμός όλου του πληθυσμού να είναι καλύτερος από
αυτόν του προηγούμενου. Αυτές οι διαδικασίες επαναλαμβάνονται μέχρι ένα κριτήριο τερματισμού
να εκπληρωθεί. Οι διαδικασίες αυτές είναι η επιλογή, η διασταύρωση, η μετάλλαξη.

▶ Γενετικούς τελεστές για τη δημιουργία νέων μελών
Οι γενετικοί τελεστές είναι οι εξής:

1. Επιλογή: Αυτός ο τελεστής επιλέγει χρωμοσώματα από έναν πληθυσμό με τέτοιον τρόπο έτσι
ώστε να επιλεχθούν τα καλύτερα χρωμοσώματα. Η διαδικασία αυτή δεν προσθέτει καινούργια
χρωμοσώματα στον πληθυσμό αλλά τον ανακατασκευάζει έτσι ώστε οι επόμενοι πληθυσμοί να
περιέχουν όλο και καλύτερα χρωμοσώματα.

2. Διασταύρωση: Αυτός ο τελεστής παράγει δύο απογόνους από ένα ζευγάρι γονέων διασταυ-
ρώνοντας τα γονίδια τους. Έτσι κάθε απόγονος περιέχει γονίδια και από τους δύο γονείς. Για
παράδειγμα αν έχουμε τις δυαδικές συμβολοσειρές

10000100

και
11111111

μία πιθανή διασταύρωση στην τρίτη θέση θα δημιουργούσε τους εξής δύο απογόνους τον

10011111
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και τον
11100100

3. Μετάλλαξη: Αυτός ο τελεστής αλλάζει σε τυχαίες θέσεις τα γονίδια ενός απογόνου. Κάθε γο-
νίδιο αλλάζει ή όχι ανάλογα με μία πιθανότητα. Για παράδειγμα η δυαδική συμβολοσειρά

00000100

έπειτα από μετάλλαξη στην δεύτερη θέση γίνεται

01000100

2.1.2 Δομή Γενετικών Αλγορίθμων

Η δομή ενός γενετικού αλγορίθμου παρουσιάζει κοινά χαρακτηριστικά με την διαδικασία της γενετικής
εξέλιξης ενός οργανισμού. Αρχικά ένας γενετικός αλγόριθμος για ένα συγκεκριμένο πρόβλημα περιλαμβά-
νει έξι συστατικά.

1. Αρχικοποίηση -Initialization: Δημιουργία με τυχαίο τρόπο, ενός αρχικού πληθυσμού δυνατών λύ-
σεων.

2. ΣυνάρτησηΚαταλληλότητας:Αξιολόγηση κάθε λύσης χρησιμοποιώντας τη συνάρτηση f σαν αντι-
κειμενική συνάρτηση. Δηλαδή ο υπολογισμό του f(x) για κάθε χρωμόσωμα x που ανήκει στον πλη-
θυσμό.

3. Επανάληψη των παρακάτω μέχρι να δημιουργηθούν n απόγονοι

▶ Επιλογή-Selection: Επιλογή ενός νέου πληθυσμού με βάση την απόδοση κάθε μέλους του
προηγούμενου πληθυσμού. Η διαδικασία της επιλογής γίνεται με αντικατάσταση δηλαδή τα
ίδια χρωμοσώματα μπορούν να επιλεχθούν παραπάνω από μία φορά.

▶ Διασταύρωση-Crossover: Η διαδικασία της διασταύρωσης εφαρμόζεται με πιθανότητα pc σε
ένα ζευγάρι χρωμοσωμάτων σε μία τυχαία θέση των χρωμοσωμάτων για την παραγωγή δύο
απογόνων. Αν δεν εφαρμοστεί η διαδικασία αυτή τότε οι απόγονοι θα είναι ένας ακριβής κλώνος
των γονέων.

▶ Μετάλλαξη-Mutation: Η διαδικασία της μετάλλαξης εφαρμόζεται με πιθανότητα pm σε κάθε
θέση ενός απογόνου.

4. Αντικατάσταση του συγκεκριμένου πληθυσμού με τον καινούργιο που παράχθηκε μέσω των διαδι-
κασιών της επιλογής, της διασταύρωσης και της μετάλλαξης.

5. Με την ολοκλήρωση του προηγούμενου βήματος επιστρέφουμε στο βήμα 2 για την δημιουργία της
νέας γενιάς.

6. Μετά από κάποιο αριθμό γενιών, και αφού καμιά βελτίωση δεν παρατηρείται πλέον, ο Γενετικός
Αλγόριθμος τερματίζεται.

Τα πιο πάνω συστατικά περιγράφονται πιο αναλυτικά.

▶ Αρχικοποίηση:
Στη φάση της αρχικοποίησης δημιουργούμε έναν αρχικό πληθυσμό από δυνατές λύσεις. Αυτό γίνεται
παράγοντας τυχαία (n×m) στοιχεία, που μπορεί να είναι δυαδικά ψηφία ή πραγματικοί αριθμοί και
n είναι το μέγεθος του πληθυσμού που θα επεξεργαστεί ο Γ.Α. Το μέγεθος του πληθυσμού παραμένει
σταθερό καθ’ όλη τη διάρκεια λειτουργίας του Γ. Α.

▶ Επιλογή
Η διαδικασία της επιλογής επιλέγει χρωμοσώματα για να δημιουργήσει τον νέο πληθυσμό. Η επιλογή
γίνεται με βάση την απόδοση κάθε μέλους (ατόμου - δυνατής λύσης) του πληθυσμού. Έτσι όσο καλύ-
τερο είναι κάποιο μέλος, τόσο μεγαλύτερη πιθανότητα έχει να επιλεγεί και να περάσει στην επόμενη
γενεά. Υπάρχουν διάφοροι μηχανισμοί επιλογής Roulette Wheel, Stochastic Uniform, Remainder,
Uniform, Tournament. Πριν την εφαρμογή των διαδικασιών αυτών υλοποιούμε το ακόλουθο σχήμα.
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• Υπολογίζουμε την απόδοση κάθε μέλους f(vi) με i = 1, · · · , n

• H συνολική απόδοση μας δίδεται από τον τύπο F =
n∑

i=1

f(vi)

• Υπολογίζουμε την πιθανότητα επιλογής pi κάθε μέλους vi με i = 1, · · · , n που είναι pi =
f(vi)

F

• Η αθροιστική πιθανότητα κάθε μέλους vi είναι qi =
∑
j=1

ipj

• Roulette wheelΔημιουργούμε μία επιφάνεια ρουλέτας σε σχήμα πίτας όπου κάθε μέλος απεικο-
νίζεται στη ρουλέτα ανάλογα με το ποσοστό της αθροιστικής του πιθανότητας. Για την επιλογή
των μελών του νέου πληθυσμού εκτελούμε n περιστροφές της ρουλέτας. Ανάλογα με το ποσο-
στό που έχει κάθε μέλος πάνω στη ρουλέτα τόσο πιθανό είναι να επιλεγεί. Προφανώς, με αυτή
τη μέθοδο επιλογής είναι δυνατόν κάποια μέλη του πληθυσμού να επιλεχθούν περισσότερες
από μία φορές. Τα μέλη που είχαν την καλύτερη απόδοση στην προηγούμενη γενιά έχουν τις
περισσότερες πιθανότητες να επιλεχθούν.

Σχήμα 2.1: RouletteWheel

• Stochastic Uniform
Ο μηχανισμός αυτός δημιουργεί μία γραμμή στην οποία κάθε γονέας έχει το δικό του μέρος
(διάστημα) ανάλογα με το ποσοστό της αθροιστικής του πιθανότητας. Ο αλγόριθμος αυτός κι-
νείται πάνω στην γραμμή με βήματα ίσου μεγέθους και παίρνει τυχαία ένα γονέα πάνω στον
οποίο βρέθηκε στο i-στο βήμα.
• Remainder
Η διαδικασία αυτή λαμβάνει το ακέραιο μέρος ενός χρωμοσώματος και έπειτα χρησιμοποιεί τη
Roulette Wheel για την επιλογή απογόνων.
• Tournament
Η μέθοδος αυτή πραγματοποιεί ένα είδος αγώνα ανάμεσα σε n χρωμοσώματα και έπειτα επιλέ-
γει το καλύτερο για να δημιουργήσει απογόνους.

▶ Διασταύρωση
Κύριος σκοπός της διασταύρωσης είναι η ανταλλαγή γενετικής πληροφορίας μεταξύ τυχαίων επι-
λεγμένων γονέων. Η διαδικασία αυτή συνδυάζει μέρη των χρωμοσωμάτων για την παραγωγή νέων
απογόνων για την επόμενη γενιά. Υπάρχουν διάφορες διαδικασίες διασταύρωσης όπως η Scattered,
Single Point, Two Point, Intermediate, Heuristic, Arithmetic. Αρχικά θεωρούμε ότι η πιθανότητα κάθε
μέλους του πληθυσμού να επιλεγεί για διασταύρωση είναι pc. Για κάθε μέλος του πληθυσμού επι-
λέγουμε τυχαία έναν πραγματικό αριθμό r όπου r ∈ [0, 1]. Αν r < pc επιλέγουμε το τρέχον μέλος
του πληθυσμού για διασταύρωση και στη συνέχεια πραγματοποιούμε μία από τις επόμενες τεχνικές
διασταύρωσης.

• Single Point:
Η διαδικασία Single Point αποτελεί την πιο διαδεδομένη διαδικασία διασταύρωσης. Μετά την
επιλογή μελών του πληθυσμού για διασταύρωση , σχηματίζουμε ζευγάρια από μέλη και για κάθε
ζευγάρι επιλέγεται τυχαία ένας ακέραιος αριθμός pos στο διάστημα [1,m − 1], όπου m είναι
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το μήκος σε δυαδικά ψηφία του χρωμοσώματος κάθε μέλους. Ο αριθμός pos προσδιορίζει το
σημείο διασταύρωσης. Τα επιλεγμένα ζευγάρια διασταυρώνονται και την θέση τους στον πλη-
θυσμό την παίρνουν οι απόγονοί τους. Για παράδειγμα η διασταύρωση των παρακάτω ατόμων
είναι η εξής:

(b1b2 · · · bposbpos+1 · · · bm)

(c1c2 · · · cposcpos+1 · · · cm)

δημιουργεί το ακόλουθο ζευγάρι απογόνων:

(b1b2 · · · bposcpos+1 · · · cm)

(c1c2 · · · cposbpos+1 · · · bm)

Σχήμα 2.2: Διασταύρωση

• Scattered:
Η διαδικασία Scattered δημιουργεί τυχαία ένα δυαδικό πίνακα μεγέθους ίσου με το μέγεθος των
χρωμοσωμάτων και επιλέγει για διασταύρωση τα γονίδια από το πρώτο γονέα για τιμή 1 και τα
γονίδια του δεύτερου γονέα για τιμή 0. Για παράδειγμα αν

p1 = [a b c d e f g h]

είναι ο πρώτος γονέας,
p2 = [1 2 3 4 5 6 7 8]

ο δεύτερος γονέας και ο δυαδικός πίνακας είναι ο

[1 1 0 0 1 0 0 0]

τότε το παιδί έπειτα από τη διασταύρωση θα είναι το

child = [a b 3 4 e 6 7 8]

• Two Point:
Η διαδικασία αυτή επιλέγει δύο τυχαίους ακεραίους m και n στο διάστημα [1, l] όπου l είναι
το μέγεθος των χρωμοσωμάτων. Στη συνέχεια η συνάρτηση επιλέγειm γονίδια από τον πρώτο
γονέα, m + 1 ως n από τον δεύτερο, και n ως l από τον πρώτο ξανά για να δημιουργήσει το
παιδί. Για παράδειγμα έστω

p1 = [a b c d e f g h]
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είναι ο πρώτος γονέας,
p2 = [1 2 3 4 5 6 7 8]

ο δεύτερος γονέας καιm = 3 n = 6 τότε δημιουργείται το ακόλουθο παιδί

child = [a b c 4 5 6 g h]

• Intermediate:
Η διασταύρωση με αυτή την τεχνική δημιουργεί παιδιά σε συνάρτηση με το μέσο βάρος των
γονέων.
• Arithmetic:
Η διασταύρωση με αυτή την τεχνική δημιουργεί παιδιά σε συνάρτηση με το μέσο αριθμητικό
βάρος των γονέων.

▶ Μετάλλαξη
Η μετάλλαξη είναι μία διαδικασία κατά την οποία εφαρμόζεται μία τυχαία εναλλαγή στην γενετική
δομή του χρωμοσώματος. Κύριος σκοπός της είναι να δημιουργήσει μία γενετική διαφοροποίηση
στον πληθυσμό των χρωμοσωμάτων και να συμβάλει στην αναζήτηση σε ένα μεγαλύτερο διάστημα
λύσεων. Η μετάλλαξη επιλέγει με τυχαίο τρόπο γονίδια από τα χρωμοσώματα των μελών του πλη-
θυσμού και μεταβάλει την τιμή τους. Αν τα γονίδια παίρνουν μόνο δυαδικές τιμές ο τελεστής της
μετάλλαξης απλώς τα αντιστρέφει. Κάθε δυαδικό ψηφίο έχει την ίδια πιθανότητα να επιλεγεί προκει-
μένου να μεταλλαχθεί. Η πιθανότητα αυτή ισούται με την πιθανότητα μετάλλαξης pm. Η διαδικασία
είναι η ακόλουθη.Επιλέγουμε τυχαία έναν πραγματικό αριθμό r όπου r ∈ [0, 1]. Αν r < pm, τότε
μεταλλάσσουμε το γονίδιο

Σχήμα 2.3: Μετάλλαξη

Στην περίπτωση που τα χρωμοσώματα λαμβάνουν τιμές από το σύνολο των πραγματικών αριθμών
τότε υπάρχουν διάφορες τεχνικές με τις οποίες δημιουργείται η μετάλλαξη.
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• Gausian:
Με πιθανότητα pm η μετάλλαξη Gaussian αλλάζει ένα γονίδιο με έναν αριθμό από την κανονική
κατανομή με μέση τιμή 0 και τυπική απόκλιση καθορισμένη από τον χρήστη.
• Uniform:
Η μετάλλαξη Uniform αλλάζει ένα γονίδιο με πιθανότητα pm με μία τιμή από ένα διάστημα που
καθορίζεται από τον χρήστη.
• Adaptive Feasible:
Η διαδικασία αυτή μεταλλάσσει τυχαία τα γονίδια των χρωμοσωμάτων ενός πληθυσμού ανά-
λογα με την επιτυχία ή την αποτυχία της μετάλλαξης της προηγούμενης γενιάς.

Σχήμα 2.4: Διάγραμμα Γενετικού Αλγόριθμου

2.1.3 Πλεονεκτήματα των Γενετικών Αλγορίθμων

Μερικά από τα σημαντικότερα πλεονεκτήματα που έχει η χρήση Γενετικού Αλγόριθμου για την επίλυση
προβλημάτων είναι τα εξής:

▶ Μπορούν να επιλύουν δύσκολα προβλήματα γρήγορα και αξιόπιστα

▶ Μπορούν εύκολα να συνεργαστούν με τα υπάρχοντα μοντέλα και συστήματα

▶ Είναι εύκολα επεκτάσιμοι και εξελίξιμοι
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▶ Μπορούν να συμμετέχουν σε υβριδικές μορφές με άλλες μεθόδους

▶ Εφαρμόζονται σε πολύ περισσότερα πεδία από κάθε άλλη μέθοδο

▶ Δεν απαιτούν περιορισμούς στις συναρτήσεις που επεξεργάζονται

▶ Δεν ενδιαφέρει η σημασία της υπό εξέταση πληροφορίας. Η μόνη “επικοινωνία” του Γενετικού Αλ-
γόριθμου με το περιβάλλον του είναι η αντικειμενική συνάρτηση

▶ Έχουν από τη φύση τους το στοιχείο του παραλληλισμού

▶ Είναι μία μέθοδος που κάνει ταυτόχρονα εξερεύνηση του χώρου αναζήτησης και εκμετάλλευση της
ήδη επεξεργασμένης πληροφορίας

▶ Επιδέχονται παράλληλη υλοποίηση

2.1.4 Εφαρμογές των Γενετικών Αλγορίθμων

Αρχικά οι Γενετικοί Αλγόριθμοι αποτέλεσαν αντικείμενο μελέτης αποκλειστικά σε πανεπιστήμια και
ερευνητικά κέντρα. Τα τελευταία χρόνια η αυξανόμενη ζήτηση αποδοτικών εφαρμογών βελτιστοποίησης
οδήγησε στη χρήση των Γενετικών Αλγόριθμων σε ένα ευρύ φάσμα πεδίων με εντυπωσιακά αποτελέσματα.
Τα παρακάτω πεδία είναι κάποια ενδεικτικά που χρησιμοποιούνται οι Γενετικοί Αλγόριθμοι.

▶ Βελτιστοποίηση: Οι γενετικοί αλγόριθμοι έχουν χρησιμοποιηθεί σε διάφορα προβλήματα βελτιστο-
ποίησης όπως αριθμητική βελτιστοποίηση ή βελτιστοποίηση προβλημάτων συνδιαστικής όπως σχε-
δίαση κυκλωμάτων και προγραμματισμός job-shop.

▶ Automatic Programming: Οι γενετικοί αλγόριθμοι έχουν χρησιμοποιηθεί για την εξέλιξη των προ-
γραμμάτων υπολογιστών σε συγκεκριμένους τομείς.

▶ Machine Learning: Οι γενετικοί αλγόριθμοι έχουν χρησιμοποιηθεί σε πολλές Machine Learning
εφαρμογές όπως προβλήματα ταξινόμησης και πρόβλεψης.

▶ Οικονομικά Μοντέλα: Οι γενετικοί αλγόριθμου έχουν χρησιμοποιηθεί στην μοντελοποίηση διαδι-
κασιών καινοτομίας, στην ανάπτυξη στρατηγικών προσφορών και στη συγχώνευση αγορών.

▶ Μοντέλα Ανοσοποιητικού Συστήματος: έχουν χρησιμοποιηθεί στην ανάπτυξη διάφορων μοντέλων
του ανοσοποιητικού συστήματος όπως τη σωματική μετάλλαξη ενός ατόμου κατά τη διάρκεια ζωής
του.

▶ ΟικολογικάΜοντέλα: Έχουν χρησιμοποιηθεί στη μοντελοποίηση διάφορων οικολογικών μοντέλων.

2.2 Γενετικοί Αλγόριθμοι Ταξινόμησης

Το πρόβλημα της ταξινόμησης όπως έχει αναφερθεί προηγουμένως είναι η διαδικασία της ταξινόμησης
ενός προτύπου που παρουσιάζει ορισμένα χαρακτηριστικά σε μία ή περισσότερες κλάσεις. Στην περίπτωση
που ο ταξινομητής έχει σχεδιαστεί σε ένα σύνολο δεδομένων που οι κλάσεις είναι γνωστές τότε αυτό είναι
ένα πρόβλημα μάθησης με επίβλεψη.

Η διαδικασία της ταξινόμησης έχει μοντελοποιηθεί με διάφορους τρόπους και τεχνικές όπως τα Δέντρα
Αποφάσεων, τα Τεχνητά Νευρωνικά Δίκτυα, τα Τεχνητά Ανοσοποιητικά Συστήματα και άλλα. Στον τομέα
αυτό οι Γενετικοί Αλγόριθμοι δεν έχουν ερευνηθεί σε βάθος ως προς την ικανότητα τους στην προσέγγιση
προβλημάτων ταξινόμησης. Υπάρχουν ορισμένες υλοποιήσεις που χρησιμοποιούν τους γενετικούς αλγο-
ρίθμους ως βοηθητικό εργαλείο για την υλοποίηση ενός μέρους της ταξινόμησης αλλά δεν αποτελούν τον
πυρήνα της μεθόδου.

Μερικές από τις προσπάθειες αυτές είναι του James and Lawrence [22] (A hybrid Genetic Algorithm)
με τον υβριδικό αλγόριθμο GA-WKNN που είναι μία βελτιωμένη έκδοση του γνωστού αλγόριθμου των k
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πλησιέστερων γειτόνων με βάρη χρησιμοποιώντας την διαδικασία του γενετικού αλγορίθμου. Μία ακόμη
προσπάθεια βρίσκεται στο Bandyopadhyay and Pal [1] στο οποίο περιγράφονται αλγόριθμοι ταξινόμη-
σης χρησιμοποιώντας γενετικούς αλγορίθμους. Ο αλγόριθμος που έχει εξαιρετικό ενδιαφέρον είναι ο GA-
Classifier που είναι ένας γενετικός αλγόριθμος που παράγει υπερ-επίπεδα για τον διαχωρισμό των στοιχείων
ενός συνόλου εκπαίδευσης σε κλάσεις.

2.2.1 Αλγόριθμος GA-WKNN

Οαλγόριθμος GA-WKNN [22] βασίζεται σε μία παραλλαγή του αλγορίθμου των κ πλησιέστερων γειτό-
νων τον WKNN. ΟWKNN προσθέτει ένα πίνακα βαρών στην διαδικασία του K-NN έτσι ώστε να επιφέρει
μία βελτιστοποίηση στα παραγόμενα αποτελέσματα. Πιο συγκεκριμένα ο K-NN ταξινομεί ένα αντικείμενο
του συνόλου δεδομένων ανάλογα με την απόσταση ως προς τα αντικείμενα κάθε κλάσης. Ο αλγόριθμος
αυτός είναι εξαιρετικά αποτελεσματικός όταν τα χαρακτηριστικά των αντικειμένων που επεξεργάζεται εί-
ναι εξίσου σημαντικά ως προς την ταξινόμηση. Όταν αυτό δεν ισχύει τότε ο συγκεκριμένος αλγόριθμος δεν
συμπεριφέρεται καλά. Από την άλλη πλευρά, ο WKNN προτείνει την δημιουργία ενός πίνακα ο οποίος πε-
ριέχει βάρη ανάλογα με τη συνεισφορά κάποιου χαρακτηριστικού στη συνολική απόδοση της ταξινόμησης.
Ο Γενετικός Αλγόριθμος χρησιμοποιείται στην εύρεση ενός βέλτιστου πίνακα βαρών.

Αρχικά ο WKNN αντιστοιχεί σε κάθε χαρακτηριστικό ένα βάρος ανάλογα με τη συνεισφορά του. Για
παράδειγμα, αν ένα χαρακτηριστικό είναι καθοριστικής σημασίας, στην εύρεση της κλάσης στην οποία
ανήκει τότε το βάρος του θα είναι μεγαλύτερο από κάποιο άλλο.

Η μετρική που χρησιμοποιείται στον WKNN βασίζεται σε μία διαφοροποίηση της Ευκλείδιας μετρικής
έτσι ώστε να περιέχει και την πληροφορία των βαρών.

dij = {
n∑

a=1

wa(xia − xja)
2} 1

2 (2.1)

Επιπλέον διαφοροποιείται η διαδικασία κατά την οποία ο KNN προσδιορίζει την κλάση ενός στοιχείου.
Η επιλογή της κλάσης ενός στοιχείου βασίζεται στην παρατήρηση ότι θα πρέπει να υπάρχει ένας γείτονας
από τους k, ο οποίος θα έχει μεγαλύτερη επιρροή στην ταξινόμηση του σε κάποια κλάση. Έτσι είναι πιθανό
ο γείτονας που είναι πιο κοντά στο στοιχείο να έχει μεγαλύτερη επιρροή στην ταξινόμηση του από το k-
στο γείτονα. Με αυτό τον τρόπο συσχετίζουμε τα βάρη των στοιχείων που ορίσαμε προηγουμένως με την
επιλογή της κλάσης στην οποία ταξινομούνται. Ορίζουμε την ακόλουθη παράμετρο την οποία ονομάζουμε
Vote

Vi =
k∑

i=1

Wj if Cj = i

0 if Cj ̸= i
(2.2)

μεWj είναι το βάρος του j-στου γείτονα και Cj η κλάση του j-στου γείτονα.
Ο GA-WKNN συνδυάζει τις δυνατότητες βελτιστοποίησης των γενετικών αλγορίθμων με τις δυνατότη-

τες ταξινόμησης του αλγόριθμου των k πλησιέστερων γειτόνων. Με αυτό τον τρόπο ο γενετικός αλγόριθμος
χρησιμοποιείτε για την εύρεση του βέλτιστου πίνακα βαρών δηλαδή του πίνακα αυτού που προκαλεί τη με-
γαλύτερη ακρίβεια ταξινόμησης.

Η δομή του αλγορίθμου σκιαγραφείται παρακάτω:

▶ Τα χρωμοσώματα παριστάνονται με διανύσματα πραγματικών τιμών στο διάστημα [0, 1] που αντι-
προσωπεύουν τα βάρη. Οι τιμές αυτές παράγονται τυχαία για κάθε γενιά.

▶ Η απόδοση των χρωμοσωμάτων υπολογίζεται μέσω τις σχέσης 2.2 για τον υπολογισμό των βαρών
και προσδιορίζονται οι κ πλησιέστεροι γείτονες μέσω της σχέσης 2.1 .
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▶ Τέλος χρησιμοποιείται μία αντικειμενική συνάρτηση f που αθροίζει όλα τα δεδομένα που έχουν τα-
ξινομηθεί σε λάθος κλάση. Ο γενετικός αλγόριθμος χρησιμοποιείται για την ελαχιστοποίηση της f
δηλαδή ελαχιστοποιεί τα δεδομένα που ταξινομούνται λάθος.

2.2.2 GA-Classifier

Ο GA-Classifier [1] υλοποιεί ένα σύνολο H από υπερεπίπεδα στον χώρο αναζήτησης έτσι ώστε να
ελαχιστοποιήσει τον αριθμό των σημείων που ταξινομούνται λανθασμένα. Η εξίσωση ενός υπερεπιπέδου
στον N-διάστατο χώρο (X1, X2, · · · , Xn) δίνεται από την ακόλουθη εξίσωση.

xN cosαN−1 + βN−1 sinαN−1 = d (2.3)

με

βN−1 = xN−1 cosαN−2 + βN−2 sinαN−2,

βN−2 = xN−2 cosαN−3 + βN−3 sinαN−3

...

β1 = x1 cosα0 + β0 sinα0

με παραμέτρους
Xi: το i-οστό χαρακτηριστικό (ή i-οστή διάσταση)
(x1, x2, · · · , xN ): ένα σημείο στο υπερεπίπεδο
αN−1: Η γωνία που σχηματίζει η κανονικοποιημένη μονάδα του υπερεπιπέδου με τον άξονα των XN

αN−2: Η γωνία που σχηματίζει η προβολή της κανονικοποιημένης μονάδας στον (X1 −X2 − · · ·XN−1)

χώρο με τον άξονα XN−1

...
α1: Η γωνία που σχηματίζει η προβολή της κανονικοποιημένης μονάδας στον (X1−X2) χώρο με τον άξονα
X2

α0: Η γωνία που σχηματίζει η προβολή της κανονικοποιημένης μονάδας στον (X1) επίπεδο με τον άξονα
X1

d: Η κάθετη απόσταση του υπερεπιπέδου από την αρχή των αξόνων
Με αυτόν τον τρόπο η N-άδα < α1, α2, · · · , αN − 1, d > ορίζει ένα επίπεδο N-διαστάσεων.
Κάθε γωνία aj με j = 1, 2, · · · , N − 1 κινείται στο διάστημα [0, 2π]. Έτσι αν θεωρήσουμε ότι b1 bits
χρησιμοποιούνται για την αναπαράσταση μίας γωνίας τότε οι επιτρεπόμενες τιμές των aj είναι

0, δ ∗ 2π, 2δ ∗ 2π, 3δ ∗ 2π, · · · , (2b1 − 1) ∗ 2π

με δ = 1
2b1

. Συνεπώς αν b1 bits χρησιμοποιούνται για την αναπαράσταση μίας γωνίας στη δεκαδική του
μορφή είναι v1 και τότε η γωνία δίνεται από τον τύπο v1 ∗ δ ∗ 2π.

Όταν οι γωνίες σταθεροποιούνται τότε και το υπερεπίπεδο σταθεροποιείται σε ένα σημείο. Για τον
καθορισμό του υπερεπιπέδου μένει να καθορίσουμε το d. Για το λόγο αυτό θεωρούμε ένα υπερορθογώνιο
το οποίο περικλείει τα σημεία του συνόλου εκπαίδευσης. Έστω (xi

min, xi
max) η μέγιστη και η ελάχιστη τιμή

των χαρακτηριστικών του συνόλου εκπαίδευσηςXi. Τότε τα διανύσματα που καθορίζουν το υπερορθογώνιο
είναι τα

x1
ch1, x2

ch2, · · · , xN
chN
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με chi, με i = 1, 2, · · · , N μπορούν να είναι ή xi
min ή xi

max δηλαδή το πλήθος των διανυσμάτων θα είναι
2N .
Έστω diag η διαγώνιος του υπερορθογώνιου με

diag =
√
(x1

min − x1
max)2 + (x2

min − x2
max)2 + · · ·+ (xN

min − xN
max)2

Ένα υπερεπίπεδο είναι υπερεπίπεδο βάσης με ένα δεδομένο προσανατολισμό όταν:

1. Έχει ίδιο προσανατολισμό

2. Περνάει από ένα διάνυσμα του υπερορθογωνίου

3. Η κάθετη απόσταση από την αρχή των αξόνων είναι η ελάχιστη. Έστω η απόσταση αυτή dmin

Αν b2 bits χρησιμοποιούνται για την αναπαράσταση του d και έστω η δεκαδική τιμή του d η v2. Τότε η v2

καθορίζει ένα υπερεπίπεδο με αυτόν τον προσανατολισμό και για τον οποίο το d δίνεται από την σχέση
dmin +

diag
2b2
∗ v2. Με αυτό τον τρόπο κάθε χρωμόσωμα έχει μέγεθος l = H((N − 1)b1 + b2 με H ο

αριθμός των υπερεπιπέδων. Κάθε χρωμόσωμα χαρακτηρίζεται από μια δυαδική συμβολοσειρά μεγέθους l.
Η απόδοση του κάθε χρωμοσώματος εξαρτάται από τον βαθμό ταξινόμησής του. Μια συμβολοσειρά stri

με i = 1, 2, · · · , Pop και Pop το σύνολο του πληθυσμού των χρωμοσωμάτων αναπαριστάH υπερεπίπεδα
που συμβολίζονται ως plnj

i στον N-διάστατο χώρο και j = 1, 2, · · · ,H .
Για κάθε σημείο από το σύνολο εκπαίδευσης x1

m, x2
m, · · · , xN

m υπολογίζουμε το πρόσημό του σε σχέση
με το υπερεπίπεδο plnj

i. Το πρόσημο αυτό προκύπτει από την παρακάτω παράσταση.

xm cosαN−1
ij + βN−1

ij sinαN−1
ij − dij

Το πρόσημο αυτό είναι θετικό ή αρνητικό (ανάλογα 0 ή 1) ανάλογα αν το σημείο βρίσκεται στην θετική
πλευρά του υπερεπιπέδου ή όχι. Αυτή η διαδικασία επαναλαμβάνεται για όλα τα υπερεπίπεδα και στο τέλος
παίρνουμε μια συμβολοσειρά μήκους H την sign_string. Η sign_string αναφέρεται στην ταξινόμηση
που προέκυψε στο σημείοm, δηλαδή σε ποια τάξη ανήκει.

Για τον υπολογισμό των σημείων που ταξινομήθηκαν λάθος χρησιμοποιούμε ένα βοηθητικό πίνακα
τον class_matrix με class_matrix = 2 ∗ k. Κάθε γραμμή του πίνακα περιέχει την δεκαδική τιμή της
δυαδικής συμβολοσειράς του εκάστοτε sign_string και κάθε στήλη έχει ένα αριθμό από το 1 ως το Κ
δηλαδή τις κλάσεις του συνόλου δεδομένων μας. Αν η κλάση του σημείου είναι η i-οστή, τότε η τιμή στη
θέση class_matrix[dec(sign_string), i] αυξάνεται κατά 1. Αυτή η διαδικασία επαναλαμβάνεται για κάθε
σημείο του συνόλου εκπαίδευσης.

Τέλος για να συνδέσουμε τις τοποθεσίες του χώρου αναζήτησης με μια συγκεκριμένη κλάση λαμβά-
νουμε ως σημείο αναφοράς την πρώτη στήλη του πίνακα class_matrix που έχει 1 και 0. Με άλλα λόγια

Class(Regi) = argmaxp=1,2··· ,K class_matrix[dec(Regi), p]

έτσι ώστε class_matrix[dec(Regi), 0] ̸= 0
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Κεφάλαιο 3

Τεχνητά Ανοσοποιητικά Συστήματα

3.1 Εισαγωγή

Τεχνητά Ανοσοποιητικά Συστήματα (ΤΑΣ) είναι ένα ξεχωριστό πεδίο έρευνας που προσπαθεί να συν-
δέσει την ανοσολογία με την μηχανική, και την πληροφορική μέσω της υπολογιστικής μοντελοποίησης.
Είναι υπολογιστικά συστήματα τα οποία, αναπτύχθηκαν εμπνευσμένα από τις αρχές και τη λειτουργία του
ανοσοποιητικού συστήματος. Το ανοσοποιητικό σύστημα των σπονδυλωτών οργανισμών αποτελείται από
ένα πολύπλοκο δίκτυο από εξειδικευμένα μέλη όπως οι ιστοί, τα όργανα, τα κύτταρα και τα χημικά μό-
ρια. Ορισμένες δυνατότητες του φυσικού ανοσοποιητικού συστήματος είναι η αναγνώριση, η καταστροφή
και η διατήρηση ιστορικού ενός σχεδόν ακαθόριστου πλήθους ξένων σωματιδίων καθώς και η προστασία
του οργανισμού από παθογόνους οργανισμούς. Μια από τις πιο βασικές διεργασίες του ανοσοποιητικού
συστήματος είναι η αναγνώριση του εαυτού από τον μη εαυτό. Τα Τεχνητά Ανοσοποιητικά Συστήματα εί-
ναι μία προσπάθεια μοντελοποίησης αυτών των μηχανισμών του ανοσοποιητικού συστήματος. Για αυτό
το λόγο, έχουν αναπτυχθεί πολλές θεωρίες σχετικά με τον τρόπο που το ανοσοποιητικό σύστημα υλοποιεί
τους μηχανισμούς αυτούς. Μερικές από αυτές είναι, η θεωρία της επιλογής των κλώνων, η θεωρία της
αρνητική επιλογής, η θεωρία ανοσοποιητικού δικτύου, η θεωρία κινδύνου και πολλές άλλες. Πριν προ-
χωρήσουμε στην περιγραφή του τομέα των Τεχνητών Ανοσοποιητικών Συστημάτων, είναι απαραίτητο να
περιγράψουμε την βασική δομή και λειτουργία του ανοσοποιητικού συστήματος.

Δομή του Ανοσοποιητικού Συστήματος
Το ανοσοποιητικό σύστημα είναι ο αμυντικός μηχανισμός του ανθρώπου και γενικά των σπονδυλωτών

οργανισμών ενάντια σε παθογόνους μικροοργανισμούς. Περιλαμβάνει ένα μεγάλο πλήθος από εξειδικευ-
μένα κύτταρα και μόρια τα οποία παράγονται και ωριμάζουν με σκοπό την αντιμετώπιση εξωγενών βλα-
βερών μικροοργανισμών. Η αλληλεπίδραση ανάμεσα στα ανοσοποιητικά κύτταρα και άλλα κύτταρα του
οργανισμού, συνθέτουν ένα πλούσιο και πολύπλοκο περιβάλλον που έχουν ως αποτέλεσμα την άμυνα του
οργανισμού μας. Το ανοσοποιητικό σύστημα μπορεί να χωριστεί σε τέσσερα επίπεδα (3.1).

▶ Φυσικά εμπόδια: δέρμα, τρίχες

▶ Βιοχημικά εμπόδια: βιολογικά υγρά, ιδρώτας

▶ Μη ειδικής ανοσίας

▶ Ειδικής ανοσίας
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Σχήμα 3.1: Επίπεδα Ανοσοποιητικού Συστήματος

Τα δύο τελευταία επίπεδα αποτελούν τις κύριες γραμμές άμυνας του Ανοσοποιητικού Συστήματος.
Το σύστημα μη ειδικής ανοσίας είναι η πρώτη γραμμή άμυνας των σπονδυλωτών οργανισμών από πα-

θογόνους μικροοργανισμούς. Αυτός ο μηχανισμός είναι ο βασικός αμυντικός μηχανισμός, ο οποίος δεν
μεταβάλετε κατά τη διάρκεια της ζωής ενός ανθρώπου και περιλαμβάνει την φλεγμονώδη αντίδραση και
την φαγοκυττάρωση (δηλαδή την κατάποση παθογόνων οργανισμών από εξειδικευμένα κύτταρα). Από την
άλλη πλευρά, το σύστημα ειδικής ανοσίας αναπτύσσεται όσο ο οργανισμός αναπτύσσεται και έχει τη δυνα-
τότητα να μεταβάλλεται. Αυτό έχει ως αποτέλεσμα, να αναγνωρίζει παθογόνους οργανισμούς και να τους
θυμάται για μελλοντική αντιμετώπισή τους. Τα συστήματα ειδικής και μη ειδικής ανοσίας λειτουργούν με
διαφορετική χρονική διάρκεια το καθένα. Το σύστημα μη ειδικής ανοσίας λειτουργεί αρχικά για ένα μικρό
χρονικό διάστημα μόλις εντοπίσει τον παθογόνο οργανισμό, ενώ το σύστημα ειδικής ανοσίας μπορεί να
διαρκέσει μέρες.

Τα συστήματα ειδικής και μη ειδικής ανοσίας περιέχουν ορισμένα εξειδικευμένα κύτταρα τα οποία
επικοινωνούν μέσω συνδέσεων, είτε κύτταρο με κύτταρο, είτε μέσω κυτοκίνων. Αυτή η επικοινωνία γίνεται
μέσω ειδικών πρωτεϊνικών μορίων που λέγονται υποδοχείς και υπάρχουν στην επιφάνεια των κυττάρων.
Όταν υπάρχει μία ισχυρή χημική επικοινωνία μεταξύ δύο υποδοχέων τότε παράγεται ένα σήμα στο κύτταρο
το οποίο του επιτρέπει την αναγνώρισή του. Οι υποδοχείς αυτοί ονομάζονται αντιγονικοί υποδοχείς ενώ τα
μόρια που τους συνδέουν ονομάζονται αντιγόνα.

Σχήμα 3.2: Δομή Ανοσοποιητικού Συστήματος

Τα βασικά συστατικά του συστήματος ειδικής ανοσίας είναι τα Τ-λεμφοκύτταρα και τα Β-λεμφοκύτταρα
(3.2). Γενικά, τα λεμφοκύτταρα είναι τα μόνα κύτταρα, τα οποία παράγουν αντιγονικούς υποδοχείς, με κάθε
λεμφοκύτταρο να παράγει διαφορετικό αντιγονικό υποδοχέα από τους άλλους. Τα λεμφοκύτταρα παράγο-
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νται στον μυελό των οστών και διαφοροποιούνται στα διάφορα όργανα του λεμφικού συστήματος. Όταν ο
οργανισμός δεν είναι μολυσμένος, τα λεμφοκύτταρα βρίσκονται σε κατάσταση ηρεμίας και απλά κυκλοφο-
ρούν στο αίμα και στους λεμφαδένες.

Κύριος ρόλος των Β-λεμφοκυττάρων είναι η παραγωγή και η έκκριση αντισωμάτων. Τα αντισώματα
είναι πρωτεΐνες που συνδέονται σε συγκεκριμένα αντιγόνα, που βρίσκονται στην επιφάνεια του παθογόνου
οργανισμού. Με αυτό τον τρόπο είτε εξασθενούν τον παθογόνο οργανισμό είτε ενεργοποιούν άλλα κύτταρα
του ανοσοποιητικού συστήματος τα οποία εν συνεχεία τα καταστρέφουν. Κάθε Β-λεμφοκύτταρο παράγει
μόνο ένα είδος αντισώματος, το οποίο μπορεί να αναγνωρίσει μόνο ένα συγκεκριμένο είδος αντιγόνου.
Τα αντισώματα μπορούν είτε να προσδεθούν στην επιφάνεια των Β-λεμφοκυττάρων είτε σε μόρια ελεύ-
θερα σε διάλυμα (3.3). Όταν γίνεται η σύνδεση ενός αντιγόνου με ένα αντίσωμα τότε το Β-λεμφοκύτταρο
ενεργοποιείται και πολλαπλασιάζεται. Κάποιοι κλώνοι αυτού του Β-λεμφοκυττάρου μπορεί να είναι τα
λεμφοκύτταρα μνήμης τα οποία παρέχουν προστασία από μελλοντικές επιθέσεις του ίδιου παθογόνου.

Σχήμα 3.3: Πρόσδεση Β-λεμφοκυττάρων σε αντιγόνο

Τα Τ-λεμφοκύτταρα ρυθμίζουν την συμπεριφορά άλλων κυττάρων και παράλληλα επιτίθενται άμεσα
στα μολυσμένα κύτταρα του οργανισμού. Ονομάζονται έτσι γιατί ωριμάζουν στο θύμο αδένα. Γενικά, τα
Τ-λεμφοκύτταρα ρυθμίζουν την ανοσολογική αντίδραση εκκρίνοντας ουσίες, τις κυτοκίνες ή πιο συγκεκρι-
μένα τις λεμφοκίνες, οι οποίες ειδοποιούν και ενεργοποιούν άλλα κύτταρα, ενώ παράλληλα μπορούν να
εξοντώσουν και τα κύτταρα στόχους.

Όταν ένας αντιγονικός οργανισμός εισβάλει για πρώτη φορά στο ανοσοποιητικό σύστημα τότε θα υπάρ-
ξει μία αντίδραση του οργανισμού παράγοντας ένα μεγάλο πλήθος αντισωμάτων. Αφού η μόλυνση εξαλει-
φθεί, μια μνήμη των επιτυχών υποδοχέων διατηρείται προκειμένου να επιτραπεί η γρηγορότερη απόκριση
σε περίπτωση που ίδια ή παρόμοια παθογόνα εισβάλλουν στο σώμα. Σε περίπτωση που ο οργανισμός ξα-
ναμολυνθεί από τον ίδιο παθογόνο οργανισμό ή από μια μεταλλαγμένη εκδοχή του τότε το ανοσοποιητικό
σύστημα παράγει γρηγορότερα ένα πληθυσμό από σχετικά αντισώματα με αποτέλεσμα την απομάκρυνση
του αντιγόνου αποτελεσματικότερα. Επομένως εάν μια μεταλλαγμένη έκδοση του αρχικού παθογόνου αντι-
μετωπιστεί, το ανοσοποιητικό σύστημα είναι ήδη εν μέρει προσαρμοσμένο έτσι ώστε να το αντιμετωπίσει,
βασισμένο στην προηγούμενη γνώση του. Αν και υπάρχει διαμάχη γύρω από τον ακριβή τρόπο με τον
οποίο η μνήμη του ανοσοποιητικού συστήματος διατηρείται, γενικά θα μπορούσαμε να πούμε ότι το ανο-
σοποιητικό σύστημα διατηρεί έναν πληθυσμό μακρόβιων λεμφοκυττάρων ή κυττάρων μνήμης. Τα Τ και
Β κύτταρα έχουν διαφορετικές εκδοχές μνήμης. Η δημιουργία των κυττάρων μνήμης εξασφαλίζουν ότι τα
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αποτελέσματα της εκμάθησης του παρελθόντος κωδικοποιούνται στον τρέχοντα πληθυσμό των λεμφοκυτ-
τάρων.

3.2 Βασικά Στοιχεία των Τεχνητών Ανοσοποιητικών Συστημάτων

Σύμφωνα με τον ορισμό του de Castro and Timmis [8]:

Ορισμός 3 Τα Τεχνητά Ανοσοποιητικά Συστήματα, είναι προσαρμοστικά συστήματα εμπνευσμένα από τη θε-
ωρία της ανοσολογίας και από τις αρχές, τους μηχανισμούς και τα μοντέλα του ανοσοποιητικού συστήματος,
τα οποία εφαρμόζονται στην επίλυση προβλημάτων.

Τις δυνατότητες και τα χαρακτηριστικά που έχουν δανειστεί τα Τεχνητά Ανοσοποιητικά Συστήματα από
το φυσικό ανοσοποιητικό είναι τα ακόλουθα:

▶ Το γεγονός ότι χρειάζεται να γνωρίζει μόνο τα φυσιολογικά κύτταρα (self)

▶ Τη δυνατότητα αναγνώρισης των κυττάρων εαυτού (self) από τα ξένα κύτταρα (non self)

▶ Τη δυνατότητα αναγνώρισης προσδιορισμού ενός ξένου κυττάρου ως επιβλαβές ή μη επιβλαβές

▶ Την ικανότητα των λεμφοκυττάρων να κλωνοποιούνται και να μεταλλάσσονται προκειμένου να προ-
σαρμόζονται στα ξένα κύτταρα που αντιμετωπίζει ο οργανισμός

▶ Την ικανότητα γρήγορης αντίδρασης σε αντιγόνα που ο οργανισμός έχει ήδη αντιμετωπίσει που οφεί-
λεται στα κύτταρα μνήμης

▶ Τη δημιουργία δικτύων λεμφοκυττάρων σαν αποτέλεσμα της συνεργασίας μεταξύ των λεμφοκυττά-
ρων

Στη συνέχεια έχει προταθεί ότι για την υλοποίηση των Τεχνητών Ανοσοποιητικών Συστημάτων είναι
απαραίτητη η θεμελίωση ενός πλαισίου, το οποίο θα πρέπει να ακολουθούν όλα τα Τεχνητά Ανοσοποιητικά
Συστήματα. Έτσι τα βασικά στοιχεία τα οποία πρέπει να πληρεί η δομή ενός Τεχνητού Ανοσοποιητικού
Συστήματος είναι τα εξής:

▶ Αναπαράσταση Συστατικών : Η αναπαράσταση των συστατικών του συστήματός μας

▶ Μέτρα έλξης : Ένα σύνολο μηχανισμών για τον υπολογισμό της αλληλεπίδρασης των συστατικών
μας με άλλα

▶ Διαδικασίες προσαρμογής : Η διαδικασία κατά την οποία τα συστατικά μας αλληλεπιδρούν με τη
δυναμική του συστήματος
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Η αναπαράσταση συστατικών σε ένα Τεχνητό Ανοσοποιητικό Σύστημα μπορεί να αναπαρασταθεί ως
εξής. Ένα αντιγόνο ή ένα αντίσωμα μπορεί να αναπαρασταθεί σαν ένα διάνυσμα στον Ν-διάστατο χώρο.
Έτσι αν θεωρήσουμε ένα αντιγόνο ωςAb και ένα αντίσωμα ωςAg, η κατάσταση κατά την οποία το αντιγόνο
και το παθογόνο ταιριάζουν τέλεια περιγράφεται ως εξής Ab = Ag. Το συμπληρωματικό του Ab ή του Ag

μπορεί να μετρηθεί ως η απόσταση τουAb και τουAg χρησιμοποιώντας μία κατάλληλη μετρική. Η μετρική
αυτή, εκφράζει το μέτρο συγγένειας των δύο αυτών στοιχείων δηλαδή το μέτρο έλξης. Για την περιγραφή
του μεγέθους αυτού χρησιμοποιήθηκε η έννοια του σχηματο-χώρου.

Η βασική ιδέα της έννοιας του σχηματο-χώρου είναι ότι ανάλογα με τον βαθμό που ταιριάζουν οι υπο-
δοχείς του ανοσοποιητικού κυττάρου με το επίτοπο, τόσο ισχυρή είναι η έλξη μεταξύ τους. Αυτό οφείλεται
στον τρόπο με τον οποίο τα μόρια τους, ταιριάζουν μεταξύ τους. Δηλαδή, αν ταιριάζουν ή όχι αυτά τα μόρια
οφείλεται στο σχήμα τους. Το μέγεθος της έλξης έχει σχέση με το μέγεθος και το είδος των κλώνων που θα
παραχθούν για την αντιμετώπισή ενός παθογόνου οργανισμού.

Για να περιγράψουμε το μέγεθος έλξης μπορούμε να χρησιμοποιήσουμε διάφορες μετρικές. Μία με-
τρική που χρησιμοποιείται είναι η ευκλείδεια μετρική. Αν χρησιμοποιήσουμε n πραγματικούς αριθμούς
για να περιγράψουμε την έλξη μεταξύ κάθε σύνδεσης, τότε ο σχηματο-χώρος είναι ένα υποσύνολο του
Rn. Έστω ένας υποδοχέας με συντεταγμένες x = (x1, x2, · · · , xn) και ένα επίτοπο με συντεταγμένες
y = (y1, y2, · · · , yn) η Ευκλείδεια μετρική θα μας δώσει ένα ποσό έλξης μεταξύ τους που υπολογίζεται
από τον τύπο της απόστασης στον Ευκλείδειο χώρο.

D(x, y) =

√√√√ n∑
j=1

(xj − yj)2

Ένας άλλος τρόπος για την μέτρηση της έλξης είναι να θεωρήσουμε μία μπάλα ακτίνας ϵ με ϵ οσο-
δήποτε μικρό και κέντρο x. Τα στοιχεία που βρίσκονται στο εσωτερικό της μπάλας παρουσιάζουν μεγάλη
έλξη, ώστε να ενεργοποιήσουν το ανοσοποιητικό σύστημα, ενώ αυτά που ανήκουν στο συμπλήρωμα δεν
παρουσιάζουν μεγάλη έλξη. Θεωρούμε την μπάλα με κέντρο x και ακτίνα ϵ και τα στοιχεία που ανήκουν
σε αυτή, y για τα οποία ισχύει d(x, y) < ϵ.

Bϵ(x) = {y|D(x, y) < ϵ}
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Σε αυτή την περίπτωση η μετρική έλξης είναι η εξής:

D(x, y) =

1 : y ∈ Bϵ(x)

0 : y /∈ Bϵ(x)

Ένας τελευταίος και πιο αποτελεσματικός τρόπος μέτρησης της έλξης είναι χρησιμοποιώντας τον σχη-
ματοχώροHamming. Ο σχηματοχώρος HammingΣL αποτελείται από L στοιχεία ενός πεπερασμένου αλφα-
βήτου Σ. Όπως παρουσιάζεται και στο παρακάτω σχήμα το αριστερό σκέλος αποτελείται από ένα σχηματο-
χώρο Hamming μεγέθους L με αλφάβητο το {0, 1} . Ενώ το δεξί σκέλος αποτελείται από ένα σχηματοχώρο
Hamming μεγέθους L με αλφάβητο το {A,C,G, T}.

Ο Percus et. al [32] πρότεινε μία μέθοδο μέτρησης της έλξης γνωστή ως r-contiguous.

Ορισμός 4 Έστω ένα στοιχείο e = (e1, e2, · · · , eL) με e ∈ ΣL και έστω ένας ανιχνευτής d = (d1, d2, · · · , dL)
με d ∈ ΣL. Σύμφωνα με τον r-contiguous κανόνα τα e και d ταιριάζουν αν υπάρχει φυσικός p ώστε ei = di

για i = p, · · · , p+ r − 1 όπου p < L− r + 1

Ο πιο παραπάνω ορισμός δηλώνει ότι δύο στοιχεία ταιριάζουν αν r συνεχόμενοι χαρακτήρες είναι ίδιοι.
Η συντριπτική πλειοψηφία των ερευνών πάνω στον τομέα των Τεχητών Ανοσοποιητών Συστημάτων

βασίζεται σε τρεις βασικές θεωρίες της ανοσολογίας: την αρχή της επιλογής των κλώνων, τη θεωρία ανο-
σοποιητικού δικτύου, και την αρχή της αρνητικής επιλογής. Παρακάτω παρουσιάζουμε βασικά χαρακτηρι-
στικά των ερευνών αυτών καθώς και αλγορίθμων που έχουν αναπτυχθεί.

3.2.1 Ο Αλγόριθμος επιλογής των κλώνων

Ο αλγόριθμος επιλογής των κλώνων βασίστηκε στην αρχή της επιλογής των κλώνων. Η αρχή της επι-
λογής των κλώνων ενέπνευσε του θεμελιωτές των Τεχνητών Ανοσοποιητικών Συστημάτων στη δημιουργία
ενός αλγόριθμου ο οποίος μπορεί να εφαρμοστεί στον τομέα της Αναγνώρισης Προτύπων. Ο αλγόριθμος
βασίζεται στο γεγονός ότι μόνο τα λεμφοκύτταρα που αναγνωρίζουν καλύτερα τα αντιγόνα πολλαπλασιά-
ζονται. Πιο συγκεκριμένα όταν τα αντισώματα Β-λεμφοκύτταρου αναγνωρίσουν ένα αντιγόνο τότε ενερ-
γοποιούνται και αρχίζουν να κλωνοποιούνται καινούργια Β-λεμφοκύτταρα. Αρχικά αυτά παρουσιάζουν τα
ίδια χαρακτηριστικά με τους γονείς τους, αλλά στη συνέχεια υπόκεινται σε μια διαδικασία υπερμετάλλαξης
κατά την οποία παράγουν αντισώματα που είναι ικανά να αντιμετωπίσουν το συγκεκριμένο αντιγόνο.
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Συμπερασματικά η αρχή της επιλογής των κλώνων (3.4) είναι η διαδικασία επιλογής του αριθμού των
Β-λεμφοκυττάρων που θα παραχθούν και διέπεται από τους παρακάτω κανόνες.

1. Τα νέα κύτταρα είναι κλώνοι των γονέων τους, και υπόκεινται σε μεταλλάξεις

2. Τα λεμφοκύτταρα τα οποία έχουν αυτενεργούς υποδοχείς καταστρέφονται

3. Πολλαπλασιασμός και διαφοροποίηση σε επαφή ώριμων κυττάρων με αντιγόνα

Σχήμα 3.4: Η αρχή της επιλογής των κλώνων

Οι de Castro and Timmis [9] παρατήρησαν δύο σημαντικές ιδιότητες των Β-λεμφοκυττάρων που μπο-
ρούν να αξιοποιηθούν υπολογιστικά.

Η πρώτη παρατήρηση είναι ότι ο πολλαπλασιασμός των Β λεμφοκυττάρων είναι ανάλογος με την μέγε-
θος της έλξης. Δηλαδή όσο μεγαλύτερη έλξη παρουσιάζει ένα Β-λεμφοκύτταρο τόσο περισσότεροι κλώνοι
παράγονται.

Η δεύτερη παρατήρηση είναι ότι οι μεταλλάξεις ενός αντισώματος είναι αντιστρόφως ανάλογη από την
έλξη. Δηλαδή αν η έλξη μεταξύ ενός αντιγόνου και ενός αντισώματος είναι μεγάλη τότε οι μεταλλάξεις που
θα προκληθούν στα Β-λεμφοκύτταρα θα είναι μικρές.

Αυτές οι παρατηρήσεις οδήγησαν τους de Castro and Von Zuben [10] στην ανάπτυξη του αλγορίθμου
της αρχής της επιλογής των κλώνων που τον ονόμασαν CLONALG και έχει χρησιμοποιηθεί σε πληθώρα
εφαρμογών.

Όταν αυτός ο αλγόριθμος εφαρμόζεται στην Αναγνώριση Προτύπων περιέχει ένα σύνολο S προτύπων
που παίζουν τον ρόλο των αντιγόνων. Η λειτουργία του αλγορίθμου είναι να παράγει ένα σύνολο M από
αντισώματα μνήμης, τα οποία ταιριάζουν με τα πρότυπα (αντιγόνα) του συνόλου S. Η σύγκριση αυτή υλο-
ποιείται υπολογίζοντας τη μετρική του σχηματοχώρου Hamming. Ο αλγόριθμος είναι ο εξής :
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Input: S = Σύνολο S προτύπων προς αναγνώριση.
n = O αριθμός χειρότερης περίπτωσης των στοιχείων a ∈ S όπου θα μετακινηθούν.
Output:Μ= Σύνολο που περιέχει αντισώματα μνήμης που μπορούν να ταξινομήσουν

καινούργια πρότυπα.
begin

Δημιούργησε ένα τυχαίο σύνολο Α που περιέχει αντισώματα. Δηλαδή στοιχεία που
μπορούν να αναγνωρίσουν τα αντιγόνα (πρότυπα)
foreach στοιχείο του S do

1. Υπολόγισε την έλξη κάθε στοιχείου του Α με
κάθε στοιχείο του S.

2. Δημιούργησε κλώνους των αντισωμάτων ενός
υποσυνόλου του Α με την μεγαλύτερη έλξη.
Όσο μεγαλύτερη η έλξη τόσο
περισσότεροι κλώνοι.

3. Μετάλλαξε στοιχεία των κλώνων αυτών ανάλογα με
την έλξη τους. Πρόσθεσε αυτούς τους κλώνους
στο σύνολο Α, και αντέγραψε τα στοιχεία του Α
με τη μεγαλύτερη έλξη στο M

4. Αντικατέστησε n στοιχεία με την χαμηλότερη έλξη
στο Α με καινούργια αντισώματα τυχαίως επιλεγμένα.

end
end

Algorithm 1: Αλγόριθμος Επιλογής των Κλώνων

3.2.2 Αλγόριθμος Αρνητικής Επιλογής

Ο αλγόριθμος αρνητικής επιλογής αναπτύχθηκε από τους Forrest et al. [16] και αρχικά χρησιμοποιή-
θηκε για την αναγνώριση ιών σε υπολογιστές. Ο αλγόριθμος αυτός εμπνεύστηκε από τον κύριο μηχανι-
σμό που πραγματοποιείται στον θύμο αδένα και παράγει Τ-λεμφοκύτταρα τα οποία έχουν την δυνατότητα
να επιτελούν μία διάκριση του εαυτού με τον μη εαυτό. Αυτός ο μηχανισμός είναι ζωτικής σημασίας για
τους σπονδυλωτούς οργανισμούς διότι αν καταρρεύσει οδηγεί στην εμφάνιση αυτοάνοσων ασθενειών. Στον
θύμο αδένα τα Τ-λεμφοκύτταρα εκτίθενται σε πρωτεΐνες εαυτού. Τα Τ-λεμφοκύτταρα που αντιδρούν στις
πρωτεΐνες αυτές καταστρέφονται ενώ αυτά που δεν αντιδρούν παραμένουν έτοιμα για δράση. Αυτά τα Τ-
λεμφοκύτταρα αφού έχουν ωριμάσει στον θύμο αδένα και έχουν μηχανισμούς αναγνώρισης του εαυτού
από τον μη εαυτό κυκλοφορούν στο σώμα του οργανισμού και τον προστατεύουν από εξωγενή αντιγόνα.
Ο αλγόριθμος αυτός είναι πολύ σημαντικός για τη δημιουργία τεχνητών συστημάτων που θα μπορούν να
κάνουν διάκριση μεταξύ μίας αποδεκτής κατάστασης και μίας μη αποδεκτής.

Αρχικά ο αλγόριθμος όπως αναπτύχθηκε από τον Forrest et al. [16] δημιουργεί ένα σύνολο από συμβο-
λοσειρές S που αντιπροσωπεύουν τη κανονική κατάσταση του συστήματος. Δηλαδή το σύνολο S περιέχει
στοιχεία που αντιπροσωπεύουν την φυσιολογική κατάσταση του συστήματος. Η έξοδος είναι ένα σύνολο
D που τα στοιχεία του είναι ανιχνευτές τα οποία ανιχνεύουν στοιχεία που δεν ανήκουν στο S. Αυτοί οι ανι-
χνευτές έπειτα μπορούν να εφαρμοστούν σε διάφορα δεδομένα με σκοπό να τα ταξινομήσουν σε κανονικά

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 41



Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

δεδομένα και ανώμαλα. Ο αλγόριθμος είναι ο παρακάτω:

Input: S= ένα σύνολο με στοιχεία που εκπροσωπούν την κανονική κατάσταση ενός
συστήματος.

Output: D= ένα σύνολο από ανιχνευτές της ανώμαλης κατάστασης.
begin

repeat
1. Δημιούργησε τυχαία ανιχνευτές και πρόσθεσε τους σε

ένα σύνολο P.

2. Υπολόγισε το μέτρο έλξης κάθε στοιχείου του P με
κάθε στοιχείου του συνόλου S.

3. Αν τουλάχιστον ένα στοιχείο του S αναγνωριστεί από
τους ανιχνευτές του P βάση ενός κατωφλιού θ τότε ο
ανιχνευτής αυτός απορρίπτεται, αλλιώς προστίθεται
στο D.

until κάποιο κριτήριο να ικανοποιηθεί;
end

Algorithm 2: Αλγόριθμος Αρνητικής Επιλογής

Σε αυτή την υλοποίηση του αλγορίθμου οι ανιχνευτές παράγονται με τυχαίο τρόπο και έπειτα εξετάζεται
αν ταιριάζουν με στοιχεία του εαυτού (ομαλής κατάστασης). Αν κάποιος ανιχνευτής ταιριάζει με κάποιο
από τα στοιχεία εαυτού τότε απορρίπτεται. Αυτή η παραγωγή των ανιχνευτών επαναλαμβάνεται μέχρις
ότου παραχθεί ένα ικανοποιητικός αριθμός ανιχνευτών. Ο αριθμός των ανιχνευτών που χρειαζόμαστε για
να υπάρχει ένα ικανοποιητικό επίπεδο αξιοπιστίας διαφέρει. Μία προσέγγιση είναι μία πιθανοθεωρητική
ανάλυση του αριθμού των ανιχνευτών, η οποία όμως αυξάνει εκθετικά με το πλήθος του συνόλου εαυτού.
Έχουν προταθεί και άλλοι μέθοδοι που τρέχουν σε γραμμικό χρόνο Helman and Forrest [18].

3.2.3 Θεωρία Ανοσοποιητικού Δικτύου

Το 1974, ο Jerne [23] πρότεινε μία θεωρία πού βασίζεται στις ιδιότητες των κυττάρων και των μορίων
του ανοσοποιητικού μας συστήματος να αναγνωρίζονται το ένα με το άλλο ακόμα και κατά την απουσία
εξωγενών αντιγονικών παραγόντων. Η θεωρία ανοσοποιητικού δικτύου ερευνά την ικανότητα μάθησης και
μνήμης των κυττάρων αυτών. Η θεωρία αυτή βασίζεται στο γεγονός ότι κάθε υποδοχέας ενός λεμφοκύτ-
ταρου μπορεί να αναγνωριστεί από συγκεκριμένο ρεπερτόριο άλλων υποδοχέων. Εν γένει μπορούμε να
διακρίνουμε τα παρακάτω συστατικά που παίρνουν μέρος στην αναγνώριση των αντιγόνων από τα λεμφο-
κύτταρα.

▶ Επίτοπο : είναι ο υποδοχέας που έχει το αντιγόνο και μπορεί να προσδεθεί με το αντίσωμα

▶ Παράτοπο : είναι ο υποδοχέας ενός αντισώματος που μπορεί να προσδεθεί με ένα επίτοπο

▶ Ιδιότυπο: είναι το σύνολο όλων των επιτόπων

Η θεωρία του Ανοσοποιητικού Δικτύου βασίζεται στο γεγονός ότι το ανοσοποιητικό σύστημα περιέχει
ένα σύνολο από ιδιότυπα τα οποία συνδέουν μεταξύ τους ένα σύνολο από Β-λεμφοκύτταρα. Τα κύτταρα
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αυτά αλληλεπιδρούν μεταξύ τους και αυτό έχει ως αποτέλεσμα την σταθεροποίηση του δικτύου. Δύο Β-
λεμφοκύτταρα παρουσιάζουν μία σύνδεση μεταξύ τους αν και μόνο αν η έλξη τους ξεπερνά ένα κατώφλι.
Στην περίπτωση που ένα αντιγόνο αναγνωριστεί από ένα αντίσωμα αυτό συνεπάγεται την ενεργοποίηση
του ανοσοποιητικού συστήματος και τον πολλαπλασιασμό ανοσοποιητικών κυττάρων.

Στο Τεχνητό Ανοσοποιητικό Δίκτυο ο πληθυσμός των Β-λεμφοκυττάρων αποτελείται από δύο υπο-
πληθυσμούς: τον αρχικό πληθυσμό και τον κλωνοποιημένο. Ο αρχικός πληθυσμός παράγεται από ένα υπο-
σύνολο του συνόλου εκπαίδευσης για να δημιουργήσει το δίκτυο. Τα υπόλοιπα στοιχεία του συνόλου εκ-
παίδευσης χρησιμοποιούνται για την αναπαράσταση των αντιγόνων. Αν η έλξη είναι μεγάλη τότε τα Β-
λεμφοκύτταρα κλωνοποιούνται και μεταλλάσσονται. Η μετάλλαξη αυτή δημιουργεί ένα διαφοροποιημένο
σύνολο αντισωμάτων. Από την άλλη πλευρά όταν ένα Β-λεμφοκύτταρο παραχθεί γίνεται μία προσπάθεια
για την προσθήκη του στο Δίκτυο. Στην περίπτωση που αυτό δεν μπορεί να προστεθεί τότε αφαιρείται από
τον πληθυσμό.

Ο αλγόριθμος που εμπνεύστηκε από την θεωρία του Jerne αναπτύχθηκε από τους de Castro and von
Zuben [7] [6]. Ο αλγόριθμος αυτός ονομάστηκε aiNet και είναι παρόμοιος με τον αλγόριθμο επιλογής των
κλώνων. Η διαφορά του aiNet από τον CLONALG έγκειται στο γεγονός ότι στον aiNet υπάρχουν αλληλε-
πιδράσεις μεταξύ του πληθυσμού των ανιχνευτών. Ο αλγόριθμος παρουσιάζεται ποιο κάτω :

Input: G= ένα σύνολο με πρότυπα προς αναγνώριση
N= ένα σύνολο ανιχνευτών
n=αριθμός των αντισωμάτων καλύτερης περίπτωσης
Output:M= ένα σύνολο από ανιχνευτές που αναγνωρίζουν τα πρότυπα που περιέχει το σύνολο

G
begin

Δημιούργησε έναν αρχικό σύνολο B με τυχαία στοιχεία foreach πρότυπο ∈ G do
1. Υπολόγισε την έλξη κάθε στοιχείου του Β με κάθε

στοιχείο
του Ν των ανιχνευτών

2. Διάλεξε n στοιχεία του Β με την καλύτερη έλξη

3. Κλωνοποίησε και μετάλλαξε κάθε στοιχείο από τα
n ανάλογα με το μέγεθος της έλξης τους

4. Πρόσθεσε αυτά τα n στοιχεία στον Μ

5. Διέγραψε δυναμικά τα χειρότερα στοιχεία του M ως
προς την έλξη

6. Δημιούργησε b τυχαία στοιχεία και πρόσθεσε τα
στο σύνολο B

end
end

Algorithm 3: Αλγόριθμος Ανοσοποιητικού Δικτύου
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Κεφάλαιο 4

Αλγόριθμος AIRS

4.1 Εισαγωγή

Ο αλγόριθμος AIRS (Artificial Immune Recognition System) είναι ένας αλγόριθμος ταξινόμησης που
αναπτύχθηκε από τον Andrews Watkins (2001) [41] και υλοποιήθηκε με τεχνικές εμπνευσμένες από τα
Τεχνητά Ανοσοποιητικά Συστήματα. Ο αλγόριθμος αυτός δεν προσπαθεί να μοντελοποιήσει κάποιο συγκε-
κριμένο μηχανισμό του ανοσοποιητικού συστήματος, αλλά δανείζεται ορισμένα χαρακτηριστικά του. Πιο
συγκεκριμένα δανείστηκε ορισμένα συστατικά της θεωρίας της επιλογής των κλώνων και της θεωρίας του
ανοσοποιητικού δικτύου. Από την θεωρία επιλογής των κλώνων και πιο συγκεκριμένα από τον Clonalg
[10] χρησιμοποιεί το χαρακτηριστικό του συνόλου των κυττάρων μνήμης, που αποτελεί μία αναπαράσταση
του περιβάλλοντος μάθησης, καθώς και την ιδιότητα των κυττάρων για ωρίμανση και υπερμετάλλαξη. Από
την άλλη μεριά, από τη θεωρία ανοσοποιητικού δικτύου και τον αλγόριθμο AiNet [7] χρησιμοποιεί τον
μηχανισμό ελέγχου του πληθυσμού των κυττάρων καθώς και την έννοια των τεχνητών σφαιρών αναγνώρι-
σης (Artificial Recognition Ball). Τα κύτταρα ARB είναι ένα σύνολο Β-λεμφοκυττάρων που παρουσιάζουν
τα ίδια χαρακτηριστικά μεταξύ τους. Τέλος, το κατώφλι διέγερσης (Affinity Threshold) είναι μία έννοια
εμπνευσμένη από τον AiNet.

Στο [39] παρουσιάζονται τα ακόλουθα επιθυμητά χαρακτηριστικά που χαρακτηρίζουν τον αλγόριθμο
AIRS.

▶ Αυτορύθμιση (Self-regulation)
Ο αλγόριθμος έχει την ικανότητα της αυτορύθμισης, δηλαδή δεν χρειάζεται η επιλογή κάποιας αρχι-
τεκτονικής αλλά μαθαίνει την κατάλληλη αρχιτεκτονική του προβλήματος μέσω της διαδικασίας της
εκπαίδευσης.

▶ Επίδοση (Performance)
Η εφαρμογή του αλγορίθμου σε προβλήματα ταξινόμησης που πραγματοποιήθηκαν στο University of
California, Irvine [4] έδειξαν ότι ο AIRS μπορεί να ανταγωνιστεί πολλούς άλλους αλγόριθμους ταξι-
νόμησης. Τα αποτελέσματα δείχνουν ότι η ακρίβεια ταξινόμησης του AIRS είναι ανάμεσα στις πέντε
καλύτερες ενώ στο [39] παρατηρούμε ότι σε ορισμένα σύνολα ο AIRS παρουσιάζει την μεγαλύτερη
ακρίβεια.

▶ Γενίκευση (Generalization)
Ο AIRS πραγματοποιεί μία διαδικασία γενίκευσης, μέσω της μεθόδου της μείωσης δεδομένων (Data
Reduction). Αυτό σημαίνει ότι ο αλγόριθμος χρησιμοποιεί μικρότερο πλήθος δεδομένων [40] για την
παραγωγή καλύτερων αποτελεσμάτων από άλλους αλγορίθμους.
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▶ Σταθερότητα παραμέτρων (Parameter Stability)
Ο αλγόριθμος έχει τη δυνατότητα ρύθμισης των παραμέτρων έτσι ώστε να πετύχει καλύτερη ακρίβεια
σε διαφορετικά δεδομένα.

Μερικές έννοιες που χρησιμοποιείται ο AIRS είναι οι ακόλουθες:

▶ Έλξη (Affinity)
Η έλξη περιγράφει το βαθμό ομοιότητας μεταξύ ενός αντιγόνου και ενός κυττάρου ανίχνευσης. Η
μετρική που χρησιμοποιεί για την έλξη είναι η Ευκλείδια μετρική.

▶ Ωρίμανση της έλξης (Affinity maturation)
Είναι η ικανότητα του συστήματος να προσαρμόζεται και να ωριμάζει.

▶ Κλωνοποίηση
Η κλωνοποίηση είναι η διαδικασία παραγωγής των κλώνων.

▶ Υπερμετάλλαξη(Hypermutation)
Είναι η διαδικασία κατά την οποία τα κλωνοποιημένα κύτταρα υφίστανται μετάλλαξη, δηλαδή αλ-
λαγή του γενετικού τους υλικού. Ο βαθμός υπερμετάλλαξης καθορίζεται από τον βαθμό έλξης του
αντιγόνου από ένα κύτταρο ανιχνευτή.

Οι κλώνοι που δημιουργούνται με την διαδικασία της Υπερμετάλλαξης παρουσιάζουν διαφορετικά χα-
ρακτηριστικά από τους γονείς τους. Με αυτόν τον τρόπο εφαρμόζεται μια εξελικτική διαδικασία επιλογής
του ισχυρότερου, δηλαδή του κυττάρου ανιχνευτή, που παρουσιάζει μεγαλύτερη έλξη ως προς κάποιο αντι-
γόνο. Τέλος, το σύστημα του αλγορίθμου περιέχει ένα είδος μνήμης με την έννοια ότι αναγνωρίζει ένα
αντιγόνο που το έχει ξανά-αντιμετωπίσει.

4.2 Περιγραφή Αλγορίθμου

Ο αλγόριθμος δέχεται ως είσοδο ένα σύνολο αντιγόνων, ένα προς ένα, το οποίο είναι το σύνολο εκπαί-
δευσης (Training Set) μίας κλάσης δεδομένων και παράγει ως έξοδο ένα σύνολο αντισωμάτων μνήμης που
αναγνωρίζει τα στοιχεία (αντιγόνα) της κλάσης αυτής.

Ο αλγόριθμος AIRS αποτελείται από δύο σύνολα. Το σύνολο των Αντισωμάτων Μνήμης που περιέ-
χει τα αντισώματα που είναι εκπαιδευμένα προς αναγνώριση των αντιγόνων. Καθώς επίσης το σύνολο των
Διαθέσιμων Αντισωμάτων στο οποίο εκπαιδεύονται τα αντισώματα για την καλύτερη αναγνώριση των αντι-
γόνων. Σκοπός του αλγορίθμου είναι να παράγει ένα σύνολο ΑντισωμάτωνΜνήμης που να αναγνωρίζει όσο
το δυνατόν καλύτερα τα αντιγόνα μίας κλάσης.

▶ Αρχικοποίηση
Κατά την αρχικοποίηση όλα τα στοιχειά του συνόλου δεδομένων που δέχεται ως είσοδο ο αλγόριθμος
κανονικοποιούνται στο διάστημα [0, 1]. Με αυτόν τον τρόπο η Ευκλείδεια απόσταση μεταξύ δύο
οποιονδήποτε στοιχείων του συνόλου δεδομένων να είναι στο διάστημα [0, 1]. Έστω D το σύνολο
που περιέχει τα δεδομένα προς ταξινόμηση και x, y ∈ D όπου x, y ∈ R τότε η απόσταση

d(x, y) = ∥x− y∥norm ≤ 1 ∀x, y ∈ D
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Σχήμα 4.1: Διάγραμμα διαδικασίας του αλγορίθμου AIRS

Το σύνολο D ∈ MN×K είναι το σύνολο των δεδομένων και αποτελείται από x κλάσεις μεγέθους
C ∈ MN

x ×K . Το σύνολο εκπαίδευσης Τ (Training Set) είναι ένα υποσύνολο μίας τάξης του D και
χρησιμοποιείται για την εκπαίδευση των στοιχείων αυτής της κλάσης. Γενικά ισχύει ότι

Ti ⊆ Ci ⊆ D i ∈ {1, 2 · · ·x}

Στη συνέχεια, ο αλγόριθμος υπολογίζει την μέση έλξη μεταξύ των στοιχείων του Training Set το
Affinity Threshold. Το Affinity Threshold είναι η μέση τιμή των αποστάσεων μεταξύ των στοιχείων
του Training Set και δίνεται από τον παρακάτω τύπο.

affinity threshold =
n∑

i=1

n∑
j=i+1

affinity(agi, agj)
n(n−1)

2

όπου
affinity(x, y) = ∥x− y∥norm

Το τελευταίο στάδιο της αρχικοποίησης είναι η αρχικοποίηση του συνόλου Αντισωμάτων Μνήμης
και του συνόλου Διαθέσιμων Αντισωμάτων.

▶ Αρχικοποίηση Συνόλου Αντισωμάτων
Το σύνολο των αντισωμάτων μνήμης για κάθε κλάση αρχικοποιείται με το τρέχον αντιγονικό πρότυπο
από την ίδια κλάση προτύπων ή από ένα σύνολο αντιγονικών προτύπων από την ίδια κλάση προτύπων.

▶ Αρχικοποίηση Συνόλου Διαθέσιμων Αντισωμάτων
Το σύνολο διαθέσιμων αντισωμάτων (ARB pool) για κάθε κλάση αρχικοποιείται με ένα τυχαίο διά-
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νυσμα χαρακτηριστικών στο θεωρούμενο χώρο σχημάτων.

▶ Φάση Εκπαίδευσης
Για κάθε κλάση προτύπων και κάθε αντιγονικό πρότυπο.

▶ Προσδιορισμός συμβατού Αντισώματος Μνήμης
Ο αλγόριθμος είναι, one -shot δηλαδή εξετάζει ένα στοιχείο (αντιγόνο) τη φορά. Το πρώτο βήμα είναι
ο προσδιορισμός συμβατού αντισώματος μνήμης από το σύνολο των Αντισωμάτων Μνήμης. Έστω
ag ένα αντιγόνο από το σύνολο Training Set. Στο βήμα αυτό προσδιορίζουμε το αντίσωμα μνήμης
mcmatch το οποίο παρουσιάζει το μεγαλύτερο βαθμό διέγερσης ως προς το τρέχον αντιγόνο ag.

mcmatch = argmaxmc∈MCag.c
stimulation(ag,mc)

όπου stimulation(x, y) είναι η μεταξύ τους απόσταση δηλαδή

stimulation(x, y) = 1− ∥x− y∥norm

Με άλλα λόγια το mcmatch είναι εκείνο το αντίσωμα μνήμης που απέχει λιγότερο από το αντιγόνο
ag.
Στην περίπτωση που το σύνολο των αντισωμάτων μνήμης αυτής της κλάσης προτύπων είναι κενό
δηλαδήMCag.c ≡ ∅ τότε τοmcmatch ← ag δηλαδή τοmcmatch είναι το ίδιο το αντιγονικό πρότυπο
και έτσι το τοποθετούμε μέσα στο σύνολο αντισωμάτων μνήμης.

▶ Παραγωγή αντισωμάτων
Το αντίσωμα μνήμηςmcmatch που παρουσιάζει το μεγαλύτερο βαθμό διέγερσης προς το τρέχον αντι-
γονικό πρότυπο ag χρησιμοποιείται ως το αρχέτυπο για την παραγωγή ενός συνόλου από μεταλλαγ-
μένες εκδοχές του αρχικού. Αυτά τα αντισώματα θα συμπεριληφθούν στο σύνολο των διαθέσιμων
αντισωμάτων. Ο ρυθμός μετάλλαξης είναι αντιστρόφως ανάλογος του βαθμού διέγερσης προς το
τρέχον αντιγονικό πρότυπο.

▶ Διαδικασία εκπαίδευσης
Η διαδικασία εκπαίδευσης επαναλαμβάνεται όσο ο μέσος βαθμός διέγερσης του συνόλου των δια-
θέσιμων αντισωμάτων είναι μικρότερος από κάποια προκαθορισμένη τιμή. Αυτό το βήμα του αλγό-
ριθμου έχει ως στόχο να δημιουργήσει αντισώματα που να αναγνωρίζουν όσο καλύτερα το τρέχον
αντίσωμα.

1. Κατανομή πόρων
Για κάθε στοιχειο του συνόλου των διαθέσιμων αντισωμάτων δεσμεύεται ένα μέρος των συνο-
λικών πόρων του συστήματος ανάλογα με το βαθμό διέγερσής του ως προς το τρέχον αντιγονικό
πρότυπο.

2. Καταστολή διαθέσιμων Αντισωμάτων
Απαλοιφή εκείνων των αντισωμάτων που δέσμευσαν το μικρότερο μέρος από τους συνολικού
πόρους του συστήματος.

3. Παραγωγή Μεταλλαγμένων Απογόνων
Το υποσύνολο των διαθέσιμων αντισωμάτων που έχουν εξασφαλίσει το μεγαλύτερο μέρος των
πόρων του συστήματος έχουν μία επιπλέον ευκαιρία για την παραγωγή μεταλλαγμένων απογό-
νων.
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Σχήμα 4.2: Διάγραμμα διαδικασίας κατανομής των πόρων του συστήματος

▶ Προσδιορισμός Υποψήφιου Αντισώματος
Ως υποψήφιο αντίσωμα μνήμης επιλέγεται εκείνο το διάνυσμα χαρακτηριστικών που παρουσιάζει το
μεγαλύτερο βαθμό διέγερσηςως προς το τρέχον αντιγονικό πρότυπο. Το οποίο ονομάζουμεmccandidate

▶ Εισαγωγή αντισωμάτων μνήμης
Σε αυτό το βήμα χρησιμοποιούμε τοAffinity Threshold ως κριτήριο για την τοποθέτηση τουmccandidate

στο σύνολο των Αντισωμάτων Μνήμης. Το mccandidate προστίθεται στο σύνολο των αντισωμάτων
μνήμης αν ο βαθμός διέγερσής του, ως προς το τρέχον αντιγονικό πρότυπο, είναι μεγαλύτερος από
αυτόν τουmcmatch. Στην περίπτωση που αυτό ισχύει τότε αν το

affinity(mccandidate,mcmatch) < AT ·ATS

τότε τοmccandidate τοποθετείται στο σύνολο αντισωμάτων μνήμης και αντικαθίσταται από τοmcmatch

.

▶ Ταξινόμηση
Για την ταξινόμηση χρησιμοποιούμε τον αλγόριθμο των κ πλησιέστερων γειτόνων (knn-algorithm).
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Κεφάλαιο 5

Προτεινόμενος Αλγόριθμος

5.1 Εισαγωγή

Η πρόταση της παρούσας εργασίας είναι μία μέθοδος ταξινόμησης εμπνευσμένη από τους Γενετικούς
Αλγορίθμους και τον αλγόριθμο AIRS. Η υλοποίηση της μεθόδου Genetic AIRS βασίζεται στο γεγονός ότι
έχει γίνει ελάχιστη προσπάθεια για την αξιοποίηση των Γενετικών Αλγορίθμων σε προβλήματα ταξινόμη-
σης. Καθώς και στο ότι ο αλγόριθμος AIRS παρουσιάζει θετικά αποτελέσματα σε τέτοιου είδους προβλή-
ματα. Ενώ τέλος, γίνεται μία προσπάθεια προσέγγισης του προβλήματος ταξινόμησης σφαιρικά (globally),
αφού εκ φύσεως οι γενετικοί αλγόριθμοι υλοποιούνται σφαιρικά, σε αντίθεση με τη μέθοδο AIRS που εκτε-
λείται τοπικά. Στόχος του αλγορίθμου αυτού είναι να παράγει λύσεις παρόμοιες ή καλύτερες από αυτές που
παράγει ο αλγόριθμος AIRS, έτσι ώστε να αυξηθεί η ακρίβεια ταξινόμησης του αλγορίθμου σε διάφορα
σύνολα δεδομένων.

Βασικό συστατικό του Genetic AIRS είναι οι ανιχνευτές που παίζουν το ρόλο των αντισωμάτων μνήμης.
Οι ανιχνευτές εντοπίζουν τα αντικείμενα ενός συνόλου εκπαίδευσης. Με αυτό τον τρόπο, το σύνολο των
ανιχνευτών δημιουργεί μία διαφορετική κατανομή του συνόλου εκπαίδευσης. Αυτό έχει ως αποτέλεσμα, την
εξαγωγή συμπερασμάτων για την καλύτερη ταξινόμηση. Κάθε ανιχνευτής χαρακτηρίζεται από μία μπάλα.
Έστω x ένας ανιχνευτής τότε ο ανιχνευτής αυτός ορίζει μία μπάλα που έχει την εξής μορφή

Brp = {d(x, p) ≤ r}

όπου p είναι κάποιο αντικείμενο στο σύνολο εκπαίδευσης και r είναι η ακτίνα της μπάλας. Η ακτίνα της
μπάλας προσδιορίζει πόσο κοντά επιτρέπεται να είναι ο ανιχνευτής με το αντικείμενο του συνόλου εκπαί-
δευσης που προσεγγίζει. Επομένως, το πρόβλημα μας μοντελοποιείται ως ένα πρόβλημα βελτιστοποίησης
της απόστασης του συνόλου των ανιχνευτών με τα αντικείμενα του συνόλου εκπαίδευσης. Η συνάρτηση
προς βελτιστοποίηση είναι μια συνάρτηση της απόστασης των ανιχνευτών με τα αντικείμενα του συνόλου
εκπαίδευσης.

5.2 Μαθηματική Διατύπωση

Έστω Data το σύνολο που περιέχει τα δεδομένα προς ταξινόμηση με Data ∈ MN×L το οποίο απο-

τελείται από N αντικείμενα L διάστασης. Το σύνολο Data χωρίζεται σε S κλάσεις μεγέθους
N

S
οι οποίες

είναι L διάστασης, δηλαδή C ∈ MN
S ×L. Το σύνολο των ανιχνευτών είναι το D το οποίο χρησιμοποιείται
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για την ανίχνευση των αντικειμένων της κλάσης αυτής. Γενικά ισχύει ότι

Ci ⊆ Data i ∈ {1, 2 · · ·S}

και
{C1, C2, · · · , CS} = Data

Έστω C1, C2, · · ·CS είναι οι κλάσεις που προέρχονται από το σύνολο δεδομένων Data. Τα σύνολα
εκπαίδευσης των κλάσεων αυτών είναι τα Ĉ1, Ĉ2, · · · ĈS που είναι υποσύνολα των κλάσεωνC1, C2, · · ·CS

δηλαδή Ĉi ⊆ Ci για i = 1, 2, · · ·S που είναι της εξής μορφής:

Ĉ1 = {−→x1
1
,−→x2

1
, · · · ,−→xn

1}

Ĉ2 = {−→x1
2
,−→x2

2
, · · · ,−→xn

2}
...

ĈS = {−→x1
S
,−→x2

S
, · · · ,−→xn

S}

με
−→xj

κ ∈ Un = [0, 1]L, ∀κ ∈ {1, 2, · · · , S} ∀j ∈ [1, 2, · · ·n]

Δηλαδή το −→xj
κ είναι ένα διάνυσμα χαρακτηριστικών του j-οστού στοιχείου της κ κλάσης με τιμές που

ανήκουν στο [0,1]. Στη συνέχεια ορίζουμε S σύνολα ανιχνευτών ένα για κάθε κλάση προτύπων.

D̂1 = {
−→
d1

1
,
−→
d2

1
, · · · ,

−→
dm

1
}

D̂2 = {
−→
d1

2
,
−→
d2

2
, · · · ,

−→
dm

2
}

...

D̂S = {
−→
d1

S
,
−→
d2

S
, · · · ,

−→
dm

S
}

με
−→
dj

κ
∈ Un = [0, 1]L, ∀κ ∈ {1, 2, · · · , S} ∀j ∈ [1, 2, · · ·m]

Ενώ το m ≤ n δηλαδή το σύνολο των ανιχνευτών έχει λιγότερα χαρακτηριστικά L διάστασης από το
σύνολο εκπαίδευσης.

Κάθε ανιχνευτής στο σύνολο D̂i με i = 1, 2, · · · ,m ορίζει μία μπάλα ακτίνας emax η οποία ορίζεται
από τον χρήστη. Η ακτίνα αυτή ορίζει το πόσο κοντά θα βρίσκεται ο ανιχνευτής από το στοιχείο που ανι-
χνεύει. Αν ένας ανιχνευτής βρεθεί emax κοντά σε ένα στοιχείο, τότε λέμε ότι ο ανιχνευτής προσδιορίζει
αρκετά καλά το στοιχείο αυτό και έτσι αφαιρείται από το σύνολο των ανιχνευτών. Το πρόβλημα της βελ-
τιστοποίησης έγκειται στην εύρεση ενός συνόλου ανιχνευτών έτσι ώστε να ελαχιστοποιείται η συνολική
απόσταση των ανιχνευτών από τα αντικείμενα του συνόλου εκπαίδευσης. Συνεπώς, θα πρέπει να υλοποι-
ήσουμε μία συνάρτηση f η οποία να αναπαριστά τη συνολική απόσταση των ανιχνευτών από τα στοιχεία
του συνόλου εκπαίδευσης. Πιο αυστηρά το πρόβλημα βελτιστοποίησης είναι το εξής:
Πρώτη Προσέγγιση
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minimize fκ(
−→
d1

κ
,
−→
d2

κ
, · · · ,

−→
dm

κ
) =

n∑
i=1

ξi
κ

Έτσι ώστε

ξi
κ = min

j∈[m]
{ϕij

κ}, ∀i ∈ [n]

με

ϕij
κ = max{0, ∥−→xi

κ −
−→
dj

κ
∥norm − emax}

−→
dj

κ
∈ Un = [0, 1]L, ∀j ∈ [m]

και

κ ∈ [1, 2, · · · , S]
(5.1)

Το κ είναι η κ-στη κλάση, άρα για τις S κλάσεις θα έχουμε S προβλήματα βελτιστοποίησης. Συνεπώς
θα έχουμε τα εξής S προβλήματα τα οποία υλοποιούνται παράλληλα:
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minimize f1(
−→
d1

1
,
−→
d2

1
, · · · ,

−→
dm

1
) =

n∑
i=1

ξi
1

minimize f2(
−→
d1

2
,
−→
d2

2
, · · · ,

−→
dm

2
) =

n∑
i=1

ξi
2

...

minimize fS(
−→
d1

S
,
−→
d2

S
, · · · ,

−→
dm

S
) =

n∑
i=1

ξi
S

Έτσι ώστε

ξi
1 = min

j∈[m]
{ϕij

1}, ∀i ∈ [n]

ξi
2 = min

j∈[m]
{ϕij

2}, ∀i ∈ [n]

...

ξi
S = min

j∈[m]
{ϕij

S}, ∀i ∈ [n]

με

ϕij
1 = max{0, ∥−→xi

1 −
−→
dj

1
∥norm − emax}

ϕij
2 = max{0, ∥−→xi

2 −
−→
dj

2
∥norm − emax}

...

ϕij
S = max{0, ∥−→xi

S −
−→
dj

S
∥norm − emax}

−→
dj

κ
∈ Un = [0, 1]L, ∀j ∈ [m]

και

κ ∈ [1, 2, · · · , S]

Δεδομένου
−→
d ,−→x ∈ Un = [0, 1]L η κανονικοποιημένη Ευκλείδεια απόσταση δίνεται από τον παρακάτω

τύπο.
∥
−→
d −−→x ∥norm =

1√
L
∥
−→
d −−→x ∥norm
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Έτσι οι συναρτήσεις f1, f2, · · · , fs δέχονται ως είσοδο τους

D̂1 = {
−→
d1

1
,
−→
d2

1
, · · · ,

−→
dm

1
}

D̂2 = {
−→
d1

2
,
−→
d2

2
, · · · ,

−→
dm

2
}

...

D̂S = {
−→
d1

S
,
−→
d2

S
, · · · ,

−→
dm

S
}

τυχαίους ανιχνευτές έτσι ώστε να αρχικοποιήσουν το πρόβλημα και παράγουν ως έξοδο του εκπαιδευμένους
ανιχνευτές

D̂1
∗ = {

−→
d1

1
∗
,
−→
d2

1
∗
, · · · ,

−→
dm

1
∗
}

D̂2
∗ = {

−→
d1

2
∗
,
−→
d2

2
∗
, · · · ,

−→
dm

2
∗
}

...

D̂S
∗ = {

−→
d1

S
∗
,
−→
d2

S
∗
, · · · ,

−→
dm

S
∗
}

Το σύνολο των ανιχνευτών αυτών παρουσιάζει διαφορετική κατανομή και καλύτερα χαρακτηριστικά από
τα αντικείμενα των κλάσεων Ĉ = {Ĉ1, Ĉ2, · · · , ĈS} και αυτό έχει ως αποτέλεσμα να επιτυγχάνουν καλύ-
τερη ακρίβεια ταξινόμησης.

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 53



Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

Παράδειγμα
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Σχήμα 5.1: Παράδειγμα

Στο σχήμα (5.1) αποτυπώνεται η παραπάνω διαδικασία στον χώρο των δύο διαστάσεων.
Τα (x1, x2, x3, x4, x5) είναι τα δεδομένα του συνόλου εκπαίδευσης ενώ τα (d1, d2, d3, d4) είναι οι ανι-

χνευτές που προσεγγίζουν τα σημεία αυτά. Η διαδικασία υπολογίζει όλες τις αποστάσεις μεταξύ των xi και
dj που συμβολίζουμε ϕij . Από αυτές τις αποστάσεις κρατάμε τις μικρότερες για κάθε i. Αυτές οι αποστάσεις
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είναι η μεταβλητή
ξi = min

j∈[m]
{ϕij}, ∀i ∈ [n]

Το πρόβλημα βελτιστοποίησης προσπαθεί να ελαχιστοποιήσει τις αποστάσεις αυτές έτσι ώστε να γίνουν οι
μικρότερες δυνατές. Η ακτίνα emax είναι η ακτίνα των ανιχνευτών που ορίζει πόσο κοντά πρέπει να είναι
ο ανιχνευτής για την επίτευξη της βέλτιστης ανίχνευσης. Στο παρακάτω σχήμα παρουσιάζεται μια ιδανική
εξέλιξη της διαδικασίας βελτιστοποίησης.
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Σχήμα 5.2: Παράδειγμα με ακτίνα
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Δεύτερη Προσέγγιση
Η δεύτερη προσέγγιση είναι απολύτως ισοδύναμη με την πρώτη. Το μόνο που διαφοροποιείται, είναι η
αντικειμενική συνάρτηση, η οποία υπολογίζει τις αποστάσεις ανάλογα με τον κοντινότερο γείτονα ανά
σημείο.

minimize fκ(
−→
d1

κ
,
−→
d2

κ
, · · · ,

−→
dm

κ
) =

n∑
i=1

ξi
κ (5.2)

Έτσι ώστε ξi
κ =


0 ∥−→xi

κ −NN(D1,
−→xi

κ
)∥ ≤ emax

1 otherwise

(5.3)

Με NN(D1,
−→xi

κ
) είναι η κοντινότερη απόσταση των xi από το d1.

5.3 Αλγόριθμος Genetic AIRS

Ο αλγόριθμος δέχεται ως είσοδο ένα σύνολο εκπαίδευσης (Training Set) μίας κλάσης δεδομένων και
παράγει ως έξοδο ένα σύνολο ανιχνευτών το οποίο αναγνωρίζει τα στοιχεία της κλάσης αυτής. Σκοπός του
αλγορίθμου είναι να παράγει ένα αριθμό ανιχνευτών για τις κλάσεις οι οποίοι θα αναγνωρίζουν όσο το δυ-
νατόν καλύτερα τα στοιχεία που προέρχονται από τις κλάσεις αυτές.

Αρχικοποίηση
Κατά την αρχικοποίηση όλα τα στοιχειά του συνόλου δεδομένων που δέχεται ως είσοδο ο αλγόριθμος

κανονικοποιούνται στο διάστημα [0, 1]. Δηλαδή τα στοιχεία του συνόλου Data κανονικοποιούνται έτσι
ώστε η Ευκλείδεια απόσταση μεταξύ δύο οποιονδήποτε στοιχείων του συνόλου δεδομένων να είναι στο
διάστημα [0, 1]. Έστω Data το σύνολο που περιέχει τα δεδομένα προς ταξινόμηση και x, y ∈ Data όπου
x, y ∈ R τότε η απόσταση

d(x, y) = ∥x− y∥norm ≤ 1 ∀x, y ∈ Data

Η κανονικοποίηση του συνόλου Data υλοποιείται με τον εξής τύπο

Normalized(Data) =
Dataij −min (Dataj)

max (Dataj)−min (Dataj)

Το min (Dataj) και max (Dataj) είναι το ελάχιστο και μέγιστο στοιχείο j-στης στήλης του πίνακα Data

με j = [1, 2, · · · , L] με L οι στήλες του πίνακα. Η διαδικασία της κανονικοποίησης περιγράφεται στο (4).
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Input: Data = Το σύνολο των δεδομένων
Output: Normalized_ Data= Το κανονικοποιημένο σύνολο δεδομένων στο διάστημα [0,1]
begin

Min← min (Data)

Max← max (Data)

Collumns← Collumns(Data)

foreach xij ∈ Data do

Normalized_Data =
xij −Min

Max−Min
end

end
Algorithm 4: Διαδικασία δημιουργίας αρχικού πληθυσμού

Αρχικοποίηση Συνόλου Ανιχνευτών
Στο βήμα αυτό αρχικοποιούμε το σύνολο των ανιχνευτών σε ένα διάστημα ϵ κοντά στη μέση τιμή κάθε

χαρακτηριστικού της ανάλογης κλάσης, έτσι ώστε να εισάγουμε πληροφορία σχετικά με την κατανομή των
δεδομένων της κλάσης αυτής. Συγκεκριμένα, το σύνολο των ανιχνευτών αρχικοποιείται για κάθε κλάση
στο διάστημα

(mean(−→xi
κ
)− ϵ,mean(−→xi

κ
) + ϵ)

μεmean(−→xi
κ
) είναι η μέση τιμή του i χαρακτηριστικού της κ κλάσης δηλαδή

mean(−→xi
κ
) =

1

L

L∑
j=1

−→xij
κ

με L η διάσταση των χαρακτηριστικών και ϵ ένας μικρός αριθμός που εισάγεται από τον χρήστη. Η διαδι-
κασία αρχικοποίησης του συνόλου των ανιχνευτών περιγράφεται στο 5.

Input:
Training Set = Το σύνολο των δεδομένων προς εκπαίδευση του Training Set
ϵ = Πόσο θα απέχει ο αρχικός πληθυσμός από τη μέση τιμή
Output:
Initial Population= Αρχικός πληθυσμός
begin

L← |Training_Set|

mean_value←
L∑

j=1

xij

L

a_1← mean_value+ ϵ

a_2← mean_value− ϵ

rnd_num← random_numbers ∈ [0, 1]

Initial_Population← a_1 + (b_1− a_1) · rnd_num
end

Algorithm 5: Διαδικασία δημιουργίας αρχικού πληθυσμού

Αντικειμενική Συνάρτηση

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 57



Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

Η αντικειμενική συνάρτηση δέχεται ως είσοδο τρεις μεταβλητές, το σύνολο εκπαίδευσης κάποιας κλά-
σης Training_Set, το σύνολο των χρωμοσωμάτων (ανιχνευτών) μίας γενιάς X καθώς και μια ακέραια
τιμή emax που είναι η ακτίνα των ανιχνευτών. Η αντικειμενική συνάρτηση υπολογίζει την ελάχιστη από-
σταση κάθε στοιχείου του Training_Set από κάθε στοιχείο του X και στη συνέχεια αθροίζει όλες αυτές
τις αποστάσεις σε μία μεταβλητή F . Αν η απόσταση ενός ή περισσότερων στοιχείων του Training_Set
βρίσκεται emax κοντά σε κάποιον ανιχνευτή του X , τότε αυτή η απόσταση μηδενίζεται. Αυτό έχει ως
αποτέλεσμα να μην υπολογίζεται στο άθροισμα των αποστάσεων της F και έτσι η F να ελαττώνεται. Σκο-
πός της διαδικασίας του γενετικού αλγορίθμου είναι η ελαχιστοποίηση της F , δηλαδή η εύρεση ενός X∗

έτσι ώστε η F −→ 0. Αν όμως F −→ 0 αυτό σημαίνει ότι όλα τα στοιχεία του συνόλου των ανιχνευ-
τών X∗ θα βρίσκονται emax κοντά στο Training_Set δηλαδή |X∗ − Training_Set| −→ 0. Επειδή
όμως, το πλήθος των στοιχείων του X∗ είναι μικρότερο από το πλήθος των στοιχείων του Training_Set
δηλαδή |X∗| ≤ |Training_Set|, αυτό έχει ως αποτέλεσμα το σύνολο X∗ να παρουσιάζει διαφορετική
κατανομή από το σύνολο Training_Set. Συμπερασματικά, το X∗ είναι ένα σύνολο ανιχνευτών το οποίο
εκπαιδεύεται πάνω στο σύνολο Training_Set δηλαδή αντλεί πληροφορίες από το σύνολο αυτό και τελικά
παράγεται ένα εκπαιδευμένο σύνολο ανιχνευτών κατάλληλο να εντοπίσει και να ταξινομήσει αντικείμενα
κάποιας κλάσης. Η διαδικασία αυτή παρουσιάζεται στο (6).

Input:
Training _ Set = Το σύνολο των δεδομένων προς εκπαίδευση του Training Set
X = Ο σύνολο των χρωμοσωμάτων
emax= Ακέραιος
Output:
F= Το σύνολο των τιμών της αντικειμενικής συνάρτησης
begin

L← |Training_Set|
foreach di ∈ Training_Set do

foreach xj ∈ X do

Distance←
√
(xj1 − di1)

2 + (xj2 − di2)
2 + · · ·+ (xjL − diL)

2

√
L

if Distance < emax then
Distance← 0

end
end
Minimum_Dist← min (Distance)

end
F ← F +Minimum_Dist

end
Algorithm 6: Αντικειμενική Συνάρτηση

Εκπαίδευση

Στη φάση εκπαίδευσης χρησιμοποιούμε τον Γενετικό Αλγόριθμο για την εκπαίδευση των ανιχνευτών
κάθε κλάσης. Χρησιμοποιούμε τον αρχικό πληθυσμό που έχουμε παράγει ο οποίος κωδικοποιεί μία υπο-
ψήφια λύση για την βελτιστοποίηση της αντικειμενικής συνάρτησης. Έστω m το πλήθος των ανιχνευτών
που κυμαίνεται από το 80 % του Training Set ως το 100 % και emax η απόσταση μεταξύ του ανιχνευτή και
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του αντικειμένου που ανιχνεύει. Οι ανιχνευτές εκπαιδεύονται με σκοπό το σύνολο των αποστάσεων τους
από το Training Set να είναι το ελάχιστο. Ο αλγόριθμος δημιουργεί ακολουθίες νέων πληθυσμών σε κάθε
βήμα. Χρησιμοποιεί το σύνολο των ανιχνευτών (χρωμοσωμάτων) της κάθε γενιάς για τη δημιουργία νέου
πληθυσμού ως εξής:

1. Υπολογίζει τη διέγερση κάθε ανιχνευτή του πληθυσμού υπολογίζοντας την αντικειμενική συνάρτηση.

2. Επιλέγει μέλη του συνόλου των ανιχνευτών, τους γονείς, ανάλογα με το βαθμό διέγερσης τους.

3. Οι x καλύτεροι γονείς με την μεγαλύτερη διέγερση επιλέγονται και περνάνε στην επόμενη γενιά χωρίς
μετάλλαξη και διασταύρωση.

4. Παραγωγή παιδιών από τους γονείς. Δημιουργείται ένα πλήθος παιδιών χρησιμοποιώντας τις δια-
δικασίες της μετάλλαξης και της διασταύρωσης. Δηλαδή, είτε προκαλώντας τυχαίες αλλαγές στον
γονέα (μετάλλαξη) ή συνδυάζοντας στοιχεία των γονέων μεταξύ τους (διασταύρωση).

5. Παραγωγή της επόμενης γενιάς με τα παιδιά που δημιουργήθηκαν από τη διασταύρωση και τη με-
τάλλαξη.

6. Αντικατάσταση της παλιάς γενιάς με την νέα γενιά.

Input:
Training_ Set = Το σύνολο των δεδομένων προς εκπαίδευση
Output:
Detectors = Το σύνολο των ανιχνευτών
begin

Δημιουργία αρχικού πληθυσμού
while Κριτήριο Τερματισμού do

▶ Υπολογισμό της αντικειμενικής συνάρτησης σε κάθε
χρωμόσωμα του πληθυσμού

▶ Διαδικασία Επιλογής

▶ Διαδικασία Ελιτισμού

▶ Διαδικασία Διασταύρωσης

▶ Διαδικασία Μετάλλαξης

▶ Δημιουργία Νέου Πληθυσμού

▶ Αντικατάσταση του παλιού πληθυσμού με τον νέο

end
end

Algorithm 7: GA-AIRS
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Διαδικασία Ελιτισμού

Η διαδικασία ελιτισμού είναι μία υπο-διαδικασία του Γενετικού Αλγορίθμου. Στη διαδικασία αυτή επι-
λέγουμε τους καλύτερους ανιχνευτές μιας γενιάς, δηλαδή αυτούς που παρουσιάζουν την καλύτερη τιμή στη
συνάρτηση καταλληλότητας και τους τοποθετούμε αυτούσιους στην επόμενη γενιά χωρίς τη διαδικασία της
διασταύρωσης και της μετάλλαξης.

Input:
F = Το σύνολο των τιμών της αντικειμενικής συνάρτησης
elite_ count= Ακέραιος για το πλήθος των τιμών
Output:
E = Το σύνολο των τιμών που επιλέχθηκαν
begin

for i=1:elite_ count do
Maximum_value← max (F )

F ← F −Maximum_value
end

end
Algorithm 8: Διαδικασία Ελιτισμού

Διαδικασία Ταξινόμησης
Τέλος, για την διαδικασία της ταξινόμησης χρησιμοποιούμε τον αλγόριθμο των k πλησιέστερων γειτόνων
(k-nn algorithm). Ο αλγόριθμος αυτός δέχεται ως είσοδο το σύνολο των ανιχνευτών και το σύνολο των
δεδομένων και ταξινομεί τα δεδομένα ανάλογα με τους k κοντινότερους γείτονες.

Input:
Detectors = {(x1, c1), (x2, c2), · · · , (xn, cn)} Το σύνολο των ανιχνευτών έπειτα από
εκπαίδευση
Test_ Data={(y1, y2, · · · , yn} Αντικείμενα άγνωστης κλάσης προς ταξινόμηση
Output:DK = Οι κλάσεις των στοιχείων του Test_ Data
begin

foreach (xi, ci) ∈ Detectors do
Υπολόγισε τις αποστάσεις d(xi, x)

Order(d(xi, x)) Διέταξε τις αποστάσεις από τις μικρότερες στις μεγαλύτερες
Επέλεξε τα k πιο κοντινά αντικείμενα x : Dx

K

Ανέθεσε στο x την πιο συχνή κλάση του Dx
K

end
end

Algorithm 9: Διαδικασία Ταξινόμηση k Πλησιέστερων Γειτόνων

5.4 Ομοιότητες και Διαφορές Με AIRS

Ομοιότητες
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Συνοψίζοντας, οι δύο αλγόριθμοι παρουσιάζουν ορισμένα κοινά χαρακτηριστικά ως προς τις διαδικασίες
και μεθοδολογίες που χρησιμοποιούν για την ταξινόμηση των χαρακτηριστικών σε διάφορες κατηγορίες.
Βασίζονται και οι δύο στη θεωρία των Τεχνητών Ανοσοποιητικών Συστημάτων και για αυτό παρουσιάζουν
ορισμένα κοινά χαρακτηριστικά.

Πιο συγκεκριμένα, καθώς συγκρίνουμε τα χαρακτηριστικά των δύο αλγορίθμων, παρατηρούμε αντι-
στοιχία των ανιχνευτών του Genetic Airs με τα αντισώματα μνήμης του Airs. Ένα ακόμη σημείο που οι
δύο αλγόριθμοι παρουσιάζουν κοινά χαρακτηριστικά, έχει σχέση με τη μετρική που χρησιμοποιούμε για
τον υπολογισμό της έλξης. Ο υπολογισμός της έλξης και στους δύο αλγορίθμους υπολογίζεται με την Ευ-
κλείδεια μετρική, και είναι ο τρόπος μέτρησης της προσέγγισης ενός δεδομένου. Η μετάλλαξη είναι μία
διαδικασία που παρουσιάζεται και στους δύο αλγορίθμους ως ένας τρόπος για την γενετική διαφοροποί-
ηση των ανιχνευτών και των αντισωμάτων μνήμης. Στη συνέχεια, μία άλλη ομοιότητα παρουσιάζεται στη
διαδικασία της επιλογής. Η συγκεκριμένη διαδικασία επιλέγει αντισώματα ή ανιχνευτές που παρουσιάζουν
την μεγαλύτερη έλξη. Τέλος, οι δύο αλγόριθμοι εκτελούν αρχικοποίηση των δεδομένων εισόδου σε ένα
διάστημα [0,1].

Διαφορές

Αν και οι δύο αλγόριθμοι παρουσιάζουν αρκετά κοινά χαρακτηριστικά, παρόλα αυτα δεν μπορούμε να
παραβλέψουμε και τις ιδιαίτερες διαφοροποιήσεις τους. Πιο συγκεκριμένα, όσον αφορά το Data Reduction
υπάρχουν έντονες διαφοροποιήσεις ανάμεσα στους δύο αλγορίθμους. ΣτονAirs, η διαδικασίαData Reduction
υλοποιείται με ένα αυτοματοποιημένο τρόπο με στόχο να πετύχει μεγαλύτερη ακρίβεια ταξινόμησης. Με
αυτό τον τρόπο ο Airs επιτυγχάνει καλύτερη ακρίβεια ταξινόμησης αλλά από την άλλη χρησιμοποιεί και πε-
ρισσότερα δεδομένα για το σύνολο εκπαίδευσης. O Genetic Airs χρησιμοποιεί ένα σταθερό Data Reduction
που ορίζεται από τον χρήστη. Έτσι μπορούμε να πετύχουμε (όπως παρουσιάζεται και στα παραδείγματα)
μεγαλύτερη ακρίβεια ταξινόμησης με μικρότερο πλήθος ανιχνευτών.

Επιπλέον ένα άλλο σημείο διαφοροποίησης εντοπίζεται στο γεγονός ότι ο Airs εκτελείται τοπικά, χρη-
σιμοποιώντας μία διαδικασία one-shot κατά την οποία εξετάζει ένα αντιγόνο την φορά και εκπαιδεύει σε
σχέση με αυτό τα αντισώματα μνήμης. O Genetic Airs εκτελείται σφαιρικά δηλαδή εκπαιδεύει όλους τους
ανιχνευτές παράλληλα ως προς το σύνολο προς ανίχνευση. Αυτή η σφαιρική αντιμετώπιση έχει ως αποτέ-
λεσμα ο Genetic Airs να παρουσιάζει περισσότερο χρόνο εκτέλεσης από τον Airs.

Η παράμετρος Seed του αλγορίθμου Airs αποτελεί μία ακόμη διαφοροποίηση. Η παράμετρος αυτή έχει
ως σκοπό την τοποθέτηση αντιγόνων στο σύνολο αντισωμάτων μνήμης έτσι ώστε να αρχικοποιηθεί. Μία
παράμετρος του Genetic Airs που υλοποιεί μία αντίστοιχη διαδικασία είναι το Initial Population. Το Initial
Population είναι μία συνάρτηση αρχικοποίησης που παράγει έναν αριθμό ανιχνευτών κοντά στη μέση τιμή
του συνόλου δεδομένων.

Στη συνέχεια, μία παράμετρος που δεν παρουσιάζεται στον Airs, είναι η μεταβλητή Emax. Η ποσότητα
αυτή είναι η ακτίνα του κάθε ανιχνευτή που καθορίζει πόσο κοντά μπορεί να βρίσκεται στο αντικείμενο
προς ανίχνευση. Μπορούμε να πούμε ότι μία αντίστοιχη μεταβλητή που χρησιμοποιείται στον Airs είναι το
Affinity Threshold Scalar αλλά δεν έχει την ίδια βαρύτητα και χρήση με αυτή του Emax.

Μία ακόμη διαδικασία που δεν υπάρχει στον αλγόριθμο Airs είναι αυτή της διασταύρωσης. Η διασταύ-
ρωση στον αλγόριθμο Genetic Airs είναι καθοριστικής σημασίας αφού αποτελεί μία επιπλέον διαδικασία,
εκτός από αυτή της μετάλλαξης, διαφοροποιώντας το γενετικό υλικό του ανιχνευτή.

Τέλος, η διαδικασία κατανομής των πόρων του Airs δεν παρουσιάζεται στον Genetic Airs. Ο Genetic
Airs υλοποιεί μια παρόμοια εσωτερική διαδικασία, αφού ως Γενετικός Αλγόριθμος βασίζεται και υλοποιεί
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την αρχή της επικράτησης του ισχυρότερου.
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Κεφάλαιο 6

Πειραματικά Αποτελέσματα

6.1 Μεταβλητές του Genetic AIRS

Οι μεταβλητές του Genetic Airs καθώς και το πεδίο τιμών τους παρουσιάζονται στον παρακάτω πίνακα

Πίνακας 6.1: Μεταβλητές

Variables Range

Detectors [0.8,1]
Population Size [20,200]

Elite Count [1,10]
Crossover Fraction [0,1]
Migration Fraction [0,1]

k [1,10]
emax [0,1]

Crossover Function

Single Point
Two Point
Arithmetic
Heuristic

Intermediate

Selection Function

Stochastic
Remainder

Roulete Wheel
Touranment
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Επεξήγηση Μεταβλητών

▶ Detectors: Είναι το ποσοστό των δεδομένων που θα χρησιμοποιηθούν ως ανιχνευτές. Είναι το πο-
σοστό του Training Set το οποίο τελικά θα εκπαιδευτεί για την ανίχνευση των δεδομένων μας. Η
μεταβλητή Detectors παίρνει τιμές από [0.8,1] δηλαδή από το 80 % του Training Set ως και το 100
% .

▶ Population Size: Το Population Size καθορίζει πόσες τιμές θα υπάρχουν σε κάθε γενιά εκτέλεσης
του Γενετικού α Αλγορίθμου. Με μία μεγάλη τιμή του Population Size o αλγόριθμος αναζητά λύσεις
σε μεγαλύτερο χώρο αναζήτησης, αλλά από την άλλη πλευρά αυξάνεται ο χρόνος εκτέλεσης του
αλγορίθμου. Θα χρησιμοποιήσουμε τιμές για το Population Size στο διάστημα [20-200]

▶ Individuals: Είναι ο πληθυσμός των πιθανών λύσεων.

▶ Elite Count: Είναι ο αριθμός των καλύτερων individuals που θα επιζήσουν και θα περάσουν στην
επόμενη γενιά. Θα χρησιμοποιήσουμε τιμές για το Elite Count στο διάστημα [1-10]

▶ Crossover Fraction : Είναι το ποσοστό των individuals που παράγονται από την διαδικασία της δια-
σταύρωσης. Θα χρησιμοποιήσουμε τιμές για το Crossover Fraction στο διάστημα [0-1].

▶ Mutation Fraction: Το Mutation Fraction είναι το ποσοστό των individuals που παράγονται από την
διαδικασία της μετάλλαξης. Το Mutation Fraction εξαρτάται από το Crossover Fraction αλλά και από
το Elite Count. Ο τύπος που μας δίνει το Mutation Fraction είναι ο ακόλουθος:

Mutation_Fraction = Population_Size− ((Crossover_Fraction ∗ Population_Size)

− Elite_Count)

▶ Migration Fraction: Καθορίζει πόσα individuals θα ανταλλάσσονται μεταξύ των υποπληθυσμών. Με
άλλα λόγια το Migration Fraction είναι το ποσοστό των individuals που θα μετακινηθούν στον υπο-
πληθυσμό. Θα χρησιμοποιήσουμε τιμές για το Migration Fraction στο διάστημα [0-1] .

▶ Migration Interval: Καθορίζει σε πόσες γενιές θα γίνει η διαδικασία migration.

▶ k: Είναι η μεταβλητή που χρησιμοποιείται στον βοηθητικό αλγόριθμο k-Nearest Neighbor, ο οποίος
λαμβάνει υπόψη τις αποστάσεις των k πλησιέστερων γειτόνων. Θα χρησιμοποιήσουμε τιμές για το k
στο διάστημα [1,10] .

▶ emax: Είναι η μεταβλητή που καθορίζει πόσο κοντά θα είναι το training set με τα πραγματικά μας
δεδομένα.Θα χρησιμοποιήσουμε τιμές για το emax στο διάστημα [0,1] .

6.2 Σύνολα Πειραματικών Δεδομένων

6.2.1 Iris Data

Τα Iris Data [17] είναι δεδομένα λουλουδιών που αποτελούνται από τρεις κλάσεις δεδομένων, την κλάση
Setosa, την κλάση Versicolor και την κλάση Virginica. Αυτές οι κλάσεις έχουν 50 στοιχεία τεσσάρων δια-
στάσεων η κάθε μία. Πιο συγκεκριμένα, οι τρείς κλάσεις ανήκουν στο σύνολοM50x4. Τα πειράματα γίνονται
με την διαδικασία 10 fold-cross validation. Με τη μέθοδο αυτή χωρίζουμε τα δεδομένα μας για κάθε κλάση
σε test-δεδομένα και σε training-δεδομένα. Τα test-δεδομένα είναι το 10 % των συνολικών δεδομένων της
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κάθε κλάσης και τα training-δεδομένα είναι τα υπόλοιπα 90 % των δεδομένων μας. Συγκεκριμένα, για τα
Iris Data από τα 50 δεδομένα της κάθε κλάσης έχουμε 5 δεδομένα για test και τα υπόλοιπα 45 δεδομένα για
training. Στη συνέχεια πραγματοποιούμε knn Classification με Sample τα δεδομένα που δημιουργήθηκαν
από τον αλγόριθμο Genetic Airs και Training τα test-δεδομένα που εξαιρέσαμε από το σύνολο. Η διαδικα-
σία knn Classification πραγματοποιείται 10 φορές, δηλαδή μία για κάθε fold. Στο τέλος, υπολογίζουμε τον
confusion-matrix που μας δείχνει πόσο επιτυχημένα ή όχι ο αλγόριθμος αναγνώρισε ότι ένα δεδομένο από
το σύνολο των test-δεδομένων ανήκει στην κλάση από την οποία προήλθε.

Οι αρχικές τυχαίες μεταβλητές για την διεξαγωγή των πειραμάτων για το Iris Data είναι οι ακόλουθες

Πίνακας 6.2: Αρχικές Μεταβλητές Iris Data

PopulationSize 150
EliteCount 2

Crossover Fraction 0.9
Migration Interval 14
Migration Fraction 0.2

k 4
emax 0.1

▶ Στα παρακάτω πειράματα κρατάμε σταθερά όλα τα ορίσματα εκτός από ένα που το μεταβάλλουμε
για να δούμε τη συμπεριφορά του αλγoρίθμου.

▶ Αρχικά τα πειράματα γίνονται με ταDefault ορίσματα του ΓενετικούΑλγορίθμουως προς ταMutation
Function, Selection Function, Crossover Function. Έπειτα από την επιλογή των κατάλληλων παρα-
μέτρων διεξάγουμε πειράματα για τις υπόλοιπες μεταβλητές.

▶ Το Initial Population παράγεται με την Default συνάρτηση του γενετικού αλγόριθμου, παράγοντας
έτσι τιμές στο διάστημα [0-1].

▶ Οι Detectors είναι το 80 % του training set

▶ Τα Test γίνονται με την διαδικασία 10-cross-validation.

6.2.2 Prima Indians Diabetes Data

Το Prima Indians Diabetes [17] είναι ένα σύνολο δεδομένων που αναπαριστά ένα δυαδικό πρόβλημα
ταξινόμησης. Πιο συγκεκριμένα είναι ένα πρόβλημα καθορισμού αν ένας ασθενής παρουσιάζει διαβήτη
(κλάση 1) ή όχι (κλάση 0).

Υπάρχουν 768 δεδομένα συνολικά με 8 χαρακτηριστικά το κάθε ένα. Τα 500 δεδομένα του συνόλου
ανήκουν στην κλάση 1 ενώ τα 268 ανήκουν στην κλάση 0. Για την πραγματοποίηση των πειραμάτων πραγ-
ματοποιούμε knn Classification με Sample τα δεδομένα που δημιουργήθηκαν από τον αλγόριθμο Genetic
Airs και Training τα test-δεδομένα που εξαιρέσαμε από το σύνολο. Η διαδικασία knn Classification πραγμα-
τοποιείται 10 φορές δηλαδή μία για κάθε fold. Στο τέλος, υπολογίζουμε τον confusion-matrix που μας δεί-
χνει πόσο επιτυχημένα ή όχι ο αλγόριθμος αναγνώρισε ότι ένα δεδομένο από το σύνολο των test-δεδομένων
ανήκει στην κλάση από την οποία προήλθε.

Οι αρχικές τυχαίες μεταβλητές για την διεξαγωγή των πειραμάτων για το Prima Indians Diabetes Data
είναι οι ακόλουθες

▶ Στα παρακάτω πειράματα κρατάμε σταθερά όλα τα ορίσματα εκτός από ένα που το μεταβάλλουμε
για να δούμε τη συμπεριφορά του αλγόριθμου.
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Πίνακας 6.3: Αρχικές Μεταβλητές Prima Indians

PopulationSize 80
EliteCount 2

Crossover Fraction 1
Migration Interval 50
Migration Fraction 0.2

k 3
emax 0.1

▶ Αρχικά τα πειράματα γίνονται με τα Default ορίσματα του γενετικού αλγόριθμου ως προς ταMutation
Function Selection Function, Crossover Function.Έπειτα από την επιλογή των κατάλληλων παραμέ-
τρων διεξάγουμε πειράματα για τις υπόλοιπες μεταβλητές.

▶ Το Initial Population παράγεται από μία συνάρτηση που παράγει τιμές ϵ κοντά στην μέση τιμή των
δεδομένων κάθε χαρακτηριστικού όπου ϵ = 0.05.

▶ Οι Detectors είναι το 100 % του training set

▶ Τα Test γίνονται με την διαδικασία 10-cross-validation.

6.2.3 Sonar Data

Το Sonar Data [17] αποτελείται από 208 δεδομένα που κάθε ένα έχει 60 χαρακτηριστικά. Τα 111 δεδο-
μένα προέρχονται από σήματα μετάλλων που έχουν ληφθεί από διάφορες γωνίες και κάτω από διαφορετικές
συνθήκες. Τα υπόλοιπα 97 δεδομένα από σήματα από πέτρες που έχουν ληφθεί με παρόμοιο τρόπο. Το σύ-
νολο των δεδομένων περιέχει σήματα που λαμβάνονται από διαφορετικές γωνίες που κυμαίνονται από 90
μοίρες για τα μέταλλα και 180 για τις πέτρες. Κάθε δεδομένο είναι ένα σύνολο από 60 στοιχεία που οι τιμές
τους κυμαίνονται στο διάστημα [0,1].

Για την διεξαγωγή των πειραμάτων τα Sonar Data έχουν χωριστεί σε δύο κλάσεις, την κλάση mines
και την κλάση rocks. Η κλάση rocks αποτελείται από 100 δεδομένα με 60 χαρακτηριστικά το κάθε ένα.
Ενώ η κλάση mines αποτελείται από 90 δεδομένα. Τα πειράματα υλοποιούνται με την διαδικασία 10-
cross validation όπου τα δεδομένα χωρίζονται σε test δεδομένα και training δεδομένα. Συγκεκριμένα για
την κλάση rocks θα έχουμε 10 δεδομένα test και 90 δεδομένα training set. Ενώ, για την κλάση mines θα
έχουμε 81 δεδομένα για το training set και 9 δεδομένα για το test set. Στη συνέχεια, πραγματοποιούμε knn
Classification με Sample τα δεδομένα που δημιουργήθηκαν από τον αλγόριθμο Genetic Airs και Training τα
test-δεδομένα που εξαιρέσαμε από το σύνολο. Η διαδικασία knn Classification πραγματοποιείται 10 φορές
δηλαδή μία για κάθε fold. Στο τέλος, υπολογίζουμε τον confusion-matrix που μας δείχνει πόσο επιτυχημένα
ή όχι ο αλγόριθμος αναγνώρισε ότι ένα δεδομένο από το σύνολο των test-δεδομένων ανήκει στην κλάση
από την οποία προήλθε.

Οι αρχικές τυχαίες μεταβλητές για την διεξαγωγή των πειραμάτων για το Sonar Data είναι οι ακόλουθες

▶ Στα παρακάτω πειράματα κρατάμε σταθερά όλα τα ορίσματα εκτός από ένα που το μεταβάλλουμε
για να δούμε τη συμπεριφορά του αλγόριθμου.

▶ Αρχικά τα Test γίνονται με τα Default ορίσματα του γενετικού αλγόριθμου ως προς τα Mutation
Function, Selection Function, Crossover Function. Έπειτα από την επιλογή των κατάλληλων παρα-
μέτρων διεξάγουμε πειράματα για τις υπόλοιπες μεταβλητές.
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Πίνακας 6.4: Αρχικές Μεταβλητές Sonar Data

PopulationSize 50
EliteCount 2

Crossover Fraction 1
Migration Interval 5
Migration Fraction 0.2

k 3
emax 0.1

▶ Το Initial Population παράγεται από μία συνάρτηση παράγει τιμές ϵ κοντά στην μέση τιμή των δεδο-
μένων κάθε χαρακτηριστικού όπου ϵ = 0.05.

▶ Οι Detectors είναι το 100 % του training set

▶ Τα Test γίνονται με την διαδικασία 10-cross-validation.

6.2.4 Music Feature Data

Το σύνολο δεδομένων αυτό αποτελείται από ένα σύνολο των 1000 τραγουδιών που προέρχονται από
10 κατηγορίες της δυτικής μουσικής. Πιο συγκεκριμένα περιέχει 100 τραγούδια των 30 δευτερολέπτων το
καθένα από τις επόμενες 10 κατηγορίες δυτικής μουσικής.

Πίνακας 6.5: Κατηγορίες

Class ID Label

1 Blues
2 Classical
3 Country
4 Disco
5 Hip-Hop
6 Jazz
7 Metal
8 Pop
9 Reggae
10 Rock

Κάθε στιγμιότυπο είναι ένα μουσικό αρχείο ποιότητας CD το οποίο περιέχει 44.100 16 bit δείγματα /
δευτερόλεπτο, διάρκειας 30 δευτερολέπτων. Χρησιμοποιήθηκε το λογισμικό MARSYAS για τη μείωση της
διάστασης του αρχικού χώρου προκειμένου από κάθε μουσικό αρχείο να εξαχθεί ένα 30-διάστατο πραγμα-
τικό διάνυσμα χαρακτηριστικών. Στη συνέχεια πραγματοποιούμε knn Classification με Sample τα δεδομένα
που δημιουργήθηκαν από τον αλγόριθμο Airs και Training τα test-δεδομένα που εξαιρέσαμε από το σύνολο.
Η διαδικασία knn Classification πραγματοποιείται 10 φορές δηλαδή μία για κάθε fold. Στο τέλος, υπολο-
γίζουμε τον confusion-matrix που μας δείχνει πόσο επιτυχημένα ή όχι ο αλγόριθμος αναγνώρισε ότι ένα
δεδομένο από το σύνολο των test-δεδομένων ανήκει στην κλάση από την οποία προήλθε. Έχουν διεξαχθεί
10 πειράματα για το συγκεκριμένο σύνολο δεδομένωνMusic Data. Έχουμε κάνει σύγκριση των ακόλουθων
κατηγοριών:

Οι αρχικές τυχαίες μεταβλητές για την διεξαγωγή όλων των παραπάνω πειραμάτων είναι οι ακόλουθες
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Πίνακας 6.6: Κλάσεις

C1vsC2
C1vsC2vsC3

C1vsC2vsC3vsC4
C1vsC2vsC3vsC4vsC5

C1vsC2vsC3vsC4vsC5vsC6
C1vsC2vsC3vsC4vsC5vsC6vsC7

C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9

C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10

Πίνακας 6.7: Αρχικές Μεταβλητές Music Data

PopulationSize 80
EliteCount 5

Crossover Fraction 1
Migration Interval 50
Migration Fraction 0.2

k 3
emax 0.1

▶ Στα παρακάτω πειράματα κρατάμε σταθερά όλα τα ορίσματα εκτός από ένα που το μεταβάλλουμε
για να δούμε τη συμπεριφορά του αλγόριθμου.

▶ Αρχικά τα Test γίνονται με τα Default ορίσματα του γενετικού αλγόριθμου ως προς τα Creation
Function, Migration Function, Selection Function, Crossover Function. Έπειτα από την επιλογή των
κατάλληλων παραμέτρων διεξάγουμε πειράματα για τις υπόλοιπες μεταβλητές.

▶ Το Initial Population παράγεται από μία συνάρτηση παράγει τιμές ϵ κοντά στην μέση τιμή των δεδο-
μένων κάθε χαρακτηριστικού όπου ϵ = 0.05.

▶ Οι Detectors είναι το 80 % του training set

▶ Τα Test γίνονται με την διαδικασία 10-cross-validation.

6.3 Μεταβλητή Elite Count

Η παράμετρος Elite Count είναι ο αριθμός των χρωμοσωμάτων που θα μεταφερθούν χωρίς καμία γενε-
τική αλλαγή στην επόμενη γενιά. Τα χρωμοσώματα αυτά, παρουσιάζουν την καλύτερη τιμή στη συνάρτηση
καταλληλότητας, από όλα τα άλλα χρωμοσώματα μιας συγκεκριμένης γενιάς. Μία μεγάλη τιμή στην πα-
ράμετρο αυτή μπορεί να προκαλέσει μια αναποτελεσματική αναζήτηση, διότι τα χρωμοσώματα που θα
παράγονται θα είναι περισσότερα χωρίς καμία αλλαγή στη γενετική τους δομή. Γι’ αυτό το λόγο έχουμε
επιλέξει ένα διάστημα τιμών [1-10] για την παράμετρο αυτή που είναι μικρό, σε σχέση με το πλήθος των
χρωμοσωμάτων που χρησιμοποιούμε σε κάθε σύνολο δεδομένων. Στο γράφημα (6.1) παρατηρούμε ότι η
μέγιστη τιμή επιτυγχάνεται όταν το Elite Count είναι 8. Για το IrisData (6.2) η μέγιστη τιμή πετυχαίνεται
για Elite Count 5, ενώ για το Sonar Data (6.3) είναι 8. Στα τρία αυτά σύνολα δεδομένων παρατηρούμε ότι
όσο το Elite Count αυξάνεται τόσο η ταξινομική ακρίβεια μειώνεται.

Τέλος, για το σύνολο δεδομένων Music Data τα πειράματα έχουν πραγματοποιηθεί σε 10 διαφορετικές
κλάσεις και τα αποτελέσματα παρουσιάζονται στο (6.4). Συγκεκριμένα οι μέγιστες τιμές για κάθε διαφορε-
τική σύγκριση δίνονται στον πίνακα (6.8).
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Πίνακας 6.8: Elite Count Music Data

Elite Count Value
C1vsC2 4

C1vsC2vsC3 5
C1vsC2vsC3vsC4 3

C1vsC2vsC3vsC4vsC5 5
C1vsC2vsC3vsC4vsC5vsC6 1

C1vsC2vsC3vsC4vsC5vsC6vsC7 5
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 1

C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 4
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10 6

Ο πίνακας (6.8) επιβεβαιώνει ότι οι τιμές του Elite Count πρέπει να είναι όσο το δυνατόν μικρότερες.
Είναι φανερό ότι στα περισσότερα πειράματα η μεγαλύτερη τιμή της απόδοσης πετυχαίνεται όταν η τιμή
του Elite Count είναι μικρότερη του 5.
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Σχήμα 6.1: Prima Indians Variable Elite Count
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Σχήμα 6.2: Iris Data Variable Elite Count
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Σχήμα 6.3: Sonar Data Variable Elite Count
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6.4 Μεταβλητή Emax

Η παράμετρος Emax είναι η απόσταση των ανιχνευτών (χρωμοσωμάτων) από τις τιμές προς ανίχνευση.
Με άλλα λόγια είναι η απόσταση των λύσεων που παράγει ο γενετικός αλγόριθμος από τις πραγματικές
λύσεις. Το διάστημα της παραμέτρου Emax είναι ανάλογο με την κατανομή του προς εξέταση συνόλου δε-
δομένων. Για παράδειγμα, στα σύνολα Iris Data, Sonar Data, Prima Indians παρατηρούμε ότι η παράμετρος
για τιμές μεγαλύτερες του 0.2 φθίνει απότομα σε πολύ χαμηλές τιμές και για αυτό το λόγο το διάστημα
σε αυτά τα σύνολα κινείται στο [0.01 − 0.2]. Από την άλλη πλευρά, στα σύνολα δεδομένων Music Data
εξετάζουμε την παράμετρο στο διάστημα [0.01− 0.5] διότι η μεγαλύτερη τιμή επιτυγχάνεται για τιμές με-
γαλύτερες του 0.2.

Γενικά, μπορούμε να πούμε ότι η τιμή που πετυχαίνει την μεγαλύτερη ακρίβεια ταξινόμησης εξαρτάται
από την κατανομή ενός συνόλου δεδομένων. Μία μικρή τιμή για την παράμετρο Emax μπορεί να οδηγήσει
σε μικρή ακρίβεια ταξινόμησης. Το γεγονός αυτό μπορεί να οφείλεται στο ότι ο γενετικός αλγόριθμος δεν
μπορεί να προσεγγίσει αυτή την τιμή. Αυτό το παρατηρούμε στο σύνολο Sonar Data, εκεί γιαEmax = 0.01

λαμβάνουμε την μικρότερη ακρίβεια και για τιμή 0.16 και 0.17 την μεγαλύτερη (6.7). Στη συνέχεια για το
σύνολο Prima Indians Diabetes η μεγαλύτερη τιμή λαμβάνεται για σχετικά μικρόEmax γιαEmax = 0.06

(6.5) όπως και για το σύνολο Iris Data με Emax = 0.04 (6.6).
Τα αποτελέσματα για το σύνολο Music Data παρουσιάζονται στον πίνακα (6.9). Παρατηρούμε ότι σε

αυτό το σύνολο το Emax λαμβάνει τιμές μεταξύ του 0.1 ως και 0.2. Τέλος, είναι εμφανές ότι μετά από την
τιμή 0.2 η ταξινομική ακρίβεια φθίνει.

Πίνακας 6.9: Emax Music Data

Emax Value
C1vsC2 0.26

C1vsC2vsC3 0.23
C1vsC2vsC3vsC4 0.18

C1vsC2vsC3vsC4vsC5 0.1
C1vsC2vsC3vsC4vsC5vsC6 0.09

C1vsC2vsC3vsC4vsC5vsC6vsC7 0.07
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 0.21

C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 0.1
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10 0.1
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Σχήμα 6.5: PrimaIndians Variable Emax
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Σχήμα 6.6: IrisData Variable Emax
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Σχήμα 6.7: Sonar Data Variable Emax
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6.5 Μεταβλητή K

Η παράμετρος k είναι η παράμετρος που δέχεται ως είσοδο ο αλγόριθμος των k-πλησιέστερων γειτόνων.
Με αυτόν τον τρόπο, ο αλγόριθμος ταξινομεί ανάλογα με την ψήφο k γειτόνων. Το διάστημα που κινείται
το k είναι το [1− 10], δηλαδή η ψήφος από 1 ως 10 γειτόνων. Για το Prima Indians το καλύτερο k είναι στο
11 (6.9) το οποίο αποτελεί εξαίρεση. Παρατηρούμε στα γραφήματα ότι η ακρίβεια ταξινόμησης έχει την
τάση να αυξάνει καθώς αυξάνει το k. Πιο συγκεκριμένα, για Iris Data (6.10) το k λαμβάνει τη μέγιστη τιμή
του σε πολλές τιμές για k = 3, , k = 5, , k = 6, k = 8. Στο σύνολο δεδομένων Sonar Data (6.11) το k

είναι ίσο με 2. Τέλος οι τιμές του k για το Music Data παρουσιάζονται στον πίνακα (6.10)

Πίνακας 6.10: K Music Data

K Value
C1vsC2 5

C1vsC2vsC3 9
C1vsC2vsC3vsC4 9

C1vsC2vsC3vsC4vsC5 3
C1vsC2vsC3vsC4vsC5vsC6 6

C1vsC2vsC3vsC4vsC5vsC6vsC7 5
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 6

C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 4
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10 3
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Σχήμα 6.9: PrimaIndians Variable K
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Σχήμα 6.10: IrisData Variable K
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Σχήμα 6.11: Sonar Data Variable K
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6.6 Migration Fraction

Η παράμετρος Migration Fraction είναι ένα κλάσμα που καθορίζει πόσα χρωμοσώματα (individuals) θα
ανταλλάσσονται μεταξύ των υποπληθυσμών. Σε κάθε γενιά τα καλύτερα χρωμοσώματα ενός υποπληθυσμού
αντικαθιστούν τα χειρότερα χρωμοσώματα. Το Migration Fraction λαμβάνει τιμές στο διάστημα [0-1]. Στο
σύνολο Iris Data η καλύτερη τιμή για την παράμετρο είναι MigrationFraction = 0.6 (6.14), για το
σύνολο Prima IndiansMigrationFraction = 0.5 (6.13) ενώ για το Sonar DataMigrationFraction = 1

(6.15). Τέλος, οι τιμές του Migration Fraction για το σύνολο παρουσιάζονται στον πίνακα (6.15).

Πίνακας 6.11: Migration Fraction Music Data

Migration Fraction Value
C1vsC2 0.9

C1vsC2vsC3 0.6
C1vsC2vsC3vsC4 0.6

C1vsC2vsC3vsC4vsC5 0.7
C1vsC2vsC3vsC4vsC5vsC6 0.6

C1vsC2vsC3vsC4vsC5vsC6vsC7 0.2
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 0.1

C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 0.9
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10 0.7
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Σχήμα 6.13: PrimaIndians Variable Migration Function

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 79



Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

.....
0.2
.

0.3
.

0.4
.

0.5
.

0.6
.

0.7
.

0.8
.

0.9
.

1
.95 .

95.5

.

96

.

96.5

.

97

.

97.5

.

MigrationFraction

.

%
A
cc
ur
ac
y

Σχήμα 6.14: IrisData Variable Migration Function
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Σχήμα 6.15: Sonar Data Variable Migration Function
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Σχήμα 6.16: Music Features Variable Migration Function
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6.7 Μεταβλητή Migration Interval

Η παράμετρος Migration Interval καθορίζει σε πόσες γενιές θα γίνει η διαδικασία migration. Το διά-
στημα της παραμέτρου αυτής εξαρτάται από το Population Size αλλά και το πλήθος των γενεών του γενετι-
κού αλγορίθμου. Για το σύνολο Iris Data την μεγαλύτερη τιμή την έχει γιαMigrationInterval = 45 και
50 (6.18) , για το σύνολο Prima Indians MigrationInterval = 12 (6.17) και για το σύνολο Sonar Data
MigrationInterval = 20 (6.19). Τέλος, για το σύνολο Music Data οι καλύτερες τιμές παρουσιάζονται
παρακάτω (6.12)

Πίνακας 6.12: Migration Interval Music Data

Migration Fraction Value
C1vsC2 48

C1vsC2vsC3 72
C1vsC2vsC3vsC4 24

C1vsC2vsC3vsC4vsC5 15
C1vsC2vsC3vsC4vsC5vsC6 32

C1vsC2vsC3vsC4vsC5vsC6vsC7 56
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 24

C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 80
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10 15
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Σχήμα 6.17: PrimaIndians Variable Migration Interval
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Σχήμα 6.18: IrisData Variable Migration Interval
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Σχήμα 6.19: Sonar Data Variable Migration Interval
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6.8 Crossover Fraction

Η παράμετρος Crossover Fraction είναι το ποσοστό των χρωμοσωμάτων (individuals) που παράγονται
από την διαδικασία της διασταύρωσης. Αυτή η παράμετρος καθορίζει και το ποσοστό των χρωμοσωμά-
των που θα μεταλλαχθούν. Στην περίπτωση που το CrossoverFraction = 1 τότε όλα τα χρωμοσώ-
ματα παράγονται από τη διαδικασία της διασταύρωσης. Από την άλλη, όταν CrossoverFraction = 0

τότε όλα τα χρωμοσώματα παράγονται από τη διαδικασία της μετάλλαξης. Παρατηρούμε από τα γρα-
φήματα (6.24), (6.21), (6.23), (6.22), ότι σε ορισμένα σύνολα είναι πιο σημαντική η διαδικασία της δια-
σταύρωσης και σε ορισμένα η διαδικασία της μετάλλαξης. Πιο συγκεκριμένα, στο σύνολο Iris Data η
CrossoverFraction = 1, στο σύνολο Sonar Data CrossoverFraction = 0, στο σύνολο Prima Indians
0.6. Τέλος τα αποτελέσματα για το Music Data παρουσιάζονται στον πίνακα (6.13).

Πίνακας 6.13: Crossover Fraction Music Data

Crossover Fraction Value
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C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 0.4

C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 0.7
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10 1
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Σχήμα 6.21: Prima Indians Variable Crossover Fraction
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Σχήμα 6.22: IrisData Variable Crossover Fraction
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Σχήμα 6.23: Sonar Data Variable Crossover Fraction
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Σχήμα 6.24: Music Features Variable Crossover Fraction
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6.9 Population Size

Το Population Size καθορίζει πόσα χρωμοσώματα θα υπάρχουν σε κάθε γενιά εκτέλεσης του γενετικού
αλγορίθμου. Με μία μεγάλη τιμή στο Population Size o αλγόριθμος αναζητά λύσεις σε μεγαλύτερο χώρο
αναζήτησης αλλά από την άλλη πλευρά αυξάνεται ο χρόνος εκτέλεσης του. Η παράμετρος αυτή είναι από
τις σημαντικότερες του αλγορίθμου αφού έχει σχέση με το μέγεθος του χώρου αναζήτησης των λύσεων. Θα
χρησιμοποιήσουμε τιμές για το Population Size στο διάστημα [20-200]. Είναι φανερό σε όλα τα σύνολα
δεδομένων ότι όσο το Population Size αυξάνει τόσο αυξάνεται και η ακρίβεια ταξινόμησης. Παρατηρούμε
ότι στο σύνολο Iris Data PopulationSize = 160 και PopulationSize = 40 παρουσιάζει την μεγαλύτερη
ακρίβεια, στο σύνολο Prima Indians PopulationSize = 140, ενώ στο σύνολο Sonar PopulationSize =

90. Για το σύνολο δεδομένων Music Data τα αποτελέσματα παρουσιάζονται στον πιο κάτω πίνακα (6.14)

Πίνακας 6.14: Population Size Music Data

Population Size Value
C1vsC2 90

C1vsC2vsC3 80
C1vsC2vsC3vsC4 40

C1vsC2vsC3vsC4vsC5 80
C1vsC2vsC3vsC4vsC5vsC6 50

C1vsC2vsC3vsC4vsC5vsC6vsC7 50
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 130

C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 80
C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10 80
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Σχήμα 6.25: Prima Indians Variable Population Size
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Σχήμα 6.26: Iris Data Variable Population Size
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Σχήμα 6.27: Sonar Data Variable Population Size
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6.10 Τελικά Αποτελέσματα

Έπειτα από την διεξαγωγή των παραπάνω πειραμάτων για την εύρεση των καλύτερων παραμέτρων των
συνόλων που εξετάζουμε, διερευνούμε την συμπεριφορά του αλγορίθμου με διάφορες συναρτήσεις του
Selection Function και του Crossover Function. Τα πειράματα αυτά έχουν πραγματοποιηθεί με τα καλύ-
τερα αποτελέσματα των παραμέτρων Emax, Population Size, Elite Count, K, Migration Fraction, Migration
Interval, Crossover Fraction.
Selection Function

Για την Selection Function έχουν χρησιμοποιηθεί τέσσερις διαφορετικές συναρτήσεις.

▶ Roulette wheelΜε αυτή την διαδικασία δημιουργούμε μία επιφάνεια ρουλέτας σε σχήμα πίτας όπου
κάθε μέλος απεικονίζεται στη ρουλέτα ανάλογα με το ποσοστό της αθροιστικής του πιθανότητας. Για
την επιλογή των μελών του νέου πληθυσμού εκτελούμε n περιστροφές της ρουλέτας. Ανάλογα με το
ποσοστό που έχει κάθε μέλος πάνω στη ρουλέτα τόσο πιθανό είναι να επιλεγεί. Προφανώς, με αυτή
τη μέθοδο επιλογής είναι δυνατόν κάποια μέλη του πληθυσμού να επιλεχθούν περισσότερες από μία
φορές, με αυτά που είχαν την καλύτερη απόδοση στην προηγούμενη γενιά να έχουν τις περισσότερες
πιθανότητες γι’ αυτό.

▶ Stochastic Uniform
Ο μηχανισμός αυτός δημιουργεί μία γραμμή στην οποία κάθε γονέας έχει το δικό του μέρος (διά-
στημα) ανάλογα με το ποσοστό της αθροιστικής του πιθανότητας. Ο αλγόριθμος αυτός κινείται πάνω
στην γραμμή με βήματα ίσου μεγέθους και παίρνει τυχαία ένα γονέα πάνω στον οποίο βρέθηκε στο
i-στο βήμα.

▶ Remainder
Ηδιαδικασία αυτή λαμβάνει το ακέραιο μέρος ενός χρωμοσώματος και έπειτα χρησιμοποιεί τη Roulette
wheel για την επιλογή απογόνων.

▶ Tournament
Η μέθοδος αυτή πραγματοποιεί ένα είδος αγώνα ανάμεσα σε n χρωμοσώματα και έπειτα επιλέγει το
καλύτερο για να δημιουργήσει απογόνους.

Crossover Function

Για την Crossover Function έχουν χρησιμοποιηθεί πέντε διαφορετικές συναρτήσεις.

▶ Single Point:
Η διαδικασία Single Point αποτελεί την πιο διαδεδομένη διαδικασία διασταύρωσης. Μετά την επι-
λογή μελών του πληθυσμού για διασταύρωση , σχηματίζουμε ζευγάρια από μέλη και για κάθε ζευγάρι
επιλέγεται τυχαία ένας ακέραιος αριθμός pos στο διάστημα [1, m-1], όπου m είναι το μήκος σε δυα-
δικά ψηφία του χρωμοσώματος κάθε μέλους. Ο αριθμός pos προσδιορίζει το σημείο διασταύρωσης.
Τα επιλεγμένα ζευγάρια διασταυρώνονται και την θέση τους στον πληθυσμό την παίρνουν οι απόγο-
νοί τους.

▶ Scattered:
Η διαδικασία Scattered δημιουργεί τυχαία ένα δυαδικό πίνακα μεγέθους ίσου με το μέγεθος των χρω-
μοσωμάτων και επιλέγει για διασταύρωση τα γονίδια από το πρώτο γονέα για τιμή 1 και τα γονίδια
του δεύτερου γονέα για τιμή 0.
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▶ Two Point:
Ηδιαδικασία αυτή επιλέγει δύο τυχαίους ακεραίουςm και n στο διάστημα [1, l] όπου l είναι το μέγεθος
των χρωμοσωμάτων. Στη συνέχεια η συνάρτηση επιλέγειm γονίδια από τον πρώτο γονέα,m+1 ως
n από τον δεύτερο, και n ως l από τον πρώτο ξανά για να δημιουργήσει το παιδί.

▶ Intermediate:
Η διασταύρωση με αυτή την τεχνική δημιουργεί παιδιά σε συνάρτηση με το μέσο βάρος των γονέων.

▶ Arithmetic:
Η διασταύρωση με αυτή την τεχνική δημιουργεί παιδιά σε συνάρτηση με το μέσο αριθμητικό βάρος
των γονέων.

▶ Heuristic:
Η διασταύρωση με αυτή την τεχνική δημιουργεί παιδιά που έχουν περισσότερη γενετική πληροφορία
από τον γονέα που παρουσιάζει την καλύτερη τιμή στην συνάρτηση καταλληλότητας.
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6.11 Selection Function

Για την επιλογή της κατάλληλης συνάρτησης Selection Function πραγματοποιούμε 10 πειράματα 10
cross-validation με τα καλύτερα αποτελέσματα των παραμέτρων και στη συνέχεια υπολογίζουμε τον μέσο
όρο των επαναλήψεων. Με αυτόν το τρόπο, στο σύνολο Prima Indians η καλύτερη απόδοση πραγματο-
ποιείται με την συνάρτηση RouletteWheel = 74.40 όπως παρουσιάζεται στον πίνακα (6.15). Για το
σύνολο Iris Data επιλέγουμε τη συνάρτηση RouletteWheel = 96.33 (6.16), ενώ για το σύνολο Sonar
Remainder = 63.52 (6.17). Τέλος, για τα σύνολα Music Data έχουμε την εξής κατάσταση:

▶ C1vsC2 Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση Stochastic = 91.65 πίνακας
(6.18).

▶ C1vsC2vsC3Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση Stochastic = 67.7 πίνακας
(6.19).

▶ C1vsC2vsC3vsC4 Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση Stochastic = 62.77

πίνακας (6.20).

▶ C1vsC2vsC3vsC4vsC5 Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση Remainder =

57.48 πίνακας (6.21).

▶ C1vsC2vsC3vsC4vsC5vsC6Ηκαλύτερη απόδοση πραγματοποιείται με την συνάρτησηTournament =

55.15 πίνακας (6.22).

▶ C1vsC2vsC3vsC4vsC5vsC6vsC7Ηκαλύτερη απόδοση πραγματοποιείται με την συνάρτησηTournament =

53.55 καθώς και με τη συνάρτηση Stochastic = 53.55 πίνακας (6.23).

▶ C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση
Roulette = 50.03 πίνακας (6.24).

▶ C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9

Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση Remainder = 46.6 πίνακας (6.25).

▶ C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10

Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση Roulette = 41.99 πίνακας (6.26).
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Πίνακας 6.15: Prima Indians Selection Function
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Σχήμα 6.29: Prima Indians Selection Function
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Πίνακας 6.16: Iris Data Selection Function
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Σχήμα 6.30: Iris Data Selection Function
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Πίνακας 6.17: Sonar Data Selection Function

63.52632 Remainder
62.47368 Roulette
62.26316 Stochastic
62.52632 Tournament

.....
0
.

2
.

4
.

6
.

8
.

10
.61 .

62

.

63

.

64

.

65

.

Iterations

.

%
A
cc
ur
ac
y

.

Remainder

.

. ..Remainder

.. ..
0
.

2
.

4
.

6
.

8
.

10
.60 .

61

.

62

.

63

.

64

.

65

.

66

.

Iterations

.

%
A
cc
ur
ac
y

.

Roulete Wheel

.

. ..Roulete Wheel

..

..
0
.

2
.

4
.

6
.

8
.

10
.61 .

61.5

.

62

.

62.5

.

63

.

63.5

.

64

.

Iterations

.

%
A
cc
ur
ac
y

.

Tournament

.

. ..Tournament

..

..
0
.

2
.

4
.

6
.

8
.

10
.60 .

61

.

62

.

63

.

64

.

65

.

66

.

Iterations

.

%
A
cc
ur
ac
y

.

Stochastic

.

. ..Stochastic

Σχήμα 6.31: Sonar Data Selection Function
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Πίνακας 6.18: C1vsC2 Selection Function
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Σχήμα 6.32: C1vsC2 Selection Function
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Πίνακας 6.19: C1vsC2vsC3 Selection Function
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Σχήμα 6.33: C1vsC2vsC3 Selection Function
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Πίνακας 6.20: C1vsC2vsC3vsC4 Selection Function
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Σχήμα 6.34: C1vsC2vsC3vsC4 Selection Function
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Πίνακας 6.21: C1vsC2vsC3vsC4vsC5 Selection Function
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Σχήμα 6.35: C1vsC2vsC3vsC4vsC5 Selection Function
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Πίνακας 6.22: C1vsC2vsC3vsC4vsC5vsC6 Selection Function
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Σχήμα 6.36: C1vsC2vsC3vsC4vsC5vsC6 Selection Function
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Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

Πίνακας 6.23: C1vsC2vsC3vsC4vsC5vsC6vsC7 Selection Function
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Σχήμα 6.37: C1vsC2vsC3vsC4vsC5vsC6vsC7 Selection Function
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Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

Πίνακας 6.24: C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 Selection Function
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Σχήμα 6.38: C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 Selection Function
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Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

Πίνακας 6.25: C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 Selection Function
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Σχήμα 6.39: C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 Selection Function
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Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

Πίνακας 6.26: C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10 Selection Function
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Σχήμα 6.40: C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10 Selection Function
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Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

6.12 Crossover Function

Για την επιλογή της κατάλληλης συνάρτησης Crossover Function πραγματοποιούμε 10 πειράματα 10
cross-validation. Τα πειράματα διεξάγονται με τα καλύτερα αποτελέσματα των παραμέτρων και με την
καλύτερη συνάρτηση Selection Function που παρουσιάστηκε στα προηγούμενα πειράματα. Με αυτόν το
τρόπο, στο σύνολο Prima Indians η καλύτερη απόδοση πραγματοποιείται με την Crossover συνάρτηση
Scattered = 74.40 όπως παρουσιάζεται στον πίνακα (6.27). Για το σύνολο Iris Data επιλέγουμε τη συνάρ-
τηση TwoPoint = 95.6 (6.28), ενώ για το σύνολο Sonar Scattered = 63.52 (6.29). Τέλος για τα σύνολα
Music Data έχουμε την εξής κατάσταση:

▶ C1vsC2 Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση Scattered = 91.65 πίνακας
(6.30).

▶ C1vsC2vsC3 Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση Scattered = 67.7 πίνακας
(6.31).

▶ C1vsC2vsC3vsC4 Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση Scattered = 62.77

πίνακας (6.32).

▶ C1vsC2vsC3vsC4vsC5 Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση Scattered =

57.48 πίνακας (6.33).

▶ C1vsC2vsC3vsC4vsC5vsC6Ηκαλύτερη απόδοση πραγματοποιείται με την συνάρτησηScattered =

55.15 πίνακας (6.34).

▶ C1vsC2vsC3vsC4vsC5vsC6vsC7Ηκαλύτερη απόδοση πραγματοποιείται με την συνάρτησηScattered =

53.55 πίνακας (6.35).

▶ C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση
Scattered = 50.03 πίνακας (6.36).

▶ C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9

Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση Scattered = 46.6 πίνακας (6.37).

▶ C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10

Η καλύτερη απόδοση πραγματοποιείται με την συνάρτηση Scattered = 41.99 πίνακας (6.26).

Παρατηρούμε ότι η καλύτερη Crossover συνάρτηση σε όλα τα σύνολα δεδομένων είναι η Scattered.
Αυτό ήταν αναμενόμενο, αφού είναι η καλύτερη τεχνική για την διαδικασία Crossover.
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Πίνακας 6.27: Prima Indians Crossover Function
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Σχήμα 6.41: Prima Indians Crossover Function
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Πίνακας 6.28: Iris Data Crossover Function
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Σχήμα 6.42: Iris Data Crossover Function
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Πίνακας 6.29: Sonar Data Crossover Function
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Σχήμα 6.43: Sonar Data Crossover Function
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Πίνακας 6.30: C1vsC2 Crossover Function
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Σχήμα 6.44: C1vsC2 Crossover Function
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Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

Πίνακας 6.31: C1vsC2vsC3 Crossover Function
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Σχήμα 6.45: C1vsC2vsC3 Crossover Function
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Πίνακας 6.32: C1vsC2vsC3vsC4 Crossover Function
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Σχήμα 6.46: C1vsC2vsC3vsC4 Crossover Function
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Πίνακας 6.33: C1vsC2vsC3vsC4vsC5 Crossover Function

57.04 Arithmetic
56.34 Heuristic
55.98 Intermediate
56.54 Single Point
56.68 Two Point
57.28 Scattered

.....
0
.

2
.

4
.

6
.

8
.

10
.54 .

55

.

56

.

57

.

58

.

Iterations

.

%
A
cc
ur
ac
y

.

Intermediate

..

..
0
.

2
.

4
.

6
.

8
.

10
.

56

.

58

.

60

.

Iterations

.

%
A
cc
ur
ac
y

.

Arithmetic

..

..
0
.

2
.

4
.

6
.

8
.

10
.54 .

55

.

56

.

57

.

58

.

Iterations

.
%
A
cc
ur
ac
y

.

Heuristic

.. ..
0
.

2
.

4
.

6
.

8
.

10
.

56

.

58

.

60

.

Iterations

.

%
A
cc
ur
ac
y

.

Single Point

..

..
0
.

2
.

4
.

6
.

8
.

10
.

56

.

58

.

60

.

Iterations

.

%
A
cc
ur
ac
y

.

Scattered

..

..
0
.

2
.

4
.

6
.

8
.

10
.56 .

56.5

.

57

.

57.5

.

58

.

Iterations

.

%
A
cc
ur
ac
y

.

Two Point

Σχήμα 6.47: C1vsC2vsC3vsC4vsC5 Crossover Function
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Πίνακας 6.34: C1vsC2vsC3vsC4vsC5vsC6 Crossover Function
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Σχήμα 6.48: C1vsC2vsC3vsC4vsC5vsC6 Crossover Function
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Πίνακας 6.35: C1vsC2vsC3vsC4vsC5vsC6vsC7 Crossover Function
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Σχήμα 6.49: C1vsC2vsC3vsC4vsC5vsC6vsC7 Crossover Function

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 115



Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

Πίνακας 6.36: C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 Crossover Function
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Σχήμα 6.50: C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 Crossover Function
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Πίνακας 6.37: C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 Crossover Function
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Σχήμα 6.51: C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9 Crossover Function

6.13 Τελικά Αποτελέσματα

Τα τελικά αποτελέσματα για κάθε σύνολο δεδομένων καθώς και οι παράμετροι που χρησιμοποιούνται
για την επίτευξη αυτών των τιμών παρατίθενται στους πιο κάτω πίνακες.
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Πίνακας 6.38: Iris Data Τελικά Αποτελέσματα

Variables Values

Population Size 160
Emax 0.04

Migration Fraction 0.6
Migration Interval 50

K 5
Crossover Fraction 1

Elite Count 5
Initial Population Random

Detectors 80%
Creation Function Linear Feasible
Selection Function Roulette Wheel
Crossover Function Scattered
Mutation Function Adapt Feasible

Test Method 10 Cross Validation

Final Accuracy 96.4

Πίνακας 6.39: Prima Indians Data Τελικά Αποτελέσματα

Variables Values

Population Size 140
Emax 0.06

Migration Fraction 0.5
Migration Interval 12

K 11
Crossover Fraction 0.6

Elite Count 8
Initial Population (mean− 0.05,mean+ 0.05)

Detectors 100%
Creation Function Custom (Mean Function)
Selection Function Roulette Wheel
Crossover Function Scattered
Mutation Function Default

Test Method 10 Cross Validation

Final Accuracy 74.4
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Πίνακας 6.40: Sonar Data Τελικά Αποτελέσματα

Variables Values

Population Size 180
Emax 0.16

Migration Fraction 1
Migration Interval 20

K 2
Crossover Fraction 0

Elite Count 8
Initial Population (mean− 0.05,mean+ 0.05)

Detectors 100%
Creation Function Custom (Mean Function)
Selection Function Remainder Wheel
Crossover Function Scattered
Mutation Function Default

Test Method 10 Cross Validation

Final Accuracy 63.52

Πίνακας 6.41: C1vsC2 Τελικά Αποτελέσματα

Variables Values

Population Size 90
Emax 0.26

Migration Fraction 0.9
Migration Interval 48

K 5
Crossover Fraction 0.8

Elite Count 4
Initial Population (mean− 0.001,mean+ 0.001)

Detectors 80%
Creation Function Custom (Mean Function)
Selection Function Stochastic
Crossover Function Scattered
Mutation Function Default

Test Method 10 Cross Validation

Final Accuracy 92
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Πίνακας 6.42: C1vsC2vsC3

Variables Values

Population Size 80
Emax 0.23

Migration Fraction 0.6
Migration Interval 72

K 9
Crossover Fraction 0.3

Elite Count 5
Initial Population (mean− 0.08,mean+ 0.08)

Detectors 80%
Creation Function Custom
Selection Function Stochastic
Crossover Function Scattered
Mutation Function Default

Test Method 10 Cross Validation

Final Accuracy 67.7

Πίνακας 6.43: C1vsC2vsC3vsC4

Variables Values

Population Size 40
Emax 0.18

Migration Fraction 0.6
Migration Interval 24

K 9
Crossover Fraction 0.8

Elite Count 3
Initial Population (mean− 0.08,mean+ 0.08)

Detectors 80%
Creation Function Custom
Selection Function Stochastic
Crossover Function Scattered
Mutation Function Default

Test Method 10 Cross Validation

Final Accuracy 62.77
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Πίνακας 6.44: C1vsC2vsC3vsC4vsC5

Variables Values

Population Size 80
Emax 0.1

Migration Fraction 0.7
Migration Interval 15

K 3
Crossover Fraction 0.9

Elite Count 5
Initial Population (mean− 0.08,mean+ 0.08)

Detectors 80%
Creation Function Custom
Selection Function Remainder
Crossover Function Scattered
Mutation Function Default

Test Method 10 Cross Validation

Final Accuracy 57.48

Πίνακας 6.45: C1vsC2vsC3vsC4vsC5vsC6

Variables Values

Population Size 50
Emax 0.1

Migration Fraction 0.6
Migration Interval 32

K 6
Crossover Fraction 0.9

Elite Count 1
Initial Population (mean− 0.08,mean+ 0.08)

Detectors 90%
Creation Function Custom
Selection Function Tournament
Crossover Function Scattered
Mutation Function Default

Test Method 10 Cross Validation

Final Accuracy 55.15
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Πίνακας 6.46: C1vsC2vsC3vsC4vsC5vsC6vsC7

Variables Values

Population Size 50
Emax 0.07

Migration Fraction 0.2
Migration Interval 56

K 5
Crossover Fraction 0.9

Elite Count 5
Initial Population (mean− 0.08,mean+ 0.08)

Detectors 90%
Creation Function Custom
Selection Function Tournament
Crossover Function Scattered
Mutation Function Default

Test Method 10 Cross Validation

Final Accuracy 53.55

Πίνακας 6.47: C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8

Variables Values

Population Size 130
Emax 0.21

Migration Fraction 0.1
Migration Interval 24

K 6
Crossover Fraction 0.4

Elite Count 1
Initial Population (mean− 0.08,mean+ 0.08)

Detectors 100%
Creation Function Custom
Selection Function Roulette
Crossover Function Scattered
Mutation Function Default

Test Method 10 Cross Validation

Final Accuracy 50.03
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Πίνακας 6.48: C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9

Variables Values

Population Size 130
Emax 0.1

Migration Fraction 0.9
Migration Interval 80

K 4
Crossover Fraction 0.7

Elite Count 4
Initial Population (mean− 0.05,mean+ 0.05)

Detectors 90%
Creation Function Custom
Selection Function Roulette
Crossover Function Scattered
Mutation Function Default

Test Method 10 Cross Validation

Final Accuracy 46.6

Πίνακας 6.49: C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10

Variables Values

Population Size 80
Emax 0.1

Migration Fraction 0.7
Migration Interval 15

K 3
Crossover Fraction 1

Elite Count 6
Initial Population (mean− 0.05,mean+ 0.05)

Detectors 80%
Creation Function Custom
Selection Function Roulette
Crossover Function Scattered
Mutation Function Default

Test Method 10 Cross Validation

Final Accuracy 41.99
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6.14 Συγκριτικά Αποτελέσματα

Στην παράγραφο αυτή παρουσιάζουμε τα τελικά αποτελέσματα του Genetic Airs σε σύγκριση με τον
Airs2. Η σύγκριση έχει πραγματοποιηθεί σε σχέση με την ακρίβεια ταξινόμησης που παρουσιάζουν οι δύο
αλγόριθμοι στα σύνολα δεδομένων που εξετάζουμε. Έχει υλοποιηθεί η διαδικασία 10-cross-validation και
στου δύο αλγορίθμους ενώ η τελική ακρίβεια ταξινόμησης για κάθε σύνολο έχει προκύψει ως ο μέσος όρος
των 10 επαναλήψεων. Την διεξαγωγή των πειραμάτων για τον αλγόριθμο Airs2 έχει πραγματοποιηθεί στο
πρόγραμμα WEKA ενώ για τον αλγόριθμο Genetic Airs στο Matlab.

Οι κύριες διαφοροποιήσεις των δύο αλγορίθμων που σχετίζονται με την ακρίβεια ταξινόμησης είναι το
ποσοστό του Data Reduction καθώς και ο αριθμός των Seeds του αλγορίθμου Airs2. Το Data Reduction
είναι το ποσοστό του συνόλου εκπαίδευσης (Training Set) που εξαιρείται από την διαδικασία της εκπαίδευ-
σης. Για παράδειγμα στον Genetic Airs όταν οι Detectors είναι το 80 % του Training Set τότε το ποσοστό
Data Reduction είναι το 20 % επί του συνόλου Training Set. Το Data Reduction χρησιμοποιείται για την
μείωση των δεδομένων προς εκπαίδευση άρα και την μείωση του χρόνου εκτέλεσης.Με αυτό τον τρόπο επι-
τυγχάνουμε τη δημιουργία ενός συνόλου ανίχνευσης, στο οποίο ένα αντικείμενο του, αναγνωρίζει πλήθος
διαφορετικών αντικειμένων. Ο αλγόριθμος Airs2 πραγματοποιεί αυτόματα ένα Data Reduction στο σύνολο
δεδομένων που εκπαιδεύει και τις περισσότερες φορές κυμαίνεται στο διάστημα [0 − 10%]. Στην πρώτη
στήλη του πίνακα 6.50 παρουσιάζονται τα αποτελέσματα του Airs με Data Reduction [0 − 10%] και για
αυτό το λόγο τα αποτελέσματα είναι από 2% ως και 15% καλύτερα από τα αποτελέσματα του Genetic Airs.
Τα αποτελέσματα του Genetic Airs από την άλλη έχουν γίνει με ένα Data Reduction από 10% ως και 20%.
Για αυτό τον λόγο πραγματοποιούμε ένα Data Reduction στο σύνολο Airs2 της τάξης του [10− 20%] στη
στήλη 3 του πίνακα 6.50 έτσι ώστε τα συγκριτικά αποτελέσματα να είναι πιο αξιόπιστα.

Η παράμετρος Seed του αλγορίθμου Airs είναι η τροφοδότηση του αρχικού συνόλου αντισωμάτων
μνήμης με στοιχεία από το σύνολο εκπαίδευσης. Το Seed λαμβάνει ακέραιες τιμές δηλαδή το πλήθος των
στοιχείων από το σύνολο εκπαίδευσης που θα αρχικοποιήσουν τον αλγόριθμο. Στην ουσία η παράμετρος
αυτή είναι ένα σημείο αναφοράς για την εκπαίδευση του συνόλου των ανιχνευτών και έχει ως στόχο την αρ-
χικοποίηση του αλγορίθμου ως προς ένα σύνολο. Όταν η τιμή της παραμέτρου Seed είναι μεγαλύτερη από
0, έστωm τότε υπάρχουνm ανιχνευτές οι οποίοι ταυτίζονται με κάποιαm στοιχεία του συνόλου εκπαίδευ-
σης (αντιγόνα). Με αυτόν τον τρόπο ο αλγόριθμος Airs αποκτά ένα προβάδισμα γιατί εκτός ότι εκπαιδεύει
m λιγότερους ανιχνευτές (αντισώματα), δημιουργείται μία κατανομή που έχει ως βάση m “κατάλληλα”
δεδομένα.

Από την άλλη πλευρά, στον αλγόριθμο Genetic Airs τον ρόλο του Seed τον έχει το Initial Population. Το
Initial Population είναι ο αρχικός πληθυσμός του Γενετικού Αλγορίθμου. Ο πληθυσμός αυτός είναι στοιχεία
(χρωμοσώματα) τα οποία είναι ϵ-κοντά στην μέση τιμή των δεδομένων του συνόλου εκπαίδευσης. Με τον
τρόπο αυτό εκπαιδεύουμε τους ανιχνευτές έχοντας ως σημείο αναφοράς τον μέσο όρο όλων των δεδομένων
και όχι κάποιων συγκεκριμένων.

6.14.1 Iris Data

Για το πρώτο σύνολο δεδομένων Iris Data παρατηρούμε ότι ο αλγόριθμος Airs2 χωρίς το Data Reduction
παρουσιάζει καλύτερη ταξινομική ακρίβεια 96.67 αντί του 96.4, δηλαδή στην ουσία αναγνωρίζει ένα στοι-
χείο περισσότερο από τον Genetic Airs. Από την άλλη πλευρά ο Airs2 με Data Reduction της τάξης 10-20%
παρουσιάζει μικρότερη ακρίβεια ταξινόμησης 95 αντί 96.4. Συμπερασματικά παρατηρούμε ότι η ακρίβεια
ταξινόμησης με τους δύο αλγορίθμους είναι σχεδόν ίδια και δεν παρουσιάζει μεγάλη διαφοροποίηση.
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6.14.2 Prima Indians

Στο σύνολο Prima Indians παρατηρούμε ότι ο Genetic Airs πετυχαίνει την καλύτερη ακρίβεια 74.4%
και από τον Airs2 και από τον Airs2 με Data Reduction. Πιο συγκεκριμένα, ο Genetic Airs ταξινομεί σωστά
565 από τα 700 δεδομένα που περιέχει το σύνολο Prima Indians. Γενικά το σύνολο Prima Indians είναι ένα
δύσκολο σύνολο για ταξινόμηση και η καλύτερη ακρίβεια ταξινόμησης είναι η 75.5% που παρουσιάζει ο
αλγόριθμος k-NN με k=22 και μετρική Manhatan. Το γεγονός αυτό κατατάσσει τον Genetic Airs μέσα στη
καλύτερη 10-άδα των αλγορίθμων με καλύτερη ακρίβεια ταξινόμησης σε αυτό το σύνολο.

6.14.3 Sonar

Στο σύνολο Sonar ο αλγόριθμος Genetic Airs δεν είναι αποτελεσματικός αφού παρουσιάζει ακρίβεια
ταξινόμησης 63.52% ενώ ο Airs2 83.99 και ο Airs2 με Data Reduction 66.01. Σε αυτό το σύνολο ο Genetic
Airs ταξινομεί σωστά 120 από τα 190 δεδομένα ενώ συγκριτικά ο Airs2 160 από τα 190. Η συμπεριφορά
αυτή του Genetic Airs μπορεί να οφείλεται στο γεγονός ότι το συγκεκριμένο σύνολο είναι καλύτερα να
αντιμετωπιστεί τοπικά και όχι με σφαιρικό τρόπο.

6.14.4 Music Data

Στο σύνολο Music Data παρατηρούμε μία σταθερή συμπεριφορά των αλγορίθμων ως προς τις κατη-
γορίες CivsCj που έχουμε ορίσει. Στον πίνακα 6.50 βλέπουμε ότι ο Airs2 πετυχαίνει καλύτερη ακρίβεια
σε κάθε κατηγορία CivsCj από τον Genetic Airs της τάξης του 2% ως 5%. Από την άλλη πλευρά, ο Airs
για να πετύχει αυτή την ακρίβεια πραγματοποιεί Data Reduction της τάξης του [0 − 4%]. Χρησιμοποιώ-
ντας όλο το σύνολο εκπαίδευσης (Training Set) είναι λογικό η ακρίβεια ταξινόμησης να είναι μεγαλύ-
τερη από ότι του Genetic Airs που χρησιμοποιεί το 80% ή το 90% του συνόλου. Για αυτό το λόγο τα
αποτελέσματα του Airs2 με Data Reduction [10 − 20%] παρουσιάζουν πολυ μικρότερη ακρίβεια από τον
Genetic Airs. Χαρακτηριστικότερη διαφορά της ακρίβειας ταξινόμησης βρίσκεται στην κατηγορία σύγκρι-
σης C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8 της τάξης του 12.4% δηλαδή 99 στοιχεία περισσότερα από τον
Airs2 με Data Reduction [10− 20%]
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Κεφάλαιο 7

Συμπεράσματα

Στο κεφάλαιο αυτό παραθέτουμε τα συμπεράσματα για την συμπεριφορά και τα αποτελέσματα του
υβριδικού αλγορίθμου Genetic Airs. Ο αλγόριθμος αυτός κατατάσσεται στον τομέα της μηχανικής μάθη-
σης και πιο συγκεκριμένα στο πρόβλημα της ταξινόμησης. Ο αλγόριθμος συνδυάζει τεχνικές της θεωρίας
των γενετικών αλγορίθμων και των τεχνητών ανοσοποιητικών συστημάτων. Εμπνευσμένοι από τον αλγό-
ριθμο AIRS που ανήκει στην κατηγορία των τεχνητών ανοσοποιητικών συστημάτων έγινε μία προσπάθεια
διερεύνησης των μηχανισμών του με τη βοήθεια των γενετικών αλγορίθμων.

Σκοπός του αλγορίθμου Genetic Airs είναι η εύρεση ενός αποδοτικού αλγορίθμου ταξινόμησης που θα
είναι ανταγωνιστικός με άλλους αλγόριθμους ταξινόμησης. Είναι γεγονός ότι έχουν γίνει λιγοστές προσπά-
θειες για την εφαρμογή των γενετικών αλγορίθμων σε προβλήματα ταξινόμησης αυτό οφείλεται κυρίως
στην φύση των γενετικών μηχανισμών για σφαιρική αναζήτηση.

Πλεονεκτήματα

▶ Χρησιμοποιεί λιγότερα στοιχεία του Training Set από τον αλγόριθμο Airs. Ο αλγόριθμος Genetic
Airs χρησιμοποιεί [10-20%] του συνόλου εκπαίδευσης για την παραγωγή των ανιχνευτών ενώ από
την άλλη μεριά ο Airs χρησιμοποιεί ως και το 100% του συνόλου εκπαίδευσης.

▶ Είναι αποτελεσματικός και παρουσιάζει καλά αποτελέσματα ανεξαρτήτως του μεγέθους του συνό-
λου δεδομένων. Παρατηρούμε ότι στο μεγαλύτερο σύνολο που εξετάζουμε αυτό του Music Data
(C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10) ο αλγόριθμος παρουσιάζει καλά αποτελέσματα
και υπερβαίνει την ακρίβεια ταξινόμησης του Airs.

▶ Δεν χρησιμοποιεί δεδομένα του συνόλου εκπαίδευσης για την δημιουργία των ανιχνευτών. Όπως
είδαμε προηγουμένως ο αλγόριθμος Airs χρησιμοποιεί δεδομένα του συνόλου εκπαίδευσης για αρ-
χικοποίηση. Αντιθέτως, ο Genetic Airs χρησιμοποιεί μια διαφορετική διαδικασία και δεν χρειάζεται
δεδομένα του συνόλου, αλλά μια γενική πληροφορία, αυτή της μέσης τιμής των τιμών των δεδομένων
για την δημιουργία του αρχικού πληθυσμού.

▶ Βασίζεται στη θεωρία των γενετικών αλγορίθμων που είναι κοινώς αποδεκτή.

Μειονεκτήματα

▶ Παρουσιάζει μεγαλύτερο χρόνο εκτέλεσης από τον Airs. Αυτό οφείλεται στο γεγονός ότι οι γενετικοί
αλγόριθμοι είναι χρονοβόρα διαδικασία. Μία ακόμη αιτία είναι διότι η υλοποίηση του Airs Genetic
έχει πραγματοποιηθεί στο Matlab που είναι μια γλώσσα αργή εκ φύσεως, σε σχέση με το Weka που
έχει υλοποιηθεί σε Java.
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▶ Η ακρίβεια ταξινόμησης σε σχέση με τον Airs χωρίς Data Reduction είναι μικρότερη.

▶ Η σφαιρική προσέγγιση του αλγορίθμου Genetic Airs είναι σε ορισμένα σύνολα μη αποτελεσματική.
Παράδειγμα αποτελεί το σύνολο Sonar Data στο οποίο δεν παρουσιάζει καλά αποτελέσματα.

Ένα τελικό συμπέρασμα που προκύπτει από την σύγκριση αυτών των αλγορίθμων είναι το γεγονός, ότι ο
Genetic Airs ανταγωνίζεται επαρκώς τον Airs παρουσιάζοντας θετικά αποτελέσματα εκεί που ο Airs δεν τα
καταφέρνει. Με αυτό τον τρόπο μπορούμε να παρατηρήσουμε ότι ένας σφαιρικός τρόπος προσέγγισης των
προβλημάτων ταξινόμησης μπορεί να φέρει θετικά αποτελέσματα καθώς και ότι οι Γενετικοί Αλγόριθμοι
μπορούν να χρησιμοποιηθούν για τέτοιου είδους προβλήματα.

Στην παρούσα εργασία χρησιμοποιήθηκε η γλώσσα Matlab, η οποία μπορεί να υστερεί σε υπολογι-
στικούς χρόνους σε σχέση με άλλες γλώσσες αλλά έχει την ευχέρεια της ευκολότερης και γρηγορότερης
υλοποίησης εξαιτίας των συναρτήσεων που παρέχει για πράξεις πινάκων καθώς και εργαλεία που διαθέτει
για βελτιστοποίηση.

Τέλος, ο αλγόριθμος Airs Genetic αποτελεί μία πολύ αποτελεσματική μέθοδο ταξινόμησης, καθώς έχει
μεγάλα ποσοστά επιτυχίας και συνεπώς πραγματοποιεί σωστές ταξινομήσεις. Ένα μειονέκτημά του είναι
ο χρόνος εκτέλεσης, ο οποίος μπορεί να είναι πολύ μεγάλος σε μεγάλα και απαιτητικά σύνολα δεδομένων.
Παρόλα αυτά, αυτό αντισταθμίζεται με τα πολύ καλά ποσοστά επιτυχίας του.

7.1 Μελλοντικές Επεκτάσεις

Ο αλγόριθμος που υλοποιήθηκε μπορεί να αποτελέσει τη βάση για αρκετές μελλοντικές επεκτάσεις.
Πιο συγκεκριμένα, παρακάτω παρουσιάζονται ορισμένες επεκτάσεις και διαφοροποιήσεις που μπορούν να
γίνουν με σκοπό τη διερεύνηση της συμπεριφοράς του αλγορίθμου. Αρχικά, θα ήταν επιθυμητή η διεξαγωγή
πειραμάτων σε περισσότερα σύνολα δεδομένων έτσι ώστε να διερευνηθεί η συμπεριφορά του αλγορίθμου
στα σύνολα αυτά. Στη συνέχεια θα μπορούσε να διερευνηθεί η προσθήκη ενός πίνακα βαρών όπως του
αλγορίθμου GA-WKNN. Ο πίνακας αυτός, θα περιέχει βάρη ανάλογα με την βαρύτητα του χαρακτηριστι-
κού στη διαδικασία της ταξινόμησης. Ένα επιπλέον χαρακτηριστικό που θα μπορούσε να προστεθεί στον
αλγόριθμο Genetic Airs είναι μία συνάρτηση για την μεταφορά των δεδομένων μας σε μεγαλύτερες διαστά-
σεις. Με αυτόν τον τρόπο θα δημιουργηθούν διαφορετικές συσχετίσεις ανάμεσα στα δεδομένα μας και θα
είναι δυνατόν να ταξινομηθούν καλύτερα. Ακολούθως ένα ακόμη σημείο έρευνας θα μπορούσε να είναι η
προσθήκη μίας διαδικασίας μείωσης των χαρακτηριστικών των συνόλων δεδομένων. Τέλος, η διερεύνηση
μείωσης του υπολογιστικού χρόνου του Genetic Airs θα ήταν καθοριστικής σημασίας, αφού ο υπολογιστι-
κός χρόνος του αλγορίθμου αποτελεί ένα από τα βασικά του μειονεκτήματα.
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Παράρτημα Αʹ

Αλγόριθμος Matlab

Αʹ.1 GUI

Σχήμα Αʹ.1: GUI Αλγορίθμου

Αʹ.2 Κοινές συναρτήσεις για κάθε σύνολο δεδομένων

Αʹ.2.1 Αρχικοποίηση Συνόλου

function [NM] = get_normalized_matrix (M)
% This function normalizes matrix M in the [ 0 , 1 ] in te rva l
Min = min(M) ;
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Max = max(M) ;
D = Max − Min ;
D = 1 . /D;
Mm = [ ] ;
R = [ ] ;
[ r , c ] = s i z e (M) ;
fo r k = 1 : 1 : r

R = [R;D] ;
Mm = [Mm;Min ] ;

end ;
NM = M − Mm;
NM = NM.*R;

Αʹ.2.2 Αρχικός Πληθυσμός

function [Range1]=Init ia lRange4 (Data , nvars , PopulationSize )
[Rows, Col ls ]= s i z e (Data ) ;
C=mean(Data ) ;

Range1=[ ] ;
f o r i =1: length (C) ;

a1=C( i )+0.05 ;
b1=C( i )−0.05 ;

R = a1 + (b1−a1) . *rand ( PopulationSize , 1 ) ;
Range1=[Range1 R] ;

end

Range1=repmat(Range1 ,1 , nvars/Col ls ) ;

end

Αʹ.2.3 Αντικειμενική Συνάρτηση

%2−10−12
function [F] = Fitness_Function_Vec (X,Data , emax , dim)
% *************************************************************************
% FUNCTION DESCRIPTION:
% *************************************************************************
% Objective Function of the Airs Genetic Algorithm.
% This Function computes the minimum Distance of the values of Data and
% the elements that the Genetic Algorithm generates . This function trys to
% minimize the distance between the Data and the Detectors to some value
% l e s s than emax.
% % *************************************************************************
% INPUT VARIABLES DEFINITION:
% *************************************************************************
% Data : The values our Dataset
% X: The values that the Genetic Algorithm generate .
%
% *************************************************************************
% OUTPUT VARIABLES DEFINITION:
% *************************************************************************
% F: The sum of the minimum dis tance .
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%% Set our aux i l i a ry var iab le s
[~ , Col ls ]= s i z e (X) ; % Compute the Rows and Collumns
sep=Col ls /dim ; % Compute the Rows of the Reshaped X matrix

% so i t would Col ls /dim x dim dimension
XReshaped=reshape (X, dim , sep ) ; % Reshape the X matrix
X2Colls=XReshaped ’ ;
%% Compute the distance between one element (one Row) of matrix Data to
%% each element of matrix X
Distance=((( pdist2 (Data , X2Colls )/ sqrt (dim))−emax ) ) ;
%% Set to zero a l l the distances which are l e s s than emax. This means that
%% i f d(x , y)<=emax d(x , y)−emax<=0 so the Data i s in s ide the radious of the Detector.
Distance (Distance<=0)=0;
%% Compute the minimum of each row
MinimumDistance=min(Distance , [ ] , 2 ) ;
%% Compute the sum of the minimum
F=sum(MinimumDistance ) ;
end

Αʹ.2.4 Βοηθητική Συνάρτηση

function [F] = Fitness_Evaluation_Vec (X,Data , emax , dim)
fun = @(x)Fitness_Function_Vec (x ,Data , emax , dim ) ;
L = s i z e (X, 2 ) ;
F = blkproc (X, [ 1 L] , fun ) ;
end

Αʹ.3 Iris Data

Αʹ.3.1 Γενετικός Αλγοριθμος

function [F,X, nvars ,Output]=AirsGenetic_Iris_Data_Opt (Data , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ,~)

%% RUNS THE AIRS GENETIC OPTIMIZATION PROBLEM WITH THE DATASET
%% OF N−D DIMENSION
%
%%
%15−10−12

%% Computes the Dimension of the Data
[Rows, Col ls ]= s i z e (Data ) ;
dim=Col ls ; %Dimensions of the Dataset

%% Computes the maximum and minimum value of the Dataset per Collumn so we
%% wi l l have the maximum and minimum value of x , y so we can set the search
%% space between these values
Maximum=max(Data ) ;
Minimum=min(Data ) ;

%% We ca l l the aux i l i a ry function . . . which then computes the object ive
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%% function
Fobj = @(X)Fitness_Evaluation_Vec (X,Data , emax , dim ) ;

%% We set the options of the genet ic algorithm

nvars=round(Rows*Col ls *0 .8 ) ; %The number of Detectors (How many values the genet ic algorithm wi l l generate
% PopInit=Init ia lRange4 (Data , nvars , PopulationSize ) ;

i f (mod(nvars ,2)==1)
nvars=nvars+1;

end

options = gaoptimset ;

options = gaoptimset ( options , ’ EliteCount ’ , EliteCount ) ;
options = gaoptimset ( options , ’ CrossoverFraction ’ , CrossoverFraction ) ;
options = gaoptimset ( options , ’ MigrationInterval ’ , MigrationInterval ) ;
options = gaoptimset ( options , ’MigrationFraction ’ , MigrationFraction ) ;
options = gaoptimset ( options , ’ PopulationSize ’ , PopulationSize ) ;
options = gaoptimset ( options , ’ CreationFcn ’ , @gacreat ion l inear f eas ib l e ) ;
options = gaoptimset ( options , ’ SelectionFcn ’ , @se lect ionrou let te ) ;
options = gaoptimset ( options , ’ SelectionFcn ’ , { @selectiontournament ,4 } ) ;
options = gaoptimset ( options , ’ Vectorized ’ , ’on ’ ) ;
%% We set the lb=Lower Bound and ub= Upper Bound of the Genetic Algorithm.
%% So the Algorithm wi l l generate x so that xmin<x<xmax and y so that
%% ymin<y<ymax. lb i s a matrix 1xlength (X) and ub i s a matrix 1xlength (X)
lb=repmat(Minimum,1 , nvars/dim ) ;
ub=repmat(Maximum,1 , nvars/dim ) ;

%% Runs the genet ic algorithm
[ x , fval , ex i t f l ag ,Output , population , score ] = . . .
ga (Fobj , nvars , [ ] , [ ] , [ ] , [ ] , lb , ub , [ ] , options ) ;
X=[ ] ;
ds2=reshape (x , dim , length (x)/dim ) ;
X=f l ipud ( rot90 ( ds2 ) ) ;
F=fva l ;

end

Αʹ.3.2 Cross-Validation και K-NN Algorithm

function [ Accuracy ,Output]=Iris_Graph_iterations ( PopulationSize , EliteCount , . . .
MigrationInterval , MigrationFraction , . . .
CrossoverFraction , k , emax)
%% Application of The Genetic_Airs_01 Algorith to I r i s DataSet. With a
%% tra in ing set and a te s t s e t .
%% Loads and Normalize Data from I r i s Dataset.
load f i s h e r i r i s .ma t %Load I r i s dataset
Data=meas ; %Set the I r i s Dataset as Data
[NM]=get_normalized_matrix (Data ) ;
Data=NM;
%% Separate the Data into Spec i e s .
SetosaData=Data (1 : 50 , 1 : 4 ) ;
VersicolorData=Data (51 :100 ,1 : 4 ) ;
VirginicaData=Data (101 :150 ,1 :4 ) ;

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 136



Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

%% Length of the Test Set i s 10% of the ent i r e s e t .
LengthSetosaTestData=10;
OverallC=zeros (3 , 3 ) ;
fo r i =1:LengthSetosaTestData : length ( SetosaData)−1
SetosaTrainingData=SetosaData ;
VersicolorTrainingData=VersicolorData ;
VirginicaTrainingData=VirginicaData ;
SetosaTestData=SetosaTrainingData ( i : i+LengthSetosaTestData −1 , : ) ;
SetosaTrainingData ( i : i+LengthSetosaTestData −1 , : )=[ ] ;
VersicolorTestData=VersicolorTrainingData ( i : i+LengthSetosaTestData −1 , : ) ;
VersicolorTrainingData ( i : i+LengthSetosaTestData −1 , : )=[ ] ;
VirginicaTestData=VirginicaTrainingData ( i : i+LengthSetosaTestData −1 , : ) ;
VirginicaTrainingData ( i : i+LengthSetosaTestData −1 , : )=[ ] ;
[ ~ ,D1,~ ,Output]=AirsGenetic_Iris_Data_Opt ( SetosaTrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;
[~ ,D2,~ ,Output]=AirsGenetic_Iris_Data_Opt (VersicolorTrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;
[~ ,D3,~ ,Output]=AirsGenetic_Iris_Data_Opt (VirginicaTrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;
Sample=[SetosaTestData ; VersicolorTestData ; VirginicaTestData ] ;
Training=[D1;D2;D3 ] ;
[Rows, Col ls ]= s i z e (D1) ;
Group=[ones (Rows , 1 ) ; ones (Rows, 1 )*2 ; ones (Rows , 1 ) * 3 ] ;
G=[ones (LengthSetosaTestData , 1 ) ; ones (LengthSetosaTestData , 1 )*2 ; . . .

ones (LengthSetosaTestData , 1 ) * 3 ] ;
Class=knnc lass i fy (Sample , Training ,Group , k ) ;
[C, order ] = confusionmat (G, Class ) ;
OverallC=OverallC+C;
end
OverallSum=sum( diag (OverallC ) ) ;
Accuracy=(OverallSum/150)*100;
[ ’ Test set Accuracy ’ , num2str (Accuracy ) , ’ % ’ ]
end

Αʹ.3.3 Επαναλήψεις με καλύτερες παραμέτρους

%% I r i s Data Test
c l ea r ;
c l c ;
PopulationSize=150 ;
emax=0.04 ;
MigrationInterval = 50;
MigrationFraction = 0 .6 ;
EliteCount=5;
k=5;
CrossoverFraction = 1;
AccuracyAll = [ ] ;
Matrixs =[ ] ;
matlabpool (4)
parfor i =1:10
[ Accuracy]=Iris_Graph_iterations ( PopulationSize , EliteCount , . . .
MigrationInterval , MigrationFraction , CrossoverFraction , k , emax ) ;
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Matrixs=[Matrixs ; i ] ;
AccuracyAll=[AccuracyAll ; Accuracy ] ;
end
pame=[Matrixs AccuracyAll ] ;
f i gu re ( ’Name ’ , ’Accuracy and I t e ra t i ons ’ , ’NumberTitle ’ , ’ o f f ’ ) ;
p lot (pame( : , 1 ) ,pame( : , 2 ) , ’−−rs ’ , ’LineWidth ’ ,2 , . . .
’MarkerEdgeColor ’ , ’k ’ , . . .
’MarkerSize ’ ,10)
x labe l ( ’ I t e ra t i ons ’ ) ;
y labe l ( ’%Accuracy ’ ) ;
a=sum(AccuracyAll )/10;
f p r i n t f ( ’Accuracy : %f \n ’ , a ) ;
matlabpool c lo s e

Αʹ.4 Prima Indians

Αʹ.4.1 Γενετικός Αλγοριθμος

function [F,X, nvars ,Output]=AirsGenetic_PrimaIndiansData (Data , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ,~)

%% RUNS THE AIRS GENETIC OPTIMIZATION PROBLEM WITH THE DATASET
%% OF N−D DIMENSION
%
%%
%15−10−12
%% Computes the Dimension of the Data
[Rows, Col ls ]= s i z e (Data ) ;
dim=Col ls ; %Dimensions of the Dataset
%% Computes the maximum and minimum value of the Dataset per Collumn so we
%% wi l l have the maximum and minimum value of x , y so we can set the search
%% space between these values
Maximum=max(Data ) ;
Minimum=min(Data ) ;
%% We ca l l the aux i l i a ry function . . . which then computes the object ive
%% function
Fobj = @(X)Fitness_Evaluation_Vec (X,Data , emax , dim ) ;
%% We set the options of the genet ic algorithm
nvars=round(Rows*Col ls *1) ; %The number of Detectors (How many values the genet ic algorithm wi l l generate
InPop=Init ia lRange4 (Data , nvars , PopulationSize ) ;
i f (mod(nvars ,2)==1)

nvars=nvars+1;
end
options = gaoptimset ;
options=gaoptimset ( options , ’ In i t ia lPopulat ion ’ , InPop ) ;
options = gaoptimset ( options , ’ EliteCount ’ , EliteCount ) ;
options = gaoptimset ( options , ’ CrossoverFraction ’ , CrossoverFraction ) ;
options = gaoptimset ( options , ’ MigrationInterval ’ , MigrationInterval ) ;
options = gaoptimset ( options , ’MigrationFraction ’ , MigrationFraction ) ;
options = gaoptimset ( options , ’ PopulationSize ’ , PopulationSize ) ;
options = gaoptimset ( options , ’ SelectionFcn ’ , @se lect ionrou let te ) ;
options = gaoptimset ( options , ’ Vectorized ’ , ’on ’ ) ;
%% We set the lb=Lower Bound and ub= Upper Bound of the Genetic Algorithm.
%% So the Algorithm wi l l generate x so that xmin<x<xmax and y so that
%% ymin<y<ymax. lb i s a matrix 1xlength (X) and ub i s a matrix 1xlength (X)
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lb=repmat(Minimum,1 , nvars/dim ) ;
ub=repmat(Maximum,1 , nvars/dim ) ;
%% Runs the genet ic algorithm
[ x , fval , ex i t f l ag ,Output , population , score ] = . . .
ga (Fobj , nvars , [ ] , [ ] , [ ] , [ ] , lb , ub , [ ] , options ) ;
X=[ ] ;
ds2=reshape (x , dim , length (x)/dim ) ;
X=f l ipud ( rot90 ( ds2 ) ) ;
F=fva l ;
end

Αʹ.4.2 Cross-Validation και K-NN Algorithm

function [ Accuracy , OverallC]=PrimaIndiansDataTest10fold ( PopulationSize , . . .
EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , . . .
k , emax ) ;

load PrimaIndians.mat ;
Class1=pima0x2Dindians0x2Ddiabetes ;
a=f ind (Class1 (: ,9)==1);
ClassA=Class1 (a , : ) ;
ClassA ( : , 9 )= [ ] ;
b=f ind (Class1 (: ,9)==0);
ClassB=Class1 (b , : ) ;
ClassB ( : , 9 )= [ ] ;
[NM1]=get_normalized_matrix (ClassA ) ;
[NM2]=get_normalized_matrix (ClassB ) ;
ClassA=NM1(1 : 2 6 0 , : ) ;
ClassB=NM2;
Fold1=length (ClassA)*0 .1 ;
Fold2=length (ClassB)*0 .1 ;
OverallC=zeros (2 , 2 ) ;
fo r i =1:10
Fs1=Fold1*( i −1);
Fe1=Fold1* i ;
Fs2=Fold2*( i −1);
Fe2=Fold2* i ;
ClassATrainingData=ClassA ;
ClassBTrainingData=ClassB ;

ClassATestData=ClassA(Fs1+1:Fe1 , : ) ;
ClassATrainingData (Fs1+1:Fe1 , : ) = [ ] ;

ClassBTestData=ClassB (Fs2+1:Fe2 , : ) ;
ClassBTrainingData (Fs2+1:Fe2 , : ) = [ ] ;

[F1 ,D1, nvars ,Output]=AirsGenetic_PrimaIndiansData (ClassATrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

[F2 ,D2, nvars ,Output]=AirsGenetic_PrimaIndiansData (ClassBTrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

[Rows1 , Col ls ]= s i z e (D1) ;
[Rows2 , Col ls ]= s i z e (D2) ;
[Rows3 , Col ls ]= s i z e (ClassATestData ) ;
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[Rows4 , Col ls ]= s i z e (ClassBTestData ) ;

Sample=[ClassATestData ; ClassBTestData ] ;
Training=[D1;D2 ] ;

Group=[ones (Rows1 , 1 ) ; ones (Rows2 , 1 ) * 2 ] ;
G=[ones (Rows3 , 1 ) ; ones (Rows4 , 1 ) * 2 ] ;
Class=knnc lass i fy (Sample , Training ,Group , k ) ;
[C, order ] = confusionmat (G, Class ) ;
OverallC=OverallC+C;

end
OverallSum=sum( diag (OverallC ) ) ;
Accuracy=(OverallSum/760)*100;
[ ’ Test set Accuracy ’ , num2str (Accuracy ) , ’ % ’ ]

end

Αʹ.4.3 Επαναλήψεις με καλύτερες παραμέτρους

%% Fixed 28−Oct−12 96 .20 me 96 .26 xwris r e se t me re se t paei sto 97 .0
c l ea r ;
c l c ;
PopulationSize=140;
emax=0.06 ; %Fix
MigrationInterval =12; %Fix
MigrationFraction = 0 .5 ; %Fix.
k=11;
EliteCount=8; %Fix
CrossoverFraction = 1;
AccuracyAll = [ ] ;
Matrixs =[ ] ;
pame=[ ] ;
matlabpool (4)
parfor i =1:10
[ Accuracy , Overall ]=PrimaIndiansDataTest10fold ( PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , k , emax ) ;
Matrixs=[Matrixs ; i ] ;
AccuracyAll=[AccuracyAll ; Accuracy ] ;
end
matlabpool c lo s e force l o ca l
pame=[Matrixs AccuracyAll ] ;
f i gu re ( ’Name ’ , ’Accuracy and Tournament ’ , ’NumberTitle ’ , ’ o f f ’ ) ;
p lot (pame( : , 1 ) ,pame( : , 2 ) , ’−−rs ’ , ’LineWidth ’ ,2 , . . .
’MarkerEdgeColor ’ , ’k ’ , . . .
’MarkerSize ’ ,10)
x labe l ( ’ Population Size ’ ) ;
y labe l ( ’%Accuracy ’ ) ;
a=sum(AccuracyAll )/ i ;
f p r i n t f ( ’Accuracy : %f \n ’ , a ) ;

Αʹ.5 Sonar Data

Αʹ.5.1 Γενετικός Αλγοριθμος
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function [F,X, nvars ,Output]=AirsGenetic_SonarData (Data , emax , PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction )
%% RUNS THE AIRS GENETIC OPTIMIZATION PROBLEM WITH THE DATASET
%% OF N−D DIMENSION
%
%%
%15−10−12
%% Computes the Dimension of the Data
[Rows, Col ls ]= s i z e (Data ) ;
dim=Col ls ; %Dimensions of the Dataset
%% Computes the maximum and minimum value of the Dataset per Collumn so we
%% wi l l have the maximum and minimum value of x , y so we can set the search
%% space between these values
Maximum=max(Data ) ;
Minimum=min(Data ) ;
%% We ca l l the aux i l i a ry function . . . which then computes the object ive
%% function
Fobj = @(X)Fitness_Evaluation_Vec (X,Data , emax , dim ) ;
%% We set the options of the genet ic algorithm
nvars=round(Rows*Col ls *1) ; %The number of Detectors (How many values the genet ic algorithm wi l l generate
i f (mod(nvars ,2)==1)

nvars=nvars+1;
end
InPop=Init ia lRange4 (Data , nvars , PopulationSize ) ;
options = gaoptimset ;
options=gaoptimset ( options , ’ In i t ia lPopulat ion ’ , InPop ) ;
options = gaoptimset ( options , ’ EliteCount ’ , EliteCount ) ;
options = gaoptimset ( options , ’ CrossoverFraction ’ , CrossoverFraction ) ;
options = gaoptimset ( options , ’ MigrationInterval ’ , MigrationInterval ) ;
options = gaoptimset ( options , ’MigrationFraction ’ , MigrationFraction ) ;
options = gaoptimset ( options , ’ PopulationSize ’ , PopulationSize ) ;
options = gaoptimset ( options , ’ SelectionFcn ’ , @selectionremainder ) ;
options = gaoptimset ( options , ’ Vectorized ’ , ’on ’ ) ;
%% We set the lb=Lower Bound and ub= Upper Bound of the Genetic Algorithm.
%% So the Algorithm wi l l generate x so that xmin<x<xmax and y so that
%% ymin<y<ymax. lb i s a matrix 1xlength (X) and ub i s a matrix 1xlength (X)
lb=repmat(Minimum,1 , nvars/dim ) ;
ub=repmat(Maximum,1 , nvars/dim ) ;
%% Runs the genet ic algorithm
[ x , fval , ex i t f l ag ,Output , population , score ] = . . .
ga (Fobj , nvars , [ ] , [ ] , [ ] , [ ] , lb , ub , [ ] , options ) ;
X=[ ] ;
ds2=reshape (x , dim , length (x)/dim ) ;
X=f l ipud ( rot90 ( ds2 ) ) ;
F=fva l ;
end

Αʹ.5.2 Cross-Validation και K-NN Algorithm

function [ Accuracy , OverallC]=SonarDataTest10fold ( PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , k , emax ) ;

load sonar.mat ;

Class1=sonar ;
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a=f ind (Class1 (: ,61)==1);
ClassA=Class1 (a , : ) ;
ClassA ( : , 6 1 )= [ ] ;
b=f ind (Class1 (: ,61)==0);
ClassB=Class1 (b , : ) ;
ClassB ( : , 6 1 )= [ ] ;
[NM1]=get_normalized_matrix (ClassA ) ;
[NM2]=get_normalized_matrix (ClassB ) ;

ClassA=NM1(1 : 1 0 0 , : ) ;
ClassB=NM2( 1 : 9 0 , : ) ;

% ClassA=ClassA (1 : 1 0 0 , : ) ;
% ClassB=ClassB ( 1 : 9 0 , : ) ;

Fold1=length (ClassA)*0 .1 ;
Fold2=length (ClassB)*0 .1 ;
OverallC=zeros (2 , 2 ) ;

fo r i =1:10

Fs1=Fold1*( i −1);
Fe1=Fold1* i ;

Fs2=Fold2*( i −1);
Fe2=Fold2* i ;

ClassATrainingData=ClassA ;
ClassBTrainingData=ClassB ;

ClassATestData=ClassA(Fs1+1:Fe1 , : ) ;
ClassATrainingData (Fs1+1:Fe1 , : ) = [ ] ;

ClassBTestData=ClassB (Fs2+1:Fe2 , : ) ;
ClassBTrainingData (Fs2+1:Fe2 , : ) = [ ] ;

[F1 ,D1, nvars ,Output]=AirsGenetic_SonarData (ClassATrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

[F2 ,D2, nvars ,Output]=AirsGenetic_SonarData (ClassBTrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

[Rows1 , Col ls ]= s i z e (D1) ;
[Rows2 , Col ls ]= s i z e (D2) ;
[Rows3 , Col ls ]= s i z e (ClassATestData ) ;
[Rows4 , Col ls ]= s i z e (ClassBTestData ) ;

Sample=[ClassATestData ; ClassBTestData ] ;
Training=[D1;D2 ] ;
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Group=[ones (Rows1 , 1 ) ; ones (Rows2 , 1 ) * 2 ] ;
G=[ones (Rows3 , 1 ) ; ones (Rows4 , 1 ) * 2 ] ;
Class=knnc lass i fy (Sample , Training ,Group , k ) ;
[C, order ] = confusionmat (G, Class ) ;
OverallC=OverallC+C;
[ ’ Fold ’ , num2str ( i ) , ’ % ’ ] ;
end
OverallSum=sum( diag (OverallC ) ) ;
Accuracy=(OverallSum/190)*100;
[ ’ Test set Accuracy ’ , num2str (Accuracy ) , ’ % ’ ]

end

Αʹ.5.3 Επαναλήψεις με καλύτερες παραμέτρους

%% Sonar Data Test
c l ea r ;
c l c ;
PopulationSize=180;
emax=0.16 ;
EliteCount=8;
CrossoverFraction = 1;
MigrationInterval =20;
MigrationFraction = 1;
AccuracyAll = [ ] ;
Matrixs =[ ] ;
pame=[ ] ;
k=2;

matlabpool (4)
parfor i =1:10
[ Accuracy , Overall ]=SonarDataTest10fold ( PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , k , emax ) ;
Matrixs=[Matrixs ;Po ] ;
AccuracyAll=[AccuracyAll ; Accuracy ] ;
end
matlabpool c lo s e force l o ca l
pame=[Matrixs AccuracyAll ] ;
f i gu re ( ’Name ’ , ’Accuracy and Population Size ’ , ’NumberTitle ’ , ’ o f f ’ ) ;
p lot (pame( : , 1 ) ,pame( : , 2 ) , ’−−rs ’ , ’LineWidth ’ ,2 , . . .
’MarkerEdgeColor ’ , ’k ’ , . . .
’MarkerSize ’ ,10)
x labe l ( ’ Population Size ’ ) ;
y labe l ( ’%Accuracy ’ ) ;

Αʹ.6 C1vsC2

Αʹ.6.1 Γενετικός Αλγοριθμος

function [X]=AirsGenetic_FeaturesData (Data , emax , PopulationSize , . . .
EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , . . .
Detectors )

%% RUNS THE GENETIC AIRS OPTIMIZATION PROBLEM WITH THE DATASET
%% OF N−D DIMENSION
%
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%%
%15−10−12
%% Computes the Dimension of the Data Set
[Rows, Col ls ]= s i z e (Data ) ;
dim=Col ls ; %Dimensions of the Data Set
%% Computes the maximum and minimum value of the Dataset per Collumn so we
%% wi l l have the maximum and minimum value of x , y so we can set the search
%% space between these values
Maximum=max(Data ) ;
Minimum=min(Data ) ;
%% We ca l l the aux i l i a ry function Fobj which then computes the object ive
%% function
Fobj = @(X)Fitness_Evaluation_Vec (X,Data , emax , dim ) ;
%% We set the options of the genet ic algorithm
a=Detectors ;
nvars=round(Rows*Col ls *a ) ; %The number of Detectors (How many values the genet ic algorithm wi l l generate
%% We ca l l the function Init ia lRange4 that computes the I n i t i a l Population
InPop=Init ia lRange4 (Data , nvars , PopulationSize ) ;
i f (mod(nvars ,2)==1)

nvars=nvars+1;
end
options = gaoptimset ;
options=gaoptimset ( options , ’ In i t ia lPopulat ion ’ , InPop ) ;
options = gaoptimset ( options , ’ EliteCount ’ , EliteCount ) ;
options = gaoptimset ( options , ’ CrossoverFraction ’ , CrossoverFraction ) ;
options = gaoptimset ( options , ’ MigrationInterval ’ , MigrationInterval ) ;
options = gaoptimset ( options , ’MigrationFraction ’ , MigrationFraction ) ;
options = gaoptimset ( options , ’ PopulationSize ’ , PopulationSize ) ;
options = gaoptimset ( options , ’ Vectorized ’ , ’on ’ ) ;
%% We set the lb=Lower Bound and ub= Upper Bound of the Genetic Algorithm.
%% So the Algorithm wi l l generate x so that xmin<x<xmax and y so that
%% ymin<y<ymax. lb i s a matrix 1xlength (X) and ub i s a matrix 1xlength (X)
lb=repmat(Minimum,1 , nvars/dim ) ;
ub=repmat(Maximum,1 , nvars/dim ) ;

%% Runs the genet ic algorithm
[ x ,~ ,~ ,Output ] =ga(Fobj , nvars , [ ] , [ ] , [ ] , [ ] , lb , ub , [ ] , options ) ;
ds2=reshape (x , dim , length (x)/dim ) ;
X=f l ipud ( rot90 ( ds2 ) ) ;
end

Αʹ.6.2 Cross-Validation και K-NN Algorithm

function [ Accuracy]=Features_Airs ( PopulationSize , EliteCount , . . .
MigrationInterval , MigrationFraction , CrossoverFraction , k , . . .
emax , Detectors )

load features30.mat
Data=N;
[NM]=normalized (Data ) ;
Data=NM;
%% In i t i a l i z e Classes
Class1=Data ( 1 : 1 0 0 , : ) ;
Class2=Data (101 : 200 , : ) ;
Fold=10;
OverallC=zeros (2 , 2 ) ;
Call=zeros (2 , 2 ) ;
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f o r i =1:10
%% For 10−Cross−Validation− Fs1 i s the Fold
Fs1=Fold*( i −1);
Fe1=Fold* i ;

%% I n i t i a l i z e The Training Classes
Class1TrainingData=Class1 ;
Class2TrainingData=Class2 ;

%% Class 1
Class1TestData=Class1TrainingData (Fs1+1:Fe1 , : ) ;
Class1TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class2
Class2TestData=Class2TrainingData (Fs1+1:Fe1 , : ) ;
Class2TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Call Genetic Airs Algorithm
[D1]=AirsGenetic_FeaturesData (Class1TrainingData , emax , PopulationSize , . . .

EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , . . .
Detectors ) ;

[D2]=AirsGenetic_FeaturesData (Class2TrainingData , emax , PopulationSize , . . .
EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , . . .
Detectors ) ;

Sample=[Class1TestData ; Class2TestData ] ;
Training=[D1;D2 ] ;
[Rows, Col ls ]= s i z e (D1) ;
Group=[ones (Rows, 1 )*1 ; ones (Rows , 1 ) * 2 ] ;
G=[ones (Fold , 1 )*1 ; ones (Fold , 1 ) * 2 ] ;
Class=knnc lass i fy (Sample , Training ,Group , k ) ;
[C] = confusionmat (G, Class ) ;
Call=[Call ;C] ;
OverallC=OverallC+C;
end
OverallSum=sum( diag (OverallC ) ) ;
Accuracy=(OverallSum/200)*100;
[ ’ Test set Accuracy ’ , num2str (Accuracy ) , ’ % ’ ]
end

Αʹ.6.3 Επαναλήψεις με καλύτερες παραμέτρους

%% C1vsC2 Data Test
c l ea r ;
c l c ;
t i c ;
PopulationSize=90;
emax=0.26 ;
EliteCount=4;
MigrationFraction = 0 .9 ;
MigrationInterval = 48;
CrossoverFraction = 1;
k=5;
AccuracyAll = [ ] ;
Matrixs =[ ] ;
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Detectors=0.8 ;
matlabpool (4)
parfor i =1:10
[ Accuracy]=Features_Airs ( PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , k , emax , Detectors ) ;
Matrixs=[Matrixs ; i ] ;
AccuracyAll=[AccuracyAll ; Accuracy ] ;
end
pame=[Matrixs AccuracyAll ] ;
f i gu re ( ’Name ’ , ’Accuracy and I t e ra t i ons C1vsC2 ’ , ’NumberTitle ’ , ’ o f f ’ ) ;
p lot (pame( : , 1 ) ,pame( : , 2 ) , ’−−rs ’ , ’LineWidth ’ ,2 , . . .
’MarkerEdgeColor ’ , ’k ’ , . . .
’MarkerSize ’ ,10)
x labe l ( ’ I t e ra t i ons ’ ) ;
y labe l ( ’%Accuracy ’ ) ;
matlabpool c lo s e
toc ;

Αʹ.7 C1vsC2vsC3

Αʹ.7.1 Γενετικός Αλγοριθμος

function [F,X, nvars ,Output]=AirsGenetic_FeaturesData (Data , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors )

%% RUNS THE AIRS GENETIC OPTIMIZATION PROBLEM WITH THE DATASET
%% OF N−D DIMENSION
%
%%
%15−10−12
%% Computes the Dimension of the Data
[Rows, Col ls ]= s i z e (Data ) ;
dim=Col ls ; %Dimensions of the Dataset
%% Computes the maximum and minimum value of the Dataset per Collumn so we
%% wi l l have the maximum and minimum value of x , y so we can set the search
%% space between these values
Maximum=max(Data ) ;
Minimum=min(Data ) ;
%% We ca l l the aux i l i a ry function . . . which then computes the object ive
%% function
Fobj = @(X)Fitness_Evaluation_Vec (X,Data , emax , dim ) ;
%% We set the options of the genet ic algorithm
a=Detectors ;
nvars=round(Rows*Col ls *a ) ; %The number of Detectors (How many values the genet ic algorithm wi l l generate
InPop=Init ia lRange4 (Data , nvars , PopulationSize ) ;
i f (mod(nvars ,2)==1)

nvars=nvars+1;
end
options = gaoptimset ;
options=gaoptimset ( options , ’ In i t ia lPopulat ion ’ , InPop ) ;
options = gaoptimset ( options , ’ EliteCount ’ , EliteCount ) ;
options = gaoptimset ( options , ’ CrossoverFraction ’ , CrossoverFraction ) ;
options = gaoptimset ( options , ’ MigrationInterval ’ , MigrationInterval ) ;
options = gaoptimset ( options , ’MigrationFraction ’ , MigrationFraction ) ;
options = gaoptimset ( options , ’ PopulationSize ’ , PopulationSize ) ;
options = gaoptimset ( options , ’ Vectorized ’ , ’on ’ ) ;
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%% We set the lb=Lower Bound and ub= Upper Bound of the Genetic Algorithm.
%% So the Algorithm wi l l generate x so that xmin<x<xmax and y so that
%% ymin<y<ymax. lb i s a matrix 1xlength (X) and ub i s a matrix 1xlength (X)
lb=repmat(Minimum,1 , nvars/dim ) ;
ub=repmat(Maximum,1 , nvars/dim ) ;
%% Runs the genet ic algorithm
[ x , fval , ex i t f l ag ,Output , population , score ] = . . .
ga (Fobj , nvars , [ ] , [ ] , [ ] , [ ] , lb , ub , [ ] , options ) ;
X=[ ] ;
ds2=reshape (x , dim , length (x)/dim ) ;
X=f l ipud ( rot90 ( ds2 ) ) ;
F=fva l ;
end

Αʹ.7.2 Cross-Validation και K-NN Algorithm

function [ Accuracy]=Features_Airs ( PopulationSize , EliteCount , . . .
MigrationInterval , MigrationFraction , CrossoverFraction , k , . . .
emax , Detectors )

load features30.mat
Data=N;
[NM]=get_normalized_matrix (Data ) ;
Data=NM;
%% In i t i a l i z e Classes
Class1=Data ( 1 : 1 0 0 , : ) ;
Class2=Data (101 : 200 , : ) ;
Class3=Data (201 : 300 , : ) ;
Fold=10;
OverallC=zeros (3 , 3 ) ;
Fold1=length (Class1 )*0 .1 ;
Fold2=length (Class2 )*0 .1 ;
Fold3=length (Class3 )*0 .1 ;
Call=zeros (3 , 3 ) ;
fo r i =1:10
Fs1=Fold1*( i −1);
Fe1=Fold1* i ;
Fs2=Fold2*( i −1);
Fe2=Fold2* i ;
Fs3=Fold3*( i −1);
Fe3=Fold3* i ;
%% I n i t i a l i z e The Training Classes
Class1TrainingData=Class1 ;
Class2TrainingData=Class2 ;
Class3TrainingData=Class3 ;
%% Class 1
Class1TestData=Class1TrainingData (Fs1+1:Fe1 , : ) ;
Class1TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class2
Class2TestData=Class2TrainingData (Fs2+1:Fe2 , : ) ;
Class2TrainingData (Fs3+1:Fe3 , : ) = [ ] ;
%% Class3
Class3TestData=Class3TrainingData (Fs3+1:Fe3 , : ) ;
Class3TrainingData (Fs3+1:Fe3 , : ) = [ ] ;
%% Airs Algorithm All Classes
[~ ,D1,~ ,Output1]=AirsGenetic_FeaturesData (Class1TrainingData , emax , . . .
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PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D2,~ ,Output2]=AirsGenetic_FeaturesData (Class2TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D3,~ ,Output3]=AirsGenetic_FeaturesData (Class3TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

Sample=[Class1TestData ; Class2TestData ; Class3TestData ] ;
Training=[D1;D2;D3 ] ;
[Rows, Col ls ]= s i z e (D1) ;
Group=[ones (Rows, 1 )*1 ; ones (Rows, 1 )*2 ; ones (Rows , 1 ) * 3 ] ;
G=[ones (Fold , 1 )*1 ; ones (Fold , 1 )*2 ; ones (Fold , 1 ) * 3 ] ;
Class=knnc lass i fy (Sample , Training ,Group , k ) ;
[C, order ] = confusionmat (G, Class ) ;
Call=[Call ;C] ;
OverallC=OverallC+C;
end
OverallSum=sum( diag (OverallC ) ) ;
Accuracy=(OverallSum/300)*100;
[ ’ Test set Accuracy ’ , num2str (Accuracy ) , ’ % ’ ]

end

Αʹ.7.3 Επαναλήψεις με καλύτερες παραμέτρους

%% C1vsC2vsC3 te s t
c l ea r ;
c l c ;
PopulationSize=80 ;
emax=0.23 ;
MigrationFraction = 0 .6 ;
MigrationInterval = 72;
k=9;
EliteCount=5;
CrossoverFraction = 1;
AccuracyAll = [ ] ;
Matrixs =[ ] ;
pame=[ ] ;
Detectors=0.8 ;
matlabpool (4)

parfor i =1:10
[ Accuracy]=Features_Airs ( PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , k , emax , Detectors ) ;
Matrixs=[Matrixs ; i ] ;
AccuracyAll=[AccuracyAll ; Accuracy ] ;
end
pame=[Matrixs AccuracyAll ] ;
f i gu re ( ’Name ’ , ’Accuracy and I t e ra t i ons C1vsC2vsC3 ’ , ’NumberTitle ’ , ’ o f f ’ ) ;
p lot (pame( : , 1 ) ,pame( : , 2 ) , ’−−rs ’ , ’LineWidth ’ ,2 , . . .
’MarkerEdgeColor ’ , ’k ’ , . . .
’MarkerSize ’ ,10)
x labe l ( ’ I t e ra t i ons ’ ) ;
y labe l ( ’%Accuracy ’ ) ;
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matlabpool c lo se

Αʹ.8 C1vsC2vsC3vsC4

Αʹ.8.1 Γενετικός Αλγοριθμος

function [F,X, nvars ,Output]=AirsGenetic_FeaturesData (Data , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors )

%% RUNS THE AIRS GENETIC OPTIMIZATION PROBLEM WITH THE DATASET
%% OF N−D DIMENSION
%
%%
%15−10−12
%% Computes the Dimension of the Data
[Rows, Col ls ]= s i z e (Data ) ;
dim=Col ls ; %Dimensions of the Dataset
%% Computes the maximum and minimum value of the Dataset per Collumn so we
%% wi l l have the maximum and minimum value of x , y so we can set the search
%% space between these values
Maximum=max(Data ) ;
Minimum=min(Data ) ;
%% We ca l l the aux i l i a ry function . . . which then computes the object ive
%% function
Fobj = @(X)Fitness_Evaluation_Vec (X,Data , emax , dim ) ;
%% We set the options of the genet ic algorithm
a=Detectors ;
nvars=round(Rows*Col ls *a ) ; %The number of Detectors (How many values the genet ic algorithm wi l l generate
InPop=Init ia lRange4 (Data , nvars , PopulationSize ) ;
i f (mod(nvars ,2)==1)

nvars=nvars+1;
end
options = gaoptimset ;
options=gaoptimset ( options , ’ In i t ia lPopulat ion ’ , InPop ) ;
options = gaoptimset ( options , ’ EliteCount ’ , EliteCount ) ;
options = gaoptimset ( options , ’ CrossoverFraction ’ , CrossoverFraction ) ;
options = gaoptimset ( options , ’ MigrationInterval ’ , MigrationInterval ) ;
options = gaoptimset ( options , ’MigrationFraction ’ , MigrationFraction ) ;
options = gaoptimset ( options , ’ PopulationSize ’ , PopulationSize ) ;
options = gaoptimset ( options , ’ Vectorized ’ , ’on ’ ) ;
%% We set the lb=Lower Bound and ub= Upper Bound of the Genetic Algorithm.
%% So the Algorithm wi l l generate x so that xmin<x<xmax and y so that
%% ymin<y<ymax. lb i s a matrix 1xlength (X) and ub i s a matrix 1xlength (X)
lb=repmat(Minimum,1 , nvars/dim ) ;
ub=repmat(Maximum,1 , nvars/dim ) ;
%% Runs the genet ic algorithm
[ x , fval , ex i t f l ag ,Output , population , score ] = . . .
ga (Fobj , nvars , [ ] , [ ] , [ ] , [ ] , lb , ub , [ ] , options ) ;
X=[ ] ;
ds2=reshape (x , dim , length (x)/dim ) ;
X=f l ipud ( rot90 ( ds2 ) ) ;
F=fva l ;
end
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Αʹ.8.2 Cross-Validation και K-NN Algorithm

function [ Accuracy]=Features_Airs ( PopulationSize , EliteCount , . . .
MigrationInterval , MigrationFraction , CrossoverFraction , k , emax , . . .
Detectors )
load features30.mat
Data=N;
[NM]=get_normalized_matrix (Data ) ;
Data=NM;
%% In i t i a l i z e Classes
Class1=Data ( 1 : 1 0 0 , : ) ;
Class2=Data (101 : 200 , : ) ;
Class3=Data (201 : 300 , : ) ;
Class4=Data (301 : 400 , : ) ;
Fold=10;
OverallC=zeros (4 , 4 ) ;
Fold1=length (Class1 )*0 .1 ;
Fold2=length (Class2 )*0 .1 ;
Fold3=length (Class3 )*0 .1 ;
Fold4=length (Class4 )*0 .1 ;
Call=zeros (4 , 4 ) ;
fo r i =1:10
Fs1=Fold1*( i −1);
Fe1=Fold1* i ;
Fs2=Fold2*( i −1);
Fe2=Fold2* i ;
Fs3=Fold3*( i −1);
Fe3=Fold3* i ;
Fs4=Fold4*( i −1);
Fe4=Fold4* i ;
%% I n i t i a l i z e The Training Classes
Class1TrainingData=Class1 ;
Class2TrainingData=Class2 ;
Class3TrainingData=Class3 ;
Class4TrainingData=Class4 ;
%% Class 1
Class1TestData=Class1TrainingData (Fs1+1:Fe1 , : ) ;
Class1TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class2
Class2TestData=Class2TrainingData (Fs2+1:Fe2 , : ) ;
Class2TrainingData (Fs3+1:Fe3 , : ) = [ ] ;
%% Class3
Class3TestData=Class3TrainingData (Fs3+1:Fe3 , : ) ;
Class3TrainingData (Fs3+1:Fe3 , : ) = [ ] ;
%% Class4
Class4TestData=Class4TrainingData (Fs4+1:Fe4 , : ) ;
Class4TrainingData (Fs4+1:Fe4 , : ) = [ ] ;
%% Airs Algorithm All Classes
[~ ,D1,~ ,Output1]=AirsGenetic_FeaturesData (Class1TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;
[~ ,D2,~ ,Output2]=AirsGenetic_FeaturesData (Class2TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;
[~ ,D3,~ ,Output3]=AirsGenetic_FeaturesData (Class3TrainingData , emax , . . .
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PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;
[~ ,D4,~ ,Output4]=AirsGenetic_FeaturesData (Class4TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;
Sample=[Class1TestData ; Class2TestData ; Class3TestData ; Class4TestData ] ;
Training=[D1;D2;D3;D4 ] ;
[Rows, Col ls ]= s i z e (D1) ;
Group=[ones (Rows, 1 )*1 ; ones (Rows, 1 )*2 ; ones (Rows, 1 )*3 ; ones (Rows , 1 ) * 4 ] ;
G=[ones (Fold , 1 )*1 ; ones (Fold , 1 )*2 ; ones (Fold , 1 )*3 ; ones (Fold , 1 ) * 4 ] ;
Class=knnc lass i fy (Sample , Training ,Group , k ) ;
[C, order ] = confusionmat (G, Class ) ;
Call=[Call ;C] ;
OverallC=OverallC+C;
end
OverallSum=sum( diag (OverallC ) ) ;
Accuracy=(OverallSum/400)*100;
[ ’ Test set Accuracy ’ , num2str (Accuracy ) , ’ % ’ ]
end

Αʹ.8.3 Επαναλήψεις με καλύτερες παραμέτρους

%% C1234 te s t
c l ea r ;
c l c ;
PopulationSize=40;
emax=0.18 ;
MigrationFraction = 0 .6 ;
MigrationInterval = 24;
k=9;
CrossoverFraction = 0 .8 ;
EliteCount=3;
AccuracyAll = [ ] ;
Matrixs =[ ] ;
pame=[ ] ;
Detectors=0.8 ;
matlabpool (4)
parfor i =1:10
[ Accuracy]=Features_Airs ( PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , k , emax , Detectors ) ;
Matrixs=[Matrixs ; i ] ;
AccuracyAll=[AccuracyAll ; Accuracy ] ;
end
pame=[Matrixs AccuracyAll ] ;
f i gu re ( ’Name ’ , ’Accuracy and PopulationSize C1vsC2vsC3vsC4 ’ , ’NumberTitle ’ , ’ o f f ’ ) ;
p lot (pame( : , 1 ) ,pame( : , 2 ) , ’−−rs ’ , ’LineWidth ’ ,2 , . . .
’MarkerEdgeColor ’ , ’k ’ , . . .
’MarkerSize ’ ,10)
x labe l ( ’ I t e ra t i ons ’ ) ;
y labe l ( ’%Accuracy ’ ) ;
matlabpool c lo s e

Αʹ.9 C1vsC2vsC3vsC4vsC5

Αʹ.9.1 Γενετικός Αλγοριθμος

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 151



Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

function [F,X, nvars ,Output]=AirsGenetic_FeaturesData (Data , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors )
%% RUNS THE AIRS GENETIC OPTIMIZATION PROBLEM WITH THE DATASET
%% OF N−D DIMENSION
%
%%
%15−10−12
%% Computes the Dimension of the Data
[Rows, Col ls ]= s i z e (Data ) ;
dim=Col ls ; %Dimensions of the Dataset

%% Computes the maximum and minimum value of the Dataset per Collumn so we
%% wi l l have the maximum and minimum value of x , y so we can set the search
%% space between these values
Maximum=max(Data ) ;
Minimum=min(Data ) ;
%% We ca l l the aux i l i a ry function . . . which then computes the object ive
%% function
Fobj = @(X)Fitness_Evaluation_Vec (X,Data , emax , dim ) ;
%% We set the options of the genet ic algorithm
%nvars=compute_nvars (Data , emax , dim ) ;
a=Detectors ;
nvars=round(Rows*Col ls *a ) ; %The number of Detectors (How many values the genet ic algorithm wi l l generate
InPop=Init ia lRange4 (Data , nvars , PopulationSize ) ;
i f (mod(nvars ,2)==1)

nvars=nvars+1;
end
options = gaoptimset ;
options=gaoptimset ( options , ’ In i t ia lPopulat ion ’ , InPop ) ;
options = gaoptimset ( options , ’ EliteCount ’ , EliteCount ) ;
options = gaoptimset ( options , ’ CrossoverFraction ’ , CrossoverFraction ) ;
options = gaoptimset ( options , ’ MigrationInterval ’ , MigrationInterval ) ;
options = gaoptimset ( options , ’MigrationFraction ’ , MigrationFraction ) ;
options = gaoptimset ( options , ’ PopulationSize ’ , PopulationSize ) ;
options = gaoptimset ( options , ’ SelectionFcn ’ , @selectionremainder ) ;
options = gaoptimset ( options , ’ Vectorized ’ , ’on ’ ) ;
%% We set the lb=Lower Bound and ub= Upper Bound of the Genetic Algorithm.
%% So the Algorithm wi l l generate x so that xmin<x<xmax and y so that
%% ymin<y<ymax. lb i s a matrix 1xlength (X) and ub i s a matrix 1xlength (X)
lb=repmat(Minimum,1 , nvars/dim ) ;
ub=repmat(Maximum,1 , nvars/dim ) ;

%% Runs the genet ic algorithm
[ x , fval , ex i t f l ag ,Output , population , score ] = . . .
ga (Fobj , nvars , [ ] , [ ] , [ ] , [ ] , lb , ub , [ ] , options ) ;
X=[ ] ;
ds2=reshape (x , dim , length (x)/dim ) ;
X=f l ipud ( rot90 ( ds2 ) ) ;
F=fva l ;
end

Αʹ.9.2 Cross-Validation και K-NN Algorithm

function [ Accuracy]=Features_Airs ( PopulationSize , EliteCount , . . .
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MigrationInterval , MigrationFraction , CrossoverFraction , k , . . .
emax , Detectors )
load features30.mat
Data=N;
[NM]=get_normalized_matrix (Data ) ;
Data=NM;
%% In i t i a l i z e Classes
Class1=Data ( 1 : 1 0 0 , : ) ;
Class2=Data (101 : 200 , : ) ;
Class3=Data (201 : 300 , : ) ;
Class4=Data (301 : 400 , : ) ;
Class5=Data (401 : 500 , : ) ;
Fold=10;

OverallC=zeros (5 , 5 ) ;
Call=zeros (5 , 5 ) ;
%% Folds
Fold1=length (Class1 )*0 .1 ;

fo r i =1:10
%% Start and End
Fs1=Fold1*( i −1);
Fe1=Fold1* i ;

%% I n i t i a l i z e The Training Classes
Class1TrainingData=Class1 ;
Class2TrainingData=Class2 ;
Class3TrainingData=Class3 ;
Class4TrainingData=Class4 ;
Class5TrainingData=Class5 ;
%% Class 1
Class1TestData=Class1TrainingData (Fs1+1:Fe1 , : ) ;
Class1TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class2
Class2TestData=Class2TrainingData (Fs1+1:Fe1 , : ) ;
Class2TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class3
Class3TestData=Class3TrainingData (Fs1+1:Fe1 , : ) ;
Class3TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class4
Class4TestData=Class4TrainingData (Fs1+1:Fe1 , : ) ;
Class4TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class5
Class5TestData=Class5TrainingData (Fs1+1:Fe1 , : ) ;
Class5TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Airs Algorithm All Classes
[~ ,D1,~ ,Output1]=AirsGenetic_FeaturesData (Class1TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;
[~ ,D2,~ ,Output2]=AirsGenetic_FeaturesData (Class2TrainingData , emax , . . .
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PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;
[~ ,D3,~ ,Output3]=AirsGenetic_FeaturesData (Class3TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;
[~ ,D4,~ ,Output4]=AirsGenetic_FeaturesData (Class4TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;
[~ ,D5,~ ,Output5]=AirsGenetic_FeaturesData (Class5TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

Sample=[Class1TestData ; Class2TestData ; Class3TestData ; Class4TestData ; . . .
Class5TestData ] ;

Training=[D1;D2;D3;D4;D5 ] ;
[Rows, Col ls ]= s i z e (D1) ;
Group=[ones (Rows, 1 )*1 ; ones (Rows, 1 )*2 ; ones (Rows, 1 )*3 ; ones (Rows, 1 )*4 ; . . .

ones (Rows , 1 ) * 5 ] ;
G=[ones (Fold , 1 )*1 ; ones (Fold , 1 )*2 ; ones (Fold , 1 )*3 ; ones (Fold , 1 )*4 ; . . .

ones (Fold , 1 ) * 5 ] ;
Class=knnc lass i fy (Sample , Training ,Group , k ) ;
[C, order ] = confusionmat (G, Class ) ;
Call=[Call ;C] ;
OverallC=OverallC+C;
end
OverallSum=sum( diag (OverallC ) ) ;
Accuracy=(OverallSum/500)*100;
[ ’ Test set Accuracy ’ , num2str (Accuracy ) , ’ % ’ ]

end

Αʹ.9.3 Επαναλήψεις με καλύτερες παραμέτρους

%% C12345 te s t
PopulationSize=80;
emax=0.1 ;
MigrationFraction = 0 .7 ;
MigrationInterval = 15;
k=3;
CrossoverFraction = 1;
EliteCount=5;
AccuracyAll = [ ] ;
Matrixs =[ ] ;
pame=[ ] ;
Detectors=0.8 ;
parfor w2=1:10
[ Accuracy]=Features_Airs ( PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , k , emax , Detectors ) ;
Matrixs=[Matrixs ; MigrationInterval ] ;
AccuracyAll=[AccuracyAll ; Accuracy ] ;
end
pame=[Matrixs AccuracyAll ] ;
f i gu re ( ’Name ’ , ’Accuracy and I t e ra t i ons ’ , ’NumberTitle ’ , ’ o f f ’ ) ;
p lot (pame( : , 1 ) ,pame( : , 2 ) , ’−−rs ’ , ’LineWidth ’ ,2 , . . .
’MarkerEdgeColor ’ , ’k ’ , . . .
’MarkerSize ’ ,10)
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xlabe l ( ’ I t e ra t i ons ’ ) ;
y labe l ( ’%Accuracy ’ ) ;
toc ;
matlabpool c lo s e

Αʹ.10 C1vsC2vsC3vsC4vsC5vsC6

Αʹ.10.1 Γενετικός Αλγοριθμος

function [F,X, nvars ,Output]=AirsGenetic_FeaturesData (Data , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors , r )

%% RUNS THE AIRS GENETIC OPTIMIZATION PROBLEM WITH THE DATASET
%% OF N−D DIMENSION
%
%%
%15−10−12
%% Computes the Dimension of the Data
[Rows, Col ls ]= s i z e (Data ) ;
dim=Col ls ; %Dimensions of the Dataset
%% Computes the maximum and minimum value of the Dataset per Collumn so we
%% wi l l have the maximum and minimum value of x , y so we can set the search
%% space between these values
Maximum=max(Data ) ;
Minimum=min(Data ) ;
%% We ca l l the aux i l i a ry function . . . which then computes the object ive
%% function
Fobj = @(X)Fitness_Evaluation_Vec (X,Data , emax , dim ) ;
%% We set the options of the genet ic algorithm
a=Detectors ;
nvars=round(Rows*Col ls *a ) ; %The number of Detectors (How many values the genet ic algorithm wi l l generate
InPop=Init ia lRange4 (Data , nvars , PopulationSize , r ) ;
i f (mod(nvars ,2)==1)

nvars=nvars+1;
end
options = gaoptimset ;
options=gaoptimset ( options , ’ In i t ia lPopulat ion ’ , InPop ) ;
options = gaoptimset ( options , ’ EliteCount ’ , EliteCount ) ;
options = gaoptimset ( options , ’ CrossoverFraction ’ , CrossoverFraction ) ;
options = gaoptimset ( options , ’ MigrationInterval ’ , MigrationInterval ) ;
options = gaoptimset ( options , ’MigrationFraction ’ , MigrationFraction ) ;
options = gaoptimset ( options , ’ PopulationSize ’ , PopulationSize ) ;

options = gaoptimset ( options , ’ SelectionFcn ’ , { @selectiontournament ,4 } ) ;
options = gaoptimset ( options , ’ Vectorized ’ , ’on ’ ) ;

%% We set the lb=Lower Bound and ub= Upper Bound of the Genetic Algorithm.
%% So the Algorithm wi l l generate x so that xmin<x<xmax and y so that
%% ymin<y<ymax. lb i s a matrix 1xlength (X) and ub i s a matrix 1xlength (X)
lb=repmat(Minimum,1 , nvars/dim ) ;
ub=repmat(Maximum,1 , nvars/dim ) ;

%% Runs the genet ic algorithm
[ x , fval , ex i t f l ag ,Output , population , score ] = . . .
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ga(Fobj , nvars , [ ] , [ ] , [ ] , [ ] , lb , ub , [ ] , options ) ;
X=[ ] ;
ds2=reshape (x , dim , length (x)/dim ) ;
X=f l ipud ( rot90 ( ds2 ) ) ;
F=fva l ;
end

Αʹ.10.2 Cross-Validation και K-NN Algorithm

function [ Accuracy]=Features_Airs ( PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , k , emax , Detectors , r )
load features30.mat
Data=N;
[NM]=get_normalized_matrix (Data ) ;
Data=NM;
%% In i t i a l i z e Classes
Class1=Data ( 1 : 1 0 0 , : ) ;
Class2=Data (101 : 200 , : ) ;
Class3=Data (201 : 300 , : ) ;
Class4=Data (301 : 400 , : ) ;
Class5=Data (401 : 500 , : ) ;
Class6=Data (501 : 600 , : ) ;

Fold=10;
OverallC=zeros (6 , 6 ) ;
Fold1=length (Class1 )*0 .1 ;

Call=zeros (6 , 6 ) ;
fo r i =1:10

Fs1=Fold1*( i −1);
Fe1=Fold1* i ;

%% I n i t i a l i z e The Training Classes
Class1TrainingData=Class1 ;
Class2TrainingData=Class2 ;
Class3TrainingData=Class3 ;
Class4TrainingData=Class4 ;
Class5TrainingData=Class5 ;
Class6TrainingData=Class6 ;

%% Class 1
Class1TestData=Class1TrainingData (Fs1+1:Fe1 , : ) ;
Class1TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class2
Class2TestData=Class2TrainingData (Fs1+1:Fe1 , : ) ;
Class2TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class3
Class3TestData=Class3TrainingData (Fs1+1:Fe1 , : ) ;
Class3TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class4
Class4TestData=Class4TrainingData (Fs1+1:Fe1 , : ) ;
Class4TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
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%% Class5
Class5TestData=Class5TrainingData (Fs1+1:Fe1 , : ) ;
Class5TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class5
Class6TestData=Class6TrainingData (Fs1+1:Fe1 , : ) ;
Class6TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Airs Algorithm All Classes
[~ ,D1,~ ,Output1]=AirsGenetic_FeaturesData (Class1TrainingData , emax , PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , Detectors , r ) ;
[~ ,D2,~ ,Output2]=AirsGenetic_FeaturesData (Class2TrainingData , emax , PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , Detectors , r ) ;
[~ ,D3,~ ,Output3]=AirsGenetic_FeaturesData (Class3TrainingData , emax , PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , Detectors , r ) ;
[~ ,D4,~ ,Output4]=AirsGenetic_FeaturesData (Class4TrainingData , emax , PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , Detectors , r ) ;
[~ ,D5,~ ,Output5]=AirsGenetic_FeaturesData (Class5TrainingData , emax , PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , Detectors , r ) ;
[~ ,D6,~ ,Output6]=AirsGenetic_FeaturesData (Class6TrainingData , emax , PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , Detectors , r ) ;

Sample=[Class1TestData ; Class2TestData ; Class3TestData ; Class4TestData ; Class5TestData ; Class6TestData ] ;
Training=[D1;D2;D3;D4;D5;D6 ] ;
[Rows, Col ls ]= s i z e (D1) ;
Group=[ones (Rows, 1 )*1 ; ones (Rows, 1 )*2 ; ones (Rows, 1 )*3 ; ones (Rows, 1 )*4 ; ones (Rows, 1 )*5 ; ones (Rows , 1 ) * 6 ] ;
G=[ones (Fold , 1 )*1 ; ones (Fold , 1 )*2 ; ones (Fold , 1 )*3 ; ones (Fold , 1 )*4 ; ones (Fold , 1 )*5 ; ones (Fold , 1 ) * 6 ] ;
Class=knnc lass i fy (Sample , Training ,Group , k ) ;
[C, order ] = confusionmat (G, Class ) ;
Call=[Call ;C] ;
OverallC=OverallC+C;
end
OverallSum=sum( diag (OverallC ) ) ;
Accuracy=(OverallSum/600)*100;
[ ’ Test set Accuracy ’ , num2str (Accuracy ) , ’ % ’ ]
end

Αʹ.10.3 Επαναλήψεις με καλύτερες παραμέτρους

%% C123456 te s t
r=0.08 ;
PopulationSize=50;
emax=0.1 ;
MigrationFraction = 0 .6 ;
MigrationInterval = 32;
k=6;
EliteCount=1;
CrossoverFraction = 1;
Detectors=0.9 ;
matlabpool (4)
AccuracyAll = [ ] ;
Matrixs =[ ] ;
pame=[ ] ;
t i c
parfor i =1:10
[ Accuracy]=Features_Airs ( PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , k , emax , Detectors , r ) ;
Matrixs=[Matrixs ; i ] ;
AccuracyAll=[AccuracyAll ; Accuracy ] ;
end
pame=[Matrixs AccuracyAll ] ;
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f i gu re ( ’Name ’ , ’Accuracy and I t e ra t i ons C123456 ’ , ’NumberTitle ’ , ’ o f f ’ ) ;
p lot (pame( : , 1 ) ,pame( : , 2 ) , ’−−rs ’ , ’LineWidth ’ ,2 , . . .
’MarkerEdgeColor ’ , ’k ’ , . . .
’MarkerSize ’ ,10)
x labe l ( ’ I t e ra t i ons ’ ) ;
y labe l ( ’%Accuracy ’ ) ;
toc
matlabpool c lo s e

Αʹ.11 C1vsC2vsC3vsC4vsC5vsC6vsC7

Αʹ.11.1 Γενετικός Αλγοριθμος

function [F,X, nvars ,Output]=AirsGenetic_FeaturesData (Data , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors )

%% RUNS THE AIRS GENETIC OPTIMIZATION PROBLEM WITH THE DATASET
%% OF N−D DIMENSION
%
%%
%15−10−12
%% Computes the Dimension of the Data
[Rows, Col ls ]= s i z e (Data ) ;
dim=Col ls ; %Dimensions of the Dataset
%% Computes the maximum and minimum value of the Dataset per Collumn so we
%% wi l l have the maximum and minimum value of x , y so we can set the search
%% space between these values
Maximum=max(Data ) ;
Minimum=min(Data ) ;
%% We ca l l the aux i l i a ry function . . . which then computes the object ive
%% function
Fobj = @(X)Fitness_Evaluation_Vec (X,Data , emax , dim ) ;
%% We set the options of the genet ic algorithm
a=Detectors ;
nvars=round(Rows*Col ls *a ) ; %The number of Detectors (How many values the genet ic algorithm wi l l generate
InPop=Init ia lRange4 (Data , nvars , PopulationSize ) ;
i f (mod(nvars ,2)==1)

nvars=nvars+1;
end
options = gaoptimset ;
options=gaoptimset ( options , ’ In i t ia lPopulat ion ’ , InPop ) ;
options = gaoptimset ( options , ’ EliteCount ’ , EliteCount ) ;
options = gaoptimset ( options , ’ CrossoverFraction ’ , CrossoverFraction ) ;
options = gaoptimset ( options , ’ MigrationInterval ’ , MigrationInterval ) ;
options = gaoptimset ( options , ’MigrationFraction ’ , MigrationFraction ) ;
options = gaoptimset ( options , ’ PopulationSize ’ , PopulationSize ) ;
options = gaoptimset ( options , ’ SelectionFcn ’ , { @selectiontournament ,3 } ) ;
options = gaoptimset ( options , ’ Vectorized ’ , ’on ’ ) ;
%% We set the lb=Lower Bound and ub= Upper Bound of the Genetic Algorithm.
%% So the Algorithm wi l l generate x so that xmin<x<xmax and y so that
%% ymin<y<ymax. lb i s a matrix 1xlength (X) and ub i s a matrix 1xlength (X)
lb=repmat(Minimum,1 , nvars/dim ) ;
ub=repmat(Maximum,1 , nvars/dim ) ;
%% Runs the genet ic algorithm
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[ x , fval , ex i t f l ag ,Output , population , score ] = . . .
ga (Fobj , nvars , [ ] , [ ] , [ ] , [ ] , lb , ub , [ ] , options ) ;
X=[ ] ;
ds2=reshape (x , dim , length (x)/dim ) ;
X=f l ipud ( rot90 ( ds2 ) ) ;
F=fva l ;
end

Αʹ.11.2 Cross-Validation και K-NN Algorithm

function [ Accuracy]=Features_Airs ( PopulationSize , EliteCount , . . .
MigrationInterval , MigrationFraction , CrossoverFraction , k , . . .
emax , Detectors )
load features30.mat
Data=N;
[NM]=get_normalized_matrix (Data ) ;
Data=NM;
%% In i t i a l i z e Classes
Class1=Data ( 1 : 1 0 0 , : ) ;
Class2=Data (101 : 200 , : ) ;
Class3=Data (201 : 300 , : ) ;
Class4=Data (301 : 400 , : ) ;
Class5=Data (401 : 500 , : ) ;
Class6=Data (501 : 600 , : ) ;
Class7=Data (601 : 700 , : ) ;

Fold=10;

OverallC=zeros (7 , 7 ) ;
Call=zeros (7 , 7 ) ;
%% Folds
Fold1=length (Class1 )*0 .1 ;

fo r i =1:10
%% Start and End
Fs1=Fold1*( i −1);
Fe1=Fold1* i ;

%% I n i t i a l i z e The Training Classes
Class1TrainingData=Class1 ;
Class2TrainingData=Class2 ;
Class3TrainingData=Class3 ;
Class4TrainingData=Class4 ;
Class5TrainingData=Class5 ;
Class6TrainingData=Class6 ;
Class7TrainingData=Class7 ;
%% Class 1
Class1TestData=Class1TrainingData (Fs1+1:Fe1 , : ) ;
Class1TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class2
Class2TestData=Class2TrainingData (Fs1+1:Fe1 , : ) ;
Class2TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
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%% Class3
Class3TestData=Class3TrainingData (Fs1+1:Fe1 , : ) ;
Class3TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class4
Class4TestData=Class4TrainingData (Fs1+1:Fe1 , : ) ;
Class4TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class5
Class5TestData=Class5TrainingData (Fs1+1:Fe1 , : ) ;
Class5TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class6
Class6TestData=Class6TrainingData (Fs1+1:Fe1 , : ) ;
Class6TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class7
Class7TestData=Class7TrainingData (Fs1+1:Fe1 , : ) ;
Class7TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Airs Algorithm All Classes
[~ ,D1,~ ,Output1]=AirsGenetic_FeaturesData (Class1TrainingData , . . .

emax , PopulationSize , EliteCount , MigrationInterval , . . .
MigrationFraction , CrossoverFraction , Detectors ) ;

[~ ,D2,~ ,Output2]=AirsGenetic_FeaturesData (Class2TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D3,~ ,Output3]=AirsGenetic_FeaturesData (Class3TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D4,~ ,Output4]=AirsGenetic_FeaturesData (Class4TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D5,~ ,Output5]=AirsGenetic_FeaturesData (Class5TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D6,~ ,Output5]=AirsGenetic_FeaturesData (Class6TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D7,~ ,Output5]=AirsGenetic_FeaturesData (Class7TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

Sample=[Class1TestData ; Class2TestData ; Class3TestData ; Class4TestData ; . . .
Class5TestData ; Class6TestData ; Class7TestData ] ;

Training=[D1;D2;D3;D4;D5;D6;D7 ] ;
[Rows, Col ls ]= s i z e (D1) ;
Group=[ones (Rows, 1 )*1 ; ones (Rows, 1 )*2 ; ones (Rows, 1 )*3 ; ones (Rows, 1 )*4 ; . . .

ones (Rows, 1 )*5 ; ones (Rows, 1 )*6 ; ones (Rows , 1 ) * 7 ] ;
G=[ones (Fold , 1 )*1 ; ones (Fold , 1 )*2 ; ones (Fold , 1 )*3 ; ones (Fold , 1 )*4 ; . . .

ones (Fold , 1 )*5 ; ones (Fold , 1 )*6 ; ones (Fold , 1 ) * 7 ] ;
Class=knnc lass i fy (Sample , Training ,Group , k ) ;
[C, order ] = confusionmat (G, Class ) ;
Call=[Call ;C] ;
OverallC=OverallC+C;
end
OverallSum=sum( diag (OverallC ) ) ;
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Accuracy=(OverallSum/700)*100;
[ ’ Test set Accuracy ’ , num2str (Accuracy ) , ’ % ’ ]

end

Αʹ.11.3 Επαναλήψεις με καλύτερες παραμέτρους

%% Test C1234567
PopulationSize=50;
emax=0.07 ;
EliteCount=5;
MigrationFraction = 0 .2 ;
MigrationInterval = 56;
k=5;
CrossoverFraction = 1;
AccuracyAll = [ ] ;
Matrixs =[ ] ;
pame=[ ] ;
Detectors=0.9 ;
parfor i =1:10
[ Accuracy]=Features_Airs ( PopulationSize , EliteCount , . . .
MigrationInterval , MigrationFraction , CrossoverFraction , . . .
k , emax , Detectors ) ;
Matrixs=[Matrixs ; MigrationInterval ] ;
AccuracyAll=[AccuracyAll ; Accuracy ] ;
end
pame=[Matrixs AccuracyAll ] ;
f i gu re ( ’Name ’ , ’Accuracy and I t e ra t i ons C1234567 ’ , ’NumberTitle ’ , ’ o f f ’ ) ;
p lot (pame( : , 1 ) ,pame( : , 2 ) , ’−−rs ’ , ’LineWidth ’ ,2 , . . .
’MarkerEdgeColor ’ , ’k ’ , . . .
’MarkerSize ’ ,10)
x labe l ( ’ MigrationInterval ’ ) ;
y labe l ( ’%Accuracy ’ ) ;
toc ;
matlabpool c lo s e

Αʹ.12 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8

Αʹ.12.1 Γενετικός Αλγοριθμος

function [F,X, nvars ,Output]=AirsGenetic_FeaturesData (Data , emax , PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , Detectors , r )

%% RUNS THE AIRS GENETIC OPTIMIZATION PROBLEM WITH THE DATASET
%% OF N−D DIMENSION
%% Computes the Dimension of the Data
[Rows, Col ls ]= s i z e (Data ) ;
dim=Col ls ; %Dimensions of the Dataset
%% Computes the maximum and minimum value of the Dataset per Collumn so we
%% wi l l have the maximum and minimum value of x , y so we can set the search
%% space between these values
Maximum=max(Data ) ;
Minimum=min(Data ) ;
%% We ca l l the aux i l i a ry function . . . which then computes the object ive
%% function
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Fobj = @(X)Fitness_Evaluation_Vec (X,Data , emax , dim ) ;
%% We set the options of the genet ic algorithm
a=Detectors ;
nvars=round(Rows*Col ls *a ) ; %The number of Detectors (How many values the genet ic algorithm wi l l generate
InPop=Init ia lRange4 (Data , nvars , PopulationSize , r ) ;
i f (mod(nvars ,2)==1)

nvars=nvars+1;
end
options = gaoptimset ;
options=gaoptimset ( options , ’ In i t ia lPopulat ion ’ , InPop ) ;
options = gaoptimset ( options , ’ EliteCount ’ , EliteCount ) ;
options = gaoptimset ( options , ’ CrossoverFraction ’ , CrossoverFraction ) ;
options = gaoptimset ( options , ’ MigrationInterval ’ , MigrationInterval ) ;
options = gaoptimset ( options , ’MigrationFraction ’ , MigrationFraction ) ;
options = gaoptimset ( options , ’ PopulationSize ’ , PopulationSize ) ;
options = gaoptimset ( options , ’ SelectionFcn ’ , @se lect ionrou let te ) ;
options = gaoptimset ( options , ’ Vectorized ’ , ’on ’ ) ;
%% We set the lb=Lower Bound and ub= Upper Bound of the Genetic Algorithm.
%% So the Algorithm wi l l generate x so that xmin<x<xmax and y so that
%% ymin<y<ymax. lb i s a matrix 1xlength (X) and ub i s a matrix 1xlength (X)
lb=repmat(Minimum,1 , nvars/dim ) ;
ub=repmat(Maximum,1 , nvars/dim ) ;
%% Runs the genet ic algorithm
[ x , fval , ex i t f l ag ,Output , population , score ] = . . .
ga (Fobj , nvars , [ ] , [ ] , [ ] , [ ] , lb , ub , [ ] , options ) ;
X=[ ] ;
ds2=reshape (x , dim , length (x)/dim ) ;
X=f l ipud ( rot90 ( ds2 ) ) ;
F=fva l ;
end

Αʹ.12.2 Cross-Validation και K-NN Algorithm

function [ Accuracy]=Features_Airs ( PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , k , emax , Detectors , r )
load features30.mat
Data=N;
[NM]=get_normalized_matrix (Data ) ;
Data=NM;
%% In i t i a l i z e Classes
Class1=Data ( 1 : 1 0 0 , : ) ;
Class2=Data (101 : 200 , : ) ;
Class3=Data (201 : 300 , : ) ;
Class4=Data (301 : 400 , : ) ;
Class5=Data (401 : 500 , : ) ;
Class6=Data (501 : 600 , : ) ;
Class7=Data (601 : 700 , : ) ;
Class8=Data (701 : 800 , : ) ;
Fold=10;
OverallC=zeros (8 , 8 ) ;
Call=zeros (8 , 8 ) ;
%% Folds
Fold1=length (Class1 )*0 .1 ;
fo r i =1:10
%% Start and End
Fs1=Fold1*( i −1);
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Fe1=Fold1* i ;
%% I n i t i a l i z e The Training Classes
Class1TrainingData=Class1 ;
Class2TrainingData=Class2 ;
Class3TrainingData=Class3 ;
Class4TrainingData=Class4 ;
Class5TrainingData=Class5 ;
Class6TrainingData=Class6 ;
Class7TrainingData=Class7 ;
Class8TrainingData=Class8 ;
%% Class 1
Class1TestData=Class1TrainingData (Fs1+1:Fe1 , : ) ;
Class1TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class2
Class2TestData=Class2TrainingData (Fs1+1:Fe1 , : ) ;
Class2TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class3
Class3TestData=Class3TrainingData (Fs1+1:Fe1 , : ) ;
Class3TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class4
Class4TestData=Class4TrainingData (Fs1+1:Fe1 , : ) ;
Class4TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class5
Class5TestData=Class5TrainingData (Fs1+1:Fe1 , : ) ;
Class5TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class6
Class6TestData=Class6TrainingData (Fs1+1:Fe1 , : ) ;
Class6TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class7
Class7TestData=Class7TrainingData (Fs1+1:Fe1 , : ) ;
Class7TrainingData (Fs1+1:Fe1 , : ) = [ ] ;

%% Class 8
Class8TestData=Class8TrainingData (Fs1+1:Fe1 , : ) ;
Class8TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Airs Algorithm All Classes
[~ ,D1,~ ,Output1]=AirsGenetic_FeaturesData (Class1TrainingData , emax , . . .

PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors , r ) ;

[~ ,D2,~ ,Output2]=AirsGenetic_FeaturesData (Class2TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors , r ) ;

[~ ,D3,~ ,Output3]=AirsGenetic_FeaturesData (Class3TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors , r ) ;

[~ ,D4,~ ,Output4]=AirsGenetic_FeaturesData (Class4TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors , r ) ;

[~ ,D5,~ ,Output5]=AirsGenetic_FeaturesData (Class5TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors , r ) ;

[~ ,D6,~ ,Output6]=AirsGenetic_FeaturesData (Class6TrainingData , emax , . . .
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PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors , r ) ;

[~ ,D7,~ ,Output7]=AirsGenetic_FeaturesData (Class7TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors , r ) ;

[~ ,D8,~ ,Output8]=AirsGenetic_FeaturesData (Class8TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors , r ) ;

Sample=[Class1TestData ; Class2TestData ; Class3TestData ; Class4TestData ; . . .
Class5TestData ; Class6TestData ; Class7TestData ; Class8TestData ] ;

Training=[D1;D2;D3;D4;D5;D6;D7;D8 ] ;
[Rows, Col ls ]= s i z e (D1) ;
Group=[ones (Rows, 1 )*1 ; ones (Rows, 1 )*2 ; ones (Rows, 1 )*3 ; ones (Rows, 1 )*4 ; . . .

ones (Rows, 1 )*5 ; ones (Rows, 1 )*6 ; ones (Rows, 1 )*7 ; ones (Rows , 1 ) * 8 ] ;
G=[ones (Fold , 1 )*1 ; ones (Fold , 1 )*2 ; ones (Fold , 1 )*3 ; ones (Fold , 1 )*4 ; . . .

ones (Fold , 1 )*5 ; ones (Fold , 1 )*6 ; ones (Fold , 1 )*7 ; ones (Fold , 1 ) * 8 ] ;
Class=knnc lass i fy (Sample , Training ,Group , k ) ;
[C, order ] = confusionmat (G, Class ) ;
Call=[Call ;C] ;
OverallC=OverallC+C;
end
OverallSum=sum( diag (OverallC ) ) ;
Accuracy=(OverallSum/800)*100;
[ ’ Test set Accuracy ’ , num2str (Accuracy ) , ’ % ’ ]
end

Αʹ.12.3 Επαναλήψεις με καλύτερες παραμέτρους

%% First
r=0.08 ;

emax=0.21 ;
MigrationFraction = 0 .1 ;
MigrationInterval = 24;
k=6;
EliteCount=1;
PopulationSize=90;
CrossoverFraction = 1;
Detectors=1;

AccuracyAll = [ ] ;
Matrixs =[ ] ;
pame=[ ] ;

matlabpool (4)

parfor i =1:10

[ Accuracy]=Features_Airs ( PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , k , emax , Detectors , r ) ;
Matrixs=[Matrixs ; i ] ;
AccuracyAll=[AccuracyAll ; Accuracy ] ;
end
pame=[Matrixs AccuracyAll ] ;
f i gu re ( ’Name ’ , ’Accuracy and I t e ra t i ons ’ , ’NumberTitle ’ , ’ o f f ’ ) ;
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plot (pame( : , 1 ) ,pame( : , 2 ) , ’−−rs ’ , ’LineWidth ’ ,2 , . . .
’MarkerEdgeColor ’ , ’k ’ , . . .
’MarkerSize ’ ,10)
x labe l ( ’ I t e ra t i ons ’ ) ;
y labe l ( ’%Accuracy ’ ) ;
matlabpool c lo s e

Αʹ.13 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9

Αʹ.13.1 Γενετικός Αλγοριθμος

function [F,X, nvars ,Output]=AirsGenetic_FeaturesData (Data , emax , PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , Detectors , r )

%% RUNS THE AIRS GENETIC OPTIMIZATION PROBLEM WITH THE DATASET
%% OF N−D DIMENSION
%
%%
%15−10−12
%% Computes the Dimension of the Data
[Rows, Col ls ]= s i z e (Data ) ;
dim=Col ls ; %Dimensions of the Dataset
%% Computes the maximum and minimum value of the Dataset per Collumn so we
%% wi l l have the maximum and minimum value of x , y so we can set the search
%% space between these values
Maximum=max(Data ) ;
Minimum=min(Data ) ;
%% We ca l l the aux i l i a ry function . . . which then computes the object ive
%% function
Fobj = @(X)Fitness_Evaluation_Vec (X,Data , emax , dim ) ;
%% We set the options of the genet ic algorithm
a=Detectors ;
nvars=round(Rows*Col ls *a ) ; %The number of Detectors (How many values the genet ic algorithm wi l l generate
InPop=Init ia lRange4 (Data , nvars , PopulationSize ) ;
i f (mod(nvars ,2)==1)

nvars=nvars+1;
end
options = gaoptimset ;
options=gaoptimset ( options , ’ In i t ia lPopulat ion ’ , InPop ) ;
options = gaoptimset ( options , ’ EliteCount ’ , EliteCount ) ;
options = gaoptimset ( options , ’ CrossoverFraction ’ , CrossoverFraction ) ;
options = gaoptimset ( options , ’ MigrationInterval ’ , MigrationInterval ) ;
options = gaoptimset ( options , ’MigrationFraction ’ , MigrationFraction ) ;
options = gaoptimset ( options , ’ PopulationSize ’ , PopulationSize ) ;
options = gaoptimset ( options , ’ SelectionFcn ’ , @se lect ionrou let te ) ;
options = gaoptimset ( options , ’ Vectorized ’ , ’on ’ ) ;
%% We set the lb=Lower Bound and ub= Upper Bound of the Genetic Algorithm.
%% So the Algorithm wi l l generate x so that xmin<x<xmax and y so that
%% ymin<y<ymax. lb i s a matrix 1xlength (X) and ub i s a matrix 1xlength (X)
lb=repmat(Minimum,1 , nvars/dim ) ;
ub=repmat(Maximum,1 , nvars/dim ) ;
%% Runs the genet ic algorithm
[ x , fval , ex i t f l ag ,Output , population , score ] = . . .
ga (Fobj , nvars , [ ] , [ ] , [ ] , [ ] , lb , ub , [ ] , options ) ;
X=[ ] ;
ds2=reshape (x , dim , length (x)/dim ) ;
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X=f l ipud ( rot90 ( ds2 ) ) ;
F=fva l ;
end

Αʹ.13.2 Cross-Validation και K-NN Algorithm

function [ Accuracy]=Features_Airs ( PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , k , emax , Detectors )
load features30.mat
Data=N;
[NM]=get_normalized_matrix (Data ) ;
Data=NM;
%% In i t i a l i z e Classes
Class1=Data ( 1 : 1 0 0 , : ) ;
Class2=Data (101 : 200 , : ) ;
Class3=Data (201 : 300 , : ) ;
Class4=Data (301 : 400 , : ) ;
Class5=Data (401 : 500 , : ) ;
Class6=Data (501 : 600 , : ) ;
Class7=Data (601 : 700 , : ) ;
Class8=Data (701 : 800 , : ) ;
Class9=Data (801 : 900 , : ) ;
Fold=10;
OverallC=zeros (9 , 9 ) ;
Call=zeros (9 , 9 ) ;
%% Folds
Fold1=length (Class1 )*0 .1 ;
fo r i =1:10
%% Start and End
Fs1=Fold1*( i −1);
Fe1=Fold1* i ;
%% I n i t i a l i z e The Training Classes
Class1TrainingData=Class1 ;
Class2TrainingData=Class2 ;
Class3TrainingData=Class3 ;
Class4TrainingData=Class4 ;
Class5TrainingData=Class5 ;
Class6TrainingData=Class6 ;
Class7TrainingData=Class7 ;
Class8TrainingData=Class8 ;
Class9TrainingData=Class9 ;
%% Class 1
Class1TestData=Class1TrainingData (Fs1+1:Fe1 , : ) ;
Class1TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class2
Class2TestData=Class2TrainingData (Fs1+1:Fe1 , : ) ;
Class2TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class3
Class3TestData=Class3TrainingData (Fs1+1:Fe1 , : ) ;
Class3TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class4
Class4TestData=Class4TrainingData (Fs1+1:Fe1 , : ) ;
Class4TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class5
Class5TestData=Class5TrainingData (Fs1+1:Fe1 , : ) ;
Class5TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
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%% Class6
Class6TestData=Class6TrainingData (Fs1+1:Fe1 , : ) ;
Class6TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class7
Class7TestData=Class7TrainingData (Fs1+1:Fe1 , : ) ;
Class7TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class 8
Class8TestData=Class8TrainingData (Fs1+1:Fe1 , : ) ;
Class8TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Class 9
Class9TestData=Class9TrainingData (Fs1+1:Fe1 , : ) ;
Class9TrainingData (Fs1+1:Fe1 , : ) = [ ] ;
%% Airs Algorithm All Classes
[~ ,D1,~ ,Output1]=AirsGenetic_FeaturesData (Class1TrainingData , emax , . . .

PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D2,~ ,Output2]=AirsGenetic_FeaturesData (Class2TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D3,~ ,Output3]=AirsGenetic_FeaturesData (Class3TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D4,~ ,Output4]=AirsGenetic_FeaturesData (Class4TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D5,~ ,Output5]=AirsGenetic_FeaturesData (Class5TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D6,~ ,Output6]=AirsGenetic_FeaturesData (Class6TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D7,~ ,Output7]=AirsGenetic_FeaturesData (Class7TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D8,~ ,Output8]=AirsGenetic_FeaturesData (Class8TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

[~ ,D9,~ ,Output8]=AirsGenetic_FeaturesData (Class9TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction , Detectors ) ;

Sample=[Class1TestData ; Class2TestData ; Class3TestData ; Class4TestData ; . . .
Class5TestData ; Class6TestData ; Class7TestData ; Class8TestData ; . . .
Class9TestData ] ;

Training=[D1;D2;D3;D4;D5;D6;D7;D8;D9 ] ;
[Rows, Col ls ]= s i z e (D1) ;
Group=[ones (Rows, 1 )*1 ; ones (Rows, 1 )*2 ; ones (Rows, 1 )*3 ; ones (Rows, 1 )*4 ; . . .

ones (Rows, 1 )*5 ; ones (Rows, 1 )*6 ; ones (Rows, 1 )*7 ; ones (Rows, 1 )*8 ; . . .
ones (Rows , 1 ) * 9 ] ;

G=[ones (Fold , 1 )*1 ; ones (Fold , 1 )*2 ; ones (Fold , 1 )*3 ; ones (Fold , 1 )*4 ; . . .
ones (Fold , 1 )*5 ; ones (Fold , 1 )*6 ; ones (Fold , 1 )*7 ; ones (Fold , 1 )*8 ; . . .
ones (Fold , 1 ) * 9 ] ;

Class=knnc lass i fy (Sample , Training ,Group , k ) ;
[C, order ] = confusionmat (G, Class ) ;
Call=[Call ;C] ;
OverallC=OverallC+C;
end
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OverallSum=sum( diag (OverallC ) ) ;
Accuracy=(OverallSum/900)*100;
[ ’ Test set Accuracy ’ , num2str (Accuracy ) , ’ % ’ ]
end

Αʹ.13.3 Επαναλήψεις με καλύτερες παραμέτρους

c l ea r ;
c l c ;
r=0.08 ;
emax=0.04 ;
MigrationFraction = 0 .4 ;
MigrationInterval = 56;
k=9;
EliteCount=9;
PopulationSize=80;
CrossoverFraction = 1;
Detectors=0.8 ;

AccuracyAll = [ ] ;
Matrixs =[ ] ;
pame=[ ] ;

matlabpool (4)

parfor i =1:10

[ Accuracy]=Features_Airs ( PopulationSize , EliteCount , MigrationInterval , . . .
MigrationFraction , CrossoverFraction , k , emax , Detectors ) ;

Matrixs=[Matrixs ; i ] ;
AccuracyAll=[AccuracyAll ; Accuracy ] ;
end
pame=[Matrixs AccuracyAll ] ;
f i gu re ( ’Name ’ , ’Accuracy and I t e ra t i ons ’ , ’NumberTitle ’ , ’ o f f ’ ) ;
p lot (pame( : , 1 ) ,pame( : , 2 ) , ’−−rs ’ , ’LineWidth ’ ,2 , . . .
’MarkerEdgeColor ’ , ’k ’ , . . .
’MarkerSize ’ ,10)
x labe l ( ’ I t e ra t i ons ’ ) ;
y labe l ( ’%Accuracy ’ ) ;
matlabpool c lo s e

Αʹ.14 C1vsC2vsC3vsC4vsC5vsC6vsC7vsC8vsC9vsC10

Αʹ.14.1 Γενετικός Αλγοριθμος

function [F,X, nvars ,Output]=AirsGenetic_FeaturesData (Data , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ,~)

%% RUNS THE AIRS GENETIC OPTIMIZATION PROBLEM WITH THE DATASET
%% OF N−D DIMENSION
%
%%
%15−10−12

Γενετικός Αλγόριθμος Ταξινόμησης Genetic AIRS 168



Μεταπτυχιακή Διατριβή Δημήτρης Μαθιουδάκης

%% Computes the Dimension of the Data
[Rows, Col ls ]= s i z e (Data ) ;
dim=Col ls ; %Dimensions of the Dataset
%% Computes the maximum and minimum value of the Dataset per Collumn so we
%% wi l l have the maximum and minimum value of x , y so we can set the search
%% space between these values
Maximum=max(Data ) ;
Minimum=min(Data ) ;
%% We ca l l the aux i l i a ry function . . . which then computes the object ive
%% function
Fobj = @(X)Fitness_Evaluation_Vec (X,Data , emax , dim ) ;
%% We set the options of the genet ic algorithm
nvars=round(Rows*Col ls *0 .8 ) ; %The number of Detectors (How many values the genet ic algorithm wi l l generate
InPop=Init ia lRange4 (Data , nvars , PopulationSize ) ;
i f (mod(nvars ,2)==1)

nvars=nvars+1;
end
options = gaoptimset ;
options=gaoptimset ( options , ’ In i t ia lPopulat ion ’ , InPop ) ;
options = gaoptimset ( options , ’ EliteCount ’ , EliteCount ) ;
options = gaoptimset ( options , ’ CrossoverFraction ’ , CrossoverFraction ) ;
options = gaoptimset ( options , ’ MigrationInterval ’ , MigrationInterval ) ;
options = gaoptimset ( options , ’MigrationFraction ’ , MigrationFraction ) ;
options = gaoptimset ( options , ’ PopulationSize ’ , PopulationSize ) ;
options = gaoptimset ( options , ’ SelectionFcn ’ , @se lect ionrou let te ) ;
options = gaoptimset ( options , ’ Vectorized ’ , ’on ’ ) ;
%% We set the lb=Lower Bound and ub= Upper Bound of the Genetic Algorithm.
%% So the Algorithm wi l l generate x so that xmin<x<xmax and y so that
%% ymin<y<ymax. lb i s a matrix 1xlength (X) and ub i s a matrix 1xlength (X)
lb=repmat(Minimum,1 , nvars/dim ) ;
ub=repmat(Maximum,1 , nvars/dim ) ;

%% Runs the genet ic algorithm
[ x , fval , ex i t f l ag ,Output , population , score ] = . . .
ga (Fobj , nvars , [ ] , [ ] , [ ] , [ ] , lb , ub , [ ] , options ) ;
X=[ ] ;
ds2=reshape (x , dim , length (x)/dim ) ;
X=f l ipud ( rot90 ( ds2 ) ) ;
F=fva l ;
end

Αʹ.14.2 Cross-Validation και K-NN Algorithm

function [ Accuracy]=Features_Airs ( PopulationSize , EliteCount , MigrationInterval , MigrationFraction , CrossoverFraction , k , emax)

load features30.mat
Data=N;
[NM]=get_normalized_matrix (Data ) ;
Data=NM;
%% In i t i a l i z e Classes
Class1=Data ( 1 : 1 0 0 , : ) ;
Class2=Data (101 : 200 , : ) ;
Class3=Data (201 : 300 , : ) ;
Class4=Data (301 : 400 , : ) ;
Class5=Data (401 : 500 , : ) ;
Class6=Data (501 : 600 , : ) ;
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Class7=Data (601 : 700 , : ) ;
Class8=Data (701 : 800 , : ) ;
Class9=Data (801 : 900 , : ) ;
Class10=Data (901 :1000 , : ) ;

Fold=10;

OverallC=zeros (10 ,10) ;
Call = [ ] ;

f o r i =1:Fold : length (Class1)−1
%% I n i t i a l i z e The Training Classes
Class1TrainingData=Class1 ;
Class2TrainingData=Class2 ;
Class3TrainingData=Class3 ;
Class4TrainingData=Class4 ;
Class5TrainingData=Class5 ;
Class6TrainingData=Class6 ;
Class7TrainingData=Class7 ;
Class8TrainingData=Class8 ;
Class9TrainingData=Class9 ;
Class10TrainingData=Class10 ;

%% Class 1
Class1TestData=Class1TrainingData ( i : i+Fold−1 , : ) ;
Class1TrainingData ( i : i+Fold−1 , : )=[ ] ;
%% Class2
Class2TestData=Class2TrainingData ( i : i+Fold−1 , : ) ;
Class2TrainingData ( i : i+Fold−1 , : )=[ ] ;
%% Class3
Class3TestData=Class3TrainingData ( i : i+Fold−1 , : ) ;
Class3TrainingData ( i : i+Fold−1 , : )=[ ] ;

%% Class4
Class4TestData=Class4TrainingData ( i : i+Fold−1 , : ) ;
Class4TrainingData ( i : i+Fold−1 , : )=[ ] ;
%% Class5
Class5TestData=Class5TrainingData ( i : i+Fold−1 , : ) ;
Class5TrainingData ( i : i+Fold−1 , : )=[ ] ;
%% Class6
Class6TestData=Class6TrainingData ( i : i+Fold−1 , : ) ;
Class6TrainingData ( i : i+Fold−1 , : )=[ ] ;

%% Class7
Class7TestData=Class7TrainingData ( i : i+Fold−1 , : ) ;
Class7TrainingData ( i : i+Fold−1 , : )=[ ] ;
%% Class8
Class8TestData=Class8TrainingData ( i : i+Fold−1 , : ) ;
Class8TrainingData ( i : i+Fold−1 , : )=[ ] ;
%% Class9
Class9TestData=Class9TrainingData ( i : i+Fold−1 , : ) ;
Class9TrainingData ( i : i+Fold−1 , : )=[ ] ;

%% Class10
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Class10TestData=Class10TrainingData ( i : i+Fold−1 , : ) ;
Class10TrainingData ( i : i+Fold−1 , : )=[ ] ;

%% Airs Algorithm All Classes

[F1 ,D1, nvars1 , Output1]=AirsGenetic_FeaturesData (Class1TrainingData , . . .
emax , PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

[F2 ,D2, nvars2 , Output2]=AirsGenetic_FeaturesData (Class2TrainingData , . . .
emax , PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

[F3 ,D3, nvars3 , Output3]=AirsGenetic_FeaturesData (Class3TrainingData , . . .
emax , PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

[F4 ,D4, nvars4 , Output4]=AirsGenetic_FeaturesData (Class4TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

[F5 ,D5, nvars5 , Output5]=AirsGenetic_FeaturesData (Class5TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

[F6 ,D6, nvars6 , Output6]=AirsGenetic_FeaturesData (Class6TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

[F7 ,D7, nvars7 , Output7]=AirsGenetic_FeaturesData (Class7TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

[F8 ,D8, nvars8 , Output8]=AirsGenetic_FeaturesData (Class8TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

[F9 ,D9, nvars9 , Output9]=AirsGenetic_FeaturesData (Class9TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

[ F10 ,D10, nvars10 , Output10]=AirsGenetic_FeaturesData (Class10TrainingData , emax , . . .
PopulationSize , EliteCount , MigrationInterval , MigrationFraction , . . .
CrossoverFraction ) ;

Sample=[Class1TestData ; Class2TestData ; Class3TestData ; Class4TestData ; . . .
Class5TestData ; Class6TestData ; Class7TestData ; Class8TestData ; . . .
Class9TestData ; Class10TestData ] ;

Training=[D1;D2;D3;D4;D5;D6;D7;D8;D9;D10 ] ;
[Rows, Col ls ]= s i z e (D1) ;
Group=[ones (Rows, 1 )*1 ; ones (Rows, 1 )*2 ; ones (Rows, 1 )*3 ; ones (Rows, 1 )*4 ; . . .

ones (Rows, 1 )*5 ; ones (Rows, 1 )*6 ; ones (Rows, 1 )*7 ; ones (Rows, 1 )*8 ; . . .
ones (Rows, 1 )*9 ; ones (Rows, 1 ) * 10 ] ;

G=[ones (Fold , 1 )*1 ; ones (Fold , 1 )*2 ; ones (Fold , 1 )*3 ; ones (Fold , 1 )*4 ; . . .
ones (Fold , 1 )*5 ; ones (Fold , 1 )*6 ; ones (Fold , 1 )*7 ; ones (Fold , 1 )*8 ; . . .
ones (Fold , 1 )*9 ; ones (Fold , 1 ) * 10 ] ;

Class=knnc lass i fy (Sample , Training ,Group , k ) ;
[C, order ] = confusionmat (G, Class ) ;
Call=[Call ;C] ;
OverallC=OverallC+C;

end
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OverallSum=sum( diag (OverallC ) ) ;
Accuracy=(OverallSum/1000)*100;
[ ’ Test set Accuracy ’ , num2str (Accuracy ) , ’ % ’ ]

end

Αʹ.14.3 Επαναλήψεις με καλύτερες παραμέτρους

%% C12345678910 Test
PopulationSize=80;
emax=0.1 ;
CrossoverFraction = 1;
MigrationFraction = 0 .7 ;
MigrationInterval = 15;
k=3;
EliteCount=6;
AccuracyAll = [ ] ;
Matrixs =[ ] ;
pame=[ ] ;
matlabpool (4)
parfor i =1:10
[ Accuracy]=Features_Airs ( PopulationSize , EliteCount , MigrationInterval , . . .

MigrationFraction , CrossoverFraction , k , emax ) ;
Matrixs=[Matrixs ; i ] ;
AccuracyAll=[AccuracyAll ; Accuracy ] ;
end
pame=[Matrixs AccuracyAll ] ;
f i gu re ( ’Name ’ , ’Accuracy and I t e ra t i ons C12345678910 ’ , ’NumberTitle ’ , ’ o f f ’ ) ;
p lot (pame( : , 1 ) ,pame( : , 2 ) , ’−−rs ’ , ’LineWidth ’ ,2 , . . .
’MarkerEdgeColor ’ , ’k ’ , . . .
’MarkerSize ’ ,10)
x labe l ( ’emax ’ ) ;
y labe l ( ’%Accuracy ’ ) ;
a=sum(AccuracyAll )/10;
f p r i n t f ( ’Accuracy : %d\n ’ , a ) ;
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